
Universidad Autónoma de Querétaro

Facultad de Ingenieŕıa
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Abstract

This thesis shows the implementation of two deep neural networks (LSTM) one for the modeling
of polluting air particles called PM10, while the second network is used to detect the conditions
that precede a leave. Since the data used are records of the city of Mexico, the respective Mexican
standard was taken as a reference. This is because the monitoring of air quality is a topic of current
interest, PM10 particles are air pollutants made up of different components.

The results obtained demonstrate that it is possible to anticipate an excess of PM10 particles
24, 48 or 72 hours before it occurs. Similarly, different algorithms were implemented to validate the
results obtained, focusing on the preprocessing of the initial data and the modeling and prediction
of the exceedances.

Keywords: Air pollution, LSTM Recurrent Neural Network, Deep Neural Network,
PM10.
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Resumen

La presente tesis muestra la implementación de dos redes neuronales profundas (LSTM) una
para la modelación de las part́ıculas aéreas contaminantes llamadas PM10, mientras que la segunda
red es utilizada para detectar las condiciones que anteceden a una excedencia. Dado que los datos
utilizados son registros de la cuidad de México, se tomo de referencia la norma mexicana respec-
tiva. Lo anterior debido a que el monitoreo de la calidad del aire es un tema de interés actual, las
part́ıculas PM10 son contaminantes aéreos constituidas de diferentes componentes.

Los resultados obtenidos demuestran que es posible anticipar una excedencia de part́ıculas PM10
con 24, 48 o 72 horas previas a que ocurra. De igual manera se implemento distintos algoritmos
para validar los resultados obtenidos, enfocándose en el preprocesamiento de los datos iniciales y
en la modelación y predicción de las excedencias.

Palabras claves: Contaminación aérea, Red Neuronal Recurrente LSTM, Redes
neuronales profundas, PM10.
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CAPÍTULO 1

Introducción

1.1. Contaminación aérea

La contaminación aérea o atmosférica es la presencia de materiales o gases, denominados ma-
terial particulado, los cuales implican algún riesgo o daño para las personas y bienes de cualquier
naturaleza. Dicha contaminación es provocada por emisiones de los automóviles, polvo, polen, es-
poras de moho, entre otros (Davidson, Phalen, y Solomon, 2005).

Desde la segunda mitad del siglo XVIII, con la revolución industrial, el desarrollo de diversas
fabricas, el desarrollo del transporte y el uso de combustibles fósiles han provocado el incremento
de diversos gases y materiales suspendidos en la atmósfera (Brunekreef y Holgate, 2002).

En la Figura 1.1 se observa un gráfico circular del porcentaje de las diferentes áreas de conta-
minación en México, siendo la contaminación del aire la más alarmante.

Figura 1.1: Contaminación en México (Tomada de Instituto Nacional de Estad́ıstica y Geograf́ıa).
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1.2. Inteligencia artificial

El termino “inteligencia artificial”fue introducido en 1956 en la conferencia de Dartmounth
por John McCarthy. Quien la definio como la ciencia e ingenio de hacer maquinas inteligentes,
especialmente programas de computo inteligente; siendo bien recibido en la comunida investigadora
(Buchanan, 2005).

La inteligencia artificial (AI 1) es la combinación de algoritmos estructurados con el propósito
de crear máquinas con capacidades similares a las humanas. Cuyos resultados aun se visualizan
lejanos, pero sus avances están presentes en nuestro d́ıa a d́ıa (Pennachin y Goertzel, 2007).

Stuart Rusell y Peter Norvig, clasifican la inteligencia artificial en 4 tipos (Russell y Norvig,
2016):

Sistemas que piensan como humanos: tomando como ejemplo las redes neuronales, estos
algoritmos automatizan actividades como lo es el aprendizaje y toma de decisiones.

Sistemas que actúan como humanos: estas son maquinas que realizan tareas de forma
similar a como lo haŕıa una persona, un ejemplo son los robots.

Sistemas que piensan racionalmente: englobando a los sistemas expertos, los cuales son
capaces de emular el pensamiento lógico racional de los humanos.

Sistemas que actúan racionalmente: en esta clasificación de forma ideal pero aun se esta
trabajando en sus inicios; se trata de agentes inteligentes, los cuales imitan de manera racional
el comportamiento humano.

Sus origenes se pueden remontar a los estudios de los antiguos griegos sobre el rasocinio. Pero
no fue hasta 1315, cuando Ramon Llull en su libro Ars magna tuvo la idea de que el razonamiento
pod́ıa ser efectuado de mandera artiicial. En 1936 Alan Turing diseña formalmente una Máquina
universal que demuestra la viabilidad de un dispositivo f́ısico para implementar cualquier cómputo
formalmente definido (Buchanan, 2005). Herbet Simon, Allen Newell y J.C. Shaw en 1955, desa-
rrollaron el primer lenguaje de programación orientado para resolver problemas (Buchanan, 2005).
A mediados de los 60, surgieron los sistemas expertos, los cuales eran capaces de predecir la pro-
babilidad de una solución de pendiendo de un conjunto de condiciones (Buchanan, 2005). Y aśı
sucesivamente surgieron avances hasta la actualidad, existiendo diversos algoritmos que emulan
ciertas capacidades de aprender o identificar patrones.

1.3. Estado del arte

Actualmente se ha buscado el desarrollo de modelos que ayuden a entender y predecir el com-
portamiento del material particualdo, sin embargo como punto critico es determinar las condiciones
que causan un nivel superior a lo establecido por normas, denominado excedencia. En la Tabla 1.1
se muestra trabajos donde el estudio del comportamiento del material particulado es el objetivo
principal, tanto el daño que provoca en la salud como las condiciones de su comportamiento.

1Por sus siglas del inglés Artificial Intelligence
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1.4. Descripción del problema

En las América, 93 000 defunciones anuales en páıses de ingresos bajo y medios (LMIC) y 44
000 en páıses de ingresos altos (HI) son atribuidas a la contaminación atmosférica (OPS, 2019).
Lo anterior indica, si se sobrepasa el nivel seguro de particulas ambientales, los habitantes de
una deteminada región corren riesgos de enfermarse gravemente, dichas enfermedades reducirán
significativamente la calidad de vida de los individuos afectados y en casos extremos provocar su
fallecimiento (Brunekreef y Holgate, 2002).

La ciudad de México, México y sus alrededores posen estaciones de monitoreo; las cuales forman
parte de la Red Automatica de Monitoreo Atmosferico (RAMA). Dichas estaciones solo son capaces
de medir las concentraciones de diversos contaminantes aéreos (CDMX, 2019), pero no son capaces
de identificar las condiciones que anteceden a una excedencia.

Como ejemplo en el 2017 dos de las estaciones registraron valores medios diarios que sobrepasan
lo establecido por la norma mexicana 2 (la cual establece una media diaria de 75µg/m3) como se
muestra en la Figura 1.2.

(a) Estación de monitoreo ACO.

2NOM-025-SSA1-2014
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(b) Estación de monitoreo TLI.

Figura 1.2: Ejemplo del comportamiento medio de las concentraciones de part́ıculas PM10 a lo
largo del año 2017 en la ciudad de México. (Adaptada de los registros de la base de datos RAMA).

1.5. Justificación

La contaminación aérea generada afecta diversos sectores uno de ellos es el referente a la salud.
Estudios han demostrado la correspondencia entre la contaminación atmosférica y la mortalidad
por enfermedades cardiovasculares y respiratorias (Davidson et al., 2005; Katsouyanni et al., 2001).
Datos de la OMS 3 demuestran que en el 2016, el 91 % de la población mundial viv́ıa en lugares
donde no se respetaban las direcciones de la OMS sobre la calidad del aire (OMS, 2018).

Actualmente existe una escasez de modelos robustos capaces de detectar las condiciones que
anteceden a una situación de excedencia de contaminantes atmosféricos; esto da a entender que
para detectar particularmente excedencias de part́ıculas PM10 no existen o simplemente no se han
logrado obtener resultados favorables, impidiendo alertar a la población del lugar para que tome
sus precauciones necesarias para evitar problemas de salud.

3Organización Mundial de la Salud.
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1.6. Hipótesis

Existen condiciones particulares que favorecen o inician una excedencia de part́ıculas PM10,
las cuales se podrán catalogar y predecir, permitiendo realizar una alerta temprana. El uso de una
topoloǵıa de red neuronal recurrente permitirá predecir dichas condiciones particulares con una
buena tasa de éxito y sera capaz de adaptarse a los constantes cambios ambientales.

1.7. Objetivos

1.7.1. Objetivo general

Como objetivo general se busca identificar con el mayor tiempo de anticipación condiciones de
excedencias de PM10 en la ciudad de México, implementando una topoloǵıa de Red Neuronal Recu-
rrente, la cual permitirá tomar precauciones y medidas para disminuir las part́ıculas en suspensión
producidas por el sector industrial.

1.7.2. Objetivos particulares

Generar un modelo robusto que permita predecir el comportamiento de excedencias de part́ıcu-
las PM10.

Obtener un porcentaje aceptable de aciertos de excedencias utilizando los dos últimos años
(2017 y 2018) de la base de datos RAMA, como medida de comparación.

Detectar las condiciones presentes en una excedencia de PM10, tales como la humedad, la
temperatura, dirección del viento e intensidad del mismo.

Diseñar un modelo que detecte los inicios de condiciones de excedencias.
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CAPÍTULO 2

Marco teórico.

2.1. Material particulado

El material particulado (PM)4 o part́ıculas en suspensión, es un contaminante aéreo el cual
se conforma de una gran variedad de diminutos cuerpos sólidos o de gotas de ĺıquidos, cuyos
oŕıgenes vaŕıan entre uno natural y uno artificial (Davidson et al., 2005). Lo anterior indica que sus
caracteŕısticas fisicoqúımicas son muy diferentes entre śı provocando distintos problemas de salud.

En general, la composicion del material particualdo varia entre nitratos, sulfatos, metales, com-
puestos organicos, entre otros. Devido a su tamaño, estas part́ıculas pueden estar suspendidas en el
aire por amplios periodos de tiempo dispersandose a una cierta distancia de su origen; los patrones
de viento y las condiciones atmosféricas pueden hacer que la concentración de part́ıculas en el aire
ambiental varié d́ıa a d́ıa e incluso hora con hora (Stadlober, Hörmann, y Pfeiler, 2008). Algu-
nas de estas part́ıculas son tan diminutas que fácilmente son inhaladas logrando entrar al torrente
sangúıneo, imitando el comportamiento del oxigeno, pero a diferencia de este generando daños al
organismo (Concepción Jiménez, 2015; Stadlober et al., 2008).

En la Tabla 4.1 se muestra una de las clasificaciones del material particulado, dicha clasificación
se basa en el tamaño aerodinámico de dichas part́ıculas dividiéndolas en tres grupos, el nombre
de estos grupos se forman con el acronimo “PM”, seguido por el número que indica el tamaño
máximo de las part́ıculas en dicha clasificación (Concepción Jiménez, 2015). Mientras en la Tabla
2.2 se muestra otra forma de clasificación de forma más generica (Davidson et al., 2005). Estas
clasificaciones son utilizadas con propósitos de medición de contaminación ambiental y por los
efectos de salud probocados (Davidson et al., 2005; Concepción Jiménez, 2015; Stadlober et al.,
2008).

Tabla 2.1: Clasificación por tamaño del material particulado (Adaptada de Concepción 2015).

Clasidicación Tamaño

PM10 ≤ 10µm
PM2.5 ≤ 2,5µm
PM0.1 ≤ 0,1µm

4Por sus siglas en inglés Particulate Matter
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Tabla 2.2: Clasificación general del material particulado (Adaptada de Davidson 2005).

Designación Tamaño

Material particualdo ultrafino PM < 0,1
Material particulado fino PM 0.1–2.5

Material particulado grueso PM 2.5–10

En la Figura 2.1 se observa mejor el tamaño de las part́ıculas, siendo comparadas con el grosor
de un cabello humano 5 (Concepción Jiménez, 2015). En la imagen falta las part́ıculas ultrafinas,
esto se debe al tamaño tan reducido que estas tienen.

Figura 2.1: Comparación entre las part́ıculas PM10, PM2.5 y un cabello humano (Adaptada de
Concepción 2015).

2.1.1. Part́ıculas PM10

Las part́ıculas PM10 forman del caso de estudio del presente trabajo, las cuales están conforma-
das principalmente por el polen de diversas flores, rocas trituradas, tierra, contaminantes generados
por el uso de combustibles fósiles, entre otros (Stadlober et al., 2008). En la Figura 2.2 se muestra
algunos ejemplos de dichas part́ıculas.

Figura 2.2: Ejemplo del origen de las PM (natural y artificial) (Adaptada de Stadlober 2008).

2.1.2. Excedencias

Una excedencia se denomina cuando los valores de una variable sobrepasa el valor máximo
permitido. En este caso la variable se refiere a la concentración media diaria de part́ıculas PM10 y

5El cabello humano tiene un grosor promedio de 70 µm
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el limite permitido lo define la norma mexicana NOM-025-SSA1-2014, la cual establece una media
diaria de 75 µg/m3 y una media anual de 40 µg/m3. Como la norma establece un valor medio,
es necesario tomar los registros ambientales cada cierto tiempo e ir calculando la media en base a
los registros. Este no es un tema de interés local, a nivel mundial la Organización Mundial de la
Salud (OMS) igualmente indica los valores máximos que considera seguro para no afectar la salud
publica. En la tabla 2.3 se observa la diferencia entre la norma mexicana y lo dicho por la OMS.

Tabla 2.3: Tabla de comparación entre la norma mexicana y lo establecido por la OMS (Adaptada
del Informe de calidad de aire 2016 CDMX).

NOM OMS

Media diaria (24h) Media anual Media diaria (24h) Media anual
Limite 75µg/m3 40µg/m3 50µg/m3 20µg/m3

2.1.3. Daños a la salud

La exposición prolongada o de forma repetitiva al material particulado puede provocar efectos
nocivos en el sistema respiratorio y cardiovascular (Brunekreef y Holgate, 2002; Terashima, Wiggs,
English, Hogg, y van EEDEN, 1997). Devido a que la mayoria del material particualdo se precipita
en la tierra, provocando una capa de polvo en la superficie, este puede afectar seriamente a la salud
tanto de organismos terrestres como a organismos acuaticos (Davidson et al., 2005).

Las personas con alguna enfermedad previa, niños, ancianos y familias de bajos ingresos son
más vulnerables a padecer por los efectos negativos de la sobre exposición (Terashima et al., 1997).
Con la clasificación del material particulado por su tamaño se estudio el daño provocado a la
salud de forma independiente. Aquellas particulas mayores a 10 µm son retenidas por la mocosa
nasal mientras que las PM10 por su tamaño pueden penetrar hasta los bronquios mientras que las
part́ıculas pueden incluso llegar hasta los alveolos (la parte más profunda del aparato respiratorio)
(Davidson et al., 2005; Terashima et al., 1997). En la Figura 2.3 se observa los diferentes lugares
donde las part́ıculas generan su principal daño en el sistema respiratorio.

Figura 2.3: Lugar de daño provocado por las diferentes part́ıculas ambientales (Tomada de Teras-
hima 1997).
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2.2. Inteligencia artificial

Los principales campos de aplicación de la inteligencia artificial según el reporte TechRadar de
Forest (2018) (Gualtieri, 2017) son los siguientes:

1. Generación de lenguaje natural. En esta aplicación las computadoras convierten da-
tos en texto, permitiendo comunicar ideas. Actualmente, se utilizan en el servicio al cliente
para generar informes de mercado por empresas como Narrative Science, Yseop, Lucidworks,
Digital Reasoning y SAS.

2. Reconocimiento de voz. El principal ejemplo de esto es “Siri” el sistema que puede
entender lo que se le dice. No es el único sistema de este tipo, existiendo diversas compañ́ıas
que ofrecen este servicio como lo son NICE, Nuance Communications, OpenText y Verint
Systems.

3. Biométricas. Con esta tecnoloǵıa se puede identificar, medir y analizar el comportamiento
humano y los aspectos f́ısicos de la estructura y forma del cuerpo, permitiendo interacciones
naturales entre los seres humanos y la máquinas.

4. Automatización de procesos robóticos. Desde la implementación de robots en la
industria el uso de la inteligencia artificial ha disminuido los riegos y las actividades repetitivas
de los operadores humanos. Advanced Systems Concepts, Automation Anywhere, Blue Prism
son algunos ejemplos de empresas de automatización de procesos.

5. Procesamiento de lenguaje natural (NLP6) y análisis de texto. El análisis de
texto y el NLP se utiliza en sistemas de seguridad y detección de fraudes. De igual manera
se utiliza para extraer datos no estructurados de forma automática.

6. Defensa cibernética. La defensa cibernética es un mecanismo de defensa de redes in-
formáticas que se centra en prevenir, detectar y proporcionar respuestas oportunas ante ata-
ques o amenazas hacia la infraestructura e información. Las redes neuronales recurrentes son
usadas ampliamente mediante un entrenamiento supervisado, las cuales han revelado activi-
dades sospechosas en los usuarios y detectan hasta el 85 % de todos los ciberataques.

2.2.1. Aprendizaje de maquinas

El aprendizaje de maquinas 7 o aprendizaje automático es el subcampo de las ciencias compu-
tacionales y una rama de la inteligencia artificial, cuyo objetivo es desarrollar técnicas que permitan
que las computadoras “aprendan”(Dietterich, 2002). En este caso el concepto de aprender se refiere
al echo de que una computadora genere cierta experiencia en la realización de una tarea especifica
mediante una supervización humana (Michie, Spiegelhalter, Taylor, et al., 1994).

A grandes rasgos el uso básico del aprendizaje de maquinas es el uso de algoritmos para el
manejo de datos, aprender de ellos y luego ser capaces de hacer una predicción o sugerencia de algo
(Dietterich, 2002). Desde el inicio de la inteligencia artificial, los algoritmos han evolucionado con
el objetivo de analizar y obtener mejores resultados: árboles de decisiones, redes Bayesianas, entre
otros (Michie et al., 1994; Dietterich, 2002; LeCun, Bengio, y Hinton, 2015). En la Figura 2.4 se

6Por sus siglas del inglés Natural Language Processing
7Del inglés Machine Learning
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muestra un breve desarrollo de la inteligencia artificial en los últimos años, denotando el origen del
aprendizaje de maquinas y el actual aprendizaje profundo.

Figura 2.4: Breve linea del tiempo (Adaptada de LeCun 2015).

2.2.2. Aprendizaje profundo

El aprendizaje profundo 8 es una subsección del aprendizaje automático, siendo relativamente
nuevo. Permite que modelos computacionales compuestos de múltiples capas de procesamiento
aprendan representaciones de datos con múltiples niveles de abstracción (LeCun et al., 2015).
Mejorando exponencialmente el estado del arte en reconocimiento de voz, detección de objetos,
modelación de patrones no lineales, entre otros (Schmidhuber, 2015; LeCun et al., 2015).

El aprendizaje profundo recibe su nombre ya que utiliza redes profundas. El número de capas
dentro de una red neuronal define la profundidad de la red. Dichas capas tienen diferentes funciones
y escalas que cambian la entrada a medida que pasa a través de ellas, eventualmente la red produce
una predicción (Schmidhuber, 2015).

La principal diferencia entre el aprendizaje profundo y el aprendizaje automático se basa en que
el aprendizaje automático requiere cierta supervición externa al algoritmo implementado, mientras
el aprendizaje profundo tiene etapas de retropropagación con el cual puede aprender por si mismo
resolver el algoritmo implementado, de la misma manera la cantidad de datos utilizados en el
aprendizaje profundo es mayor a los usados en el aprendizaje automático. Por ende se a usado
principalmente en el área de “grandes datos” 9; grandes empresas como el caso de Google usa el
aprendizaje profundo para el reconocimiento de voz y de imágenes (Ahmad, Farman, y Jan, 2019).

2.3. Redes neuronales artificiales

Las redes neuronales artificiales son un modelo computacional inspirado en el cerebro humano,
más espećıficamente en una red de neuronas (Hopfield, 1988). En la Figura 2.5 se puede observar
la comparación entre las partes de una neurona natural y una representación esquemática de un
modelo de una neurona artificial. De esta manera se observa que ambas neuronas comparten ciertas
caracteŕısticas, tales como las dentritas, el cuerpo celular y el axón; los cuales en la neurona artificial

8Del inglés Deep Learning
9En inglés Big Data
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se representan por las entradas xn y los pesos win, la sección de sumatoria
∑

y la función de
activación respectivamente.

(a) Neurona natural

(b) Neurona artificial

Figura 2.5: Comparación entre una neurona artificial y una natural (Tomada de Hopfield 1988).

En esta área, Warren McCulloch y Walter Pitts (1943) fueron pioneros en el desarrollo de
un modelo informático de una neurona artificial, elemento basico de una red neuronal, llamado
umbral lógico (Hassoun et al., 1995). En 1958, Frank Rosenblatt definio el perceptrón (un tipo
de neurona), como un algoritmo de reconocimiento de patrones basado en una red de aprendizaje
de dos capas (Rojas, 2013). Estas neuronas al ser conectadas con otras neuronas se denomina red
neuronal. Termino que solo fue reportado hasta 1965 por Ivakhnenko y Lapa (Schmidhuber, 2015)
La información de entrada atraviesa la red, sometiéndose a diversas operaciones, produciendo unos
valores de salida (Abraham, 2005).

Cada neurona está conectada con otras a través de unos enlaces. En los enlaces el valor de
salida de la neurona anterior es multiplicado por un valor de peso. Estos pesos en dichos enlaces
pueden incrementar o disminuir el estado de activación de las neuronas adyacentes (Abraham, 2005;
Hassoun et al., 1995). Dichas redes se conforman por una capa de entrada, n capas ocultas y una
capa de salida. En la Figura 2.6 se muestra un ejemplo de una red neuronal con tres capas, con la
finalidad de visualizar la capa de entrada, una capa oculta y una capa de salida.

Un avance clave fue el algoritmo de propagación hacia atrás 10, el cual resuelve eficazmente
el problema de la programación de XOR 11, este proceso utiliza la diferencia entre el resultado
producido y el resultado deseado para cambiar los pesos de las conexiones entre las neuronas

10Del inglés backpropagation
11Compuerta lógica usada para evaluar el correcto funcionamiento de una red neuronal
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Figura 2.6: Red neuronal básica (Adaptada de Hassoun 1995).

artificiales (Rojas, 2013). La compuerta XOR es una compuerta lógica que requiere dos entradas
distintas para que su salida sea verdadera. En la Tabla 2.4 se muestra su comportamiento, teniendo
como entrada las variables “X” y “Y”.

Tabla 2.4: Tabla de operación de la compuerta lógica XOR (Tomada de Hopfield 1988).

X Y Salida

0 0 0
0 1 1
1 0 1
1 1 0

Actualmente existen diversas estructuras o topologias de redes neuronales, en la rama inteligen-
cia artificial se les considera resultado de la interpretación del funcionamiento del cerebro humano,
pero no esta claro que topologia refleja realmente el funcionamiento cerebral (Abraham, 2005;
Hopfield, 1988).

Algoritmo backpropagation

En español propagación hacia atrás de errores o retropropagación, es un método de cálculo
del gradiente utilizando en el entrenamiento de redes neuronales artificiales. De forma simple, al
alimentar a una red con un patrón establecido, este se propagara desde la capa de entrada a la
capa de salida. En la capa de salida se compara la señal obtenida con la salida deseada y se calcula
una señal de error al cual retrocede hasta la capa de entrada. Las capas intermedias solo reciben
una fracción de la señal del error, basandose en la contribución relativa que haya aportado cada
neurona a la salida original (Abraham, 2005; Rojas, 2013). La eficacia de este algoritmo se basa en
que cada vez que se realice la retropropagación el error ira disminuyendo.

2.3.1. Redes neuronales recurrentes

Las redes neuronales recurrentes (RNN 12) son una herramienta del aprendizaje de maquinas,
las cuales calculan recursivamente nuevos estados aplicando funciones de transferencia a estados
anteriores y a sus entradas. Las funciones de transferencia generalmente están compuestas por una

12Del inglés Recurrent Neural Network
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transformación af́ın seguida de una función no lineal, determinada por la naturaleza del problema
en cuestión (Bianchi, Maiorino, Kampffmeyer, Rizzi, y Jenssen, 2017).

En 2007, Maass demostró que las RNNs poseen la llamada propiedad de aproximación universal,
la cual establece la capacidad de aproximación a sistemas dinámicos no lineales arbitrarios con cierta
precisión arbitraria, mediante la realización de mapeos complejos desde secuencias de entrada hasta
secuencias de salida (Maass, Joshi, y Sontag, 2007).

En la Tabla 2.5 se muestra algunas caracteŕısticas propias de una RNN comparada con una
red neuronal simple (Bianchi et al., 2017). La RNN funciona como una red con múltiples copias
de si misma, cada una con un mensaje a su sucesor, ampliamente utilizadas en listas o en datos
temporales. En la Figura 2.7 se observa claramente una red recurrente desplegada de forma simple.

Tabla 2.5: Comparación entre una red neuronal simple y una red neuronal recurrente (Adaptada
de Bianchi 2017).

Red Neuronal Simple Red Neuronal Recurrente

Los vectores de entrada producen vectores de salida Tratan datos secuenciales de forma eficiente
No mezclan información entre ejecuciones Utilizan las salidas anteriores como entrada

Tratan una secuencia de datos de una sola vez Tratan secuencias de datos, elemento a elemento

Figura 2.7: Red Neuronal Recurrente (Tomada de Bianchi 2017).

Las RNN no cuentan con una estructura de capas definida, lo cual permite conexiones arbitrarias
entre neuronas, permitiendo crear cierta temporalidad, generando que la red tenga memoria. Existen
diversos tipos de redes recurrentes dependiendo del número de capas y la forma de realizar la
retropropagación (Guyon, 1991).

2.3.2. Red neuronal recurrente LSTM

La red neuronal recurrente LSTM 13 o red neuronal recurrente de largo y corto plazo de memoria,
propuesta por Hochreiter y Schmidhunder en 1997 (Lipton, Berkowitz, y Elkan, 2015), forman parte
del aprendizaje profundo. Esta red recurrente es la utilizada principalmente en el presente trabajo.

A diferencia de una red neuronal recurrente simple que forma una memoria a largo plazo en
forma de pesos entre las neuronas, los cuales se van modificando durante el entrenamiento de la red
y una memoria a corto plazo definida en las funciones de activación entre la comunicación de los
nodos de las neuronas. El modelo LSTM introduce un bloque de memoria interno, compuesto por

13Por sus siglas en inglés Long Short-Term Memory
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bloques simples conectados de forma especifica (ver Figura 2.8), cada uno de los cuales se describen
a continuación (Hua et al., 2019):

Nodo de entrada: representado por “a1” es un nodo cuya activación suele ser una sigmoide,
que pondera los valores de entrada.

Compuerta de entrada: “a2” es una caracteŕıstica propia de las LSTM. Toma los puntos
actuales junto con los datos de un paso anterior. Gestionando un indicador lógico si es cero
corta el flujo de datos entre nodos y si es uno los datos pasan a través de él. Actuando como
un bloque de memoria.

Estado interno: es la parte más importante, referenciada con una “S”, este nodo tiene una
conexión recurrente, esta conexión suele denominarse carrusel de errores constantes, evitando
que el error aumente.

Compuerta de olvido: “a4” introducido por Ger en el 2000, proporciona un método por el
cual la red puede ajustarse al contenido del estado interno. Usado especialmente para series
de tiempo.

Compuerta de salida: ht es el valor producido por el valor del estado interno multiplicado por
el valor de la compuerta de salida “a3”, para asegurar esta salida la función de activación del
primer estado es una función tanh.

Figura 2.8: Neurona básica LSTM (Adaptada de Hua 2019).

En conclusión la neurona dispone de un optimizador de las ponderaciones basadas en el error de
salida de la red resultante, que controla cada compuerta. Las ecuaciones de la 2.1 a la 2.5 describen
el comportamiento de la estructura interna (Hua et al., 2019).

it = σ(Wxi ∗ xt +Whi ∗ ht−1 +Wci ∗ Ct−1 + bi) (2.1)
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ft = σ(Wxf ∗ xt +Whf ∗ ht−1 +Wcf ∗ Ct−1 + bf ) (2.2)

ct = it ∗ tanh(Wxc ∗ xt +Whc ∗ ht−1 + bc) + ft ∗ ct−1 (2.3)

ot = σ(Wx0 ∗ xt +Wh0 ∗ hh−1 +Wc0 ∗ ct + b0) (2.4)

ht = ot ∗ tanh(ct) (2.5)

Donde:

xt : es el vector de entrada de la neurona.

ft : es el vector de activación de la compuerta de olvido.

it : es el vector de activación de la compuerta de entrada/actualización.

ot es el vector de estado oculto, mejor conocido como vector de salida de la unidad LSTM.

W : son los pesos o pesos de matrices implementados.

2.3.3. Funciones de activación

Tanto en las redes neuronales biológicas como en las redes neuronales artificiales, una neurona
no solo trasmite la entrada que recibe. Existe un paso intermedio, denominado función de activación
(Guyon, 1991; Rojas, 2013; Abraham, 2005; Ramachandran, Zoph, y Le, 2017). Las funciones de
activación en las redes neuronales artificiales son funciones no lineales. Si no existiera una función de
activación, todas las capas se pueden contraer en una sola capa (Rojas, 2013). Las redes neuronales
son capaces de trabajar con espacios muestrales no lineales, solo por las funciones de activación
(Guyon, 1991). Existen diversas funciones de activación, en el presente trabajo se implementaron
una sigmoide, una ReLU 14 y una SELU 15.

Históricamente, la función sigmoide es la función de activación mas antigua y popular. Se define
con la ecuación 2.6.

σ(x) =
1

1 + e−x
(2.6)

Donde: e denota la constante exponencial 16. Una neurona que use la sigmoide como función
de activación se le llama neurona sigmoide (Guyon, 1991; Abraham, 2005). En la Figura 2.9 se
observa de forma gráfica dicha función.

σ(z) actúa como una función compactadora, comprimiendo la salida a un rango de 0 a 1. En el
centro, donde z = 0, σ(0) = 1/(1 + e0) = 0.5. Para valores negativos grandes de z, el termino e−z

en el denominador crece exponencialmente, y σ(z) se aproxima a 0. Al contrario, valores positivos
grandes de z reducen e−z hacia 0, y σ(z) se aproxima a 1 (Abraham, 2005).

14Por sus siglas en inglés Rectified Linear Unit
15Por sus siglas en inglés Scaled Exponential Linear Unit
16Aproximadamente 2.71828
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Figura 2.9: Función de activación sigmoide (Tomada de Abraham 2005).

Posteriormente se propuso la función ReLU ( en español Unidad Lineal Rectificada), la cual
reduce el problema del descenso del gradiente. El cual es un problema provocado por lo dif́ıcil de
entrenar una red neuronal de múltiples capas utilizando la función sigmoide. La función ReLU se
define como la ecuación 2.7. En la Figura 2.10 se muestra su representación gráfica.

R(z) = max(0, z) (2.7)

Figura 2.10: Función de activación ReLU (Tomada de Abraham 2005).

La superioridad de ReLU se basa en que su rango de capacidad de respuesta es más útil.
Mientras que la capacidad de respuesta de una función sigmoide decae relativamente rápido en
ambos extremos, la función ReLU permite el paso de todos los valores positivos sin cambiarlos,
asignando todos los negativos a 0 (Rojas, 2013).

Recientemente Djork-Arne Clevert, Thomas Unterthiner y Sepp Hochreiter en 2015, propusieron
la ELU 17, en español Unidad Lineal Exponencial. Al igual que la ReLU mejora el problema del

17Por sus siglas del inglés Exponential Linear Unit
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gradiente descendente a través de la identificación de los valores positivos. En contraste con la
ReLU tiene valores negativos que le permite empujar las activaciones de las unidades medias más
cerca de cero, pero con una menor complejidad computacional (Ramachandran et al., 2017).

La SELU 18, en español Unidad Lineal Exponencial Escalada es una variante de la ELU. Pro-
puesta en 2017, por G. Klambauer, T. Unterthiner, A. Mayr y S. Hochreiter. Es como una red
neuronal autonormalizada con una varianza media y unitaria cercana a cero, convergiendo hacia la
media y varianza unitaria cuando se propaga a través de múltiples capas durante el entrenamien-
to, ver Figura 2.11. Lo que la hace adecuada para el aprendizaje profundo (Ramachandran et al.,
2017). La función se describe a continuación:

f(x) = λ

(
x, x > 0

αex − α, x ≤ 0

)
(2.8)

Donde, λ es el factor de escala y α ≈ 1,6733

Figura 2.11: Función de activación SELU (Tomada de Ramachandran 2017).

18Scaled Exponential Linear Unit
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CAPÍTULO 3

Metodoloǵıa

En el desarrollo de este trabajo se propone el uso de dos redes neuronales recurrentes LSTM
para la modelación y predicción de excedencias de part́ıculas PM10 de la Ciudad de México. La
primera red se implementara para la modelación del comportamiento de las part́ıculas PM10, con
la finalidad de no afectar la predicción de excedencias cuando exista la falta de datos reales, pro-
vocados por cualquier eventualidad, de este modo la segunda red mantendrá un registro de datos
completos para la predicción. Al dividir las etapas de modelación y predicción se busca que la red
sea robusta permitiendo mantener una repetitividad en sus resultados.

La metodoloǵıa implementada se dividió en dos etapas, la primera etapa describe el proceso
de la implementación de la red LSTM propuesta, ver Figura 3.1. En la cual se puede distinguir
cinco secciones importantes, la adquisición y preprocesamiento de los datos, la primera red o red
de modelación, la caracterización de excedencias, la segunda red o red de predicción y la evaluación
continua.

Mientras la segunda etapa describe el proceso de validación de los resultados obtenidos con
la propuesta de la red LSTM (ver Figura 3.2), utilizando métodos de imputación como lo es el
algoritmo MICE y SVM para proponer datos faltantes; y en el caso de la predicción se comparo
con una red MLP.

Los métodos de imputación estadisticamente hablando, se utilizan para completar datos faltan-
tes de registros de forma que estos datos propuestos mantengan similitud del comportamiento con
los datos reales. En otras palabras los datos propuestos mantienen la varianza de los datos reales
permitiendo una continuidad homogénea (Zhang, 2016).
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Figura 3.1: Metodoloǵıa implementada.

Figura 3.2: Metodoloǵıa de comparación de resultados.
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3.1. Etapa uno de la implementación de la red LSTM

3.1.1. Adquisición y preprocesamiento de los datos.

Los datos fueron obtenidos de la base de datos RAMA (Red Automática de Monitoreo At-
mosférico) de la Ciudad de México, la cual cuenta con registros de diversos contaminantes aéreos
como lo son el dióxido de nitrógeno, óxido de nitrógeno, monóxido de nitrógeno, dióxido de azufre,
monóxido de carbono, part́ıculas PM10, part́ıculas PM2.5, entre otras (CDMX, 2019). A su vez
cuenta con diversas estaciones de monitoreo distribuidas en distintos sectores, como se muestra en
la Figura 3.3. Los nombres de dichas estaciones son siglas del lugar donde se encuentran localiza-
das, como ejemplo la estación con la clave MER, llamada Merced en la delegación de Venustiano
Carranza.

Figura 3.3: Localización de las estaciones de la Red Automática de Monitoreo Atmosférico (RA-
MA)(Tomada de la base de datos RAMA).

De forma individual cada estación registra las concentraciones de contaminantes aéreos con una
frecuencia de muestreo de una hora. Los registros utilizados en el presente trabajo son del año 2002
al 2018. En la Tabla 3.1 se muestra una sección de los registros del año 2018, a modo de ejemplo.
Debido al crecimiento de la ciudad no siempre sean contado con las 24 estaciones actuales, en el
2002 solo estaban en operación 15 estaciones.

En la tabla se observan dos tipos de registros, los números positivos representan la concentra-
ción de part́ıculas PM10 en µg/m3 en ese momento determinado, mientras que los valores negativos
representan valores at́ıpicos, los cuales indican errores de medición producidos por un mal funciona-
miento en el sensor, desconexión por mantenimiento del mismo, entre otros factores (CDMX, 2019).
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Tabla 3.1: Ejemplo de una tabla de registros de part́ıculas PM10 del año 2018.

FECHA HORA ACO AJM ATI BJU CAM CHO CUA CUT FAC HGM INN IZT MER MGH MPA

01/01/2018 1 125 92 -99 78 -99 -99 137 100 52 96 48 -99 114 91 -99
01/01/2018 2 98 95 -99 73 -99 -99 111 187 37 85 47 -99 108 67 -99
01/01/2018 3 88 81 -99 82 -99 -99 85 100 64 92 36 -99 110 74 -99
01/01/2018 4 82 59 55 87 -99 -99 58 75 48 102 31 -99 113 80 -99
01/01/2018 5 96 48 57 69 -99 -99 52 134 42 95 23 -99 107 64 -99
01/01/2018 6 88 46 51 62 -99 -99 84 144 39 55 25 -99 78 62 -99
01/01/2018 7 86 71 26 55 -99 -99 62 132 31 71 21 -99 77 66 -99
01/01/2018 8 71 100 32 52 -99 -99 36 152 -99 65 19 -99 70 64 -99
01/01/2018 9 55 102 72 54 -99 -99 58 217 -99 62 17 -99 -99 59 -99
01/01/2018 10 47 96 76 67 -99 -99 65 32 54 80 27 -99 69 32 -99
01/01/2018 11 37 102 33 70 -99 -99 37 -99 78 75 54 -99 34 79 -99
01/01/2018 12 45 76 46 87 -99 -99 86 -99 56 60 57 -99 49 62 -99
01/01/2018 13 77 85 63 70 -99 -99 36 -99 30 78 109 -99 82 69 -99
01/01/2018 14 54 70 56 87 -99 -99 78 -99 98 73 48 -99 69 68 -99
01/01/2018 15 57 85 75 102 -99 -99 96 -99 78 -99 50 -99 102 89 -99

...
...

...
...

...
...

...
...

...
...

...
...

...
...

...
...

...
31/12/2018 14 72 50 40 40 84 64 74 60 88 45 -99 86 -99 35 -99
31/12/2018 15 70 55 55 75 102 62 45 85 53 76 -99 21 -99 30 -99
31/12/2018 16 64 80 84 91 45 97 90 96 75 35 -99 42 -99 68 -99
31/12/2018 17 54 42 63 36 81 82 96 55 53 68 -99 72 -99 98 -99
31/12/2018 18 61 49 68 48 43 20 60 45 80 45 28 56 -99 81 -99
31/12/2018 19 77 51 62 46 48 52 36 83 102 58 20 76 54 39 -99
31/12/2018 20 81 52 88 35 52 42 40 113 70 42 18 64 61 41 -99
31/12/2018 21 51 58 86 39 63 -99 32 93 58 48 22 70 86 67 -99
31/12/2018 22 45 49 76 56 74 81 79 74 73 46 32 66 69 64 -99
31/12/2018 23 -99 46 85 67 91 76 140 52 57 51 31 74 63 78 -99
31/12/2018 24 -99 42 92 64 122 81 -99 103 64 60 34 -99 75 91 -99

Al trabajar en un intervalo de tiempo 16 años, se tuvo que identificar aquellas estaciones que
se han mantenido a lo largo de los años. Posteriormente se identifico la cantidad de valores at́ıpicos
presentes en dichas estaciones con la finalidad de trabajar con la mayor cantidad de datos reales.
En este punto los datos se dirigen a dos etapas diferentes, a la detección de excedencias (la cual
sera explicada posteriormente) y a la sección de propuesta de valores faltantes.

La primera red LSTM ocupa una continuidad en los datos de entrada; por ende, los valores
at́ıpicos fueron reemplazados por valores medios entre los registros anteriores y posteriores a dicho
evento. Este método de generación de datos faltantes resulta ser simple, de bajo coste computacio-
nal y mantiene el comportamiento estudiado de las part́ıculas (Pratama, Permanasari, Ardiyanto,
y Indrayani, 2016).

En la Figura 3.4 se puede visualizar de forma gráfica, los recuadros de color naranja selecciona
los valores at́ıpicos mientras que los recuadros azules seleccionan valores anteriores y posteriores a
dichos valores.
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Figura 3.4: Propuesta de reemplazo de los valores at́ıpicos.

El algoritmo implementado para esto se explica a continuación:

Inicio: Determinación de la longitud del vector que representa los valores at́ıpicos, dicha longitud
determinara los valores anteriores y posteriores a utilizar.

for n ≤ Length do
Afterdata = Yeardata - (Yeardata - (Length - n))
Beforedata = Yeardata - (Yeardata - (Length + n))
Newdata[n] = (Afterdata + Beforedata) / 2

end for

Donde:
Length = longitud del vector de valores at́ıpicos
Afterdata = Selección del valor anterior
Beforedata = Selección del valor posterior
Yeardata = Longitud del vector de registros del año
Newdata = Nuevos valores

El próximo paso es pasar de 16 vectores a uno solo, agrupando de forma ordenada los registros
con la finalidad de obtener un vector el cual suministrara los datos a la primera red LSTM. En la
Figura 3.5 se observa el proceso de concatenación de forma gráfica.
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Figura 3.5: Concatenación de los datos anuales.

3.1.2. Red neuronal de modelación.

El vector de datos completos previamente formado; en la sección anterior, se escalo a rangos
de -1 a 1, con la ecuación 3.1. Con la finalidad de reducir la amplitud entre los valores máximos y
mı́nimos registrados.

xi −min(x)

max(x)−min(x)
(3.1)

De la longitud del vector se seleccionara el 80 % para el entrenamiento y el 20 % restante sera
para la validación de la red. El próximo paso es la construcción de la red neuronal; la cual contara
con tres capas, la capa de entrada que estará formada por 50 neuronas LSTM, una capa oculta
de 256 neuronas LSTM y la capa de salida sera una neurona dense, interconectadas todas con
todas(full connection)(Hua et al., 2019).

En la Figura 3.6 se observa la estructura general de la red neuronal LSTM. Igualmente se defi-
nien las funciones de activación de las neuronas la cual será una función lineal exponencial escalada
(por sus siglas en ingles SELU “Scaled Exponential Linear Unit”) y su evaluación de reducción
de error sera con un error cuadrático medio. Se implemento la SELU debido a su versatilidad de
manejar tanto valores positivos como negativos.
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Figura 3.6: Red neuronal LSTM.

De forma general las neuronas evalúan conjuntos de 50 datos del vector inicial, un número
definido de épocas, en este caso de 11.

A la red le serán suministrados conjunto de 50 datos con la finalidad de predecir el dato 51,
dicho dato sera comparado con el real. El error permitirá ajustar los pesos de las conexiones de las
neuronas, de forma interna las neuronas evaluaran los datos, con la finalidad de determinar aquellos
que le permitan de mejor forma de predecir el siguiente dato.

El error también es una condición de termino de entrenamiento de la red neuronal, dicho error
es evaluado al finalizar una época; es decir, al finalizar de evaluar todos los conjuntos de datos
comparando los resultados obtenidos con los reales.

3.1.3. Determinación de excedencias.

En esta sección se utilizan los datos originales sin la sustitución de los valores at́ıpicos. Estos
datos fueron agrupados en conjuntos de 24 datos, con la finalidad de conocer la media registrada y
aśı disminuir la cantidad de datos de 8760 por año a 365. Dado la existencia de valores at́ıpicos, el
calculo de la media fue realizado con los datos validos de cada grupo. En la Figura 3.7 se observa
la reducción de los datos.
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(a) Registros.

(b) Medias.

Figura 3.7: Reducción de datos.

Utilizando de referencia la norma mexicana NOM-025-SSA1-2014, la cual determina el medio
diario de una excedencia en 75 µg/m3. El registro de todos los d́ıas se compararon con el valor de
la norma con la finalidad de identificar los d́ıas que presentan excedencias. El próximo paso fue
guardar las condiciones registradas previamente a la excedencia; la longitud de dichos vectores sera
de 24, 48 o 72 registros previos, es decir, las horas previas con las que se desea trabajar la predicción
de las excedencias.

3.1.4. Red neuronal de predicción.

Esta red neuronal solo cuenta con dos capas, la capa de entrada y la capa de salida, como se
muestra la Figura 3.8. La cantidad de neuronas en la capa de entrada dependerá de las longitudes
de los vectores a analizar (24, 48 ó 72). Debido a que solo se busca identificar que condiciones
anteceden a una excedencia se implemento una clasificación Booleana; es decir, 1 si el d́ıa presenta
una excedencia y 0 si no. Las funciones de activación para esta red fueron: para la capa de entrada se
implemento una activación ReLU (por la linealidad de esta permitiendo la distinción de excedencias
más fácilmente), mientras que para la capa de salida se implemento una función sigmoide (Dado
que es una función simétrica).
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Figura 3.8: Red de predicción.

Antes de la evaluación continua ambas redes se implementaron juntas (ver Figura 3.9), debido
a que la primer red tiene el objetivo de modelar el comportamiento de las part́ıculas PM10 sin
valores at́ıpicos y la segunda red utilizara estos nuevos datos para predecir que d́ıas se presentara
una excedencia.

Figura 3.9: Red propuesta de forma completa.

3.1.5. Evaluación continua.

Para verificar la repetitivilidad del porcentaje de predicción de la red propuesta completa se
evaluó de forma continua 50 veces, guardando la precisión con la cual es capaz de predecir los
valores de excedencia. En otra palabras la primera red LSTM modelo el comportamiento de las
part́ıculas para que los registros correspondientes a los años 2016, 2017 y 2018, se calculo la raiz
cuadrada del error cuadrático medio, solo para verificar el modelado. Para evaluar la repetitividad
del algoritmo, la red se evaluó en 50 ocasiones con datos tomados de forma aleatoria lo cual indicara
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la robustes del algoritmo completo.

3.2. Etapa dos herramientas de comparación

Con la finalidad de evaluar la red LSTM descrita anteriormente se utilizaron tres herramientas;
dos como preprocesamiento de datos y la tercera como comparación de funcionalidad. Para el
preprocesamiento de los datos iniciales se implementaran un algoritmo MICE y una SVM; mientras
una red MLP será usada para comparar la funcionalidad la red LSTM propuesta.

3.2.1. Imputación múltiple por ecuación encadenada

La imputación múltiple por ecuaciones encadenadas (MICE 19) también llamado imputación
múltiple de regresión secuencial, surgió para tratar de resolver el problema de falta de datos en la
investigación. La creación de imputaciones múltiples, a diferencia de las imputaciones individuales,
explica la incertidumbre estad́ıstica de las imputaciones (Azur, Stuart, Frangakis, y Leaf, 2011).
Estadisticamente hablando, una imputación es la sustitución de valores no informados en una
observación por otros (Galván, 2007).

MICE crea conjuntos de datos (denominados “m”) imputando los valores faltantes; es decir, un
valor que falta en el conjunto de datos originales se reemplaza por “m” valores imputados plausibles
(Zhang, 2016). En otras palabras, la estad́ıstica de interés se estima a partir de cada conjunto de
datos y luego se combinan en uno final. En comparación con la imputación única, este procedimiento
tiene en cuenta la incertidumbre de la estimación del valor faltante. Este proceso se lleva a cabo
creando primero un modelo de predicción para la variable objetivo de todas las demás variables.
Por ende, se utiliza la media predictiva para las variables continuas y la regresión loǵıstica para la
variable dicotómica (Azur et al., 2011; Zhang, 2016).

3.2.2. Maquinas de soporte vectorial

La maquina de soporte de vectores (SVM 20) construye un conjunto de hiperplanos en un espacio
de dimensionalidad muy alta que puede ser utilizado en problemas de clasificación o regresión. Cuyos
datos de entrada son un vector de n-dimensionalidad (Raicharoen, Lursinsap, y Sanguanbhokai,
2003). Dado un conjunto de datos de entrenamiento se pueden etiquetar las clases y entrenar la
SVM para construir un modelo que prediga la clase de la nueva muestra.

Este tipo de algoritmo busca el hiperplano que tenga la máxima distancia con los puntos que
estén más cerca de él mismo. De esta forma, los puntos del vector que son etiquetados con una
categoŕıa estarán a un lado del hiperplano y los casos que se encuentren en la otra categoŕıa
estarán al otro lado. En la Figura 3.10 se observa tres distintos hiperplanos para el conjunto de
datos mostrado. A los vectores formados por los puntos más cercanos al hiperplano se le llama
vector de soporte (Betancourt, 2005).

19Por sus siglas del inglés Multiple Imputation by Chained Equations
20Por sus siglas en inglés Support Vector Machine
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Figura 3.10: Ejemplos de hiperplanos utilizados por una SVM (Tomada de Betancourt 2005).

Soporte vectorial de regresión

Con el objetivo de realizar regresiones las SVM se modificaron poco, generando el soporte
vectorial de regresión (SVR 21). Dado un conjunto de datos (x1, y1), (x2, y2), ..., (xn, yn)(XiεX ⊆
Rn, yiεY ⊆ R, n es el número total de muestras de entrenamiento) genera de forma aleatoria
e independiente a partir de una función desconocida, la SVR aproxima la función utilizando la
forma:

f(x) = w · φ(x) + b (3.2)

Donde φ(x) representa los espacios de caracteŕısticas de alta dimensión que se asigna de for-ma
no lineal iniciando desde el espacio de entrada x. El coeficiente w y b son estimados por minimización
de la función de riesgo 3.3.

minimize
1

2
‖w‖2 + C

1

n

n∑
i=1

Nε(yi, f(xi)) (3.3)

Lε(yi, f(xi)) =

{
|yi − f(xi)| − ε, |yi − f(xi)| ≥ ε

0
(3.4)

El primer termino ‖w‖2 es llamado termino de regularización. Minimizando ‖w‖2 hará la función
lo mas plana posible. El segundo termino 1

n

∑n
i=1Nε(yi, f(xi)) es el error emṕırico medio por la

ε-nesima función de perdida. C se conoce como la constante de regularización.

Para obtener los estimadores w y b, 3.3 se transforma en la función objetivo primordial 3.6 al

introducir la holgura positiva ξ
(∗)
i ((*) denota las variables con y sin).

minimize
1

2
‖w‖2 + C

1

n

n∑
i=1

(ξi + ξ∗i ) (3.5)

21Por sus siglas en inglés Support Vector Regression
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sujeto por
yi − w · φ(xi)− b ≤ ε+ ξi
w · φ(xi) + b− yi ≤ ε+ ξ∗i i = 1, ..., n

ξ∗i ≥ 0
(3.6)

Finalmente son introducidos multiplicadores de Lagrange, la función de decisión 3.2 tiene la
siguiente forma explicita (Cao y Tay, 2003).

f(x) =
n∑

i=1

(ai − a∗j )K(xj , x) + b (3.7)

Donde: a∗i son los multiplicadores de Lagrange y K(xi, x) define la función kernel. El valor del
kernel es igual al producto interno entre dos vectores xi y xj en el espacio caracteŕıstico φ(xi) y
φ(xj).

Kernels

El kernel se puede traducir como núcleo, el cual por definición la función kernel es K : XxX → R
que asigna a cada par de elementos del espacio de entrada, X, un valor real correspondiente al
producto escalar de las imágenes de dichos elementos en un nuevo espacio F .

K(x, x′) =< Φ(x),Φ(x′) >= (φ1(x)φ1(x
′) + ...+ φm(x)φm(x′)) (3.8)

donde Φ : X → F . Por tanto, una funcion kernel puede sustituir convenientemente al producto
escalar:

D(x) =
n∑

i=1

α∗i yiK(x, xi) (3.9)

Por tanto, dado el conjunto de funciones base, Phi = φ1(x), ..., φm(x), el problema a resolver
es encontrar los parámetros α∗i , i = 1, ..., n que optimiza el problema expresado por:

max
∑n

i=1 αi − 1
2

∑n
i,j=1 αiαjyiyjK(xi, xj)

s.a.
∑n

i=1 αiyi = 0
0 ≤ αi ≤ C, i = 1, ..., n

(3.10)

3.2.3. Red Perceptrón Multicapa

El preceptrón multicapa (MLP 22) es capaz de actuar como un aproximador universal de fun-
ciones: al ser una red backpropagation contiene al menos una capa oculta con suficientes unidades
no lineales puede aproximar cualquier tipo de función. En 1986, Rumelhart propuso un método
para que una red del tipo perceptrón multicapa aprendiera la asociación que existe entre un con-
junto de patrones de entrada y sus salidas correspondientes, denominado backpropagation error
(propagación del error hacia atrás) (Wilamowski, 2009).

Una MLP está compuesta por una capa de entrada, una capa oculta (en la mayoŕıa de las
ocasiones) y una capa de salida (ver Figura 3.11). Las conexiones entre neuronas son siempre hacia
delante; es decir las conexiones van desde las neuronas de una determinada capa hacia la siguiente,

22Por sus siglas en inglés Multi Layer Perceptron
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sin existir conexiones laterales o hacia atrás (Wilamowski, 2009; Salas, 2004). De esta forma la
información fluye desde la capa de entrada a la capa de salida.

Figura 3.11: Red MLP general. Adaptada de Wilamowski 2009.

En su etapa de funcionamiento, cuando se presenta un patrón “p” de entradaXp : xp1, ..., x
p
i , ..., x

p
N ,

éste se transmite a tráves de los pesos Wji desde la capa de entrada hacia la capa de oculta. Las
neuronas de esta capa intermedia transforman las señales recibidas mediante la aplicación de una
función de activación proporcionando un valor de salida. Este se transmite a través de los pesos Vkl
hacia la capa de salida, repitiendo la operación anterior (Wilamowski, 2009).

Finalmente la etapa de aprendizaje, el objetivo es minimizar el error entre la salida obtenida
por la red y la salida deseada por el usuario, definida por un conjunto de patrones denominado
grupo de entrenamiento (Wilamowski, 2009). Principalmente la MLP intenta resolver dos tipos de
problemas: problemas de predicción y problemas de clasificación (Salas, 2004).
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CAPÍTULO 4

Resultados y Discusión

4.1. Resultados

Los resultados se dividen en tres secciones, la primera muestra los resultados obtenidos en la
modelación de las part́ıculas PM10 implementando únicamente la red neuronal LSTM propuesta,
lo cual se puede ver de la Figura 4.1 a la Figura 4.3.

Las figuras muestran los datos obtenidos por la modelación de la red en color naranja y los
datos reales en color azul, las tres corresponde aun tamaño de lote de entrenamiento de 96 (el cual
indica que se usaron los datos de 4 d́ıas por sección).

En las gráficas se observa como los valores obtenidos por la red siguen el comportamiento de
los datos originales, y en aquellos lugares donde los datos reales son inexistentes los datos de la red
se acoplan sin problemas en el incio y fin de los datos faltantes.

Las lineas azules rectas que no siguen el comportamiento de las part́ıculas están representadas
de esta forma por el programa python solo para tener cierta continuidad de los datos.

Figura 4.1: Modelación de enero del 2017, utilizando la red LSTM propuesta.
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Figura 4.2: Modelación de enero del 2016, utilizando la red LSTM propuesta.

Figura 4.3: Modelación de enero del 2018, utilizando la red LSTM propuesta.

Al modificar el tamaño de lote por los habituales usados en una red LSTM los cuales son 250
y 500 se obtuvieron los siguientes resultados medidos mediante el MSE y el RMSE.

Tabla 4.1: Resultados de modificar el tamaño de muestra con el que se entrena la red LSTM.

Tamaño de lote MSE RMSE

96 316.2749 17.7841
250 324.6615 18.0183
500 334.1415 18.2795

En la Figura 4.4, Figura 4.5 y en la Figura 4.6 se muestran el comportamiento de los niveles
medios de las part́ıculas PM10 del año 2016 al 2018 respectivamente; en color azul se muestran los
valores reales, de color naranja los valores estimados por los diferentes algoritmos implementados y
la linea verde representa el valor de excedencia establecido por la norma mexicana; es decir, marca
el valor limite antes de considerarse una excedencia, si el valor no sobrepasa ducho limite no es
considerado una excedencia.

Entre las gráficas que componen cada imagen se pueden percibir sutiles pero importantes di-
ferencias, la primera gráfica (a)) representa los resultados de solo usar la red LSTM, la segunda
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(b)) corresponde a los resultados de implementar el algoritmo MICE en el preprocesamiento de
los datos antes de implementar la red LSTM y la ultima (c)) representa el uso de una SVM en el
preprocesamiento de los datos. Dicha diferencia radica en la similitud de los puntos reales con los
obtenidos por los distintos algoritmos, siendo mejor los obtenidos por el algoritmo MICE y la red
LSTM, seguidos por la red LSTM de forma individual y al final la SVM en conjunto con la red
LSTM.

(a) Implementando la red LSTM por si sola.

(b) Implementando una LSTM y MICE.

(c) Implementando una red MLP.

Figura 4.4: Valores medios del año 2016.
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(a) Implementando la red LSTM por si sola.

(b) Implementando una LSTM y MICE.

(c) Implementando una red MLP.

Figura 4.5: Valores medios del año 2017.
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(a) Implementando la red LSTM por si sola.

(b) Implementando una LSTM y MICE.

(c) Implementando una red MLP.

Figura 4.6: Valores medios del año 2018.
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En la figura 4.7 muestra la repetitivilidad de los resultados con diferentes tiempos de anticipa-
ción. En las tres secciones se observa que la red LSTM cuenta con con los mejores resultados pero
a su ves cuenta con un rango de variabilidad, para la reducción de esta variabilidad el método de
imputación MICE resulto ser muy bueno, a su vez se percibe una mejoŕıa en el porcentaje de per-
dición con 48 y 72 horas de anticipación. Mientras que los porcentajes bajos fue una caracteŕıstica
de la implementación de una SVM con la red LSTM, sin embargo cuenta con una compacticidad
mayor que la red MLP, la cual resulta ser al algoritmo con un mayor rango de variabilidad.

(a) Comparación con 24 horas de anticipación entre la implemen-
tación de la red LSTM y tres diferentes formas de preprocesar los
datos iniciales con una red MLP.

(b) Comparación con 48 horas de anticipación entre la imple-
mentación de la red LSTM y tres diferentes formas de prepro-
cesar los datos iniciales con una red MLP.

(c) Comparación con 72 horas de anticipación entre la imple-
mentación de la red LSTM y tres diferentes formas de prepro-
cesar los datos iniciales con una red MLP.

Figura 4.7: Resultados de la evaluación continua de la red propuesta junto con sus comparaciones.
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CAPÍTULO 5

Conclusiones

La red propuesta logro los resultados esperados al logran predecir una excedencia con 24, 48 y
72 horas de anticipación a que dicha excedencia ocurra, el algoritmo de imputación MICE ayudo
a mejorar la repetitivilidad de la red disminuyendo la variación de los porcentajes de predicción
obtenidos en los tres intervalos de tiempo. Esto es debido a que el algoritmo MICE propone de
una mejor forma los valores faltantes en los registros en comparación con una media simple de los
datos anteriores y posteriores. Al tener la mayor cantidad de datos reales, los propuestos influyen
en menor forma permitiendo a la red una mejor modelación del comportamiento y esto hara que
la segunda red pueda distinguir las diferencias sutiles que anteceden a una excedencia o a un d́ıa
sin excedencia.

Al observar la alta repetitivilidad y compacticidad de los porcentajes de predición permite
afirmar la robustes del algoritmo al menos para este caso de estudio, tratandose de las condiciones
particulares presentes en la ciudad de México, México. Con esto se logra cumplir el primer objetivo
particular del proyecto.

Al ser comparados los resultados con los obtenidos mediante una red MLP se observa la mejora
significativa de la compacticidad de los porcentajes obtenidos, la red MLP es muy usada para
comparar nuevas topologias de red, al ser esta una topologia clásica que ha mostrado su versatilidad
en diferentes áreas.

De los algoritmos implementados el que arrojo los peores resultados con la red LSTM fue
el uso de SVM para preprocesar los datos, esto puede ser debido a una modelación deficiente
en comparación con los otros métodos utilizados, esto demuestra que la correcta modelación del
comportamiento de las part́ıculas PM10 asegura la mejor predicción de excedencias.

Finalmente uno de los objetivos era determinar las condiciones que anteceden a una exceden-
cia, como la humedad, la temperatura, etc, pero como las part́ıculas PM10 son muy diversas los
elementos que las conforman no son igualmente afectados por dichas condiciones.

5.1. Trabajos futuros

Uno de los posibles trabajos futuros seria la implementación de la red en un sistema embebido
para poder monitorear y generar alertas tempranas para tomar precauciones.

Comparar los resultados obtenidos con otros métodos utilizados en esta área, debido a que una
red MLP a pesar de su amplio uso, ya no es posible comparar sus resultados con topoloǵıas
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de redes más robustas.

Probar con más registros ambientales ya sean de otro estado de la república o de algún otra
zona de mundo.

Comprobar la red neuronal propuesta con diversos contaminantes ambientales, con la finalidad
de comprobar la robustes del algoritmo.
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Apéndices

Articulo publicado
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