


Resumen

En un centro de llamadas inbound se reciben llamadas, mientras que en uno outbound se marcan.
Se dice que un centro de llamadas outbound tiene dos etapas si en algún punto las llamadas son
transferidas con otros agentes para continuar el servicio. Estos centros de llamadas son comunes,
sin embargo, están escasamente descritos en la literatura. En esta tesis se modela un centro de
llamadas outbound de dos etapas suponiendo que la segunda etapa es como un centro de llamadas
inbound para emplear un modelo de tasa de llegada oculta usado en centros de llamadas inbound.
Se utilizan modelos SARIMA para diagnosticar si es adecuado usar el modelo de tasas ocultas. Los
datos disponibles son de un centro de llamadas local que necesita ser modelado en la búsqueda de
reducir las llamadas abandonadas.

(Palabras clave: Centro de llamadas, call center, inbound, outbound, tasa de llegada oculta,
serie de tiempo, SARIMA, pronóstico de personal, procesos de conteo)
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Summary

An inbound call center receives phone calls while an outbound call center dials phone calls. It is
said that an outbound call center has two stages if at some time the calls are transfered to another
agents in order to continue the service. This kind of call center is pretty common, nevertheless,
there are almost no articles publised about them. In this work a two stages outbound call center
is modeled assuming that the second stage is an inbound call center in order to use a hidden
arrival-rate model employed in inbound call centers. SARIMA models are used to diagnose if it is
appropriate to use the hidden arrival-rate model. The available data are from a local call center
that needs to be modeled in the search to reduce abandoned calls.

(Key words: Call center, inbound, outbound, hidden arrival-rate, time series, SARIMA, workforce
forecast, count process)
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Aprend́ı nuevas cosas en CIMAT y afiné otras, aśı que decid́ı que era momento de transmitir lo
que sab́ıa, por ello al percatarme que ahora hab́ıa licenciatura en Actuaŕıa, le escrib́ı al coordinador
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de mis sinodales: Dr. Eduardo Castaño, Dr. Eric Moreno, Dr, Roberto Augusto Gómez, M. en C.
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Caṕıtulo 1

Introducción

1.1. Descripción del problema

En los centros de llamadas de México dedicados a la venta de servicios es común encontrarse un
tipo de centro con dos etapas, en la primera un agente ofrece v́ıa telefónica la venta de un servicio
a un cliente potencial y si éste acepta la oferta su llamada es transferida, en una segunda etapa, a
otro agente que solicita sus datos y son validados para evaluar si la transacción puede llevarse a
cabo. Como la segunda etapa tiene menos agentes que la primera regularmente en algún momento
del d́ıa se satura, ocasionando que algunos de los clientes potenciales que se encuentran en espera
se impacienten y abandonen la llamada antes de que un agente de la segunda etapa conteste. El
abandono de una llamada después de que el cliente potencial decidió comprar el producto y antes de
que sus datos sean validados implica que se pierde la comisión por la venta, se desecha el trabajo
realizado por el agente de la primera etapa implicando un desperdicio de recursos en el centro
de llamadas. Aunque posteriormente se contacte al cliente potencial que abandonó, generalmente
cambian de parecer y ya no adquieren el producto.

1.2. Motivación

Al estudiar la literatura se observó que este tipo de centro de llamadas con dos etapas apenas
ha sido descrito, se sabe que hay centros de llamadas similares en diversas regiones del mundo,
pero no se han estudiado con seriedad como anotan Woo y Chan (2010), haciendo necesario el
proponer alguna metodoloǵıa anaĺıtica para mejorar su administración. Aśı que una parte de la
motivación de este trabajo es estudiar los centros de llamadas con dos etapas, delimitar claramente
las condiciones que presentan y modelar su comportamiento para ofrecer pronósticos con el fin de
mejorar su administración.

Origen del problema

En 2015 como un esfuerzo para que los estudiantes de la Licenciatura en Matemáticas Aplicadas
de la Universidad Autónoma de Querétaro realizaran labores de vinculación con el sector productivo
un grupo de egresados de la licenciatura, estudiantes de la maestŕıa en ingenieŕıa matemática y
docentes se organizaron para organizar una taller similar a los Grupos de Estudio con la Industria y
Cursos de Matemáticas Industriales que en la década de los 90ś y principios de los 2000’s organizó
la Sociedad Matemática Mexicana inspirada por el modelo de Grupo de Estudio con la Industria
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creado en la Universidad de Oxford en 1968 (Fitt y Martinez-Vila, 1996). En el modelo de grupo de
estudio con la industria se realiza una investigación previa donde se contacta a una organización con
algún problema para identificar la necesidad de una intervención con herramientas matemáticas y
si el problema lo amerita se forma el grupo de estudio con la industria integrado por matemáticos y
representantes de la organización, el grupo dedica una semana a buscar una solución al problema y
posteriormente se realizan reportes de las actividades trabajadas durante la semana y se comparte
con la organización que tiene el problema.

Los organizadores del taller contactaron a una empresa local del ramo de centro de llamadas
con un problema presente en sus operaciones y aśı la actividad se cristalizo en el primer Taller
de Solución de problemas de vinculación LMA llevado a cabo en la semana entre el 20 y 24
de julio de 2015. El taller reunió a estudiantes y profesores de la Licenciatura en Matemáticas
Aplicadas y también a estudiantes de la Maestŕıa en Ingenieŕıa Matemática, sólo se logró entender
matemáticamente una parte del problema, se tomó conciencia de que no se trataba de algo simple,
que para abordarlo eran necesarias algunos conceptos y técnicas matemáticas sofisticados tales
como modelos de series de tiempo, teoŕıa de colas, optimización estocástica, entre otras.

El taller finalizó, se comprendió mejor el problema, pero no se solucionó, aśı que otra parte de
la motivación de este trabajo es retomar el problema planteado en el taller y aportar algo para su
solución.

1.3. Estructura de la tesis

Esta tesis consta de cinco caṕıtulos. En el caṕıtulo dos se desarrollan los antecedentes y la
fundamentación teórica para poder abordar el problema, particularmente se definen conceptos
básicos sobre los centros de llamadas, los problemas principales de los centros de llamadas, se
estudia el modelo desarrollado por Shen y Huang (2008) para pronosticar el volumen de llamadas
recibidas y también el modelo de Gans et al. (2015) que usa el modelo anterior para estimar la
cantidad óptima de personal para reducir los abandonos. Adicionalmente se presentan conceptos
básicos de la teoŕıa de procesos estocásticos, teoŕıa de colas y modelaje de series de tiempo. Al
final de este caṕıtulo se establecen los objetivos del proyecto.

En el caṕıtulo tres se hace una descripción amplia del problema considerando tres perspectivas
con distintos niveles de complejidad: modelo administrativo, técnico y matemático. Posteriormente
se expone como debe adaptarse el modelo de Shen y Huang (2008) al tipo de centro de llamadas
que se tiene.

En el caṕıtulo cuatro se expone el análisis descriptivo que se realizó a la base de datos. Luego
para el número de llamadas transferidas a la etapa de validación se identifica, estima e interpreta
un modelo de series de tiempo SARIMA y también el modelo de Shen y Huang (2008). Finalmente
se comparan los modelos obtenidos y se establecen las conclusiones.

En el caṕıtulo cinco se comentan las perspectivas futuras de este trabajo, particularmente cómo
utilizar los modelos presentados en el caṕıtulo anterior para estimar la cantidad de personal óptima
para la etapa de validación y aśı ofreciendo un camino para completar la solución de este problema.
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Caṕıtulo 2

Antecedentes, fundamentación teórica y
objetivos

Para estudiar algunos modelos de la dinámica de un centro de llamadas será necesario definir
algunas ideas básicas sobre procesos estocásticos, teoŕıa de colas y modelaje de series de tiempo.

2.1. Procesos estocásticos

Esta sección es un resumen de los caṕıtulos 5 y 8 de Ross (2010) y el caṕıtulo 4 de Rincón
(2012).

2.1.1. Procesos de conteo

Definición 1 Un proceso estocástico es una familia de variables aleatorias {Xt}t∈T parametrizada
por un conjunto T , definidas sobre un espacio de probabilidad (Ω,F ,P) y que toman valores en un
espacio medible (S,Σ) llamado espacio de estados. El conjunto T que indexa las familia de variables
aleatorias puede ser continuo o discreto y t́ıpicamente representa tiempo. Si T = N = {0, 1, 2, . . .}
se dice que es un proceso a tiempo discreto y este tipo de proceso se denotará por {Xn}n≥0. Si
T = [0,∞) = R+ se dice que es un proceso a tiempo continuo y este tipo de proceso se denotará
por {Xt}t≥0.

Un proceso estocástico se puede considerar como una variable aleatoria definida sobre un lapso
(intervalo de tiempo) o bien una sucesión de variables aleatorias indexadas sobre un lapso.

Definición 2 Se dice que un proceso estocástico a tiempo continuo {Xt}t≥0 es un proceso de conteo
si Xt representa el número total de ciertos eventos de interés que han ocurrido hasta el tiempo t.
Su espacio de estados es S = N = {0, 1, 2, . . .}.

Definición 3 Un proceso de conteo {Xt}t≥0 se dice que es un proceso Poisson de tasa λ, λ > 0
si:

i X0 = 0.

ii Xt tiene incrementos independientes, esto es, para cualesquiera t0, t1, . . . , tn ∈ R tales que
0 ≤ t0 < t1 < · · · < tn se tiene que Xt0, Xt1 −Xt0, Xt2 −Xt1, . . . , Xtn −Xtn−1 son variables
aleatorias independientes.
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iii Xt tiene incrementos estacionarios, particularmente para cualquier s, t ≥ 0 se tiene Xt+s −
Xs ∼ Poisson (λs), es decir

P (Xt+s = j | Xt = i) = e−λs
(λs)n

n!
, n ∈ N,

A este proceso Poisson también se le suele llamar proceso Poisson homogéneo o simple.
Por otra parte si {Xt}t≥0 es un proceso Poisson de tasa λ y se define {Wn}n∈N como el proceso

que indica los tiempos en que ocurre el n-ésimo evento de interés, con W0 = 0, entonces los tiempos
de espera entre cada evento de interés o salto son Tn = Wn −Wn−1 para n ∈ N − 0 y se puede
los Tn tienen distribución exponencial de tasa λ y son independientes. Este modelo es útil para
modelar las llegadas a un sistema tales como filas, paquetes de información en una red o el número
de autobuses que han pasado por una parada. La tasa λ se puede interpretar como la velocidad de
las llegadas, mientras más grande sea habrá más llegadas en cierto periodo de tiempo. El hecho de
que el proceso sea homogénero o estacionario se debe a que los tiempos de espera se mantienen con
la misma ley de probabilidad durante todo el proceso, es decir, no hay una degradación o cambio
en el sistema. Esto no es siempre realista, entonces en caso de que el sistema presente degradación
o tenga cambios en sus condiciones que dependan del tiempo se puede hacer una corrección en el
modelo y aśı definir el proceso Poisson no homogéneo.

Definición 4 Sea λ : R+ → R+ una función positiva y localmente integrable. Un proceso de conteo
{Xt}t≥0 se dice que es un proceso Poisson no homogéneo de tasa λ (t) si:

i X0 = 0.

ii Xt tiene incrementos independientes.

iii Para cualquier t ≥ 0 y cuando h→ 0 se tiene

a) P (Xt+h −Xt ≥ 1) = λ (t)h+ o (h),

b) P (Xt+h −Xt ≥ 2) = o (h),

donde o (h) es tal que
o (h)

h

h→0−−→ 0.

Con esto se tiene la posibilidad de que el proceso no sea homogéneo, es decir, que la velocidad
en que se presentan los eventos de interés no sea constante en el tiempo. Con estos cambios el
proceso no homogéneo sigue asociado a la distribución Poisson como se observa en las siguientes
proposiciones.

Proposición 1 Sea Xt un proceso Poisson no homogéneo de tasa λ (t), entonces
Xt ∼ Poisson (Γ (t)), donde

Γ (t) =

∫ t

0

λ (s) ds.

Proposición 2 Sean Xt un proceso Poisson no homogéneo de tasa λ (t) y s, t ≥ 0, entonces
Xt+s −Xs ∼ Poisson (Γ (t+ s)− Γ (s)).
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Cuando los eventos de interés aparecen con una gran variabilidad un modelo más adecuado es el
proceso Poisson doblemente estocástico o mixto, donde la tasa también es una variable aleatoria.

Definición 5 Sea Λ una variable aleatoria positiva con función de distribución F (λ). Un proceso
de conteo {Xt}t≥0 se dice es un proceso Poisson doblemente estocástico o mixto con variable
mezclante Λ si para cada entero n ≥ 1, cada sucesión de enteros no negativos k1, . . . , kn y
cualesquiera tiempos 0 ≤ s1 ≤ t1 ≤ s2 ≤ t2 ≤ · · · ≤ sn ≤ tn se cumple la igualdad

P (Xt1 −Xs1 = k1, Xt2 −Xs2 = k2, . . . , Xtn −Xsn = kn, )

=

∫ ∞
0

n∏
i=1

[λ (ti − si)]ki

ki!
e−λ(ti−si)dF (λ).

Es importante observar que cuando la variable aleatoria Λ es una variable aleatoria degenerada,
es decir, constante sobre algún valor particular λ > 0, el proceso Poisson doblemente estocástico
se reduce a un proceso Poisson y también si la variable aleatoria Λ depende del tiempo resulta ser
un proceso estocástico, es decir, {Λt}t≥0 entonces se le llama proceso de Cox.

2.1.2. Teoŕıa de colas

Una cola es un modelo para sistemas donde clientes llegan a una instalación para recibir
un servicio, en el lugar hay varios servidores para atender a los clientes, cada servidor tarda
cierto tiempo en despachar al cliente. Los clientes que llegan a la instalación y no son atendidos
inmediatamente esperan en una cola hasta ser atendidos. Existen varios tipos de colas, aqúı se
mencionarán los más básicos.

Definición 6 En una cola denotada por A/S/k el tiempo de interarrivo al sistema entre dos
clientes consecutivos tiene distribución A y hay k servidores homogéneos funcionando al mismo
tiempo cuyos tiempos de servicio tienen distribución S. Los clientes se forman en una fila con
espacio infinito conforme van llegando y si algún servidor está libre éste atenderá a un cliente de
tal manera que el primero que llegó será el primero en ser atendido. Los clientes nunca abandonan
la fila.

Definición 7 En una cola denotada por A/S/k + P el tiempo de interarrivo al sistema entre dos
clientes consecutivos tiene distribución A y hay k servidores homogéneos funcionando al mismo
tiempo cuyos tiempos de servicio tienen distribución S. Los clientes se forman en una fila con
espacio infinito conforme van llegando y si algún servidor está libre éste atenderá a un cliente de
tal manera que el primero que llegó será el primero en ser atendido. Los clientes pueden abandonar
la fila en cualquier momento, aśı que considerando que los clientes son homogéneos el tiempo de
paciencia que un cliente está dispuesto a esperar tiene distribución P .

En la teoŕıa de colas clásica las distribuciones más comunes para los tiempos de interarrivo,
los tiempos de servicio y los tiempos de paciencia son la degenerada en algún valor positivo,
la exponencial y la Erlang. Cuando se usa la distribución degenerada en algún valor d > 0 significa
que los tiempos de interarrivo, de servicio o de paciencia siempre toman el valor d y los procesos
de llegada, de servicio o de paciencia son determińısticos, en tal caso a la distribución se le asigna
el término D por determińıstico. Cuando la distribución de los tiempos de interarrivo, de servicio
o de paciencia es exponencial significa que el proceso de conteo de las llegadas, el proceso de
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conteo de los servicios o el proceso de conteo de los abandonos es un proceso Poisson, en tal caso
a la distribución se le asigna la letra M por ser un proceso de Markov o sin memoria. Cuando la
distribución de los tiempos de interarrivo, de servicio o de paciencia es Erlang de parámetro c a la
distribución se le asigna la letra Ec. Finalmente se usa la letra G cuando se desea considera una
distribución general para los tiempos de interarrivo, de servicio o de paciencia.

Las colas que comúnmente han sido estudiadas sonM/M/1,M/G/1,G/M/1,M/M/k,G/M/k,
M/G/k y M/M/k +M .
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2.2. Series de tiempo: modelo ARIMA

Esta sección es un resumen de los caṕıtulos 1 y 3 de Shumway y Stoffer (2015).

2.2.1. Conceptos básicos de series de tiempo

En el análisis de series de tiempo se estudian fenómenos que cambian con el tiempo, particularmente
uno de los fines que se persigue es estimar modelos que capturen el comportamiento del fenómeno,
en ocasiones se pueden realizar pronósticos precisos, pero en otros casos sólo se puede capturar
el comportamiento cualitativo del fenómeno. Aśı que para entender qué es una serie de tiempo se
introducirá su concepto de manera precisa.

Definición 8 Una serie de tiempo es un proceso estocástico {Xt}t∈T a tiempo discreto, con T = Z
o T ⊂ Z regularmente, donde la variable aleatoria Xt corresponde al valor que la serie toma al
tiempo t. Se usa el término serie de tiempo indiscriminadamente para denotar al proceso {Xt}t∈T
o a una realización del proceso Xt (ω), el contexto indicará cuál es el caso.

Figura 2.1: Serie de tiempo Xt en los tiempos t ∈ {1, 2, . . . , 100}.

En la Figura 2.1 hay un ejemplo de una serie de tiempo en los tiempos t ∈ {1, 2, . . . , 100}. La
perspectiva que se tomará para entender las series de tiempo es la teoŕıa que George Box y Gwilym
Jenkins crearon.

Medidas de dependencia: autocorrelación y correlación cruzada

Existen varias funciones resultado de aplicar a la serie de tiempo los operadores clásicos
de esperanza propuestos en teoŕıa de probabilidad, entre ellos la función media, la función de
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autocovarianza, la función de autocorrelación, la función covarianza cruzada y la función de
correlación cruzada. Estas son de gran utilidad para caracterizar a la serie de tiempo.

Definición 9 Sea {Xt}t∈T una serie de tiempo. La función media de Xt se define como

µXt = E (Xt) =

∫ ∞
−∞

sdFXt (s) =

∫ ∞
−∞

sfXtds.

Si no existe confusión sobre a qué serie de tiempo se hace referencia se puede suprimir el sub́ındice
y escribir µt en lugar de µXt.

Definición 10 Sea {Xt}t∈T una serie de tiempo con media µt. La función de autocovarianza de
Xt se define como

γX (s, t) = Cov (Xs, Xt) = E [(Xs − µs) (Xt − µt)] ,
para todo s, t ∈ T . Si no existe confusión sobre a qué serie de tiempo se hace referencia se puede
suprimir el sub́ındice y escribir γ (s, t) en lugar de γX (s, t).

Definición 11 Sea {Xt}t∈T una serie de tiempo con función de autocovarianza γX (s, t). La función
de autocorrelación (ACF por sus siglas en inglés) de Xt se define como

ρX (s, t) =
γX (s, t)√

γX (s, s) γX (t, t)
,

para todo s, t ∈ T . Si no existe confusión sobre a qué serie de tiempo se hace referencia se puede
suprimir el sub́ındice y escribir ρ (s, t) en lugar de ρX (s, t).

Las funciones de autocovarianza y autocorrelación sirven para medir la relación que tiene una serie
de tiempo consigo misma en diferentes tiempos, particularmente la relación lineal.

Definición 12 Sean {Xt}t∈T , {Yt}t∈T series de tiempo con medias µXt, µYt, respectivamente. La
función de covarianza cruzada entre las series Xt y Yt se define como

γX,Y (s, t) = Cov (Xs, Yt) = E [(Xs − µXs) (Yt − µYt)] ,

para todo s, t ∈ T .

Definición 13 Sean {Xt}t∈T , {Yt}t∈T series de tiempo con función de covarianza cruzada γX,Y (s, t).
La función de correlación cruzada (CCF por sus siglas en inglés) entre las series Xt y Yt se define
como

ρX,Y (s, t) =
γX,Y (s, t)√

γX (s, s) γY (t, t)
,

para todo s, t ∈ T .

Si existe una relación entre dos series de tiempo, las funciones de covarianza cruzada y correlación
cruzada sirven para medir la relación lineal que existe entre las dos series de tiempo.

Las funciones de autocovarianza, autocorrelación, covarianza cruzada y correlación cruzada
cumplen las siguiente propiedades:

γX (t, s) = γX (s, t) ,
ρX (t, s) = ρX (s, t) ,

γX,Y (t, s) = γY,X (s, t) ,
ρX,Y (t, s) = ρY,X (s, t) .
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Más adelante estas propiedades serán de utilidad para estudiar series de tiempo estacionarias.
El ruido está considerado como sonido inarticulado, es decir, sonido que no muestra algún

patrón particular y por ello es ininteligible. En el contexto de procesos estocásticos el ruido blanco
se entiende como un proceso estocástico que no presentan un patrón espećıfico es simplemente un
evento puramente aleatorio.

Figura 2.2: Realización de un ruido blanco Wt ∼ IID N (0, 1) en los tiempos t ∈ {1, 2, . . . , 500}.

Definición 14 Sea {Wt}t∈T un proceso estocástico. Se dice que Wt es un ruido blanco si E (Wt) =
0, V (Wt) = σ2

W <∞ para todo t ∈ T y Wt es una sucesión de variables aleatorias no correlacionadas,
es decir, ρW (s, t) = 0 para todo s, t ∈ T , E (Wt) = 0. En general se denota como Wt ∼WN (0, σ2

W ).
Si Wt es una sucesión de variables independientes e idénticamente distribuidas se denota como
Wt ∼ WNIID (0, σ2

W ) y si Wt es una sucesión de variables aleatorias normales independientes
denota como Wt ∼ IID N (0, σ2

W ).

El ruido blanco es un concepto fundamental para la teoŕıa de series de tiempo, esencialmente al
procesar una serie de tiempo se busca dejar en términos de un ruido blanco. En la Figura 2.2 se
observa la realización de un ruido blanco Wt ∼ IID N (0, 1) en los tiempos t ∈ {1, 2, . . . , 500}.

Series de tiempo estacionarias

La teoŕıa de procesos estocásticos no es simple y menos hacer inferencia en procesos estocásticos,
aśı que será necesario acotar el tipo de series de tiempo que se trabajarán y por ello se introducirá
el concepto de serie de tiempo estacionaria.

Definición 15 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt es estrictamente estacionaria si
para cualquier colección de tiempo t1, . . . , tn ∈ T y para cualquier h ∈ Z tal que t1+h, . . . , tn+h ∈ T
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los vectores aleatorios (Xt1 , . . . , Xtn) y (Xt1+h, . . . , Xtn+h) tiene la misma distribución, esto es,

FXt1 ,...,Xtn
(c1, . . . , cn) = P (Xt1 ≤ c1, . . . , Xtn ≤ cn)

= P (Xt1+h ≤ c1, . . . , Xtn+h ≤ cn) = FXt1+h,...,Xtn+h
(c1, . . . , cn) .

Al tiempo h se le denominará lag o retraso.

La estacionareidad u homogeneidad es una propiedad importante para los procesos estocásticos
pues garantiza que el proceso tiene cierta regularidad a lo largo del tiempo, sin embargo la
estacionareidad estricta es un supuesto muy fuerte para trabajar con datos reales, por lo que
se establecerá un definición un poco más relajada.

Definición 16 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt débilmente estacionaria si

i V (Xt) <∞ para todo t ∈ T ,

ii la función media µt = E (Xt) es contante y no depende del tiempo t y

iii la función de autocorrelación γ (s, t) depende en s y t solamente a través de su diferencia
absoluta |s− t|.

En adelante el término estacionario se referirá a débilmente estacionario; si un proceso es estacionario
en un sentido estricto se usará el término estrictamente estacionario.

Es dif́ıcil estudiar un proceso estocástico y más a partir de sus realizaciones por ello la perspectiva
clásica de Box y Jenkins se avoca a trabajar con series de tiempo estacionarias o series de tiempo
que mediante algunas transformaciones se hacen estacionarias, por ello se retomarán las funciones
de autocovarianza, autocorrelación, covarianza cruzada y correlación cruzada para el caso de series
de tiempo estacionarias.

Definición 17 Sea {Xt}t∈T una serie de tiempo estacionaŕıa con media µ. La función de autocovarianza
de la serie de tiempo estacionaria Xt se define como

γX (h) = Cov (Xt+h, Xt) = E [(Xt+h − µ) (Xt − µ)] ,

para todo t ∈ T y h ∈ Z tal que t + h ∈ T . Si no existe confusión sobre a qué serie de tiempo se
hace referencia se puede suprimir el sub́ındice y escribir γ (h) en lugar de γX (h).

Definición 18 Sea {Xt}t∈T una serie de tiempo estacionaria con función de autocovarianza γX (h).
La función de autocorrelación (ACF por sus siglas en inglés) de Xt se define como

ρX (0) =
γX (t+ h, t)√

γX (t+ h, t+ h) γX (t, t)
=
γX (h)

γX (0)
, (2.1)

para todo t ∈ T y h ∈ Z tal que t + h ∈ T . Si no existe confusión sobre a qué serie de tiempo se
hace referencia se puede suprimir el sub́ındice y escribir ρ (h) en lugar de ρX (h).

Definición 19 Sean {Xt}t∈T , {Yt}t∈T series de tiempo estacionarias con medias µX , µY , respectivamente.
La función de covarianza cruzada entre Xt y Yt se define como

γX,Y (h) = Cov (Xt+h, Yt) = E [(Xt+h − µX) (Yt − µY )] , (2.2)

para todo t ∈ T y h ∈ Z tal que t+ h ∈ T .
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Definición 20 Sean {Xt}t∈T , {Yt}t∈T series de tiempo estacionarias con función de covarianza
cruzada γX,Y (h). La función de correlación cruzada (CCF por sus siglas en inglés) entre las series
de tiempo estacionarias Xt y Yt se define como

ρX,Y (h) =
γX,Y (h)√
γX (0) γY (0)

,

para todo t ∈ T y h ∈ Z tal que t+ h ∈ T .

Para series de tiempo estacionarias las funciones de autocovarianza, autocorrelación, covarianza
cruzada y correlación cruzada cumplen las siguiente propiedades:

γX (−h) = γX (h) ,
ρX (−h) = ρX (h) ,

γX,Y (−h) = γY,X (h) ,
ρX,Y (−h) = ρY,X (h) .

Otro tipo concepto importante para la teoŕıa de series de tiempo es el de proceso lineal.

Definición 21 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt es un proceso lineal si

Xt = µ+
∞∑

j=−∞

ψjWt−j,
∞∑

j=−∞

|ψj| <∞, (2.3)

donde Wt ∼WN (0, σ2
W ).

Es importante observar que un proceso lineal puede depender del pasado y del futuro, si Xt es un
proceso lineal y ψj = 0 para j ∈ {1, 2, 3, . . .} entonces Xt no depende del futuro, sólo depende del
pasado y se dirá que Xt es causal.

Definición 22 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt es un proceso Gaussiano si para

cualquier n ∈ N y cualquier colección de tiempos t1, . . . , tn el vector X = (Xt1 , . . . , Xtn)T tiene
distribución normal multivariada.

A pesar de que una serie de tiempo {Xt}t∈T no sea estacionaria en ocasiones se pueden hacer
modificaciones de ésta para estacionarizarla. Cuando la media no es constante, pero depende
del tiempo, se puede usar el operador diferencia para buscar estacionarizarla; dicho operador
se estudiará más adelante cuando se estudien los modelos ARMA. Si la media tiene algún otro
comportamiento que puede ajustarse en función del tiempo, digamos g (t) se suele hacer ese ajuste

con los datos y se resta a la serie de tiempo original, esto es X̃t = Xt − ĝ (t) y esta última es la
que se modela. Si el problema es que la varianza es muy variable a través del tiempo, entonces
las transformaciones X̃t = log (Xt), X̃t = log (Xt + α), para cierto α y X̃t =

√
Xt pueden servir

para hacer estacionaria la serie de tiempo. Si estas transformaciones fallan se puede aplicar una
transformación de la familia de las transformaciones de Box-Cox

X̃t =

{ (
Xλ
t − 1

)
/λ λ 6= 0,

logXt λ = 0.
(2.4)

Hay métodos para seleccionar la λ más efectiva para que además X̃t tenga una distribución normal,
pero el discutir ello se sale de los alcance de este trabajo.
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Estimación de la correlación

Las funciones de autocovarianza, autocorrelación, covarianza cruzada y correlación cruzada
son muy importantes para describir el comportamiento de una serie de tiempo, sin embargo para
determinarlas es necesario contar con expresión expĺıcita para la serie de tiempo, sin embargo, en la
práctica muy raras ocasiones se presenta tal expresión a priori, sólo se tiene observaciones. Por ello
es vital contar con una forma de estimar estas funciones a partir de los datos. Una vez estimadas
estas funciones se puede comenzar a caracterizar la serie de tiempo cruzando la información que
aportan las versiones muestrales con las funciones de modelos de series de tiempo conocidas.
Sea {Xt}t∈T una serie de tiempo y X1, . . . , Xn son observaciones en los tiempos 1, . . . , n. En la
perspectiva básica de la estad́ıstica se supone las observaciones son independientes e idénticamente
distribuidos (IID). Esta idea se desecha para la perspectiva de las series de tiempo, pues se considera
que se está observando la evolución de un fenómeno en el tiempo, entonces es razonable pensar
que las observaciones X1, . . . Xn no son independientes y por tanto pueden, por ejemplo, estar
correlacionadas. Aśı X1, . . . Xn constituyen una sola realización del proceso y en realidad se busca
hacer estad́ıstica con una sola observación, en este punto es cuando el concepto de estacionareidad
entrara al rescate para realizar las estimaciones. Si Xt es estacionaria su función media es una
constante µX y es posible estimar usando la media muestral

µ̂ = X̄ =
1

n

n∑
t=1

Xt.

Con la función media constante estimada ahora es posible estimar las funciones de autocovarianza,
autocorrelación, covarianza cruzada y correlación cruzada.

Definición 23 Sea {Xt}t∈T una serie de tiempo estacionaria y X1, . . . Xn una realización de Xt.
Se define la función autocovarianza muestral como

γ̂X (h) =
1

n

n−h∑
t=1

(
Xt+h − X̄

) (
Xt − X̄

)
, (2.5)

con γ̂X (−h) = γ̂X (h) para h = 0, 1, . . . , n− 1. Si no existe confusión sobre qué serie de tiempo se
hace referencia se puede suprimir el sub́ındice y escribir γ̂ (h) en lugar de γ̂X (h).

Definición 24 Sea {Xt}t∈T una serie de tiempo estacionaŕıa y X1, . . . Xn una realización de Xt

cuya función de autocovarianza muestral es γ̂X (h). Se define la función autocorrelación muestral
como

ρ̂X (h) =
γ̂X (h)

γ̂X (0)
, (2.6)

con ρ̂X (h) = ρ̂X (−h) para h = 0, 1, . . . , n− 1. Si no existe confusión sobre qué serie de tiempo se
hace referencia se puede suprimir el sub́ındice y escribir ρ̂ (h) en lugar de ρ̂X (h).

Definición 25 Sean {Xt}t∈T , {Yt}t∈T series de tiempo estacionarias y X1, . . . Xn, Y1, . . . Yn una
realización de Xt y Yt, respectivamente. Se define la función covarianza cruzada muestral como

γ̂X,Y (h) =
1

n

n−h∑
t=1

(
Xt+h − X̄

) (
Yt − Ȳ

)
, (2.7)

con γ̂X,Y (−h) = γ̂Y,X (h) para h = 0, 1, . . . , n− 1.
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Definición 26 Sean {Xt}t∈T , {Yt}t∈T series de tiempo estacionarias y X1, . . . Xn, Y1, . . . Yn una
realización de Xt y Yt, respectivamente, cuya función de covarianza cruzada muestral es γ̂X,Y (h).
Se define la función correlación cruzada muestral como

ρ̂X,Y (h) =
γ̂X,Y (h)

γ̂X,Y (0)
, (2.8)

con ρ̂X,Y (−h) = ρ̂Y,X (h) para h = 0, 1, . . . , n− 1.

Anteriormente se mencionó que el ruido blanco tiene un papel sumamente importante para las
series de tiempo, aśı que es importante caracterizarlo. Las dos siguientes proposiciones serán útiles
ya que permitirán saber si la ACF o la CCF para ciertas series de tiempo son significativas o no,
pues estos resultados permiten construir intervalos de confianza para ACF si la serie de tiempo es
un ruido blanco IID o para la CCF si alguna de las series es ruido blanco IID.

Proposición 3 Sean {Xt}t∈T una serie de tiempo y X1, . . . Xn, una realización de Xt y ρ̂W (h) su
ACF muestral. Si Xt ∼WNIID (0, σ2

X) y E (X4
t ) <∞ entonces

√
nρ̂X (h)

D−→ N (0, 1) , (2.9)

es decir, para n suficientemente grande

ρ̂W (h) ≈ N

(
0,

1

n

)
, h ∈ {0, . . . H} , (2.10)

donde H es arbitrario, pero fijo y “≈” significa aproximadamente.

Proposición 4 Sean {Xt}t∈T , {Yt}t∈T dos series tiempo independientes y X1, . . . Xn, Y1, . . . Yn
una realización de Xt y Yt, respectivamente y ρ̂X,Y (h) su CCF muestral. Si Xt ∼ WNIID (0, σ2

X)
o Yt ∼WNIID (0, σ2

Y ) entonces
√
nρ̂X,Y (h)

D−→ N (0, 1) , (2.11)

es decir, para n suficientemente grande

ρ̂W (h) ≈ N

(
0,

1

n

)
, h ∈ {0, . . . H} , (2.12)

donde H es arbitrario, pero fijo.

La Figura 2.3 presenta gráficamente la ACF muestral del ruido blanco de la Figura 2.2 y la ACF
muestral de la serie de tiempo de la Figura 2.1, en ambas gráficas se muestra una banda delimitada
por ĺıneas azules punteadas, dichas ĺıneas están determinadas por los valores ±2

√
(n) de acuerdo

a (2.10) que indica el intervalo de confianza al 95 % para un ruido blanco IID, los valores de la
función que salen de dicha banda se pueden considerar como estad́ısticamente significativos.
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(a)

(b)

Figura 2.3: La Figura 2.3a es la gráfica de la ACF muestral del ruido blanco de la Figura 2.2 para
h ∈ {0, 1, . . . 80} y la Figura 2.3b es la gráfica de la ACF muestral de la serie de tiempo de la Figura
2.1 h ∈ {0, 1, . . . 40}. Los valores que salen de las bandas determinadas por las ĺıneas punteadas
azules son significativos de acuerdo a (2.10).

2.2.2. Modelos ARIMA

Los modelos autoregresivos integrados de media móvil (ARIMA por su siglas en inglés) se
pueden considerar de una forma vaga como relaciones de recurrencia con variables aleatorias en
esta subsección y son una opción para modelar una serie de tiempo estacionaria o que se puede hacer
estacionaria. Estos modelos junto con la metodoloǵıa para identificarlos constituyen la perspectiva
de Box y Jenkins(Box et al., 1994; Box y Jenkins, 1970).

15



Modelos ARMA

Para construir el modelo ARIMA primero se establecerán conceptos básicos que serán fundamentales.

Definición 27 Sea {Xt}t∈T una serie de tiempo, se define el operador retrospectivo (backshift en
inglés) B como

BXt = Xt−1

y se puede extender como
BkXt = Xt−k. (2.13)

También se define el operado prospectivo (forward-shift en inglés) B−1 como

B−1Xt = Xt+1.

Definición 28 Sea {Xt}t∈T una serie de tiempo. El operador que genera una diferencia de orden
d se define como

∇d = (1−B)d

y al aplicarlo a Xt se obtiene la diferencia de orden d

∇dXt = (1−B)dXt. (2.14)

El operador diferencia de orden d será de gran utilidad pues al aplicarlo adecuadamente a una serie
de tiempo que no es estacionaria se puede estacionarizar en su media, ya sea porque presente algún
comportamiento donde la media no es constante y depende del tiempo linealmente o bien porque
la varianza depende del tiempo. También cuando la serie de tiempo presente un comportamiento
estacional en la media, esto es cada d unidades de tiempo se tenga un patrón periódico el operador
∇d ayudará a simplificar este comportamiento no aleatorio.

Definición 29 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt sigue un modelo autorregresivo
de orden p, abreviado como AR (p), si Xt estacionaria y dela forma

Xt = φ1Xt−1 + φ2Xt−1 + · · ·+ φpXt−p +Wt, (2.15)

cuando E (Xt) = 0, o bien cuando E (Xt) = µ 6= 0

Xt − µ = φ1 (Xt−1 − µ) + φ2 (Xt−2 − µ) + · · ·+ φp (Xt−p − µ) +Wt,

o escrito como
Xt = α− φ1Xt−1 + φ2Xt−1 + · · ·+ φpXt−p +Wt, (2.16)

donde Wt ∼WN (0, σ2
W ), φi ∈ R es constante, para i ∈ {1, . . . p}, φp 6= 0 y α = µ (1− φ1 − · · · − φp).

Definición 30 El operador autorregresivo se define como

φ (B) = 1− φ1B + φ2B
2 − · · · − φpBp. (2.17)

Definición 31 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt sigue un modelo de media móvil
de orden q, abreviado como MA (Q), si Xt es estacionaria y de la forma

Xt = Wt + θ1Wt−1 + θ2Wt−2 + · · ·+ θqWt−q, (2.18)

donde Wt ∼WN (0, σ2
W ), θi ∈ R es constante, para i ∈ {1, . . . p} y θq 6= 0.
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Definición 32 El operador de media móvil se define como

θ (B) = 1 + θ1B + θ2B
2 − · · · − θqBq. (2.19)

Definición 33 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt sigue un modelo autorregresivo
de media móvil de orden p, q, abreviado como ARMA (p, q), si Xt es estacionaria y de la forma

Xt = φ1Xt−1 + φ2Xt−1 + · · ·+ φpXt−p +Wt + θ1Wt−1 + θ2Wt−2 + · · ·+ θqWt−q, (2.20)

cuando E (Xt) = 0, o bien cuando E (Xt) = µ 6= 0

Xt = α− φ1Xt−1 + φ2Xt−1 + · · ·+ φpXt−p +Wt + θ1Wt−1 + θ2Wt−2 + · · ·+ θqWt−q, (2.21)

donde Wt ∼ WN (0, σ2
W ), σ2

W > 0, φi, θj ∈ R son constantes, para i ∈ {1, . . . p}, j ∈ {1, . . . q},
φp, θq 6= 0 y α = µ (1− φ1 − · · · − φp). Los parámetros p y q son llamados orden autorregresivo y
orden de media móvil, respectivamente.

Hay tres problemas que pueden presentar los modelos ARMA

i parámetros redundantes en el modelo,

ii modelos AR estacionarios vistos como procesos lineales que dependen del futuro y

iii modelos MA que no son únicos

Para evitar estos problemas son necesarias restricciones extras y algunas definiciones adicionales.

Definición 34 Los polinomios AR y MA se definen como

φ (z) = 1− φ1z − φ2z
2 − · · · − φpzp, φp 6= 0, (2.22)

y
θ (z) = 1 + θ1z + θ2z

2 + · · ·+ θqz
q, θq 6= 0, (2.23)

respectivamente, donde z ∈ C.

Dado un modelo ARMA (p, q), se detectará si este tiene parámetros redundantes si al factorizar
los polinomios AR y MA resulta que hay factores en común, esto es, tienen ráıces en común. Para
encontrar el modelo ARMA simplificado hay que eliminar esos términos en común. Aśı, para evitar
el primer problema al menos de manera teórica se hace el supuesto de que los polinomios AR y
MA no tiene factores en común. En la práctica ésto es un tanto problemático pues al estimar los
parámetros del modelo no necesariamente se obtienen los coeficientes θi y φj verdaderos, aśı que
la factorización de los polinomios AR y MA y reducción de términos redundantes no es directa,
al construir y estimar estos modelos debe tener especial cuidado y el proceso se torna un tanto
artesanal.

Definición 35 Sea {Xt}t∈T ARMA (p, q). Se dice que Xt es causal si {Xt}t∈T se puede reescribir
como un proceso lineal unilateral, esto es,

Xt =
∞∑
j=0

ψjWt−j = ψ (B)Wt, (2.24)

donde ψ (B) =
∑∞

j=0 ψjB
j,
∑∞

j=0 |ψj| <∞ y se fija ψ0 = 1.
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Para evitar el segundo problema de la no causalidad se usa la siguiente proposición.

Proposición 5 Sea {Xt}t∈T ARMA (p, q), entonces Xt es causal si, y sólo śı φ (z) 6= 0 para
|z| ≤ 1. Los coeficientes del proceso lineal de (2.24) pueden determinarse solucionando la expresión

φ (z) =
∞∑
j=0

ψjz
j =

θ (z)

φ (z)
, |z| ≥ 1.

Para evitar el tercer problema se requiere una definición extra.

Definición 36 Sea {Xt}t∈T ARMA (p, q). Se dice que Xt es invertible si {Xt}t∈T se puede reescribir
como

π (B)Xt =
∞∑
j=0

πjWt−j = Wt, (2.25)

donde π (B) =
∑∞

j=0 πjB
j,
∑∞

j=0 |πj| <∞ y se fija ψ0 = 1.

Entonces para garantizar que un modelo MA es único se usa la siguiente proposición.

Proposición 6 Sea {Xt}t∈T ARMA (p, q), entonces Xt es invertible si, y sólo śı θ (z) 6= 0 para
|z| ≤ 1. Los coeficientes πi de π (B) en (2.25) pueden determinarse solucionando la expresión

π (z) =
∞∑
j=0

πjz
j =

φ (z)

θ (z)
, |z| ≥ 1.

Un resultado crucial e interesante es que si Xt sigue un modelo MA (q) entonces su ACF muestral
ρ̂X (h) para h > q no es significativa en términos de (2.10), es defir, ρ̂X (h) se corta después de q.
Mientras que si Xt sigue un modelo AR (p) su ACF muestral ρ̂X (h) desaparecen gradualmente su
magnitud. Seŕıa de gran utilidad contar con un dispositivo que caracterice a los modelos AR (p)
como sucede con la ACF muestral para los MA (q) y que también permita que se distingan de los
ARMA (p, q). Aśı es como se origina la función de autocorrelación parcial.

Definición 37 Sea {Xt}t∈T una serie de tiempo estacionaria. La función de autocorrelación parcial
(PACF por sus siglas en inglés) de Xt se define como

φ11 = Corr (Xt+1, Xt) = ρX (1) (2.26)

y

φhh = Corr
(
Xt+h − X̂t+h, Xt − X̂t

)
, h ≥ 2, (2.27)

donde

X̂t+h = β1Xt+h−1 + β2Xt+h−2 + · · ·+ βh−1Xt+1, X̂t = β1Xt+1 + β2Xt+2 + · · ·+ βh−1Xt+h−1, (2.28)

que son las regresiones lineales estimadas de Xt+h en función de Xt+h−1, Xt+h−2, · · · , Xt+1 y de
Xt en función de Xt+1, Xt+2, · · · , Xt+h−1, respectivamente. Estos coeficientes son los mismos por
la propiedad de estacionareidad. Si E (Xt) = 0 se reemplaza Xt con Xt − µ.
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AR (p) MA (q) ARMA (p, q)
ACF Desaparece Se corta después Desaparece

gradualmente de h = q gradualmente
PACF Se corta después Desaparece Desaparece

de h = p gradualmente gradualmente

Tabla 2.1: Caracterización de modelos AR, MA y ARMA mediante su ACF muestral y PCF.

Por la forma en que fueron construidos los terminos
(
Xt+h − X̂t+h

)
y
(
Xt − X̂t

)
no están correlacionados

con {Xt+1, . . . Xt+h−1}. Esencialmente la PACF, φhh, es la correlación entre Xt+h y Xt eliminado
su dependencia lineal en {Xt+1, . . . Xt+h−1} para cada uno.

Ahora cuando Xt sigue un modelo AR (p) entonces su PACF φhh para h > p no es significativa
en términos de (2.10), es decir, φhh se corta después de p. Mientras que si Xt sigue un modelo
MA (q) su PACF φhh desaparece gradualmente su magnitud. Adicionalmente con ayuda de la ACF
muestral y la PACF es posible caracterizar a los procesos que pueden ser modelados por un ARMA,
pues si Xt sigue un modelo ARMA (p, q) entonces tanto la ACF muestral ρ̂X (h) como la PACF
φhh desaparecen gradualmente su magnitud. Esta caracterización se resume en la Tabla 2.1.

Modelos ARIMA

Nunca los supuestos de estacionareidad se cumplirán en una serie de tiempo, ya sea que la
media dependa del tiempo o bien que la varianza no se mantenga exactamente contante a lo largo
del tiempo, entre otras situaciones, sin embargo, no todo está perdido y el operador diferencia ∇d

puede resultar útil para resarcir estos problemas en la media y la serie de tiempo ahora śı pueda
ser modelada mediante un modelo ARMA, aśı es como se define un nuevo modelo transformado.

Definición 38 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt sigue un modelo autorregresivo
integrado de media móvil de orden p, d, q, abreviado como ARIMA (p, d, q), si

∇dXt = (1−B)dXt

sigue un modelo ARMA (p, q). En general, el modelo se escribe como

φ (B) (1−B)dXt = θ (B)Wt, (2.29)

cuando E
(
∇dXt

)
= 0, o bien cuando E

(
∇dXt

)
= µ 6= 0

φ (B) (1−B)dXt = δ + θ (B)Wt, (2.30)

donde Wt ∼ WN (0, σ2
W ), φ (B) es un polinomio AR de orden p y θ (B) es un polinomio MA de

orden q y δ = µ (1− φ1 − · · · − φp).

Modelo SARIMA

En ocasiones los fenómenos que se pretenden modelar con series de tiempo tienen efectos
ćıclicos que no tienen un componente aleatorio, por ejemplo en registros económicos se puede
apreciar que se repite cada año en los mismo meses comportamientos similares, de igual forma
sucede para registro de fenómenos naturales y los efectos de las estaciones del año. Estos efectos
ćıclicos o estacionales tienen una naturaleza determińıstica y para tener una mejor aproximación del
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fenómeno es necesario incluir estos efectos en el modelo o técnicamente retirarlos de los datos para
modelar exclusivamente la parte aleatoria desconocida. Es aśı como nacen los modelos estacionales
autorregresivos integrados de media móvil.

Definición 39 Sea {Xt}t∈T una serie de tiempo. El operador de diferencia estacional de orden s
y orden D se define como

∇D
s Xt = (1−Bs)DXt, (2.31)

donde s,D ∈ {1, 2, 3, . . .}.

Definición 40 Sea {Xt}t∈T una serie de tiempo. Se dice que Xt sigue un modelo multiplicativo
estacional autorregresivo integrado de media móvil de orden (p, d, q)× (P,D,Q)s, abreviado como
SARIMA (p, q, d)× (P,Q,D)s, si

ΦP (Bs)φ (B)∇D
s ∇dXt = δ + ΘQ (Bs) θ (B)Wt, (2.32)

donde Wt ∼ WN (0, σ2
W ), Φ (Bs) es un polinomio AR de orden P evaluado en Bs, φ (B) es un

polinomio AR de orden p, ΘQ (Bs) es un polinomio MA de orden Q evaluado en Bs y θ (B) es un
polinomio MA de orden q.

Pronóstico de series de tiempo

Uno de los fines de los modelos de series de tiempo es pronosticar futuros valores de la serie
de tiempo dados valores vistos hasta el presente, es decir, si {Xt}t∈T es una serie de tiempo que
sigue un modelo conocido, X1, . . . , Xn son observaciones de Xt en {1, . . . , n} y se desea pronosticar
Xn+m. Si X = {X1, . . . , X1} y g (X) es una función de las observaciones X, el pronóstico se obtiene
minimizando el error cuadrático medio

E
[
(Xn+m − g (X))2

]
, (2.33)

cuyo mı́nimo se alcanza en la esperanza condicional

X̂n+m = E (Xn+m | X) . (2.34)

Para simplificar el modelo sólo serán considerados los predictores que funciones lineales de los
datos, es decir,

X̂n+m = α0 +
n∑
k=1

αkXk, (2.35)

donde α0, α1, . . . , αn ∈ R. Es muy importante observar que los valores αk dependen de n y m y
pueden ser diferentes para cada n y m particulares. Los valores αk serán determinados de acuerdo
al siguiente resultado.

Proposición 7 Sea {Xt}t∈T una serie de tiempo estacionaria. Dadas las observaciones X1, . . . , Xn,

el mejor predictor lineal, X̂n+m = α0 +
∑n

k=1 αkXk, de Xn+m, m ≥ 1, se encuentra solucionando
el sistema

E
[(
Xn+m − X̂n+m

)
Xk

]
= 0, k = 0, 1, . . . , n, (2.36)

donde X0 = 1, para α0, α1, . . . , αn.
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A estas ecuaciones se les suele llamar ecuaciones de predicción. Si E (Xt) = µ, la primera ecuación,
cuando k = 0 implica que

E
(
X̂n+m

)
= E (Xn+m) = µ, o bien α0 = µ

(
1−

n∑
k=1

αk

)
y aśı la forma de mejor predictor lineal cambia a

X̂n+m = µ+
n∑
k=1

αk (Xk − µ).

Sin pérdida de generalidad se considera el caso cuando µ = 0, que implica α0 = 0. Particularmente
se estudiará el caso cuando se desea predecir el siguiente paso en el tiempo Xn+1 dadas las
observaciones X1, . . . , Xn. Entonces el mejor predictor lineal toma la forma

X̂n+1 = φn,1Xn + φn,2Xn−1 + · · ·+ φn,nX1, (2.37)

para declarar la dependencia en n el coeficiente αk de (2.35) es φn,n+1−k, para k = 1, . . . , n y
entonces considerando la proposición 7, los coeficientes φn,1, φn,2, · · · , φn,n satisfacen que

E

[(
Xn+1 −

n∑
j=1

φn,jXn+1−j

)
Xn+1−k

]
= 0, k = 1, . . . , n,

o bien,
n∑
j=1

φn,jγ (k − j) = γ (k) , k = 1, . . . , n, (2.38)

y escrito en forma matricial
Γnφn = γn, (2.39)

donde Γn = {γ (k − j)}nj,k=1 ∈Mn×n (R), φn = (φn,1, · · · , φn,n)T ∈ Rn y γn = (γ (1) , . . . , γ (n))T ∈
Rn.

La matriz Γn es no negativa definida, si Γn es singular hay muchas soluciones para (2.39), pero
el teorema de proyección en espacios de Hilbert garantiza que la solución es única. Si Γn no es
singular entonces los elementos de φn son únicos y están dados por

φn = Γ−1n γn. (2.40)

Para un modelo ARMA el hecho de que σ2
w > 0 y que γ (h)→ 0 cuando h→∞ es suficiente para

garantizar que Γn es positiva definida. Aśı

X̂n+1 = φTnX. (2.41)

El error cuadrático medio del predictor del siguiente paso es

P n
n+1 = E

[(
Xn+1 − X̂n+1

)2]
= γ (0)− γTnΓ−1n γn. (2.42)

Técnicamente con la ecuación (2.40) se soluciona el problema de estimar el mejor predictor
lineal del paso siguiente en un modelo ARMA, sin embargo, cuando n es grande esta solución
se vuelve computacionalmente no viable pues ya que se debe invertir la matriz Γn que es una
dimensión grande. Eso hace necesarios otros métodos de pronóstico alternativos que no sean
computacionalmente intensivos, particularmente se cuenta con el algoritmo de Durbin-Levinson
y el algoritmo de innovación.
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Proposición 8 (El algoritmo de Durbin-Levinson) Las ecuaciones (2.40) y (2.42) se pueden
solucionar de manera iterativa como sigue:

φ0,0 = 0, P 0
1 = γ (0) . (2.43)

Para n ≥ 1,

φn,n =
ρ (n)−

∑n−1
k=1 φn−1,kρ (n− k)

1−
∑n−1

k=1 φn−1,kρ (k)
, P n

n+1 = P n−1
n

(
1− φ2

n,n

)
, (2.44)

donde ρ (h) es la función autocorrelación de la serie de tiempo y para n ≥ 2,

φn,k = φn−1,k − φn,nφn−1,n−k, k = 1, 2, . . . , n− 1. (2.45)

Proposición 9 (El algoŕıtmo de innovación) El predictor del siguiente paso, X̂n+1 y error
cuadrático medio, P n

n+1, se pueden estimar iterativamente como

X0
1 = 0, P 0

1 = γ (0) (2.46)

X̂n+1 =
n∑
j=1

θn,j
(
Xn+1−j −Xn−j

n+1−j
)
, n = 1, 2, . . . , (2.47)

P n
n+1 = γ (0)−

n−1∑
j=0

θ2n,n−jP
j
j+1, n = 1, 2, . . . , (2.48)

donde, para j = 0, 1, . . . , n− 1,

θn,n−j =
γ (n− j)−

∑j−1
k=0 θj,j−kθn,n−kP

k
k+1

P j
j+1

. (2.49)

Un consecuencia importante del algoritmo de Durbin-Levinson es el siguiente.

Proposición 10 (Solución iterativa para la PACF) La PACF de un proceso estacionario Xt

se puede obtener de manera iterativa mediante (2.44) como φn,n, para n = 1, 2, . . ..

Originalmente se buscaba estimar el mejor predictor lineal para Xn+m dados los datos X1, . . . , Xn,
entonces considerando (2.35) y (2.37) el predictor de m tiempos adelante es

X̂n+m = φ
(m)
n,1Xn + φ

(m)
n,2Xn−1 + · · ·+ φ(m)

n,nX1, (2.50)

donde φ
(m)
n,1 , φ

(m)
n,2 , . . . , φ

(m)
n,n satisfacen la ecuación de predicción

n∑
j=1

φ
(m)
n,j E (Xn+1−jXn+1−k) = E (Xn+mXn+1−k) , k = 1, . . . , n, (2.51)

o bien
n∑
j=1

φ
(m)
n,j γ (k − j) = γ (m+ k − 1) , k = 1, . . . , n, (2.52)

y de nuevo se puede escribir en forma matricial como

Γnφ
(m)
n = γ(m)

n , (2.53)

donde φ(m)
n =

(
φ
(m)
n,1 , · · · , φ

(m)
n,n

)T
∈ Rn y γ

(m)
n = (γ (m) , . . . , γ (m+ n− 1))T ∈ Rn.
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Estimación de modelos ARMA

Sea {Xt}t∈T una serie de tiempo que sigue un modelo ARMA (p, q) Gaussiano, causal, e
invertible. Suponiendo que se han identificado de alguna forma los parámetros autorregresivo p y
de media móvil q y se cuenta con las observaciones X1, . . . , Xn, ahora lo idóneo es determinar los
parámetros φ1, . . . , φp, θ1, . . . , θq y σ2

W .
Si Xt fuera un proceso AR (p) entonces

Xt = φ1Xt−1 + · · ·+ φpXt−p +Wt

particularmente se puede usar el método de momentos para realizar las estimaciones de los parámetros
θ1, . . . , θp, ello se le dará nombre a un par de ecuaciones estudiadas anteriormente.

Definición 41 Las ecuaciones de Yule-Walker son

γ (h) = φ1γ (h− 1) + · · ·+ φpγ (h− p) , h = 1, 2, . . . , p, (2.54)

σ2
W = γ (0)− φ1γ (1)− · · · − φpγ (p) (2.55)

o en forma matricial

Γpφ = γp, σ2
W = γ (0)− φTγp, (2.56)

donde Γp = {γ (k − j)}pj,k=1 ∈Mp×p (R), φp = (φ1, · · · , φp)T ∈ Rp y γp = (γ (1) , . . . , γ (p))T ∈ Rp.

Para estimar φ se reemplaza γ (h) con γ̂ (h) y se usa el método de momentos, que esencialmente
es solucionar las ecuaciones

φ̂ = Γ̂
−1
p γ̂p, σ̂2

W = γ̂ (0)− γ̂Tp Γ̂
−1
p − γ̂p. (2.57)

A estos estimadores se les suele llamar estimadores de Yule-Walker. Para realizar los cálculos más
fácilmente es conveniente usar la ACF en lugar de la función de autocovarianza, factorizando γ̂ (0)
quedan como

φ̂ = R̂
−1
p ρ̂p, σ̂2

W = γ̂ (0)
[
1− ρ̂Tp R̂

−1
p − ρ̂p

]
, (2.58)

donde Rp = {ρ̂ (k − j)}pj,k=1 ∈ Mp×p (R) y ρ̂p = (ρ̂ (1) , . . . , ρ̂ (p))T ∈ Rp. Para modelos AR (p) los
estimadores de Yuler-Walker presentan algunas propiedades útiles.

Proposición 11 Sean φ̂ y σ̂2
W los estimadores de Yule-Walker para φ y σ2

W , entonces

√
n
(
φ̂− φ

)
D−→ Np

(
0, σ2

WΓ−1p
)
, σ̂2

W
P−→ σ2

W . (2.59)

El algoritmo de Durvin-Levinson también puede ser empleado para calcular φ̂ sin tener que invertir
Γ̂p o R̂p usando γ̂ (h). Al usar este algoritmo también se estima la PACF muestral como φ̂hh y se
tiene otra propiedad.

Proposición 12 Para un proceso AR (p) causal se tiene

√
n φ̂hh

D−→ N (0, 1) , para h > p, (2.60)
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Cuando se tiene un modelo AR (p) la convergencia en distribución de los estimadores de
Yule-Walker establecida en (2.59) indica que son óptimos asintóticamente, pero si son usados
para modelos MA o ARMA no se tiene esa optimalidad pues estos procesos son no lineales en los
parámetros, por ello se recurre al método de máxima verosimilitud para realizar las estimaciones.
Supóngase que Xt sigue un modelo ARMA (p, q) Gaussiano, sea β = (µ, φ1, . . . , φp, θ1, . . . , θq)

T el
vector que contiene los parámetros del modelo. Entonces dadas las observaciones X1, . . . , Xn la
función de verosimilitud es

L
(
β, σ2

W

)
= f (X1, . . . , Xn) =

n∏
t=1

f (Xt | Xt−1, . . . , X1). (2.61)

Y como Xt es un proceso Gaussino se tiene que Xt | Xt−1, . . . X1 ∼ N
(
X t−1
t , P t−1

t

)
. Anteriormente

se consideró que P t−1
t = γ (0)

∏t−1
j=0

(
1− φ2

jj

)
y para un modelo AR (p) se tiene que γ (0) =

σ2
W

∑∞
j=0 ψ

2
j , entonces se puede reescribir P t−1

t como

P t−1
t = σ2

W

{[
∞∑
j=0

ψ2
j

][
t−1∏
j=0

(
1− φ2

jj

)]}
= σ2

W rt,

donde

rt =

{[
∞∑
j=0

ψ2
j

][
t−1∏
j=0

(
1− φ2

jj

)]}
.

Particularmente obśervese que rt+1 =
(
1− φ2

t,t

)
rt con r1 =

∑∞
j=0 ψ

2
j , entonces la función de

verosimilitud (2.61) se transforma en

L
(
β, σ2

W

)
=
(
2πσ2

W

)−n/2
[r1 (β) r2 (β) · · · rn (β)]−1/2 exp

[
−S (β)

2σ2
W

]
, (2.62)

donde

S (β) =
n∑
t=1

[ (
Xt −X t−1

t (β)
)2

rt (β)

]
(2.63)

y se supone que X t−1
t y rt son funciones de β. También se tiene la función de logverosimilitud

l (β) = log
[
n−1S (β)

]
+ n−1

n∑
t=1

log [rt (β)]. (2.64)

La estimación de β se realiza empleando métodos numéricos como los métodos de Newton-Rampson
o de Gauss-Newton.

2.3. Centros de llamadas

2.3.1. Conceptos básicos

Los centros de llamadas son empresas del sector de servicios que operan v́ıa telefónica, se
han convertido en el contacto primario entre los prestadores de servicios y sus clientes (Shen,
2010), básicamente son oficinas centralizadas usadas con el propósito de recibir o transmitir un

24



gran volumen de llamadas telefónicas. Los tipos de centros de llamadas más comunes son inbound
y outbound. Un centro de llamadas inbound recibe llamadas de clientes que tratan de obtener
productos o servicios v́ıa telefónica, por ejemplo el servicio de atención a clientes de un banco o de
un proveedor de televisión de paga, el servicio de contacto para comprar productos exhibidos
en televisión o bien un contacto de emergencia tal como “066” o “‘911” o una compañ́ıa de
seguros en caso de un siniestro. Un centro de llamadas outbound realiza llamadas a personas
que se encuentran en un directorio, suelen ser una parte fundamental de los estudios de opinión
o de mercado realizando encuestas telefónicas, también suelen dedicarse al telemercadeo, esto es,
ofrecer productos o servicios a clientes potenciales.

En un centro de llamadas inbound el camino común que sigue una llamada inicia cuando
el cliente marca el número de contacto para obtener un servicio, el servicio para ese número es
provéıdo por un centro de llamadas, entonces una vez conectada, el cliente usualmente se encuentra
con la voz de una unidad de respuesta interactiva. En la unidad de respuesta interactiva el cliente
puede realizar algunas transacciones de autoservicio que en ocasiones terminan el servicio ah́ı. En
caso de que el cliente aún necesite hablar con un agente, si alguno se encuentra disponible y éste
es capaz de ejecutar el trabajo solicitado, entonces el cliente será transferido al agente para tener
servicio inmediatamente; de lo contrario, el cliente se une a una fila invisible de clientes en espera.
Eventualmente el cliente es atendido por un agente o se impacienta y abandona la llamada antes
de obtener servicio (Brown et al., 2005; Shen, 2010).

En un centro de llamadas outbound el camino que sigue una llamada inicia en un sistema
automático de marcado que selecciona un número telefónico dentro de una base de datos que
contiene directorios de clientes potenciales, entonces el sistema marca el número y si alguien
contesta la llamada automáticamente es conectada con un agente que ofrecerá un producto, servicio
o realizará una encuesta (De Freitas Filho et al., 2007).

Los aspectos más importantes que tienen influencia en un centro de llamadas son el nivel de
satisfacción de los clientes y la reducción del costo de operaciones. Mientras más satisfecho esté
un cliente con el servicio, mayor ganancia la compañ́ıa obtendrá y también si se realiza un manejo
adecuado de la carga de trabajo para el personal se puede reducir el costo de operaciones, pero un
exceso o escasez de agentes usualmente afectarán las condiciones del centros de llamadas. En el caso
de un centro de llamadas inbound tener una cantidad inferior a la óptima de agentes telefónicos
puede hacer que los clientes no vuelvan a usar el servicio del centro de llamadas por una mala
experiencia al esperar (Chuchual et al., 2010). En el caso de lo centros de llamadas outbound se
necesita no ser tan insistente con el número de llamadas a los mismos clientes para reducir los
niveles de rechazo (De Freitas Filho et al., 2007).

2.3.2. Problemas principales de los centros de llamadas

Los tres principales problemas del negocio de centro de llamadas son:

1. Pronosticar la cantidad de personal necesario para operar óptimamente.

2. Reducir el número de llamadas abandonadas por los clientes potenciales.

3. Analizar la paciencia de los clientes potenciales.

Estos problemas están intŕınsecamente relacionados (Gans et al., 2003; Mandelbaum, 2006) por lo
que la solución de uno de ellos aporta a la solución de los de más. Particularmente el pronosticar la
cantidad de personal necesario para operar óptimamente es de primera necesidad, espećıficamente

25



en un centro de llamadas inbound entre el 60 % y 80 % del presupuesto para operaciones se dedica
a pagar el sueldo de los operadores (Chuchual et al., 2010; Aksin et al., 2007).

2.3.3. ¿Cómo se han estudiado los centros de llamadas?

En un intento para solucionar estos problemas en los primeros trabajos que se acercaron
seriamente a estos temas se descubrió que para realizar un buen trabajo, esto es, ofrecer una
solución o al menos entender mejor los problemas, los cient́ıficos de datos necesitan datos de mejor
calidad que los que la industria ofrece. Cerca de los inicios de la década del 2, 000 en la práctica los
centros de llamadas sólo haćıan reportes que resumı́an lo que hab́ıa sucedido en el d́ıa por intervalos
de 15 o 30 minutos y no contaban con información más espećıfica de cada llamada (Brown et al.,
2005). Aśı que el primer cambio inducido en la industria por estos estudios fue la mejora de las
herramientas para monitorear el sistema, se hizo notoria la necesidad de contar con registros de
llamada por llamada. Entonces Trofimov et al. (2006) desarrollaron y compartieron un software
llamado DataMOCCA que tomaba en cuenta todas estas consideraciones para que los gerentes
de los centros tomaran conciencia de qué datos eran necesarios para tener un mejor control del
sistema.

La misión del proyecto DataMOCCA es recolectar, preprocesar, organizar, analizar y distribuir
datos completos de las transacciones de un centro de llamadas. El núcleo de DataMOCCA es un
sistema de bases de datos diseñado para realizar análisis de los eventos llamada por llamada junto
con la interfase SEESTAT que facilita la exploración emṕırica y el análisis estad́ıstico de los datos.
Una versión pública del sistema completo con DataMOCCA y SEESTAT puede descargase del
centro SEE de Technion (el Instituto Tecnológico de Israel) (Shen, 2010). A pesar de la distribución
gratuita de DataMOCCA actualmente la mayoŕıa de los centros de llamadas siguen teniendo pobres
reportes de sus actividades.

La descripción simple que se ha hecho de las operación de un centro de llamadas sugieren que
pudieran modelarse como sistemas de colas tales como M/M/1, M/G/1 o G/G/1, descritos por
Ross (2010), pero no es tan simple como eso. En el caso de un centro de llamadas inbound se
puede contar el número de clientes que llaman, esto es, modelar la llegada de las llamadas, pero de
acuerdo con Avramidis et al. (2004) y Shafae et al. (2012) la naturaleza de los procesos de llegada
en un centro de llamadas siguen las siguientes tres propiedades:

i Los volúmenes de llamadas vaŕıan significativamente sobre el tiempo (las llegadas tiene una
tasa variable).

ii La varianza de los volúmenes de llegadas es mucho mayor que sus medias (sobre-dispersión de
los datos).

iii La dependencia entre los volúmenes de llegadas en periodos de tiempo sucesivos de un mismo
d́ıa es fuerte (correlación positiva fuerte).

Aśı que las propiedades descritas arriba para un centro de llamadas violan las suposiciones para
un proceso Poisson pues la propiedad (I) dice que la tasa no es homogénea sobre el tiempo y la
propiedad (II) dice que hay sobre-dispersión, de tal manera que la media y la varianza no serán la
mima sobre un intervalo de tiempo como en la distribución Poisson y finalmente la propiedad (III)
indica que no hay independencia entre los intervalos cercanos de tiempo, pero el proceso Poisson
supone que tiene intervalos no sobrepuestos independientes (Shafae et al., 2012). Por tanto un
proceso Poisson simple no es adecuado para modelar un centro de llamadas, entonces los modelos
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tradicionales de teoŕıa de colas resultan no utiles ante la complejidad de los fenómenos que ocurren
dentro de los centros de llamadas.

Entonces es factible que un proceso Poisson no homogéneo tenga un mejor desempeño frente al
problema de variabilidad al contar con una tasa mezclante variable y en el caso de los periodos de
variación por horas, d́ıas, semanas o meses pueden ser manejados mediante una función mezclante
adecuada λ (t) que se adapte a estos periodos (Shafae et al., 2012).

Entonces lo que se necesita es estimar la función λ (t). La tasa variable λ (t) ha sido considerada
como una función constante sobre periodos de tiempo (Henderson, 2003) y también ha sido
considerada como una función lineal estimada a través de mı́nimos cuadrados, mı́nimos cuadrados
ponderados iterativamente y estimadores de máxima verosimilitud (Massey et al., 1996); incluso
de han considerado aproximaciones polinomiales para λ (t) estimadas con técnicas de máxima
verosimilitud (Kao y Chang, 1988).

En el caso de que la variabilidad sea mayor que la que se espera en un proceso Poisson no
homogéneo, es mejor pensar en un proceso Poisson donde la tasa también es una variable aleatoria,
dicho proceso se le conoce como Proceso Poisson doblemente estocástico, mixto y si la tasa no sólo
es una variable aleatoria sino que también es un proceso estocástico se le conoce como proceso de
Cox. Dicha aproximaciones han sido estudiadas por (Gans et al., 2015) y (Shafae et al., 2012),
particularmente el modelo de los primeros es muy conveniente pues ofrece una manera de lidiar
con los registros por intervalos clásicos de un centro de llamadas, dicho modelo está sustentado
en los modelos auto-regresivos para pronosticar el proceso estocástico de la tasa, la optimización
estocástica y la inferencia Bayesiana para pronosticar el volumen de personal necesario para operar
en margenes óptimos.

Por otra parte, el trabajo que se ha realizado en el caso de centros de llamadas outbound se ha
concentrado en que los marcadores automáticos sean los más rápido posibles para evitar dejar en
espera a un cliente potencial. Estos sistema de marcado ha llegado a un gran nivel de sofisticación
por lo que se puede considerar que el problema ha sido resuelto Shen (2010).

2.3.4. El modelo de Shen y Gans: una propuesta de solución a los
problemas de un centro de llamadas inbound

De los múltiples trabajos que se han realizado para enfrentar los principales problemas de los
centros de llamadas inbound las propuestas expuesta en Gans et al. (2015) y Shen y Huang (2008)
son particularmente interesantes. En Shen y Huang (2008) se propone un modelo que pronostica
el volumen de llamadas que se reciben a lo largo del d́ıa, mientras que en Gans et al. (2015) se usa
el modelo Shen y Huang (2008) para alimentar un modelo que pronostica el personal necesario a
lo largo del d́ıa para reducir los abandonos de los clientes que esperan a que un operador tome
su llamada. Además estos modelos toman en cuenta que la mala práctica de que los centros
de llamadas tengan registros pobres sigue presente en la industria, particularmente la de tener
exclusivamente registros por lapsos a lo largo del d́ıa, aśı que están construidos para recibir este
tipo de datos, pero toman en consideración la evidencia emṕırica que han aportado los estudios
de centros de llamadas donde se tienen registros llamada por llamada para hacer supuestos más
cercanos a la realidad.

Una cola M/M/n + M o también conocida como modelo Erlang-A modela una fila donde
llegan individuos y el tiempo entre llegadas es exponencial de tasa λ, dichos tiempos entre llegada
son independientes, cuando llegan al inicio de la fila hay n servidores que los atienden, cada
servidor tiene tiempos de servicio exponenciales de tasa µ, también los tiempos de servicio son
independientes, y los individuos formados en la fila la abandonan antes de ser atendidos y el
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tiempo entre cada abandono es exponencial de tasa θ, también los tiempos entre abandono son
independientes. Técnicamente un modelo M/M/n + M representa tres procesos Poisson que
interactúan, el primero es la fila y tiene tasa λ, el segundo proceso Poisson es el conteo de las
personas que abandonan y tiene tasa θ y el tercer proceso Poisson es el de las personas que fueron
finalmente atendidas por el servidor y tiene tasa nµ.

Según Gans et al. (2015) una cola M/M/n + M es un modelo relativamente razonable para
modelar el centro de llamadas, pues las llamadas que son transferidas del área de labor de ventas
se forman en una fila, algunas llamadas son abandonadas y el resto entran el área de validación
donde tardan cierto tiempo en ser atendidas, aunque la experiencia de los supervisores del centro
de llamadas indica que al menos la tasa de las llegadas a la fila de espera no son uniformes a lo
largo del d́ıa, aunque se puede esperar que para tiempos cercanos las tasas sean cercanas y además
se ha observado que el comportamiento del sistema del centros de llamadas tiene comportamiento
estacional por d́ıas y por horas del d́ıa, es decir, presenta patrones similares entre los mismo d́ıas de
la semana y entre los mismos lapsos del d́ıa. Aún con la variabilidad el proceso puede relacionarse
con un proceso Poisson homogéneo si se condiciona como Shafae et al. (2012) resalta en la siguiente
proposición.

Proposición 13 Sea Λ una variable aleatoria positiva con función de distribución F (λ) y Xt un
proceso Poisson doblemente estocástico con variable mezclante Λ, entonces condicionando a Λ = λ
el proceso Xt es un proceso Poisson homogéneo de tasa λ, esto es

{Xt | Λ = λ} ∼ Poisson (λt) .

También más adelante será de utilidad el siguiente resultado descrito por Brown et al. (2009).

Proposición 14 Suponga que γ ∼ Poisson (λ), con λ determinista. Entonces para λ suficientemente
grande Y =

√
γ + 1/4 tiene aproximadamente una distribución normal con media

√
λ y varianza

1/4.

Pronóstico del volumen de llamadas recibidas

Para un cierto d́ıa d sean {S(d)
t : t ≥ 0} el proceso de conteo de las llamadas recibidas en el

centro de llamadas hasta el tiempo t y {A(d)
t : t ≥ 0} el proceso de conteo de las llamadas que

son abandonadas hasta el tiempo t y {V (d)
t : t ≥ 0} el proceso de conteo de las llamadas que

fueron contestadas y fueron servidas hasta el tiempo t. Se considera que los tiempos de servicio
para cada operador son homogéneos en el tiempo, es decir, todos ellos son exponenciales de tasa
µ, por tanto V

(d)
t ∼ Poisson (nµt) y también los tiempos entre abandono son homogéneos, esto es,

en cualquier momento del horario de operación todos ellos son exponenciales de tasa θ, por tanto
A

(d)
t ∼ Poisson (θt). En el caso del proceso St considera que sigue un proceso Poisson doblemente

estocástico con tasa mezclante Λ
(d)
t , de hecho St se considera un proceso de Cox y entonces Λ

(d)
t

es otro proceso estocástico a tiempo continuo, pero se hace el supuesto de que se mantiene estable
localmente, es decir, es una variable aleatoria que conserva el mismo valor en lapsos de tamaño
razonable y se comporta más como un proceso estocástico a tiempo discreto.

Sean [0, T ] el tiempo de operación diario del centro de llamadas, d ∈ D = {1, . . . , D} el ı́ndice
que señala el d́ıa dentro de un periodo de D d́ıas de actividad, i ∈ I = {1, . . . , I} el ı́ndice que
indica un lapso (intervalo de tiempo) en un d́ıa de tal manera que I × m = T , donde m es el
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tamaño de los lapsos, ld = {0, 1, . . . , 6} es el d́ıa de la semana del d́ıa d con 0 = lunes, 6 = domingo

y γd,i = S
(d)
im − S

(d)
(i−1)m son los conteos del proceso S

(d)
t para el d́ıa d en el lapso i.

Considerando la proposición 13 y el supuesto de estabilidad del proceso, en el d́ıa d en el lapso
i, es decir, en [(i− 1)m, im) el proceso S

(d)
t mantiene el mismo valor de la tasa, entonces γd,i =

S
(d)
im −S

(d)
(i−1)m ∼ Poisson

(
mΛ

(d)
im

)
. Sean Λd,i = mΛ

(d)
im y Λd = (Λd,1, . . . ,Λd,I). Con esta información

en mano y recordando la proposición 14 la transformación Yd,i =
√
γi,d + 1/4 (d ∈ D, i ∈ I) tiene

aproximadamente distribución normal de media
√

Λd,i y varianza 1/4.
Ahora con estos ingredientes en mano se establece el siguiente proceso de tasas de llegada

oculto:
Yd,i =

√
Λd,i + εd,i, εd,i ∼ N (0, σ2) ,√

Λd,i = ωdϑld,i, ϑld,i ≥ 0,
∑I

i=1 ϑld,i = 1,
ωd − αld = β

(
ωd−1 − αld−1

)
+ ηd ηd ∼ N (0, φ2) .

(2.65)

Donde ωd es la tasa total de llegadas para el d́ıa d (en la escala de ráız cuadrada como la de Yd,i),
αld es un ajuste para centrar en cero en el d́ıa de la semana ld, ϑld,i es la fracción de la tasa de
llegada diaria que es aportada durante el intervalo i en el d́ıa de la semana ld y Λd,i es la tasa de
llegada para el intervalo i en el d́ıa d en la escala natural. Como Yd,i ∼ N

(√
Λd,i, 1/4

)
, entonces

E (Yd,i) ≈ 1/4. Este modelo está construido para usar datos en la forma de los t́ıpicos reportes de
un centro de llamadas, es decir, para reportes de datos que que dividen el d́ıa en lapsos y tiene el
registro de lo que sucedió en dicho periodo.

El modelo de predicción (2.65) ωd − αld que se encuentra en la escala de la transformación
ráız cuadrada sigue un modelo AR (1) con su respectivo ruido blanco dado por ηd ∼ N (0, φ2), y
entonces las variables aleatorias de la sucesión ωd son normales, aśı las variables aleatorias de la
sucesión {ωdϑld,i | i = 1, . . . , I} de las tasas en los lapsos en un d́ıa también también son normales.
Además cada d́ıa de la semana tiene su propio perfil de las proporciones de llegadas para cada
lapso (ϑld,1, . . . , ϑld,I) y con ello el modelo toma a cuenta el comportamiento estacional del arribo
de las llamadas. Finalmente se debe tener en consideración que las tasas de llegada Λd,i nunca son
observadas, realmente están ocultas, sólo se manifiestan a través de Yd,i.

Aśı se modela el proceso de las tasas de llegada como un modelo normal o Gausiano AR (1)
oculto mediante los conteos observados bajo una transformación que siguen una distribución
normal. A un modelo como este se le suele llamar modelo gausiano de espacio de estados y
sus componentes se pueden estimar mediante métodos de máxima verosimilitud. Los datos que
se tienen son la sucesión {yd,i} que corresponden a

√
γi,d + 1/4, donde γi,d son los conteos de

llamadas recibidas en el lapso i y es posible proporcionar estimadores para ωd, αld y ϑld,i que sean
insesgados con varianza ligeramente más grande que la de los estimadores de máxima verosimilitud,
pero computacionalmente menos intensivos que los de máxima verosimilitud (Brown et al., 2005),
estos estimadores son:

ω̂d =
I∑
i=1

Yd,i, α̂ld =

∑
{d′:ld′=ld}

∑
i Yd′,i

|{d′ : ld′ = ld}|
, ϑ̂ld,i =

∑
{d′:ld′=ld}

Yd′,i∑
{d′:ld′=ld}

∑
i Yd′,i

, d = 1, . . . , D, i = 1, . . . , I.

(2.66)

Con los valores estimados ahora se puede obtener el coeficiente de la autorregresión β̂ mediante
regresión lineal y los estimadores σ̂2 y φ̂2 se obtienen de la suma de cuadrados de los residuales de
la regresión. Entonces ya se tienen los elementos para hacer una predicción de la distribución de
las tasas de llegada y de las llegadas para los siguientes h d́ıas, desde el d́ıa D hasta el d́ıa D + h,
las tasas de llegada predichas se denotará por ωD,D+h y de acuerdo con Gans et al. (2015) están
caracterizadas por la siguiente proposición.
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Proposición 15 La distribución de ωD,D+h, h ≥ 1, es normal con media ζD,D+h y varianza
ψ2
D,D+h, donde

ζD,D+h = α̂lD+h
+ β̂h (ω̂D − α̂lD) y ψ2

D,D+h = φ̂2

h−1∑
d=0

β̂2d. (2.67)

Pronóstico del personal para reducir abandonos

Con los pronósticos de las llamadas recibidas y de las tasas de llegada de las llamadas de
los siguientes h d́ıas se tiene material para hacer un pronóstico para los siguientes h d́ıas sobre
el personal del área de validación necesario para reducir los abandonos; dicha estimación se
hará empleando programación lineal estocástica. Para facilitar el planteamiento del programa
lineal es necesario hacer menos compleja a la variable aleatoria ωd u ωD,D+h por ello se hará un
discretización de ésta reduciendo el soporte de la variable aleatoria a un conjunto discreto y finito,
el procedimiento usado por Gans et al. (2015) se le conoce como cuadratura Gaussiana.

Cuadratura Gausina

Se considera un d́ıa cualquiera, aśı que se puede se puede prescindir del ı́ndice d en ωd, ϑld , Λd,i

y dejarlos como ω, ϑl, Λi. De los resultados citados anteriormente puede se suponer que la tasa
durante el i-ésimo lapso satisface

Λi = (ωϑi)
2 , (2.68)

donde ω ∼ N (ζ, ψ2) y en el caso del pronóstico a partir del d́ıa D y hasta el d́ıa D + h se tiene
ωD,D+h ∼ N

(
ζD,D+h, ψ

2
D,D+h

)
, entonces la distribución de Λi es anaĺıtica y es una variable aleatoria

continua; para hacer más sencillo el trabajo se usa una aproximación discreta construyendo una
variable aleatoria alternativa ω∗ para la cual ω∗ = ωk con probabilidad pk, k ∈ K, K = {1, . . . , K},
tal que ω∗ y ω tienen iguales los primeros 2K − 1 momentos.

Para entender el proceso de discretización sean Z ∼ N (0, 1), µk = E
(
Zk
)

para k = 1, . . . , 2K−1
sus primeros 2K − 1 momentos y sea Z∗ una variable aleatoria discreta tal que P (Z∗ = zk) = rk,
para k = 1, . . . , K. Los primeros 2K − 1 momentos de Z∗ son

r1 + r2 + · · ·+ rk = 1,
r1z1 + r2z2 + · · ·+ rkzk = µ1,
r1z

2
1 + r2z

2
2 + · · ·+ rkz

2
k = µ2,

r1z
3
1 + r2z

3
2 + · · ·+ rkz

3
k = µ3,

...
r1z

2K−1
1 + r2z

2K−1
2 + · · ·+ rkz

2K−1
k = µ2K−1,

(2.69)

Sea q (z) un polinomio tal que

q (z) = (z − z1) (z − z2) · · · (z − zK) =
K∑
k=0

qkz
k. (2.70)

Obśervese que q (zk) = 0 para k = 1, . . . , K y se impone qK = 1. Ahora multiplicando la primera
ecuación de (2.69) por q0, la segunda por q1 y aśı hasta multiplicar la ecuación K + 1-ésima y
sumando estos productos se tiene

K∑
k=0

qkµk = 0.
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De forma similar la ecuación K + 2-ésima de (2.69) se multiplica por q1, la ecuación K + 3-ésima
por q2 y aśı hasta multiplicar la ecuación 2K − 1 por qk y sumando estos productos se tiene

K∑
k=0

qkµk+1 = 0.

Tomando todo esto en consideración se obtiene el sistema de ecuaciones

q0 + µ1q1 + µ2q2 + · · ·+ µK−1qK−1 = −µK ,
µ1q0 + µ2q1 + µ3q2 + · · ·+ µKqK−1 = −µK+1,

µ2q0 + µ3q1 + µ4q2 + · · ·+ µK+1qK−1 = −µK+2,
...

µK−1q0 + µKq1 + µK+1q2 + · · ·+ µ2K−2qK−1 = −µ2K−1.

(2.71)

En este último sistema los coeficientes µk, k = 1, . . . , 2K− 1, son conocidos aśı que al resolverlo se
obtienen qk, k = 1, . . . , K, obteniendo las ráıces zk del polinomio (2.70) y finalmente se soluciona
el sistema (2.69) para obtener las probabilidades rk, k = 1, . . . , K, aśı se completa el proceso
de discretización de la variable aleatoria Z, es decir, se construyó una variable aleatoria Z∗ que
coincide con los primeros 2K − 1 momentos de Z y esto constituye la cuadratura de la variable
aleatoria Z.

En el caso presente no se tienen variables aleatorias normales estándar pues ω ∼ N (ζ, φ2) y
ωD,D+h ∼ N

(
ζD,D+h, φ

2
D,D+h

)
, pero estas variables aleatorias están relacionadas con una normal

estándar mediante las transformaciones ω = ζ+φZ y ωD,D+h = ζ+φD,D+hZ y las discretizaciones
serán

ω∗ = ωk con probabilidad pk, donde ωk = ζ + φzk,
ω∗D,D+h = ωk con probabilidad pk, donde ωk = ζD,D+h + φD,D+hzk

Si K = 1, se tiene p1 = 1 y la variable aleatoria Z∗ es una degenerada, en tal caso se toma
z1 =

√
ζ2 + φ2 en lugar de ζ de lo contrario no se garantiza que la media corresponda para Λi pues

Λi = (ωϑi).

Con la cuadratura hecha para algún K que sea conveniente, ahora Gans et al. (2015) propone
a partir de (2.68) la relación

Λ∗i = λi,k = ω2
kϑ

2
i con probabilidad pk, k ∈ K. (2.72)

Programación lineal estocástica

Ahora siguiendo a Gans et al. (2015) y Mandelbaum y Zeltyn (2007) se establece un programa
lineal estocástico para estimar el número de empleados en el área de validación.

Para el proceso de conteo de llamadas St en el intervalo i se propuso una tasa λi,k con
probabilidad pk, mientras que el proceso de servicio Vt tiene tiempos de atención exponencial
de tasa µ para cada servidor y el proceso de abandono At tiene tiempos de espera entre abandonos
exponenciales de tasa θ, si ni es el número de operadores disponibles entonces bajo los supuestos
hechos, la fracción de clientes potenciales que abandonan la cola antes ser atendidos en el área de
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validación f (λi, µ, θ, ni) según Mandelbaum y Zeltyn (2007) es:

f (λi,k, µ, θ, ni) =
1 + (λi,k − niµ)E

ε+ λE
, donde

E =

(
eλi,k/θ

θ

)(
θ

λi,k

)niµ
θ
γ

(
niµ

θ
,
λi,k

θ

)
,

ε =

∑ni−1
j=0 (1/j!) (λi,k/µ)j

1/ (ni − 1)! (λi,k/µ)ni−1

(2.73)

Sea h el número de d́ıas durante los cuales se tendrá personal pronosticado, que para simplificar
se supondrá que h = 1, aunque se pueden tener más d́ıas. Ahora suponga que es posible conocer
y contar todos los horarios factibles para tener personal, entonces sea J = {1, . . . , J} el conjunto
que indexa todos los posibles horarios de trabajo. Para el intervalo i ∈ I y el horario j ∈ J sea

aij =


1, si el horario j ∈ J tiene un agente para contestar llamadas durante

el intervalo i ∈ I,
0, en otro caso,

que señala si el horario j tiene agentes para responder en el lapso i. También sean xj, cj el número
de agentes en el horario j y el costo de asignar un agente al horario j ∈ J respectivamente,
entonces las variable {xj | j ∈ J } serán sobre las que se tiene control. Para el lapso i el número de
agentes disponibles en total será ni =

∑
j∈J ai,jxj, aśı el número esperado de clientes potenciales

que abandonan durante el lapso i en el escenario k de la discretización de ω es λikf (λi,k, µ, θ, ni).
Sea α∗ una cota superior del número promedio de abandonos durante el periodo de pronóstico,
entonces se puede plantear un programa lineal estocástico para responder encontrar la cantidad
de personal idónea.

mı́n
∑

j∈J cjxj

sujeto a
∑

k∈K pkλikf
(
λi,k, µ, θ,

∑
j∈J ai,jxj

)
= αi, i ∈ I∑

i∈I αi ≤ α∗λ̄
xj ∈ Z+, j ∈ J ,

(2.74)

donde λ̄ =
∑

k∈K pk
∑

i∈I λi,k es el número esperado de llegadas durante el tiempo pronosticado,

sumk∈Kpkλikf
(
λi,k, µ, θ,

∑
j∈J ai,jxj

)
es el número esperado de llamadas abandonadas en el lapso

i y
∑

i∈I αi es el número esperado de llamadas abandonadas durante todo el d́ıa.
También f (λi,k, µ, θ, ni) puede ser no lineal con respecto de ni causando que el programa

estocástico (2.74) no sea simple de solucionar, afortunadamente Armony et al. (2009) mostró que si
µ ≥ θ entonces f (λi,k, µ, θ, ni) es no creciente sobre ni y con diferencias decrecientes (discretamente
convexa). Gans et al. (2015) comenta que tener µ ≥ θ es lo común y que una cota superior para θ
para un d́ıa se obtiene de sumar todas las llamadas abandonadas y dividirlo entre la suma de los
tiempos de servicio de los que no abandonaron.

Entonces si µ ≥ θ es posible usar una transformación para remplazar la restricción no lineal
con una serie de más restricciones lineales que proporcionan una cota inferior para f (λi,k, µ, θ, ni),
aśı para cada i ∈ I y n ∈ N se definen la pendiente mi,n y los interceptos bi,n como:

mi,n =
∑

k∈K pkλi,k [f (λi,k, µ, θ, n)− f (λi,k, µ, θ, n)],
bi,n =

∑
k∈K pkλi,kf (λi,k, µ, θ, n)− nmi,n,

(2.75)
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donde mi,0 = −µ y bi,0 =
∑

k∈K pkλi,k. Entonces las I restricciones que definen los αi en (2.74) son
remplazadas con (∑

j∈J

ai,jxi,j

)
mi,n + bi,n ≤ αi, n ∈ Ni,

donde Ni = {0, . . . , Ni} y Ni es suficientemente grande para que el conteo esperado de abandonos
sea prácticamente 0, esto es,

∑
k∈K pkλikf (λi,k, µ, θ,Ni) ≈ 0. Aśı el programa estocástico (2.74) se

transforma en el programa lineal (sin parte estocástica)

mı́n
∑

j∈J cjxj

sujeto a
(∑

j∈J ai,jxi,j

)
mi,n + bi,n ≤ αi, i ∈ I, n ∈ Ni∑

i∈I αi ≤ α∗λ̄
xj ∈ Z+, j ∈ J .

(2.76)

Actualización del pronóstico

Con el pronóstico del personal requerido para los d́ıasD+1, . . . , D+h, si d ∈ {D + 1, . . . , D + h},
ya han pasado los d́ıas D + 1, . . . , d − 1 y para el d́ıa d se tiene la realización del proceso S(d) en
los lapsos 1, . . . , î se puede hacer una actualización del pronóstico con la información nueva. Para
pronosticar el personal del d́ıa d se aplica el procedimiento antes descrito y este pronóstico también
puede ser actualizado para los lapsos î, . . . , I mediante técnicas de inferencia bayesiana. Entonces

es necesario actualizar el pronóstico de las tasas de llegada Λd,i para i ∈
{̂
i, . . . , I

}
que equivale a

actualizar ωd y ϑld,i para i ∈
{̂
i, . . . , I

}
en el modelo autorregresivo (2.65), este se puede llevar a

cabo gracias a los siguientes dos resultados derivados de inferencia Bayesiana.

Proposición 16 Si la distribución inicial para el d́ıa d es ωd−1,d ∼ N (ζd−1,d) , ψ
2
d−1,d y en el d́ıa

se han observado los conteos
{
ydi | i ∈

{̂
i, . . . , I

}}
. Sean

aî,d =
î∑
i=1

ϑld,iyd,i y ν̂i,d =
î∑
i=1

ϑ2
ld,i
, (2.77)

entonces la distribución posterior de ωdî,d es normal con media ζdî,d y varianza ψdî,d, donde

ζdî,d =
ψ2
d−1,dad,̂i + σ2ζd−1,d

ψ2
d−1,dνd,̂i + σ2

,

ψdî,d =
σ2ψ2

d−1,d

ψ2
d−1,dνd,̂i + σ2

.

(2.78)

Proposición 17 Dada la distribución posterior para el d́ıa d, ωd,d ∼ N
(
ζd,d, ψ

2
d,d

)
, la distribución

inicial para el d́ıa d+ 1 es ωd,d+1 ∼ N
(
ζd,d+1, ψ

2
d,d+1

)
con

ζd,d+1 = αld+1
+ β (ζd,d − αld)

ψ2
d,d+1 = β2ψ2

d,d + φ2.
(2.79)

Con estos resultados al alcance se estiman de nuevo las entradas para (2.74) y (2.76), se hace
la cuadratura nuevamente de ω y se pronostica de nuevo el personal necesario con el programa
lineal.
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2.4. Objetivos

Con los antecedentes establecidos ahora se expresan los objetivos de este trabajo.

Objetivo general

Identificar y estimar un modelo predictivo para el comportamiento del número de llamadas
transferidas al área de validación.

Objetivos particulares

1. Identificar y estimar un modelo de series de tiempo SARIMA para predecir el número de
llamadas transferidas al área de validación.

2. Procesar los datos de acuerdo al modelo de Shen y Huang (2008), identificar si es adecuado
para el registro del número de llamadas transferidas al área de validación y estimar el modelo.

3. Comparar los modelos de series de tiempo SARIMA y el de Shen y Huang (2008) estimados.
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Caṕıtulo 3

Descripción del problema

3.1. Perspectivas del problema

En el caṕıtulo 1 se describió de manera sintética el centro de llamadas de interés y el problema
que presenta, ahora se ofrece una descripción más completa del sistema que lo constituye bajo la
perspectiva del administrador y otra bajo la óptica de un matemático considerando al centro de
llamadas como un sistema.

3.1.1. Modelo administrativo

La Figura 3.1 es un diagrama de la forma en que son procesadas las llamadas en el centro
de llamadas desde la perspectiva de su administrador. La idea es que existe un producto que se
desea ofrecer por medio de llamadas a clientes potenciales, entonces en primera instancia hay un
marcador automático que extrae un número telefónico de un directorio, en ese momento hay m
agentes de ventas trabajando y si alguno indica que está disponible, automáticamente se marca
el número y cuando la llamada es respondida por un cliente potencial esta es transferida a un
agente en el área de labor de ventas. En este paso el agente expone el producto; sus cualidades,
ventajas y resuelve las dudas que el cliente potencial pueda presentar. El tiempo que requiere
la labor de venta es aleatorio y muy variable ya que depende de las caracteŕısticas del cliente
potencial y el operador de ventas, la etapa termina cuando el cliente potencial decide adquirir o
rechazar el producto. Si el cliente potencial rechazó el producto se registra el rechazo y se finaliza
la llamada, si en cambio decide adquirir el producto se hace un registro de la venta y la llamada
es transferida al área de validación. Si algún agente de validación está disponible la llamada es
atendida inmediatamente, en caso contrario la llamada entra a una fila de espera donde se quedará
hasta que los l− 1 clientes potenciales que están adelante sean atendidos o abandonen la llamada
y un operador de validación se encuentre disponible. Esencialmente se trata de una fila donde se
atiende primero al primero que llega, sin embargo, los clientes en ella pueden abandonar la llamada
mientras esperan. En el área de validación hay n agentes de validación, su trabajo es validar los
datos de los clientes potenciales, entre los aspectos que verifican se encuentran los datos bancarios
y si el cliente realmente puede adquirir el producto. La validación es un proceso más homogéneo;
a todos los clientes se les solicitan los mismos datos, aunque el tiempo de validación es aleatorio
pero menos variable que el tiempo en la labor de ventas. Al final de la validación se registra que la
llamada completó el proceso de validación y entonces la compra del producto puede ser rechazada
o aprobada, en ambos casos se realiza un registro y se finaliza la llamada.

El administrador del centro de llamadas desea que todas las llamadas de los clientes potenciales
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Figura 3.1: Diagrama del centro de llamadas desde la perspectiva del administrador.
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que decidieron adquirir el producto o servicio completen la etapa de validación pues significa que
concretarán más ventas y eso se traduce en ganancias para el centro de llamadas pues cada venta
que realizan significa una comisión que les paga el proveedor del producto o servicio. Para que el
centro de llamadas sea rentable el número de agentes de validación debe ser menor que el número
de agentes de ventas, es decir n < m, esto repercute en que en ciertos momento del d́ıa el área de
validación se satura y el tiempo de espera para los clientes en la fila se hace muy largo y algunos
abandonan la llamada.

Para evitar el abandono de los clientes en la fila lo único que puede hacer el administrador
es cambiar el número de agentes de validación, sin embargo, cuando esto sucede ya han ocurrido
muchos abandonos. Además el administrador no se puede dar el lujo de tener agentes de validación
desocupados, lo idóneo seŕıa contar con un pronóstico de cómo serán las ventas a lo largo del d́ıa
para planear cómo deben distribuirse los agentes de validación en el d́ıa.

3.1.2. Modelo matemático

La Figura 3.1 es un diagrama de la forma en que son procesadas las llamadas en el centro de
llamadas desde la perspectiva de un matemático modelándolo como un sistema.

Dados un d́ıa d y un tiempo t, la combinación del marcador automático y el área de labor
de ventas se puede considerar como una cola G/G/m, mientras que la combinación de la fila de
espera para entrar al área de validación y el área de validación se puede considerar como una cola
G/G/n+G, es decir una cola con una fila con abandono y n servidores.

El marcador automático genera la fila de donde llegan los clientes mientras que en el área de
labor de ventas cada agente es un servidor, aśı que está constituida por m servidores. El agente de
ventas usa todas las habilidades comunicativas que tiene para presentar al cliente las caracteŕısticas
y bondades del producto que promociona para que adquiera el producto. Es razonable considerar
que los vendedores no son homogéneos, cada agente de ventas se representa en el diagrama λ

(d)
i,t ,

para i ∈ {1, . . . ,m}. Al final de la labor de ventas el cliente decide si adquiere o no el producto,
si lo rechaza se registra que no desea el producto y se finaliza la llamada, pero si acepta adquirir

el producto entonces el proceso S
(d)
t incrementa en una unidad. El proceso de conteo

{
S
(d)
t

}
t≥0

cuenta los clientes potenciales que aceptaron adquirir el producto hasta el tiempo t en el d́ıa d; S
es por sales, ventas en inglés.

Luego la llamada es transferida al área de validación, entra a una fila de espera que será la fila
de espera de la otra cola. Si hay operadores de validación disponibles y nadie en la fila la llamada
es transferida inmediatamente, en caso contrario el cliente potencial deberá esperar. Los clientes
tiene cierta tolerancia para esperar que sean atendidos en el área de validación, el tiempo que están
dispuestos a esperar antes de colgar es aleatorio y tiene cierta distribución, cada cliente formado
en la fila será representado como θ

(d)
i,t para i ∈ {1, . . . , l}. Al final de la fila de espera, antes de que

las llamadas entren al área de validación se tiene el proceso
{
A

(d)
t

}
t≥0

que cuenta el número de

abandonos en la fila de espera hasta el tiempo t en el d́ıa d.

El aŕea de validación está constituida por n agentes que serán representados por µ
(d)
i,t para

i ∈ {1, . . . , n}, al final de la validación la venta es aprobada o rechazada, si es rechazada se hace
el registro y la llamada termina, si la venta es aprobada la venta se registra y la llamada termina,

en ambos casos el proceso
{
V

(d)
t

}
t≥0

cuenta el número de llamadas que completaron la validación

hasta el tiempo t en el d́ıa d.

Este centro de llamadas es un sistema con dos colas en serie con multiservidores, la primera
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Figura 3.2: Diagrama del centro de llamadas desde la perspectiva de un matemático modelándolo
como un sistema.
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cola es G/G/m y la segunda es G/G/n+G, de ah́ı la idea de que es un centro de llamadas de dos
etapas.

3.2. La base de datos

En el centro de llamadas se trabaja de lunes a sábado. De lunes a viernes las operaciones
telefónicas se realizan entre las 9:00 y las 19:00 horas y los sábados las operaciones se realizan
entre las 9:00 y las 14:00 horas, en ambos casos se suele extender el periodo ligeramente para
terminar de realizar validaciones.

Para abordar este problema se cuenta con dos grandes series de datos, la primera contiene
registros del 22 diciembre de 2014 al 30 de junio de 2015, excluyendo los d́ıas 24, 25 de diciembre
de 2014, 1 de enero, 2 de febrero, 16 de marzo, 3, 4 de abril, 1, 2, 16 y 30 de mayo de 2015 por ser
festivos y la semana comprendida entre el 16 y el 22 de abril de 2015 por causas desconocidas.

El periodo laboral diario es dividido en lapsos de 15 minutos, en cada lapso se tienen los
siguientes datos: campaña (hay dos campañas, cada una ofrece un producto), número de llamadas
transferidas al área de validación, número de llamadas contestadas en el área de validación,
porcentaje de llamadas transferidas exitosamente, tiempo promedio de abandono durante la espera
en la fila para entrar al área de validación, tiempo promedio que tardan en contestar, tiempo
promedio de validación, tiempo promedio que una llamada pasa en el área de labor de ventas y
el área de validación sin considerar el tiempo de espera, número de llamadas abandonadas con
tiempos mayores a 10 segundos, tiempo promedio total de una llamada considerando labor de
ventas, espera en la fila para entrar a validación y validación, tiempo promedio en espera. Hay más
registros, pero estos son los más relevante.

Esta base de datos es el t́ıpico reporte de un centro de llamadas, donde no se guarda información
de llamada por llamada, ello hace más complejo realizar inferencia al respecto del sistema (Shen,
2010).

La otra base de datos que se cuenta son registros de llamada por llamada de los meses de abril,
mayo y junio de 2015. Este registro contienen un número de identificación de la llamada, claves de
los agentes de ventas y de validación, hora de inicio de labor de ventas, hora de transferencia a área
de validación, hora de inicio de validación y hora de final de validación, tiempo de labor de ventas,
tiempo de espera, campaña, producto, tipo de agente de ventas, tipo de agente de validación, entre
otros. Este tipo de registro es más útil para poder hacer inferencia. Es poco común que un centro
de llamadas conserve este tipo de datos tan completos, esto ha sido parte de lo que ha hecho
que los trabajos de estimación de personal sean complejos, pero desafortunadamente para este
caso no se cuenta con datos sobre el tiempo de abandono de las llamadas que fueron terminadas
durante el tiempo de espera antes de entrar al área de validación. También es importante notar
que no se cuenta con información de cuántos operadores de ventas y operadores de validación hay
en cada lapso, pero éstos se pueden inferir para los periodos de abril a junio de 2015 usando los
identificadores de los operadores.

Es importante mencionar que en este centro de llamadas se tienen dos campañas, es decir, dos
productos diferentes. Dado que el centro de llamadas dedicó más recursos a la primera campaña,
particularmente un mayor número de agentes de ventas será considerada sólo la primera campaña.
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3.3. Un centro de llamadas inbound dentro de un centro

de llamadas outbound y el modelo de Shen y Gans

Los administradores del centro de llamadas consideran que se trata de un centro de llamadas
outbound y no va más allá de ello, pero al observarlo detenidamente se puede apreciar que el
marcador automático y el área de labor de ventas forman por śı solos un centro de llamadas
outbound, mientras que la fila de espera y el área de validación se pueden considerar como otro
centro de llamadas, un centro de llamadas inbound.

Aśı se tiene un centro de llamadas inbound dentro de un centro de llamadas outbound, donde
el outbound opera a su máxima capacidad. Entonces el problema de encontrar el número óptimo
de agentes de validación para reducir los abandonos con el tipo de reportes de datos disponible es
el mismo problema que se expone en Gans et al. (2015) y Shen y Huang (2008), donde además se
aporta una solución. Dicho problema y solución fueron expuesto en el caṕıtulo 2.

El centro de llamadas abordado en esta tesis opera de lunes a viernes de 9:00 a 19:00, es decir
10 horas o bien, 600 minutos. Se puede considerar que opera en el periodo [0, 600] cuyos lapsos de
15 minutos son 40 mientras que los sábados opera de 9:00 a 14:00 horas, es decir, en el periodo
[0, 300] cuyos lapsos de 15 minutos son 20.

40



Caṕıtulo 4

Resultados

4.1. Análisis descriptivo de la base de datos

En la estad́ıstica y las matemáticas aplicadas existe una máxima que dice “si a un modelo
le introduces basura vas a obtener basura,” esto significa que el desempeño de un modelo está
subordinado a la calidad de los datos que se le introducen, aśı que antes de iniciar la estimación de
un modelo es necesario garantizar que los datos son fiables, esto es particularmente vital cuando
los datos no se obtuvieron de primera mano.

Todos los análisis y procesamiento de datos hechos en este trabajo se realizaron con el lenguaje
de programación especializado en estad́ıstica R y particularmente para el análisis de series de
tiempo se uso el paquete Applied Statistical Time Series Analysis (ASTSA) versión 1.7, auxiliarmente
para la edición de de la base de datos se uso el editor de hoja de cálculo Libre Office Calc.

Este trabajo partió de la base de datos de los reportes que dividen al d́ıa en lapsos de 15
minutos, en un principio constaba de 17, 458 datos multivariados con 12 entradas de interés cada
uno, es decir, 209, 472 datos simples; una cantidad considerable. En un principio se comenzó con
el análisis descriptivo de la base de datos y al ir avanzando aparecieron ciertas inconsistencias
que mostraban que este centro de llamadas se alejaba del comportamiento t́ıpico que reportan los
art́ıculos, particularmente alejándose de un comportamiento con media estacionaŕıa. Al inicio se
consideró que se trataba de un caso diferente a lo reportado en la literatura, pero al realizar un
cuidadoso análisis de la base de datos se descubrió que hab́ıa 5, 345 datos multivariados duplicados.
Se suprimieron estos datos y la base corregida resultó de 12, 111 datos multivariados de dimensión
12, reduciendo la base de datos en aproximadamente 30 %. Este error debió ser ocasionado por
una mala transferencia de la base de datos original, no resultó simple descubrirlo, fue una tarea
muy laboriosa, que requirió mucho tiempo.

En el centro de llamadas se tienen dos campañas, es decir, se ofrecen dos productos, pero por
practicidad sólo se considero una campaña; el análisis descriptivo y en general los métodos sólo
aplicaron a la campaña 1.

Sea γd,i es el número de llamadas transferidas al área de validación en el d́ıa d ∈ {1, . . . , D}(más
adelante se establecerá el valor de D) durante el lapso i de 15 minutos, para i = 1, 2, . . . , 40 si el
d́ıa es entre semana, es decir si ld = 0, 1, 2, 3, 4 o i, para i = 1, 2, . . . , 20 si el d́ıa es entre sábado, es
decir si ld = 5 y los lapsos 1, 20, 40 corresponden a los periodos de tiempo 9:00-9:15 horas, 13:45
- 14:00 horas, 18:45 - 19:00, respectivamente.

En la Figura 4.1 se muestran las series de tiempo encimadas de los conteos γd,i a largo del d́ıa
de la semana comprendida entre el lunes 9 y el sábado 14 de febrero de 2015, estos datos no son
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Figura 4.1: Gráfica de conteos por lapso de las llamadas transferidas al área de validación de la
semana del lunes 9 al sábado 14 de febrero de 2015.

continuos, pero para facilitar la visualización se grafican como ĺıneas. La Figura 4.2 muestra las
serie de tiempo de los conteos a largo del d́ıa en las dos semanas comprendidas entre el lunes 9 y el
sábado 21 de febrero de 2015; a este tipo de gráfico les suelen llamar “stack graph” o “Joyplot”, la
serie de tiempo inferior corresponde al 14 de febrero y la serie de tiempo superior al 21 de febrero.
Ambos gráficos muestran que los conteos γd,i son muy variables, que los d́ıas de lunes a viernes
mantienen un patrón similar, mientras que los sábados donde se labora sólo de 9 a 14 horas hay
un patrón diferente.

Los administradores del centro de llamadas comentaron que el comportamiento del centro de
llamadas es similar entre los mismos d́ıas de la semana, es decir en el conjunto {d′ ∈ {1, . . . , D} : ld′ = ld},
por ejemplo todos los d́ıas martes el centro de llamadas tiene patrones similares, aśı que se puede
considerar que el centro de llamadas tiene un comportamiento estacional.

Para explorar el comportamiento estacional en la Figura 4.3 se muestran todas las series de
tiempo, pero encimándolas por d́ıa de la semana. De esas gráficas se observa que el sábado es un
d́ıa que cualitativamente es muy diferente a los demás debido a que opera menos tiempo y los
demás d́ıas tienen un comportamiento más similar entre śı. También alcanza a relucir que entre
diferentes d́ıas de la semana hay patrones ligeramente diferentes o más dispersos, por ejemplo los
lunes entre las 9 y 11 horas son menos dispersos que los miércoles en esa mismo horario, o los
martes se ven más dispersos que los miércoles entre las 16 y 18 horas. Entonces śı es razonable
considerar la que existe estacionalidad semanal como afirman los administradores. Para cristalizar
los argumentos anteriores en la Figura 4.4a se muestran las series de tiempo de los promedios de
los conteos entre los mismos d́ıas de la semana, esto es,

γld,i =

∑
{d′∈{1,...,D}:ld′=ld}

γd′,i

|{d′ ∈ {1, . . . , D} : ld′ = ld}|
,

de estas gráficas se puede concluir que en general los d́ıas entre semana tienen un patrón más
similar entre śı que con los sábados, pero que observando detenidamente los promedios de los d́ıas
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Figura 4.2: Gráfica apilada de conteos γd,i por lapso de las llamadas transferidas al área de
validación de las dos semanas comprendidas entre el lunes 9 y el sábado 21 de febrero de 2015.

entre semana tienen un patrón ligeramente diferente, por ejemplo el promedio de los viernes queda
por debajo de todos los demás d́ıas entre las 17 y 19 horas, lo cual es razonable considerando que
en el páıs muchas personas dedican las tardes del viernes al ocio, eso dificulta que una llamada sea
atendida. Por otra parte la Figura 4.4b muestra las series de tiempo de las desviaciones estándar
de los conteos entre los mismos d́ıas de la semana, esto es,

S (γld,i) =

√√√√∑
{d′∈{1,...,D}:ld′=ld}

(
γd′,i − γd,i

)2
|{d′ ∈ {1, . . . , D} : ld′ = ld}| − 1

.

Ah́ı se puede apreciar que no son homogéneas a lo largo del d́ıa, entre diferentes d́ıas de la semana
tampoco son iguales, pero se mantienen en valores dentro del intervalo [3, 6].

Estos observaciones resultan similares a las hechas en Gans et al. (2015) y Shen y Huang (2008)
cuando reportan el análisis exploratorio de los datos de los centros de llamadas que trabajaron,
esto también da indicio de que podŕıa ser razonable considerar el modelo (2.65) y realizar las
transformaciones de los conteos por lapso Yd,i =

√
γi,d + 1/4. Cuando se hagan referencias a esta

transformación se dirá que los datos están en la escala de la ráız.
Las Figuras 4.5, 4.6 y 4.7 son equivalentes a las Figuras 4.1, 4.2 y 4.3, respectivamente, pero en

escala de la ráız; la transformación desde el punto de vista de series de tiempo deja intacto el efecto
estacional semanal, pero reduce drásticamente la variabilidad absoluta de la serie a lo largo del
d́ıa, esto particularmente se observa al considerar que las gráficas en las Figuras 4.2 y 4.6 están en
la misma escala, pero al observar las Figuras 4.8a y 4.8b se aprecia que la transformación hace algo
más, pues en su escala actual se observa que las series de tiempo de las medias por d́ıas de la semana
se encuentran más cercanas y las series de tiempo de las desviaciones estándar en secciones donde
eran más grande se redujeron relativamente y donde eran más pequeñas aumentaron relativamente,
dejando las variabilidad más estacionarizadas y más similares entre śı.
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Figura 4.3: Las gráficas corresponden a las series de tiempo de los conteos γd,i a lo largo del d́ıa
encimadas por cada d́ıa de la semana.
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Figura 4.4: La Figura 4.4a son la medias de los conteos dejando fijos d́ıa de la semana y lapso y la
Figura 4.4b son las desviaciones estándar de los conteos dejando fijos d́ıa de la semana y lapso.
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Figura 4.5: Gráfica de conteos por lapso en escala de la ráız de las llamadas transferidas al área de
validación de la semana del lunes 9 al sábado 14 de febrero de 2015.
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Figura 4.6: Gráfica apilada de conteos Yd,i por lapso en escala de la ráız de las llamadas transferidas
al área de validación de las dos semanas comprendidas entre el lunes 9 y el sábado 21 de febrero
de 2015.

Todos estas observaciones dan evidencia de que se pueden proseguir con el modelo (2.65),
entonces recordando la descripción del centro de llamadas desde el punto de vista matemático del
caṕıtulo 3 se consideran tres procesos involucrados:{
S
(d)
t

}
t≥0

: cuenta los potenciales clientes que aceptaron adquirir el producto hasta el tiempo hasta

el tiempo t en el d́ıa d,{
A

(d)
t

}
t≥0

: cuenta el número de abandonos en la fila de espera hasta el tiempo t en el d́ıa d,{
V

(d)
t

}
t≥0

: cuenta el número de llamadas que completaron la validación hasta el tiempo t en el

d́ıa d.

Estos procesos serán los mismos que se presentan para construir el modelo (2.65).

4.2. Modelo SARIMA

Por las similitud cualitativa de los conteos de lunes a viernes se encontrará un modelo exclusivo
para estos d́ıas excluyendo el sábado siguiendo (2.65).

Recordando lo comentado en la descripción de la base de datos en el caṕıtulo 3 hay d́ıas
completos sin registro porque fueron feriados u alguna otra razón, a un d́ıa con registros de esta
naturaleza se les llamará cero estructural. En Shen y Huang (2008) se comenta que las semanas
con ceros estructurales deben ser excluidas.

En la base de datos son ceros estructurales los d́ıas 24, 25 de diciembre de 2014, 1 de enero,
2 de febrero, 16 de marzo, 3, 4 de abril, 1, 2, 16 y 30 de mayo de 2015 y la semana comprendida
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Figura 4.7: Las gráficas corresponden a las series de tiempo de los conteos Yd,i a lo largo del d́ıa
encimadas por cada d́ıa de la semana.
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Figura 4.8: La Figura 4.8a son la medias de los conteos en escala de la ráız dejando fijos d́ıa de la
semana y lapso y la Figura 4.8b son las desviaciones estándar de los conteos es escala de la ráız
dejando fijos d́ıa de la semana y lapso.

entre el 16 y el 22 de abril de 2015. Si esto se se sigue al pie de la letra serán excluidas 10 semanas
con ceros estructurales, es decir dos meses y medio, cantidad considerable de registros. Entonces
para minimizar la exclusión de registros como la semana con ceros estructurales entre el 16 y el 22
de abril de 2015 comienza en jueves y termina en miércoles, se excluyen directamente estos d́ıas,
mientras que para los otros se toman en cuenta dos estrategias:

1. Se excluyen siete semanas, estás son las que contienen los d́ıas 24, 25 de diciembre de 2014,
1 de enero, 2 de febrero, 16 de marzo, 3, 4 de abril, 1, 2 de mayo de 2015. Las semanas con
el 16 y 30 de mayo no son excluidas porque éstos d́ıas son sábado y el modelo es para d́ıas
entre semana. A Esta estrategia se le identificará como“excluir ceros estructurales”.

2. Se excluyen las dos primeras semanas que tienen los d́ıas 24, 25 de diciembre de 2014 y 1
de enero de 2015. Considerando el efecto estacional semanal y que también debe haber un
efecto estacional por lapso se calculan las medias de los conteos en el mismo lapso de los d́ıas
anteriores al cero estructural que tienen el mismo d́ıa de la semana (se incluyen los sábados),
es decir,

γ̂d,i =

∑
{d′:ld′=ld,d′<d}

∑
γd′,i

|{d′ : ld′ = ld, d′ < d}|
(4.1)

y se imputa el cero estructural con esta estimación. A esta estrategia se le identificará como
“imputar ceros estructurales”

En ambas estrategias se excluyen las dos primeras semanas para que tengan un inicio homogéneo
pues en la segunda estrategia para calcular las medias son necesarios datos de d́ıas previos que
coincidan en el d́ıa de la semana, pero el 25 de diciembre y el 1 de enero son el mismo d́ıa de la
semana, lo que hace imposible estimar una media que no sea cero. Ahora se analizará qué sucede
con el modelo en cada estrategia.

Al realizar la estimación del modelo para ambas estrategias se considerarán los datos comprendidos
hasta el 20 de junio de 2015 para realizar pronósticos y comparar con estos datos excluidos, aśı el
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número de d́ıas para la estrategia de excluir ceros estructurales es D = 95, mientras que para la
estrategia de imputar ceros estructurales es D = 115.

Para continuar con el modelo (2.65) se establece la serie de tiempo

ω̂d =
∑
i

Yd,i, (4.2)

En ese modelo es la tasa total de llegadas para el d́ıa d (en la escala de ráız cuadrada como la de
Yd,i) u observando la forma en que se estima se puede considerar que son los conteos acumulados
en ese d́ıa en la escala de la ráız. Si αld son los promedios de los conteos acumulados en la escala
de la ráız por d́ıa de la semana, se tiene

α̂ld =

∑
{d′:ld′=ld}

∑
i Yd′,i

|{d′ : ld′ = ld}|
. (4.3)

Para los centros de llamadas estudiados en Gans et al. (2015) y Shen y Huang (2008) se reporta
que ω̂d− α̂ld ∼ AR (1), eso no necesariamente se cumple para los datos que ahora se tienen aśı que
lo más conveniente es ver de primera mano qué sucede con ω̂d y ω̂d − α̂ld .

Se identificará qué tipo de modelos siguen ω̂d y ω̂d − α̂ld para concluir si es adecuado emplear
el modelo de tasas ocultas (2.65).

Cuando a ω̂d se le resta α̂ld se está estacionarizando la serie de tiempo de una forma un tanto
de primitiva al quitar una tendencia estacional, regularmente esto se hace usando un modelo
SARIMA. Además es importante mencionar que en los art́ıculos no se reporta qué sucede con ω̂d
por śı sola, aśı que esto es una interesante tarea.

4.2.1. Excluir ceros estructurales

Las series de tiempo resultado de excluir ceros estructurales se pueden apreciar en la Figura
4.9, la serie de tiempo de conteos totales S

(d)
T está en el panel superior, la serie de tiempo de conteos

en escala de la ráız totales ω̂d está en el panel central y la serie de tiempo de conteos en escala de
la ráız totales centrados ω̂d − α̂ld está en el panel inferior.

La serie de tiempo ω̂d corre alrededor del valor 140 y ω̂d − α̂ld está centrada alrededor de 0.
Se puede considerar en ambos casos que la media no depende del tiempo y está estacionarizada,
mientras que en el caso de la varianza es un tanto complejo comprobar el supuesto de estacionaridad,
se tomará como cierto, este es un supuesto fuerte.

Identificar modelo para ω̂d

Para identificar qué modelo es más adecuado son usadas las funciones de autocorrelación (ACF)
y la función de autocorrelación parcial (PACF). En la Figura 4.10a se muestran para la serie de
tiempo ω̂d. Si se observan detenidamente se notará en ambas que cada cinco d́ıas hay un patrón
que perdura, particularmente en la ACF confirmando que él patrón estacional debido a los d́ıas de
la semana śı existe como afirmaron los administradores.

Para continuar buscando el patrón se eliminará el efecto estacional obteniendo ∇5ω̂d = ω̂d −
ω̂d−5, que es la diferencia de primer orden uno con retraso cinco. En la Figura 4.10c se muestran
las ACF y PACF de ∇5ω̂d, pero sólo incluyendo lo que sucede cada cinco unidades de tiempo,
en estas gráficas se muestra evidente que la parte estacional sigue un modelo de MA (1) debido a
que la ACF se corta después del tiempo 1× 5, mientras que la PACF desaparece paulatinamente
después del tiempo 1× 5.
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Por otra otra parte la Figura 4.10b muestra las ACF y PACF de ∇5ω̂d, se aprecia que en
los tiempos 1, 2, 5, 7.12 las funciones son significativas o cercanas a ser significativas y se puede
considerar que la parte no estacional del modelo podŕıa seguir los modelos ARMA (p, q) con p, q ∈
{1, 2, 5, 7, 12}. En las primeros 20 tiempos la ACF muestra un patrón entre los compartimientos de
cinco unidades de tiempo de reducirse paulatinamente, mientras que la PACF más bien tiende a
verse muy reducida después de los segundos términos en cada compartimiento de cinco unidades,
esto indica que podŕıa ser un modelo AR.

Realizando los ajustes de todos los modelos SARIMA (p, 0, q) × (0, 1, 1)5 para los valores
p, q ∈ {1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12} y comparándolos mediante el criterio de información de
Akaike (AIC), el criterio de información de Akaike con sesgo corregido (AICc), el criterio Bayesiano
de Información (BIC), qué términos del modelo SARIMA resultaron significativos, el análisis de
residuales como el de la Figura 4.11 y el principio de parsimonia resultó que el mejor modelo es
un SARIMA (2, 0, 0)× (0, 1, 1)5, cuya forma es(

1− 0.232650B − 0.219553B2
)

(ω̂d − ω̂d−5) =
(
1 + (−0.817436)B5

)
Wd, Wd ∼ N (0, 75.37111) .

(4.4)
En la Figura 4.11 se muestran cuatro gráficas, la superior es la serie de tiempo de los residuales

después de hacer el ajuste del modelo SARIMA (2, 0, 0) × (0, 1, 1)5. En las gráficas centrales se
muestra la ACF de los residuales y la gráfica Q-Q, y la gráfica inferior muestra los valores p para
los estad́ısticos de Ljung-Box que toman como hipótesis nula que la ACF de los residuales son de
una serie de tiempo que no es ruido blanco. La ACF de los residuales se ve bien, aunque en el
retraso 12 aparenta que tiene algo, pero al hacer el ajuste con la parte autorregresiva de orden 12
no se mejoran los resultados. La gráfica Q-Q luce bien para tener normalidad y los estad́ısticos de
Ljung-Box rechazan la hipótesis de que los residuales se alejen del ruido blanco.

Identificar modelo para ω̂d − α̂ld

En la Figura 4.12 se muestra la ACF y la PACF para la serie de tiempo centrada ω̂d−α̂ld . Ambas
parecen significativas en los retrasos 1, 2, 12, y aparentemente la ACF desaparece paulatinamente
mientras que la PACF se corta, aśı que podŕıa ser un modelo AR de algún orden, aunque no está de
más explorar modelos ARMA. Realizando los ajustes de todos los modelos ARMA (p, q) para los
valores p, q ∈ {1, 2, 3, 4, 5, 6, 7, 9, 10, 11, 12} y comparándolos mediante el criterio de información de
Akaike (AIC), el criterio de información de Akaike con sesgo corregido (AICc), el criterio Bayesiano
de Información (BIC), qué términos del modelo ARMA resultaron significativos, el análisis de
residuales como el de la Figura 4.13 y el principio de parsimonia resultó que el mejor modelo es
un AR (2), cuya forma es

ω̂d − α̂ld = 0.207874
(
ω̂d−1 − α̂ld−1

)
+ 0.199091

(
ω̂d−2 − α̂ld−2

)
+Wd, Wd ∼ N (0, 66.8700) . (4.5)

En la Figura 4.13 se realiza el análisis de residuales del modelo AR (2) para ω̂d − α̂ld y se obtiene
resultados similares a los del análisis de residuales del modelo SARIMA (2, 0, 0) × (0, 1, 1)5 para
ω̂d.

Pronósticos

En la Figura 4.14 se muestran los pronósticos realizados con los modelos (4.4) y (4.5) para
la última semana completa de la serie de tiempo y se comparan con los datos verdaderos que
ocurrieron. En ambos casos las estimaciones no son tan cercanas a los valores que ocurrieron
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Figura 4.10: Funciones de autocorrelación y autocorrelación parcial, 4.10a es para la serie de
tiempo ω̂d, 4.10b es para la serie de tiempo de la diferencia de primer orden con retraso cinco
∇5ω̂d = ω̂d − ω̂d−5 y 4.10c es para ∇5ω̂d, pero sólo mostrando cada cinco unidades. Las series de
tiempo están bajo la estrategia de eliminar ceros estructurales.
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Figura 4.11: Análisis de residuales del modelo SARIMA (2, 0, 0)×(0, 1, 1)5 para ω̂d bajo la estrategia
de eliminar ceros estructurales.
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Figura 4.12: Funciones de autocorrelación y autocorrelación parcial para la serie de tiempo ω̂d− α̂d
bajo la estrategia de eliminar ceros estructurales.
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Figura 4.13: Análisis de residuales del modelo AR (2) para ω̂d − α̂ld bajo la estrategia de eliminar
ceros estructurales.
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sin embargo ambas las realizaciones restantes y el pronóstico están contenidos en el intervalo
de confianza al 95 % para la serie de tiempo, aśı que cualitativamente las estimaciones funcionan
aunque no son muy precisas. El mejor desempeño lo tiene el pronóstico del modelo SARIMA (2, 0, 0)×
(0, 1, 1)5 pues cualitativamente es más cercano a los datos.

4.2.2. Imputar ceros estructurales

Las serie de tiempo resultado de imputar los ceros estructurales se pueden apreciar en la Figura
4.15, la serie de tiempo de conteos totales S

(d)
T está en el panel superior, la serie de tiempo de conteos

en escala de la ráız totales ω̂d está en el panel central y serie de tiempo de conteos en escala de
la ráız totales centrados ω̂d − α̂ld está en el panel inferior, en todos casos los ceros estructurales
fueron imputados y por ello ahora las series de tiempo tienen 115 registros.

La serie de tiempo ω̂d corre alrededor del valor 140 y ω̂d − α̂ld está centrada alrededor de 0.
Se puede considerar en ambos casos que la media no depende del tiempo y está estacionarizada,
mientras que en el caso de la varianza es un tanto complejo comprobar el supuesto de estacionaridad,
se tomará como cierto, este es un supuesto fuerte.

Identificar modelo para ω̂d

La Figura 4.16a muestra la ACF y PACF para la serie de tiempo ω̂d, si se observa detenidamente
ambas se notará que cada diez d́ıas hay un patrón que perdura en ambas, pero es más razonable
considerar que es cada cinco d́ıas. Entonces para continuar buscando el patrón se eliminará el efecto
estacional obteniendo ∇5ω̂d = ω̂d−ω̂d−5, que es la diferencia de primer orden uno con retraso cinco.

En la Figura 4.16c se muestran las ACF y PACF de ∇5ω̂d, pero sólo incluyendo lo que sucede
cada cinco unidades de tiempo, en estas gráficas se muestra evidente que la parte estacional sigue
un modelo de MA (1) debido a que la ACF se corta después del tiempo 1 × 5, mientras que la
PACF desaparece paulatinamente después del tiempo 1× 5.

Por otra otra parte la Figura 4.16b muestra las ACF y PACF de ∇5ω̂d, ah́ı se aprecia que
la ACF tiene un patrón entre los compartimientos de cinco unidades de tiempo de reducirse
paulatinamente, mientras que la PACF a cortarse en cada compartimiento de cinco unidades,
esto indica que podŕıa ser un modelo AR.

Realizando los ajustes de todos los modelos SARIMA (p, 0, q) × (0, 1, 1)s múltiples valores
de p, q, s y comparándolos mediante el criterio de información de Akaike (AIC), el criterio de
información de Akaike con sesgo corregido (AICc), el criterio Bayesiano de Información (BIC), qué
términos del modelo SARIMA resultaron significativos, el análisis de residuales como el de la Figura
4.17 y el principio de parsimonia resultó que el mejor modelo es un SARIMA (1, 0, 0) × (0, 1, 1)5,
cuya forma es

(1− 0.269451B) (ω̂d − ω̂d−5) =
(
1 + (−0.846311)B5

)
Wd, Wd ∼ N (0, 82.11545) . (4.6)

En la Figura 4.17 se muestran el análisis de residuales del ajuste del modelo SARIMA (1, 0, 0)×
(0, 1, 1)5. La ACF de los residuales se ve bien, aunque en el retraso 14 aparenta que hay algo, pero
al hacer el ajuste con una parte autorregresiva de orden 14 no se mejoran los resultados, la gráfica
Q-Q luce bien para tener normalidad y los estad́ısticos de Ljung-Box rechazan la hipótesis de que
los residuales se alejen del ruido blanco.
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Figura 4.14: Pronósticos para la última semana de las series de tiempo bajo la estrategia de
eliminar ceros estructurales. La ĺınea con puntos negra corresponden a la serie de tiempo, la ĺınea
con puntos roja corresponden a los pronósticos para los últimos cinco d́ıas, la ĺınea con puntos azul
corresponden a las realizaciones de esos últimos cinco d́ıas, el área gris más sombreada corresponde
al intervalo de confianza al 95 % para el pronóstico y el área gris menos sombreada corresponde al
intervalo de confianza al 68 %(sumar y restar una desviación estándar) para el pronóstico. 4.14a
es para ω̂d con SARIMA (2, 0, 0)× (0, 1, 1)5 y 4.14b es para ω̂d − α̂ld con AR (2).
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Figura 4.15: Serie de tiempo de conteos totales S
(d)
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Figura 4.16: Funciones de autocorrelación y autocorrelación parcial, 4.16a es para la serie de
tiempo ω̂d, 4.16b es para la serie de tiempo de la diferencia de primer orden con retraso cinco
∇5ω̂d = ω̂d − ω̂d−5 y 4.16c es para ∇5ω̂d, pero sólo mostrando cada cinco unidades. Las series de
tiempo están bajo la estrategia de imputar ceros estructurales.
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Figura 4.17: Análisis de residuales del modelo SARIMA (1, 0, 0)×(0, 1, 1)5 para ω̂d bajo la estrategia
de imputar ceros estructurales.
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Figura 4.18: Funciones de autocorrelación y autocorrelación parcial para la serie de tiempo ω̂d− α̂d
bajo la estrategia de imputar ceros estructurales.

Identificar modelo para ω̂d − α̂ld

En la Figura 4.18 se muestra la ACF y la PACF para la serie de tiempo centrada ω̂d − α̂ld ,
observándolas ambas parecen significativas en los retrasos 1 y 14, y que aparentemente la ACF
desaparece paulatinamente mientras que la PACF se corta, aśı que podŕıa ser un modelo AR de
algún orden, aunque no está de más explorar modelos ARMA. Realizando los ajustes de todos los
modelos ARIMA (p, q) para los valores p, q ∈ {1, 2, 3, 4, 5, 6, 7, 9, 10, 11, 12, 13, 14} y comparándolos
mediante el criterio de información de Akaike (AIC), el criterio de información de Akaike con
sesgo corregido (AICc), el criterio Bayesiano de Información (BIC), qué términos del modelo
ARMA resultaron significativos, el análisis de residuales como el de la Figura 4.19 y el principio
de parsimonia resultó que el mejor modelo es un AR (1), este modelo es

ω̂d − α̂ld = 0.245165
(
ω̂d−1 − α̂ld−1

)
+Wd, Wd ∼ N (0, 74.50662) . (4.7)

En la Figura 4.19 se realiza el análisis de residuales del modelo AR (1) para ω̂d−α̂ld y se obtiene
resultados similares a los del análisis de residuales del modelo SARIMA (1, 0, 0) × (0, 1, 1)5 para
ω̂d.

Pronósticos

En la Figura 4.20 se muestran los pronósticos realizados con los modelos (4.6) y (4.7) para
la última semana completa de la serie de tiempo y se comparan con los datos verdaderos que
ocurrieron.

En ambos sucedió lo mismo que cuando se eliminaron las semanas con ceros estructurares, las
estimaciones no son tan cercanas a los valores que ocurrieron sin embargo ambas las realizaciones
restantes y el pronóstico están contenidos en el intervalo de confianza al 95 % para la serie de
tiempo, aśı que cualitativamente las estimaciones funcionan aunque no son muy precisas. El mejor
desempeño lo tiene el pronóstico del modelo SARIMA (1, 0, 0)× (0, 1, 1)5 pues cualitativamente es
más cercano a los datos.
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Figura 4.19: Análisis de residuales del modelo AR (1) para ω̂d − α̂ld bajo la estrategia de imputar
ceros estructurales.
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Figura 4.20: Pronósticos para la última semana de las series de tiempo bajo la estrategia de
imputar ceros estructurales. La ĺınea con puntos negra corresponden a la serie de tiempo, la ĺınea
con puntos roja corresponden a los pronósticos para los últimos cinco d́ıas, la ĺınea con puntos azul
corresponden a las realizaciones de esos últimos cinco d́ıas, el área gris más sombreada corresponde
al intervalo de confianza al 95 % para el pronóstico y el área gris menos sombreada corresponde al
intervalo de confianza al 68 %(sumar y restar una desviación estándar) para el pronóstico. 4.20a
es para ω̂d con SARIMA (1, 0, 0)× (0, 1, 1)5 y 4.20b es para ω̂d − α̂ld con AR (1).
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Figura 4.21: Funciones de autocorrelación y autocorrelación parcial para serie de tiempo ζd bajo la
estrategia de imputar ceros estructurales, está muestra un efecto que se presenta cada dos semanas,
es decir, cada quincena.

¿Y los sábados?

Algo interesante sucede si se consideran los sábados en la serie de tiempo. Para hacerlos
comparables con los otros d́ıa de la semana los conteos en la escala de la ráız totales ω̂d son
divididos entre el número de horas de operación respectiva en el centro de llamadas, es decir

ζd =

{
ω̂d/10 si ld 6= 5,
ω̂d/5 si ld = 5

(4.8)

Entonces al observar la ACF y PACF de la serie de tiempo ζd en la Figura 4.21 se puede ver
claramente que existe una correlación positiva cada 12 d́ıas, es decir, cada quincena. Recordando
que buena parte de los asalariados en México se les paga cada quincena, entonces se está observando
el efecto que tiene el pago de salarios en las ventas del centro de llamadas. Este fenómeno
fue reportado por los administradores del centro de llamadas que indicaron que las ventas se
incrementan en los d́ıas de paga.

4.3. Interpretación y comparación de modelos

Es interesante observar que cuando se imputaron los ceros estructurales el modelo para la serie
de tiempo ω̂d − α̂ld coincidió con el reportado en los art́ıculos Gans et al. (2015), Shen y Huang
(2008). Además al comprar las ACF y PACF de ∇5ω̂d en los casos cuando se eliminan los ceros
estructurales y cuando se imputan los datos mostradas en las Figuras 4.10b y 4.16b se observa
que cuando se imputan los ceros estructurales la ACF tiene una forma más estable similar a la
que Shumway y Stoffer (2015) describe para los modelo SARIMA, esto puede ser debido a tres
factores:

Hay más datos en el caso de ceros estructurales imputados.

Cuando se eliminan las semanas con ceros estructurales se rompe un estructura interna en
los datos que no es evidente.
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Los ceros estructurales imputados inducen una estructura que evita que aparezca el término
de segundo orden en la parte autorregresiva del modelo.

En busca de tener un modelo útil se considerará que las razones son las dos primeras y entonces lo
que se debe hace con los ceros estructurales es imputarlos y los mejores modelos son SARIMA (1, 0, 0)×
(0, 1, 1)5 para ω̂d y AR (1) ω̂d−α̂ld , además los modelos (4.6) y (4.7) se pueden reescribir respectivamente
cómo

ω̂d = ω̂d−5 + 0.269451 (ω̂d−1 − ω̂d−6) + Wd − 0.846311Wd−5, Wd ∼ N (0, 82.11545) ,
ω̂d = α̂ld + 0.245165

(
ω̂d−1 − α̂ld−1

)
+ Wd, Wd ∼ N (0, 74.50662) .

(4.9)
Y se puede interpretar que lo se observe hoy está relacionado con lo que se observó hace una

semana y la diferencia con lo que se observó el d́ıa anterior y lo que se observó el d́ıa de la semana
anterior al de hoy de la semana previa. Tiene sentido porque en los art́ıculos se propuso el modelo
(2.65). Con este modelo estimado ahora se puede proceder a realizar los pronósticos del personal
necesario para reducir los abandonos.

4.4. Conclusiones

Respecto del centro de llamadas y sus modelos se tienen las siguientes conclusiones:

Los pronósticos realizados para la última semana a partir de los modelos SARIMA y AR
estimados no son tan buenos al compararlos con la realización de esos d́ıas, sin embargo,
cualitativamente se parecen. El objetivo de estos es modelar el volumen de las llamadas
transferidas, no pronosticarlos directamente pues se busca completar el modelo (2.65), tarea
que se ha logrado, ahora es inmediato estimar las tasas ocultas y proseguir con la labor para
estimar el personal óptimo que reducirá los abandonos según lo expuesto por Gans et al.
(2015).

La serie de tiempo ω̂d−α̂ld resultó que también sigue un modelo AR (1) justo como los centros
de llamadas que reportaron Gans et al. (2015), Shen y Huang (2008). A pesar de que parece
una forma no muy técnica de desestacionalizar ω̂d, resultó que es muy cercano al modelo
más espećıfico SARIMA (1, 0, 0)× (0, 1, 1)5. La ganancia de usar el modelo AR (1) es que es
más simple, casi igual de bueno y completa el modelo inicial que alimenta al estimación del
personal óptimo para reducir abandonos.

Referente al análisis de series de tiempo se tienen las siguientes conclusiones:

Identificar y estimar un modelo SARIMA para una serie de tiempo no es una tarea fácil
comparada con realizar una identificación y estimación de un modelo lineal como una regresión
simple o una regresión loǵıstica, involucra varias tareas que a ratos tienen una naturaleza
artesanal considerando la prueba y el error, no son inmediatos como suele suceder con
otras técnicas, además es raro que los pronósticos sean precisos, pero cualitativamente se
desempeñan bien para indicar qué comportamiento podŕıa seguir la serie de tiempo en el
futuro.
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Caṕıtulo 5

Perspectivas futuras

El modelo (2.65) es

Yd,i =
√

Λd,i + εd,i, εd,i ∼ N (0, σ2) ,√
Λd,i = ωdϑld,i, ϑld,i ≥ 0,

∑I
i=1 ϑld,i = 1,

ωd − αld = β
(
ωd−1 − αld−1

)
+ ηd ηd,∼ N (0, φ2) ,

donde se estiman ωd, ld, y ϑld,i como

ω̂d =
∑
i

Yd,i, α̂ld =

∑
{d′:ld′=ld}

∑
i Yd′,i

|{d′ : ld′ = ld}|
, ϑ̂ld,i =

∑
{d′:ld′=ld}

Yd′,i∑
{d′:ld′=ld}

∑
i Yd′,i

, d = 1, . . . , D, i = 1, . . . , I.

Se corroboró que la serie de tiempo ω̂d − α̂ld puede ser modelada mediante un AR (1) y se
estimó el parámetro β, pero también se encontró que la serie de tiempo ω̂d puede ser modelada
mediante un SARIMA (1, 0, 0)× (1, 0, 0)5, entonces el modelo (2.65) podŕıa transformase en

Yd,i =
√

Λd,i + εd,i, εd,i ∼ N (0, σ2) ,√
Λd,i = ωdϑld,i, ϑld,i ≥ 0,

∑I
i=1 ϑld,i = 1,

ωd = ωd−5 + ϕ (ωd−1 − ωd−6) + ηd + θηd−5 ηd ∼ N (0, φ2) ,

(5.1)

o bien
Yd,i =

√
Λd,i + εd,i, εd,i ∼ N (0, σ2) ,√

Λd,i = ωdϑld,i, ϑld,i ≥ 0,
∑I

i=1 ϑld,i = 1,
(1− φB) (ωd − ω5) = (1 + θB5) ηd ηd ∼ N (0, φ2) ,

donde se ωd y ϑld,i se estiman de misma forma.
El camino siguiendo (2.65) indica que el siguiente paso es usar este modelo para estimar el

personal óptimo para reducir los abandonos, este camino es relativamente directo pues ya se
conocen las expresiones que se usaran en la siguiente etapa de acuerdo con Gans et al. (2015),
no significa que esto sea un camino simple, pero ya está trazado.

En cambio si se sigue el nuevo modelo (5.1) la ecuación (2.67) de la proposición 15 ya no es
necesariamente válida y se debe explorar una forma alternativa para el programa estocástico (2.74)
que depende de las distribuciones presentadas en esa proposición.

Otra consideración es que hay problemas similares al de estimar el personal óptimo en el centro
de llamadas para reducir los abandonos en otras áreas que no son los centros de llamadas, pero
que en el fondo representan lo mismo, por ejemplo, en el área de telecomunicaciones: A lo largo del
d́ıa se presentan fallas en un sistema de telecomunicaciones que abarca un gran territorio, dichas
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fallas no se presentan de manera homogénea a lo largo del d́ıa y cambian de acuerdo al d́ıa de la
semana. Se desea que las fallas sean atendidas lo más rápido posible y que se tenga el personal
necesario para lograrlo, pero que el personal disponible para atender las fallas se ocupe la mayor
parte del tiempo que labora, entonces el problema es cómo determinar el personal requerido a lo
largo del d́ıa para atender las fallas lo más pronto posible.
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Caṕıtulo 6

Apendice: Programas

En este apéndice se incluyen el código de R para obtener todo lo realizado en la tesis, el guión
que incluye todo esto se llama tesis.R.

# Script definitivo de la tesis

# Establecer directorio para guardar graficas

# setwd(’/home/mathrocker/Documentos/Posgrado/Maestria/UAQ/Tesis/LaTeX/Tesis/Figuras/Capitulo_04’)

# Analisis fdescriptivo de datos

# Cargar base de datos

# Cargar datos

rm(list = ls(all = TRUE))

X <- read.table(’/home/mathrocker/Documentos/Posgrado/Maestria/UAQ/Tesis/Programas/Datos/Nivel_servicio/Niveles_de_Servicio_2015_huecos_n_replicas.csv’)

# Corregir un dato que esta mal

X[X$V11 == 96, 11] = 0

##################

# Campana 1 #

##################

# Extraer campana 1

X_c1 <- X[X$V2 == ’C_1’, ]

##################

# Escala normal #

##################

# Graficas de algunos dias

# Espectro

V_l_e <- matrix(data = 0, nrow = 12, ncol = 40)

for(i in 0:11){

if((i %% 6) != 5 )
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V_l_e[(i + 1), ] <- X_c1[(X_c1$V9 == (42 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]

if((i %% 6) == 5 )

V_l_e[(i + 1), ] <- c(X_c1[(X_c1$V9 == (42 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 12], rep(0, 20))

}

# Graficas de algunos dias

# Grafica de medias por dias y lapsos

x11()

color <- rainbow(6)

#postscript(’Week.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

a_b <- c(min(V_l_e), max(V_l_e))

plot(c(9, 18.75), a_b, type = ’n’, xlab = ’Hora’, ylab = ’Conteos’)

axis(side = 1, at = c(9:19))

for(i in 0 : 5){

lines(timess, V_l_e[i + 1, ], col = color[(i%%6) + 1], lwd = 2)

}

legend(’topright’, legend = c(’Lunes’,’Martes’,’Miercoles’,’Jueves’, ’Viernes’, ’Sabado’), col = color, lwd = 2, lty = 1, bty = ’n’, cex = 0.8, pt.cex = 0.8)

#dev.off()

# Espectro

x11()

#postscript(’Espectro.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), c(a_b[1], (a_b[2] + 15*11)), type = ’n’, yaxt=’n’, xlab = ’Hora’, ylab = ’Conteos’)

axis(side = 1, at = c(9:19))

for(i in 0 : 11){

lines(timess, (V_l_e[i + 1, ] + 15*i))

}

#dev.off()

###############################

# Graficas encimadas por dias #

###############################

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

dias <- c(’Lunes’, ’Martes’, ’Miercoles’, ’Jueves’, ’Viernes’, ’Sabado’)

for(k in 0:5){

V_l_d <- matrix(data = 0, nrow = 22, ncol = 40)

for(i in 0:21){

if(k < 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]) == 40){

V_l_d[(i + 1), ] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]

print(i + 3)

}

}

if(k == 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 12]) == 20){
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V_l_d[(i + 1), 1:20] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 12]

print(i + 3)

}

}

}

x11()

#postscript(paste0(’0’, toString(k), dias[k + 1], ’.eps’))

plot(c(9, 18.75), c(0, 40), type = ’n’, xlab = ’Hora’, ylab = ’Conteos’, main = dias[k + 1])

axis(side = 1, at = c(9:19))

for(i in 0 : 21){

if(sum(V_l_d[i + 1, ]) != 0)

lines(timess, (V_l_d[i + 1, ]))

}

#dev.off()

}

x11()

#postscript(’todo_sin_sabado.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), c(0, 40), type = ’n’, xlab = ’Hora’, ylab = ’Conteos’)

axis(side = 1, at = c(9:19))

for(k in 0:4){

V_l_d <- matrix(data = 0, nrow = 22, ncol = 40)

for(i in 0:21){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]) == 40){

V_l_d[(i + 1), ] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]

print(i + 3)

}

}

axis(side = 1, at = c(9:19))

for(i in 0 : 21){

if(sum(V_l_d[i + 1, ]) != 0)

lines(timess, (V_l_d[i + 1, ]))

}

}

#dev.off()

x11()

#postscript(’todo.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), c(0, 40), type = ’n’, xlab = ’Hora’, ylab = ’Conteos’)

axis(side = 1, at = c(9:19))

for(k in 0:5){

V_l_d <- matrix(data = 0, nrow = 22, ncol = 40)

for(i in 0:21){

if(k < 5){
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if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]) == 40){

V_l_d[(i + 1), ] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 12]

print(i + 3)

}

}

if(k == 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 12]) == 20){

V_l_d[(i + 1), 1:20] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 12]

print(i + 3)

}

}

}

for(i in 0 : 21){

if(sum(V_l_d[i + 1, ]) != 0)

lines(timess, (V_l_d[i + 1, ]))

}

}

#dev.off()

## Medias de conteos por dia considerando mismos intervalos

V_l <- matrix(data = 0, nrow = 6, ncol = 40)

# Dias no sabado

for(i in 0 : 4){

for(j in 2 : 41){

V_l[i + 1, j - 1] <- mean(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == i) & (X_c1$V11 == j), 12])

}

}

# Sabado

for(j in 2 : 21){

V_l[6, j - 1] <- mean(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == 5) & (X_c1$V11 == j), 12])

}

# Grafica de medias por dias y lapsos

x11()

color <- rainbow(6)

#postscript(’mean_by_day.eps’)

plot(c(9, 18.75), c(min(V_l), max(V_l)), type = ’n’, xlab = ’Hora’, ylab = ’Conteos’)

axis(side = 1, at = c(9:19))

for(i in 0 : 5){

lines(timess, V_l[i + 1, ], col = color[i + 1], lwd = 2)

}

legend(x = 16.6, y = 4.3, legend = c(’Lunes’,’Martes’,’Miercoles’,’Jueves’, ’Viernes’, ’Sabado’), col = color, lwd = 2,lty = 1, bty = ’n’, cex = 0.8, pt.cex = 0.8)

#dev.off()

# Desviaciones estandar
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sd_V_l <- matrix(data = 0, nrow = 6, ncol = 40)

# Dias no sabado

for(i in 0 : 4){

for(j in 2 : 41){

sd_V_l[i + 1, j - 1] <- sd(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == i) & (X_c1$V11 == j), 12])

}

}

# Sabado

for(j in 2 : 21){

sd_V_l[6, j - 1] <- sd(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == 5) & (X_c1$V11 == j), 12])

}

# Grafica de desviaciones estandar por dias y lapsos

x11()

color <- rainbow(6)

#postscript(’sd_by_day.eps’)

plot(c(9, 18.75), c(min(sd_V_l), max(sd_V_l)), type = ’n’, xlab = ’Hora’, ylab = ’Conteos’)

axis(side = 1, at = c(9:19))

for(i in 0 : 5){

lines(timess, sd_V_l[i + 1, ], col = color[i + 1], lwd = 2)

}

legend(x = 16.6, y = 12.1, legend = c(’Lunes’,’Martes’,’Miercoles’,’Jueves’, ’Viernes’, ’Sabado’), col = color, lwd = 2, lty = 1, bty = ’n’, cex = 0.8, pt.cex = 0.8)

#dev.off()

##################

# Escala raiz #

##################

# Graficas de algunos dias

# Espectro

V_l_e <- matrix(data = 0, nrow = 12, ncol = 40)

for(i in 0:11){

if((i %% 6) != 5 )

V_l_e[(i + 1), ] <- X_c1[(X_c1$V9 == (42 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]

if((i %% 6) == 5 )

V_l_e[(i + 1), ] <- c(X_c1[(X_c1$V9 == (42 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 13], rep(0.5, 20))

}

# Graficas de algunos dias

# Grafica de medias por dias y lapsos

#x11()

color <- rainbow(6)

#postscript(’Week_sq.eps’)

a_b <- c(min(V_l_e), max(V_l_e))

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), a_b, type = ’n’, xlab = ’Hora’, ylab = ’Conteos en escala de raiz’)
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axis(side = 1, at = c(9:19))

for(i in 0 : 5){

lines(timess, V_l_e[i + 1, ], col = color[(i%%6) + 1], lwd = 2)

}

legend(’topright’, legend = c(’Lunes’,’Martes’,’Miercoles’,’Jueves’, ’Viernes’, ’Sabado’), col = color, lwd = 2,lty = 1, bty = ’n’, cex = 0.8, pt.cex = 0.8)

#dev.off()

# Espectro

x11()

#postscript(’Espectro_sq.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), c(a_b[1], (a_b[2] + 5*11)), type = ’n’, yaxt=’n’, xlab = ’Hora’, ylab = ’Conteos en escala de raiz’)

axis(side = 1, at = c(9:19))

for(i in 0 : 11){

lines(timess, (V_l_e[i + 1, ] + 5*i))

}

#dev.off()

###############################

# Graficas encimadas por dias #

###############################

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

dias <- c(’Lunes’, ’Martes’, ’Miercoles’, ’Jueves’, ’Viernes’, ’Sabado’)

for(k in 0:5){

V_l_d <- matrix(data = 0.5, nrow = 22, ncol = 40)

for(i in 0:21){

if(k < 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]) == 40){

V_l_d[(i + 1), ] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]

print(i + 3)

}

}

if(k == 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 13]) == 20){

V_l_d[(i + 1), 1:20] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 13]

print(i + 3)

}

}

}

#x11()

postscript(paste0(’0’, toString(k), dias[k + 1], ’_sq.eps’))

plot(c(9, 18.75), c(0, 6.5), type = ’n’, xlab = ’Hora’, ylab = ’Conteos en escala de raiz’, main = dias[k + 1])

axis(side = 1, at = c(9:19))

for(i in 0 : 21){

if(sum(V_l_d[i + 1, ]) != 0)

lines(timess, (V_l_d[i + 1, ]))
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}

dev.off()

}

x11()

#postscript(’todo_sin_sabado_sq.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), c(0, 6.5), type = ’n’, xlab = ’Hora’, ylab = ’Conteos en escala de raiz’)

axis(side = 1, at = c(9:19))

for(k in 0:4){

V_l_d <- matrix(data = 0, nrow = 22, ncol = 40)

for(i in 0:21){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]) == 40){

V_l_d[(i + 1), ] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]

print(i + 3)

}

}

axis(side = 1, at = c(9:19))

for(i in 0 : 21){

if(sum(V_l_d[i + 1, ]) != 0)

lines(timess, (V_l_d[i + 1, ]))

}

}

#dev.off()

x11()

#postscript(’todo_sq.eps’)

timess <- seq(from = 9, to = 18.75, by = 10/(41 - 2 + 1))

plot(c(9, 18.75), c(0, 6.5), type = ’n’, xlab = ’Hora’, ylab = ’Conteos en escala de raiz’)

axis(side = 1, at = c(9:19))

for(k in 0:5){

V_l_d <- matrix(data = 0, nrow = 22, ncol = 40)

for(i in 0:21){

if(k < 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]) == 40){

V_l_d[(i + 1), ] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41), 13]

print(i + 3)

}

}

if(k == 5){

if(length(X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 13]) == 20){

V_l_d[(i + 1), 1:20] <- X_c1[(X_c1$V10 == k) & (X_c1$V1 == (3 + i)) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21), 13]

print(i + 3)

}

}

}

for(i in 0 : 21){
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if(sum(V_l_d[i + 1, ]) != 0)

lines(timess, (V_l_d[i + 1, ]))

}

}

#dev.off()

## Medias de conteos por dia considerando mismos intervalos

V_l <- matrix(data = 0.5, nrow = 6, ncol = 40)

# Dias no sabado

for(i in 0 : 4){

for(j in 2 : 41){

V_l[i + 1, j - 1] <- mean(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == i) & (X_c1$V11 == j), 13])

}

}

# Sabado

for(j in 2 : 21){

V_l[6, j - 1] <- mean(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == 5) & (X_c1$V11 == j), 13])

}

# Grafica de medias por dias y lapsos

x11()

color <- rainbow(6)

#postscript(’mean_by_day_sq.eps’)

plot(c(9, 18.75), c(min(V_l), max(V_l)), type = ’n’, xlab = ’Hora’, ylab = ’Conteos en escala de raiz’)

axis(side = 1, at = c(9:19))

for(i in 0 : 5){

lines(timess, V_l[i + 1, ], col = color[i + 1], lwd = 2)

}

legend(x = 16.6, y = 1.37, legend = c(’Lunes’,’Martes’,’Miercoles’,’Jueves’, ’Viernes’, ’Sabado’), col = color, lwd = 2,lty = 1, bty = ’n’, cex = 0.8, pt.cex = 0.8)

#dev.off()

# Desviaciones estandar

sd_V_l <- matrix(data = 0, nrow = 6, ncol = 40)

# Dias no sabado

for(i in 0 : 4){

for(j in 2 : 41){

sd_V_l[i + 1, j - 1] <- sd(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == i) & (X_c1$V11 == j), 13])

}

}

# Sabado

for(j in 2 : 21){

sd_V_l[6, j - 1] <- sd(X_c1[(X_c1$V14 == 0) & (X_c1$V10 == 5) & (X_c1$V11 == j), 13])
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}

# Grafica de desviaciones estandar por dias y lapsos

x11()

color <- rainbow(6)

#postscript(’sd_by_day_sq.eps’)

plot(c(9, 18.75), c(min(sd_V_l), max(sd_V_l)), type = ’n’, xlab = ’Hora’, ylab = ’Conteos en escala de la raiz’)

axis(side = 1, at = c(9:19))

for(i in 0 : 5){

lines(timess, sd_V_l[i + 1, ], col = color[i + 1], lwd = 2)

}

legend(x = 16.5, y = 1.69, legend = c(’Lunes’,’Martes’,’Miercoles’,’Jueves’, ’Viernes’, ’Sabado’), col = color, lwd = 2, lty = 1, bty = ’n’, cex = 0.8, pt.cex = 0.8)

#dev.off()

###########################################

# Estrategia: excluir ceros estructurales #

###########################################

# Cargar datos

rm(list = ls(all = TRUE))

X <- read.table(’/home/mathrocker/Documentos/Posgrado/Maestria/UAQ/Tesis/Programas/Datos/Nivel_servicio/Niveles_de_Servicio_2015_huecos_n_replicas.csv’)

# Corregir un dato que esta mal

X[X$V11 == 96, 11] = 0

##################

# Campana 1 #

##################

# Extraer campana 1

X_c1_wz <- X[X$V2 == ’C_1’, ]

###########################################

# Filtrar semanas con ceros estructurales #

###########################################

# Ceros estructurales

# Dias Dia de la semana Semana Inicio semana incompleta

# 2 2 52 0

# 3 3 52 0

# 9 3 1 6

# 36 0 6 36

# 72 0 12 72

# 88 4 14 84

# 89 5 14* 84

# 106 4 18 102

# 107 5 18* 102

# 119 5 20* 114

# 131 5 22* 126

# *Solo se quitaran las semanas donde se pierde un dia entre semana
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X_c1 <- X[(X$V2 == ’C_1’) & (X$V1 != ’52’) & (X$V1 != ’1’) & (X$V1 != ’6’) & (X$V1 != ’12’) & (X$V1 != ’14’) & (X$V1 != ’18’), ]

##############################

# Visualizar serie de tiempo #

##############################

# Estimar efectos estacionales alfas, se excluyen las semanas 26 y 27 para realizar pronosticos

alpha_c1 <- vector(’numeric’, 6)

theta_c1 <- matrix(data = NA, nrow = 40, ncol = 6)

for(i in 0:5){

if(i %% 6 != 5){

alpha_c1[i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/length(X_c1[(X_c1$V10 == i) & (X_c1$V11 == 10) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

for(j in 0:39){

theta_c1[j + 1, i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 == j + 2) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

}

}

if(i %% 6 == 5){

alpha_c1[i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/length(X_c1[(X_c1$V10 == i) & (X_c1$V11 == 10) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

for(j in 0:19){

theta_c1[j + 1, i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 == j + 2) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

}

}

}

# Crear matriz para almacenar datos de sumas de sqrt(X + 1/4)

# Sin semanas de Ceros estructurales hay 122 dias, seria tal vez conveniente automatizar el proceso de cuantos dias hay

W_c1 <- matrix(data = NA, nrow = 122, ncol = 5)

# Pasarle los datos

# El primer dia de datos con semanas completas es 12

j = 12

for(i in 0:121){

if(i %% 6 != 5){

W_c1[(i + 1), 2] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 41, 13])

W_c1[(i + 1), 3] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 41, 12])

}

if(i %% 6 != 5){

W_c1[(i + 1), 2] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 41, 13])

W_c1[(i + 1), 3] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 41, 12])

}

if(i %% 6 == 5){

W_c1[(i + 1), 2] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 21, 13])

W_c1[(i + 1), 3] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 21, 12])

}

W_c1[(i + 1), 1] <- W_c1[(i + 1), 2] - alpha_c1[i %% 6 + 1]

W_c1[(i + 1), 4] <- j

W_c1[(i + 1), 5] <- j %% 6
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j <- j + 1

if((j == 36) | (j == 72) | (j == 84) | (j == 102))

j <- j + 6

}

# Tres series juntas

x11()

#postscript(’time_series_ZE.eps’)

par(mfrow = c(3, 1))

tam <-length(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3])/10

# Sumas en escala original

plot(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3], type = ’l’, col = ’blue’, xlab = ’d’, ylab = expression(S[T]^(d)), main = ’Conteos totales’)

points(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3], col = ’red’)

axis(side = 1, at = 10*c(1:tam))

# Sumas en escala de la raiz

plot(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2], type = ’l’, col = ’blue’, xlab = ’d’, ylab = expression(hat(omega)[d]), main = ’Conteos en escala de la raiz totales’)

points(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2], col = ’red’)

axis(side = 1, at = 10*c(1:tam))

#dev.off()

# Sumas en escala de raiz centradas

plot(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1], type = ’l’, col = ’blue’, xlab = ’d’, ylab = expression(hat(omega)[d] - alpha[l[d]]) , main = ’Conteos en escala de la raiz totales centrados’)

points(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1], col = ’red’)

axis(side = 1, at = 10*c(1:tam))

#dev.off()

##########################################################

# Funciones de Autocorrelacion y Autocorrelacion Parcial #

##########################################################

# Funcion de autocorrelacion y autocorrelacion parcial para datos originales

X_o_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3]

x11()

#postscript(’pacf_datos_originales_ZE.eps’)

acf2(X_o_t, 80)

#dev.off()

# Funcion de autocorrelacion y autocorrelacion parcial para datos en escala de la raiz

X_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2]

x11()

#postscript(’pacf_datos_en_escala_raiz_ZE.eps’)

acf2(X_t, 80)

#dev.off()

# Funcion de autocorrelacion y autocorrelacion parcial para datos en escala de la raiz centrados

cX_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1]
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x11()

#postscript(’pacf_datos_en_escala_raiz_centrados_ZE.eps’)

acf2(cX_t, 80)

#dev.off()

#######################

# Explorar diferencia #

#######################

# Sumas en escala de la raiz

X_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2]

dX_t <- diff(X_t, 5)

# Grafica de diferencia de primer orden con lag 5

x11()

par(mfrow = c(3, 1))

plot(dX_t, type = ’l’, col = ’blue’, xlab = ’Dia’)

points(dX_t, col = ’red’)

# Funcion de autocorrelacion y autocorrelacion parcial de diferencias de orden 5

x11()

#postscript(’diff_pacf_datos_en_escala_raiz_ZE.eps’)

acf2(dX_t, 80)

#dev.off()

# Veamos por partes las funciones de autocorrelacion y autocorrelacion parcial solo de la parte estacional

x11()

y <- acf2(dX_t, 80)

ts <- 5*(1:16)

lim <- qnorm(c(0.025, 0.975), 0, 1/sqrt(length(X_t)))

#postscript(’s_diff_pacf_datos_en_escala_raiz_ZE.eps’)

par(mfrow = c(2, 1))

plot(ts, y[ts, 1], ylim = c(-0.61, 0.41), type = ’h’, xlab = ’LAG’, ylab = ’ACF’)

abline(h = 0)

abline(h = lim, lty = 2, col = ’blue’)

plot(ts, y[ts, 2], ylim = c(-0.61, 0.41), type = ’h’, xlab = ’LAG’, ylab = ’PACF’)

abline(h = 0)

abline(h = lim, lty = 2, col = ’blue’)

#dev.off()

# Sumas en escala original

X_o_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3]

dX_o_t <- diff(X_o_t, 5)

# Grafica de diferencia de primer orden con lag 5

x11()

par(mfrow = c(3, 1))

plot(dX_o_t, type = ’l’, col = ’blue’, xlab = ’Dia’)

points(dX_o_t, col = ’red’)

# Funcion de autocorrelacion y autocorrelacion parcial de diferencias de orden 5
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x11()

acf2(dX_o_t, 80)

# Veamos por partes las funciones de autocorrelacion y autocorrelacion parcial solo de la parte estacional

y <- acf2(dX_o_t, 80)

ts <- 5*(1:16)

lim <- qnorm(c(0.025, 0.975), 0, 1/sqrt(length(X_o_t)))

x11()

par(mfrow = c(2, 1))

plot(ts, y[ts, 1], ylim = c(-0.61, 0.41), type = ’h’, xlab = ’LAG’, ylab = ’ACF’)

abline(h = 0)

abline(h = lim, lty = 2, col = ’blue’)

plot(ts, y[ts, 2], ylim = c(-0.61, 0.41), type = ’h’, xlab = ’LAG’, ylab = ’PACF’)

abline(h = 0)

abline(h = lim, lty = 2, col = ’blue’)

##################

# Modelos SARIMA #

##################

# Sumas en escala de raiz

X_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2]

# Base

x11()

sarima(X_t, 5, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

# El mejor

x11()

#pdf(’SARIMA_200_011_5_ZE.pdf’)

sarima(X_t, 2, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

#dev.off()

# Otro

x11()

sarima(X_t, 0, 0, 5, 0, 1, 1, 5, no.constant = TRUE)

# Otro

x11()

sarima(X_t, 0, 0, 2, 0, 1, 1, 5, no.constant = TRUE)

# Otro

x11()

sarima(X_t, 2, 0, 2, 0, 1, 1, 5, no.constant = TRUE)

# Miau

x11()

sarima(X_t, 1, 0, 2, 0, 1, 1, 5, no.constant = TRUE)

# Miau Miau

x11()

sarima(X_t, 1, 0, 1, 0, 1, 1, 5, no.constant = TRUE)

# Miau miua meow

x11()

sarima(X_t, 2, 0, 1, 0, 1, 1, 5, no.constant = TRUE)
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# Caso importante

x11()

sarima(X_t, 1, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

# Mejora ajuste, pero no tan buen AIC, AICc y BIC

x11()

sarima(X_t, 12, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

# Sumas en escala de raiz centradas

cX_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1]

# primero

x11()

sarima(cX_t, 1, 0, 0, no.constant = TRUE)

# Otro

x11()

sarima(cX_t, 0, 0, 1, no.constant = TRUE)

# El mejor

x11()

#pdf(’AR_2_ZE.pdf’)

sarima(cX_t, 2, 0, 0, no.constant = TRUE)

#dev.off()

# Miau Miau

x11()

sarima(cX_t, 0, 0, 2, no.constant = TRUE)

# Miau Miau

x11()

sarima(cX_t, 1, 0, 1, no.constant = TRUE)

# otros

x11()

sarima(cX_t, 2, 0, 1, no.constant = TRUE)

# Mejor ajuste, pero no tan buen AIC, AICc y BIC

x11()

sarima(cX_t, 12, 0, 0, no.constant = TRUE)

# Sumas en escala original

X_o_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3]

# Primera opcion

x11()

sarima(X_o_t, 2, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

# Segunda opcion

x11()

sarima(X_o_t, 12, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

# Otro

x11()

sarima(X_o_t, 2, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

###############

# Pronosticos #
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###############

# Sumas en escala de la raiz

tX_t <- W_c1[115: 119, 2]

# El mejor

x11()

#pdf(’F_SARIMA_200_011_5_ZE.pdf’)

sarima.for(X_t, 5, 2, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

points((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

#dev.off()

# El extra con 12

x11()

sarima.for(X_t, 5, 12, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

points((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

# Otro de interes

x11()

sarima.for(X_t, 5, 1, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

points((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

# Sumas en escala de la raiz centradas

tcX_t <- W_c1[115: 119, 1]

# El mejor

x11()

#pdf(’F_AR_2_ZE.pdf’)

# sarima.for(cX_t, 5, 2, 0, 0, no.constant = TRUE) # No funciona sin la constante

sarima.for(cX_t, 5, 2, 0, 0)

lines((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

#dev.off()

# El extra con 12

x11()

# sarima.for(cX_t, 5, 12, 0, 0, no.constant = TRUE) # No funciona sin la constante

sarima.for(cX_t, 5, 12, 0, 0)

lines((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

# Otro de interes

x11()

# sarima.for(cX_t, 5, 1, 0, 0, no.constant = TRUE) # No funciona sin la constante

sarima.for(cX_t, 5, 1, 0, 0)

lines((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

# Sumas en escala original
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tX_o_t <- W_c1[115: 119, 3]

# El mejor

x11()

sarima.for(X_o_t, 5, 2, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(cX_t) + 1): (length(cX_t) + 5), tX_o_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tX_o_t, col = ’blue’)

# El extra con 12

x11()

sarima.for(X_o_t, 5, 12, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(cX_t) + 1): (length(cX_t) + 5), tX_o_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tX_o_t, col = ’blue’)

###########################################

# Estrategia: imputar ceros estructurales #

###########################################

# Cargar datos

rm(list = ls(all = TRUE))

X <- read.table(’/home/mathrocker/Documentos/Posgrado/Maestria/UAQ/Tesis/Programas/Datos/Nivel_servicio/Niveles_de_Servicio_2015_huecos_n_replicas.csv’)

# Corregir un dato que esta mal

X[X$V11 == 96, 11] = 0

##################

# Campana 1 #

##################

# Extraer campana 1

X_c1 <- X[(X$V2 == ’C_1’) & (X$V1 != ’52’) & (X$V1 != ’1’), ]

X_c1_0 <- X_c1

###########################################

# Ceros estructurales #

###########################################

# Dias Dia de la semana Semana Inicio semana incompleta

# 2 2 52 0

# 3 3 52 0

# 9 3 1 6

# 36 0 6 36

# 72 0 12 72

# 88 4 14 84

# 89 5 14* 84

# 106 4 18 102

# 107 5 18* 102

# 119 5 20* 114

# 131 5 22* 126

####################################################

# Imputar datos faltantes con promedios del pasado#
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####################################################

dd <- c(36, 72, 88, 89, 106, 107, 119, 131)

for(i in 1 : length(dd)){

if(X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == 10), 10] != 5){

for(j in 1:43){

X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == j), 12] <- round(mean(X_c1[(X_c1$V10 == X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == 10), 10]) & (X_c1$V9 < X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == 10), 9]) & (X_c1$V11 == j) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 12]))

X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == j), 13] <- sqrt(X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == j), 12] + 0.25)

}

}

if(X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == 10), 10] == 5){

for(j in 1:29){

X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == j), 12] <- round(mean(X_c1[(X_c1$V10 == X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == 10), 10]) & (X_c1$V9 < X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == 10), 9]) & (X_c1$V11 == j) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 12]))

X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == j), 13] <- sqrt(X_c1[(X_c1$V9 == dd[i]) & (X_c1$V11 == j), 12] + 0.25)

}

}

}

##############################

# Visualizar serie de tiempo #

##############################

# Estimar efectos estacionales alfas, se excluyen las semanas 26 y 27 para realizar pronosticos

alpha_c1 <- vector(’numeric’, 6)

theta_c1 <- matrix(data = NA, nrow = 40, ncol = 6)

for(i in 0:5){

if(i %% 6 != 5){

alpha_c1[i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/length(X_c1[(X_c1$V10 == i) & (X_c1$V11 == 10) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

for(j in 0:39){

theta_c1[j + 1, i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 == j + 2) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

}

}

if(i %% 6 == 5){

alpha_c1[i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 21) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/length(X_c1[(X_c1$V10 == i) & (X_c1$V11 == 10) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

for(j in 0:19){

theta_c1[j + 1, i + 1] <- sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 == j + 2) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])/sum(X_c1[(X_c1$V10 == i) & (X_c1$V11 >= 2) & (X_c1$V11 <= 41) & (X_c1$V1 != ’26’) & (X_c1$V1 != ’27’), 13])

}

}

}

# Crear matriz para almacenar datos de sumas de sqrt(X + 1/4)

d <- length(X_c1[X_c1$V11 == 10, 2])

W_c1 <- matrix(data = NA, nrow = d, ncol = 5)

# Pasarle los datos

# El primer dia de datos con semanas completas es 12

for(j in 12 : (d + 11)){

if(j %% 6 != 5){

W_c1[(j - 11), 2] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 41, 13])
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W_c1[(j - 11), 3] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 41, 12])

}

if(j %% 6 == 5){

W_c1[(j - 11), 2] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 21, 13])

W_c1[(j - 11), 3] <- sum(X_c1[X_c1$V9 == j & X_c1$V11 >= 2 & X_c1$V11 <= 21, 12])

}

W_c1[(j - 11), 1] <- W_c1[(j - 11), 2] - alpha_c1[j %% 6 + 1]

W_c1[(j - 11), 4] <- j

W_c1[(j - 11), 5] <- j %% 6

}

# Tres series juntas

x11()

#postscript(’time_series_IM.eps’)

par(mfrow = c(3, 1))

tam <-length(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3])/10

# Sumas en escala original

plot(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3], type = ’l’, col = ’blue’, xlab = ’d’, ylab = expression(S[T]^(d)), main = ’Conteos totales’)

points(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3], col = ’red’)

axis(side = 1, at = 10*c(1:tam))

# Sumas en escala de la raiz

plot(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2], type = ’l’, col = ’blue’, xlab = ’d’, ylab = expression(hat(omega)[d]), main = ’Conteos en escala de la raiz totales’)

points(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2], col = ’red’)

axis(side = 1, at = 10*c(1:tam))

# Sumas en escala de raiz centradas

plot(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1], type = ’l’, col = ’blue’, xlab = ’d’, ylab = expression(hat(omega)[d] - alpha[l[d]]) , main = ’Conteos en escala de la raiz totales centrados’)

points(W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1], col = ’red’)

axis(side = 1, at = 10*c(1:tam))

#dev.off()

##########################################################

# Funciones de Autocorrelacion y Autocorrelacion Parcial #

##########################################################

# Funcion de autocorrelacion y autocorrelacion parcial para datos originales

X_o_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 3]

x11()

#postscript(’pacf_datos_originales_IM.eps’)

acf2(X_o_t, 80)

#dev.off()

# Funcion de autocorrelacion y autocorrelacion parcial para datos en escala de la raiz

X_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2]

x11()

#postscript(’pacf_datos_en_escala_raiz_IM.eps’)

acf2(X_t, 80)

#dev.off()
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# Funcion de autocorrelacion y autocorrelacion parcial para datos en escala de la raiz centrados

cX_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1]

x11()

#postscript(’pacf_datos_en_escala_raiz_centrados_IM.eps’)

acf2(cX_t, 80)

#dev.off()

#######################

# Explorar diferencia #

#######################

# Sumas en escala de la raiz

X_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2]

dX_t <- diff(X_t, 5)

# Grafica de diferencia de primer orden con lag 5

x11()

plot(dX_t, type = ’l’, col = ’blue’, xlab = ’Dia’)

points(dX_t, col = ’red’)

# Funcion de autocorrelacion y autocorrelacion parcial de diferencias de orden 5

x11()

#postscript(’diff_pacf_datos_en_escala_raiz_IM.eps’)

acf2(dX_t, 80)

#dev.off()

# Veamos por partes las funciones de autocorrelacion y autocorrelacion parcial solo de la parte estacional

x11()

y <- acf2(dX_t, 80)

ts <- 5*(1:16)

lim <- qnorm(c(0.025, 0.975), 0, 1/sqrt(length(X_t)))

#postscript(’s_diff_pacf_datos_en_escala_raiz_IM.eps’)

par(mfrow = c(2, 1))

plot(ts, y[ts, 1], ylim = c(-0.61, 0.41), type = ’h’, xlab = ’LAG’, ylab = ’ACF’)

abline(h = 0)

abline(h = lim, lty = 2, col = ’blue’)

plot(ts, y[ts, 2], ylim = c(-0.61, 0.41), type = ’h’, xlab = ’LAG’, ylab = ’PACF’)

abline(h = 0)

abline(h = lim, lty = 2, col = ’blue’)

#dev.off()

##################

# Modelos SARIMA #

##################

# Sumas en escala de raiz

X_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 2]

# El mejor

x11()

#pdf(’SARIMA_100_011_5_IM.pdf’)

sarima(X_t, 1, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

#dev.off()
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# Mejora ajuste, pero no tan buen AIC, AICc y BIC

x11()

sarima(X_t, 14, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

# Sumas en escala de raiz centradas

cX_t <- W_c1[W_c1[, 5] != 5 & W_c1[, 4] < 150, 1]

# El mejor

x11()

#pdf(’AR_1_IM.pdf’)

sarima(cX_t, 1, 0, 0, no.constant = TRUE)

#dev.off()

# Mejora ajuste, pero no tan buen AIC, AICc y BIC# Mejora

x11()

sarima(cX_t, 14, 0, 0, no.constant = TRUE)

###############

# Pronosticos #

###############

# Sumas en escala de la raiz

tX_t <- W_c1[139:143, 2]

# El mejor

x11()

#pdf(’F_SARIMA_100_011_5_IM.pdf’)

sarima.for(X_t, 5, 1, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

points((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

#dev.off()

# Mejora ajuste, pero no tan buen AIC, AICc y BIC

x11()

sarima.for(X_t, 5, 14, 0, 0, 0, 1, 1, 5, no.constant = TRUE)

lines((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

points((length(X_t) + 1): (length(X_t) + 5), tX_t, col = ’blue’)

# Sumas en escala de raiz centradas

tcX_t <- W_c1[139:143, 1]

# El mejor

x11()

#pdf(’F_AR_1_IM.pdf’)

# sarima.for(cX_t, 5, 1, d = 0, q = 0, no.constant = TRUE) Por alguna razon no funciona sin la constante

sarima.for(cX_t, 5, 1, 0, 0)

lines((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

#dev.off()

# Mejora ajuste, pero no tan buen AIC, AICc y BIC

x11()

# sarima.for(cX_t, 5, 14, 0, 0, no.constant = TRUE) Por alguna razon no funciona sin la constante

sarima.for(cX_t, 5, 14, 0, 0)
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lines((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

points((length(cX_t) + 1): (length(cX_t) + 5), tcX_t, col = ’blue’)

######################

# Efecto quicenal #

######################

W_c1_e <- W_c1

# Escalar informacion

W_c1_e[W_c1_e[, 5] != 5, 1:3] <- W_c1[W_c1[, 5] != 5, 1:3]/10

W_c1_e[W_c1_e[, 5] == 5, 1:3] <- W_c1[W_c1[, 5] == 5, 1:3]/5

# Funcion de autocorrelacion parcial escala de raiz con efecto estacional quincenal

rm(w)

w <- W_c1_e[ , 2]

x11()

#postscript(’pacf_quincena_IM.eps’)

acf2(w, 80)

#dev.off()
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