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Abstract

Face recognition is an interesting problem to Computer vision and pattern recognition researchers,
due to its inherent difficulties dealing with pose and lighting variation and face expressions it keeps
attracting the eye of those enthusiasts. In this work a new face recognition methodology is proposed
using 3D data from the Texas 3DFRDatabase and combining local descriptors like Local Derivative
Patterns and Angular Radial Signature to extract feature vectors-from each face in the database and
feeding those vectors to a Support Vector Machines to perform the feature matching, the results
over 95 % in verification and recognition task are comparable with stat- of-the-art methods. This
work is organized as follows, in Chapter 1 you will find an introduction to face recognition and
a summary of the state-of-the-art methods, in Chapter 2 some concepts to understand SVM’s and
LDP and ARS algorithms are review, the description of the proposed methodology is in Chapter
3, in Chapter 4 are the results from the experiments using multiple parameters, finally, conclusions
and future work are in Chapter 5.






Resumen

El reconocimiento facial es un problema interesante para la comunidad de vision computacional y
reconocimiento de patrones debido a las problematicas inherentes a este, las variaciones de ilumi-
nacion, pose y expresiones facial siguen motivando la investigacion en este campo. En este trabajo
se propone una metodologia para un sistema de reconocimiento facial que utiliza informacion tri-
dimensional del rostro humano de una base de datos de la universidad de Texas y combina los
descriptores Local Derivative Patterns con Angular Radial Signature para obtener los vectores re-
presentativos de cada rosto, cada uno de estos vectores se alimenté a una Support Vector Machine
para realizar la clasificacion, los resultados obtenidos son comparables a métodos del estado del
arte con Recognition rate y Verification rate superiores al 95 %.

Este trabajo se divide como sigue, el Capitulo 1 contiene una introduccion al reconocimiento
facial y una breve revision al estado del arte, en el Capitulo 2 se revisan los conceptos para el
entendimiento de las SVMS y los descriptores LDP y ARS y continda con la descripcion de la
metodologia propuesta y los datos utilizados en el Capitulo 3, los resultados obtenidos en los
experimentos realizados con multiples parametros se encuentran en el Capitulo 4 y finalmente las
conclusiones y trabajo futuro en.el Capitulo 5
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CAPITULO 1

Introduccion

1.1. Reconocimiento de patrones

El reconocimiento de patrones o Pattern Recognition es una disciplina de las ciencias de la
computacion, cuyo objetivo es la clasificacion de objetos en un niimero de categorias o clases
distintas [3], los objetos a clasificar se denotan como patrones. La historia del reconocimiento de
patrones antes de la década de los 60s se basa mayormente en el producto de pura investigacion
tedrica en el campo de la estadistica, fue con el desarrollo de las computadoras que la demanda
de aplicaciones précticas de reconocimiento de patrones aumentd. Un campo en el que el recono-
cimiento de patrones es de gran importancia es el campo de la visién por computadora, donde el
sistema captura imagenes a través de una camara y después de analizarlas, debe determinar qué
hay en las imdgenes, algunos ejemplos de esto son identificacion de huellas dactilares, sistemas de
inspeccion a nivel industrial, autenticacion de firmas y reconocimiento facial.

1.2. Reconocimiento facial

El reconocimiento facial es un problema perteneciente al reconocimiento de patrones donde
el objeto tridimensional a identificar es el rostro humano, la investigacion en reconocimiento fa-
cial estd motivada por los retos inherentes al problema, asi como la gran cantidad de aplicaciones
précticas que tiene. Un sistema de reconocimiento facial debe ser capaz de identificar rostros en
imagenes y videos de manera automatica y puede operar en dos modos distintos: verificacion facial
(también conocido como autenticacion) e identificacion facial (también conocido como reconoci-
miento) [4]. La verificacién es una comparaciéon uno contra uno (1-1) entre una imagen nueva
(query) que clama cierta identidad y una conocida por el sistema (template o target) cuya iden-
tidad dice ser la imagen en query, la identificacién es una comparacién uno contra varios donde



—— SiesMark —— Mark Hamill

— No es Mark — Harrison Ford

(a) Sistema de reconocimiento facial que (b) Sistema de reconocimiento facial que

realiza la tarea de la verificacion. realiza la tarea de identificacion.

Figura 1.1: Modos de trabajo posibles para un sistema de reconocimiento facial.

se trata de determinar la identidad de la imagen en query a partir de las imdgenes en un conjunto
conocido, en otras palabras, la salida de un sistema de verificacion deber ser si la imagen en query
y la imagen en target pertenecen a la misma persona y en un sistema de identificacién la salida
debe ser la identidad de la persona en el guery, en la Figura 1.1a se ingresan dos imagenes distintas
que dicen ser Mark, la tarea del sistema es decidir si ambas imdgenes pertenecen a la identidad que
claman ser, por otra parte, el sistema en la Figura 1.1b recibe imdgenes como entrada y su tarea es
determinar la identidad de las personas en las capturas.

Un sistema de reconocimiento facial se compone de 4 médulos: deteccion del rostro, alinea-
miento facial, extraccién de caracteristicas y comparacion de caracteristicas, en la practica el flujo
de trabajo dentro de un sistema de reconocimiento facial se basa en recorrer de izquierda a dere-
cha los modulos como se muestran en la Figura 1.2, es decir, a una imagen de entrada primero se
le realiza la deteccion del rostro para segmentar elementos que no aportan informacién relevante
para la tarea de reconocimiento como lo son el fondo, el cabello, entre otros, el paso siguiente es
el alineamiento, aqui se busca normalizar los rostros, cominmente la normalizacién se realiza con
respecto a propiedades geométricas como la pose y el tamafio y propiedades fotométricas como
la iluminacién y escala de grises. Después se requiere la extraccion de las caracteristicas, en este
paso se obtiene la informacion de cada imagen que permitird distinguir entre rostros de diferentes
personas, finalmente en la comparacién los vectores de caracteristicas extraidos de una imagen de
entrada son comparados con los rostros de una base de datos para devolver la identidad del sujeto
en la imagen de entrada.



Reconocimiento facial

Deteccién de| JAlineacién de| [Extraccion de| [Matching de
rostro rostro Caracteristicas| |caracteristicas

Figura 1.2: Médulos de un sistema de reconocimiento facial

El primer sistema de reconocimiento facial automaético fue desarrollado por [5], desde entonces
los productos de investigacion en este campo han evolucionado al grado de ofrecer reconocimiento
en tiempo real y con altos grados de confiabilidad, los algoritmos de reconocimiento facial pueden
dividirse en 3 grandes categorias [6]:

1 Métodos holisticos: Estos métodos utilizan toda la region del rostro como entrada.

2 Basados en caracteristicas o métodos locales: En estos métodos se extraen caracteristicas de
regiones de rostro como los 0jos, nariz y. boca para obtener informacion y se alimenta al
clasificador.

3 Meétodos hibridos: Combina la informacion de todo el rostro junto con caracteristicas locales
para realizar la clasificacion.

Los métodos holisticos debido a que se requiere la informacion del rosto completo, suelen
presentar dificultades cuando se presentan oclusiones o variaciones en la iluminacién. El reconoci-
miento facial en 3D utiliza la informacién de profundidad del rostro que en los métodos tradiciona-
les 2D no es considerada, algunos métodos holisticos en 3D han demostrado ser funcionales [7-9].
Los métodos basados en caracteristicas locales tienen ventaja sobre los métodos holisticos debido
a que son mas robustos a variaciones de pose, iluminacion o bajo oclusion [10], los principales
descriptores locales en la literatura pueden agruparse en tres categorias: basados en puntos claves,
basados en curvas y basados en superficies [11], la Tabla 1.1 muestra los principales descriptores
en estas categorias. Los métodos basados en puntos clave obtienen puntos de interés basados en la
superficie, el costo computacional de estos descriptores aumenta conforma se aumenta la cantidad
de puntos de interés por lo que una parte importante en el desarrollo del descriptor es seleccionar
los puntos mas efectivos para la tarea de reconocimiento. Los métodos basados en curvas son mas
robustos respecto a los basados en puntos debido que aprovechan la informacién geométrica de la
forma del rostro, por dltimo, los descriptores basados en superficie obtienen informacién local de
determinadas regiones del rostro que no se deforman durante una expresion facial.



Tabla 1.1: Principales categorias de descriptores locales.

Categoria Tipo de descriptor

SIFT-like [12]
Keypoint-based Mesh-based [13]
Landmark-based [14]

Countour-based [15]
Profile-based [2]

Curve-based

LBP-based [16]
Surface-based

Geometric feature-based [17]

1.3. Antecedentes

En sus comienzos, el RF fue tratado como un problema de reconocimiento de patrones en 2D,
los primeros trabajos en los afios 70s utilizaban atributos medibles del rostro como caracteristicas
y asi se mantuvo mayormente durante los afios 80s, fue hasta la década de 1990 que el interés en
la investigacion en RF aument6 considerablemente gracias a los avances en hardware més capaz
de realizar procesamiento de manera mds rapida y el creciente interés en las aplicaciones del RF.
Los primeros 15 afios de estudio del RF se enfocaron en realizar la tarea atacando problemas como
la localizacion de un rostro dentro de una imagen o un video y extrayendo las caracteristicas de
zonas como la nariz, los ojos y la boca mientras que a la par se realizaron avances significativos en
el desarrollo de clasificadores que pudieran realizar el reconocimiento de manera satisfactoria.
Actualmente los avances en hardware y algoritmos de extraccion y clasificacion, permiten realizar
tareas de verificacion e identificacion con resultados superiores al 90 % de exactitud en tiempos de
ejecucion tan reducidos que se considera en tiempo real. En los principios de los 90s, [18] presentd
un sistema que realizaba reconocimiento en un tiempo casi instantdaneo, en este trabajo se trata el
problema como reconocimiento en 2 dimensiones, el sistema proyecta los rostros en las imdgenes
de entrada a un espacio de caracteristicas de los rostros de las personas conocidas por el sistema,
posteriormente en [19] se propuso utilizar plantillas estandar para determinados elementos del
rostro como la boca, los ojos y la nariz, las plantillas se deforman hasta ajustarse de mejor manera a
los elementos del rostro, el pardmetro resultante se utiliza como descriptor para el reconocimiento,
en ambos casos las imagenes utilizadas consistieron en capturas en condiciones controladas. A
principios del siglo XX la evolucidn en la investigacion en RF continuo su paso, se comenzaron a
ver mads trabajos utilizando herramientas de aprendizaje como las Support Vector Machines (SVM)
como en [20], también se desarrollaron descriptores utilizando patrones binarios [21,22] asi como
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bases de datos y protocolos de evaluacion para los sistemas de RF [23,24].

La década siguiente aumentaron los trabajos basados en redes neuronales profundas [25-27] y
muchos otros trabajos enfocados en desarrollar sistemas robustos a problemas inherentes al RF
como las variaciones de pose e iluminacién y oclusiones [28—30], en siguiente seccion se discutirdn
algunos trabajos relevantes de la ultima década, haciendo enfoque especialmente en aquellos que
se basan en el uso de caracteristicas de tipo local.

1.4. Estado del arte

En esta seccion se presentan algunos de los trabajos mds relevantes en el campo del recono-
cimiento facial utilizando descriptores de caracteristicas de tipo local ya que estos son los que
presentan mayor robustez frente a variaciones de pose, expresiones faciales y oclusiones por lo
que son mads aptos para realizar las tareas de reconocimiento y verificacién, los trabajos que se dis-
cutirdn a continuacion son del tipo que tratan el problema como un problema de reconocimiento
de patrones en 3D. Los trabajos serdn brevemente descritos y se hard mencién de las ventajas y/o
desventajas que puedan poseer, para mayor detalle en las metodologias se puede referir a la publi-
cacion correspondiente a cada trabajo. Para simplificarla descripcion se hard uso de las categorias
presentadas en la Tabla 1.1.

1.4.1. Basados en puntos clave

Estos sistemas detectan puntos de interés en el rostro, debido a que el costo computacional
en estos métodos puede aumentar considerablemente conforme aumenta la cantidad de puntos,
es importante escoger lo puntos que mejor describan a un individuo para obtener un vector de
caracteristicas eficiente, hay dos pasos que son claves en este tipo de sistemas: 1) Deteccion de los
puntos clave y 2) Descripcion de las caracteristicas.

En [12] los puntos SIFT se extrajeron de los mapas de forma, curvatura, curvatura media y
curvatura Gaussiana. En 2016 se presenté un método basado en puntos clave para superficies tridi-
mensionales [31] denominado Keypoint-based Multiple Triangle Statistics (KMTS) para realizar la
representacion de un rostro, de tal manera que sea robusto a expresiones faciales y variaciones de
pose y se propone también realizar la clasificacion basado en un Two-Phased Weighted Collabora-
tive Representation Classification (TPWCRC), los experimentos para el método KMTS-TPWCRC
se realizaron con 6 bases de datos distintas. En ese mismo afio se propuso aplicar la deteccién de
puntos Scale-Invariant Feature Transform (SIFT) en un mapa de forma piramidal [32], calcular
los puntos SIFT en mapas piramidales aumenta la confiabilidad respecto al extraerlos de texturas
del rostro o mapas de formas. Una manera de detectar puntos clave sin utilizar SIFT se desarrollo
por [13] combinando elementos de la transformada Curvelet en diferentes direcciones, el resultado
fue una extraccién de puntos en un menor tiempo que utilizando SIFT y con buena confiabilidad
para la tarea de reconocimiento.



1.4.2. Basados en curvas

Utilizan conjuntos de curvas en el rostro como caracteristicas, las curvas pueden ser de con-
tornos o de perfiles, el trabajo de Lei et al [2] presenta un descriptor Angular Radial Signature
con consiste en la obtencion de curvas que salen de la punta de la nariz en diferentes direcciones
hasta una distancia determinada, un Kernel Principal Component Analysis (KPCA) es entrenado
para cada curva en determinada direccion y el matching se realiza por medio de una SVM, en
el trabajo se estudia también la influencia de la cantidad de puntos y direcciones utilizadas. Otro
método similar se obtuvo intersectando esferas concéntricas en un punto determinado dentro de un
area local, la interseccion de distintas esferas resulta en un perfil, esta representacion se denomina
Rotation-invariant and Adjustable Integral Kernels (RAIKs) [33]. Existen también trabajos que
utilizan regiones especificas del rostro, como en [34], la regién de la nariz se utiliza como objeto
para el reconocimiento, la descripcion se divide en 5 pasos y se obtienen los parches y curvas mas
adecuados para enfrentar expresiones faciales.

1.4.3. Basados en superficies

Utilizan caracteristicas geométricas del rostro en zonas del rostro donde existe poca variacion,
un ejemplo que estd basado en las caracteristicas tipo Local Binary Patterns (LBP) se presenta
en [16], donde se propone un método que es capaz de realizar el reconocimiento con partes faltan-
tes de la imagen y expresiones, el descriptor LBP se utiliza en la malla triangular de la imagen. Una
extension del uso de descriptores de covarianza al reconocimiento facial se expone en [35], donde
una representacion del rostro contiene una cantidad m de puntos de referencia en la superficie,
cada punto tiene una region de influencia que se caracteriza por la covarianza de las caracteristicas
geométricas. En [17] se utiliza un nuevo descriptor llamado regional bounding spherical descrip-
tor (RBSR) con el que se segmenta una imagen en regiones y cada una de esas dreas es proyectada
a una esfera para obtener el descriptor de cada region, los experimentos se realizaron en 3 bases de
datos populares.

En la Tabla 1.2 se muestran los sistemas basados en métodos locales revisados previamente,
cada uno de ellos posee ciertas ventajas y desventajas sobre otros. A continuacion, también se
revisaran brevemente los métodos que utilizan SVMs como herramienta para la clasificaciéon de
informacion facial en 3D.

1.4.4. Matching basado en SVM

El RF en 3D no aparece muy frecuentemente en este campo de estudio, sin embargo, hay
trabajos importantes de los cuales se hard mencién en esta seccion. Hayat et al [36] utilizaron in-
formacion de baja calidad capturada con un Kinect para proponer un método eficiente, los modelos
del rostro se representan en un Riemannian manifold, como elemento para el matching se utilizoé
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Tabla 1.2: Métodos locales para el reconocimiento facial en 3D

Autor Ano | Descriptor | Categoria Matching Ventajas
Lei et al [2] 2014 | ARS Curve- SVM Eficiente,expresion
based
Al-Osaimi [33] 2015 | RAIKs Curve- Euclidean dist | Expresion
based
Ming [17] 2015 | RBSR Surface- Regresion Eficiente, pose
based
Lei et al [31] 2016 | KMTS Keypoint- TPWCRC Eficiente, infor-
based macion parcial
Elaiwat et al [13] | 2015 | Curvelet Keypoint Cosine dist [luminacién, ex-
transform presion
Soltanpour and | 2016 | SIFT Keypoint- Histogram Expresion
Wu [32] based matching
Emambakhsh and | 2016 | Gabor- Curve- Mahalanobis | Expresion
Evans [34] wavelet based dist
Werghi et al [16] | 2016 | LBP Surface- Cosine dist Expresion, infor-
based macion faltante.
Hariri ef al [35] 2016 | Covariance | Surface- Geodesic dist | Pose, expresion
descriptor | based




Tabla 1.3: Sistemas de reconocimeinto facial con matching basado en SVM con la RR reportada

Autor Afno | Descriptor | Kernel Ventajas RR( %)

Lei et al 2014 | ARS KPCA Eficiente,expresion| 96.7

Hiremath 2014 | RT+PCA+ | - Eficiente, ilumi- | 99.2

and Hire- LDA nacio, pose

math

Hayat et al | 2016 | Riemannian | Kernel Eficiente 97.44
manifold Stein

Shi et al 2020 | LBP Lineal Eficiente 96.83

una SVM en cada subgrupo utilizando un kernel Stein.-Mas trabajo con SVMs para el recono-
cimiento facial se muestra en [37] donde se combinan el uso de la transformada Radon, PCA y
Linear Discriminant Analysis (LDA) para representar las imédgenes faciales y se toman las deci-
siones con un clasificador SVM. Shi er al [38] hacen uso de caracteristicas LBP para extraccion
de caracteristicas en imagenes de rango, mismas que posteriormente son utilizadas por una SVM
para tomar las decisiones de verificacion e identificacion. La Tabla 1.3 muestra los métodos ba-
sados en SVM para clasificacion con las ventajas que presentan asi como la RR reportada en las
publicaciones, mismas que servirdn como referencia mas adelante.

1.5. Descripcion del problema

El rostro humano es un objeto que contiene una gran cantidad de informacién acerca de la
identidad de la persona propietaria del rostro y la tarea del reconocimiento es algo que los humanos
hacemos con naturalidad, sin embargo, realizar el reconocimiento a través de una computadora
es una tarea que aun presenta dificultades debido a que se trata de distinguir entre objetos que
pertenecen a una misma clase pero que son muy distintos entre ellos, eso ademds de los retos que
se presentan respecto a las condiciones de captura de las imdgenes que seran utilizadas por un
sistema, todo el proceso debe realizarse en un tiempo corto de tal manera que el sistema pueda
ser util en la practica. Los sistemas de reconocimiento facial que parten de imagenes faciales
en 2D son vulnerables cuando hay una iluminacion poco favorable, ademas la extraccion de las
caracteristicas faciales no es del todo certera debido a la poca informacién biométrica que ofrecen,
la informacion desaprovechada en el reconocimiento facial en 2D es la que hace vulnerables a
estos sistemas también a reconocer incluso una fotografia como el sujeto auténtico. Aunque la
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investigacion en el reconocimiento facial ha tenido buenos resultados, sigue siendo débil contra
expresiones y variaciones de iluminacién. El desarrollo de sensores para la captura de imagenes
en 3D abrid las puertas a la investigacion en sistemas de reconocimiento facial en 3D y ha atraido
la atencidon de los entusiastas en el campo de la visién por computadora. Las imdgenes de rostros
en 3D son maés ricas en informacion biométrica que las convencionales imdgenes en 2D, aportan
informacion caracteristica de cada rostro, que ha permitido a los investigadores desarrollar sistemas
de reconocimiento facial mds robustos a las expresiones y variaciones de iluminacion y precision
mayores al 90 %, aumentando el factor de confiabilidad.

1.6. Justificacion

La autenticacion biométrica ha ganado importancia a lo largo de los afios debido a la necesidad
de identificar personas a partir alguna caracteristica biofisica o de comportamiento, las aplicaciones
en los campos de seguridad, psicologia e incluso medicina plantean una gran oportunidad en el
estudio de la identificacion biométrica. El reconocimiento facial utiliza las caracteristicas faciales
sin necesidad de tener contacto directo con el sujeto de estudio por lo que ofrece un util para
identificar sujetos a distancia, el uso de informacion tridimensional del rostro hace que el sistema
sea mds robusto frente a situaciones con variaciones de iluminacidn, pose y expresiones faciales.

1.7. Hipétesis

La combinacidn de caracteristicas locales y herramientas de aprendizaje SVM, es posible de-
sarrollar un sistema de reconocimiento facial en 3D que sea capaz de discriminar entre rostros con
expresiones faciales y variaciones de iluminacion obteniendo resultados comparables con métodos
del estado del arte en las tareas de verificacion e identificacion.

1.8. Objetivos

1.8.1. Objetivo general

Implementar un sistema de reconocimiento facial en 3D que utilice descriptores locales tipo
LBPy SVM para compararlo con métodos del estado del arte.

1.8.2. Objetivos especificos

= Implementar el sistema utilizando tecnologias y lenguajes de programacion.
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Extraer caracteristicas de una base de datos publica y verificar su costo computacional.
Utilizar caracteristicas locales para entrenar un clasificador.
Probar con imadgenes nuevas el desempefio del sistema para obtener las métricas finales.

Comparar los resultados con métodos del estado del arte para entender la efectividad de los
algoritmos.
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CAPITULO 2

Marco teorico

2.1. Datos linealmente separables

En un plano bidimensional, un conjunto de datos es linealmente separable si existe una linea
recta que pueda dividir la informacién en dos conjuntos o clases distintas, para entenderlo de otra
manera se puede tomar una compuerta légica OR cuya tabla de verdad se muestra en la Tabla 2.1,
los valores en A y B corresponden a las posibles entradas y O la salida para una determinada com-
binacion en las entradas. Si estos valores se pasan a un plano bidimensional, se observa claramente
que es posible trazar una linea recta que separe los valores de O y 1 en la salida, en la Figura 2.1 se
muestra la separacion.

De igual forma es posible visualizar la separabilidad lineal de un conjunto de datos en un
espacio tridimensional, en-este caso la separacion se realiza con un plano de dos dimensiones

Tabla 2.1: Tabla de verdad de una compuerta I6gica OR

A B 0]
0 0 0
0 1 1
1 1 1
1 0 1
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0.6
0.4
0.2

0.0 A A

-0.2

0.0 0.2 0.4 0.6 0.8 1.0

Figura 2.1: Representacion en el plano de la tabla de verdad de una compuerta OR, la linea separa

las salidas O y 1.

como se observa en la Figura 2.2.De manera general se dice que un conjunto de datos etiquetados

(y1,x1), -, (Y1, %1), vy € {-1,1} 2.1

son linealmente separables si existe un vector w y un escalar b de tal forma que se cumplan las
desigualdades [39]

w-x;+b>1 st y=1

4 (2.2)
w-x;+b < -1 si y,=-1

2.2. Hiperplanos

2.2.1. ;Qué es un hiperplano?

En geometria, un hiperplano es un subespacio con de una dimensién menor que el espacio en
el que se encuentra y lo divide en dos secciones [40,41]. Para definir la ecuacién del hiperplano se
hara referencia a la ecuacion de la linea recta

Ty =axy+b (2.3)

donde a es la pendiente de la recta y b es el punto donde la recta corta el eje de las ordenadas,
pasando todos los elementos en 2.3 al lado izquierdo de la ecuacion se obtiene

ary —xo+b=0 2.4)
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Figura 2.2: Datos linealmente separables en un espacio tridimensional, un plano de dos dimensio-

nes separa los datos de dos clases diferentes

si se definen 2 vectores w = (21, x2) y X = (a, —1), la ecuacién del hiperplano se define como
w-x+b=0 (2.5)

misma que puede extenderse a vectores (w,X) de cualquier dimension [40]

NOTA: Si se realiza el andlisis inverso, es decir, a partir de 2.5 llegar a la ecuacién de la recta
2.3, se observa que, en la ecuacion del hiperplano, b no siempre se refiere a la interseccion con el
eje vertical.

2.2.2. Clasificacion de datos a partir de un hiperplano

Un conjunto de datos linealmente separables puede ser dividido en dos clases por medio de un
hiperplano, en la Figura 2.3a se encuentra un hiperplano con w = (0,75,1) y b = —9, que separa
los dos tipos de datos en el espacio. Para clasificar un punto nuevo x; con el hiperplano dado, los
valores de w y x; se evaldan en la Ecuacion 2.5. Si se ingresa un punto x; = (3, 1), tras realizar la
evaluacion (0,75,1) - (3,1) — 9 = —5,75, por lo que de acuerdo a las condiciones 2.2 y; = —1. Si
de la misma manera se considera un punto x, = (10, 3), el resultado de la evaluacion es un valor
mayor a 1, por lo que la etiqueta y» = 1. En la figura 2.3b se observa que un conjunto de puntos
linealmente separable puede ser dividido en dos por una cantidad infinita de posibles hiperplanos,
entonces ;cudl es el mejor hiperplano para realizar la separacion?.
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Figura 2.3: Un conjunto de datos linealmente separable puede ser dividido poruna cantidad infinita

de hiperplanos distintos

2.3. Support Vector Machines

Las SVMs son sistemas de aprendizaje propuestos por Vladimir Vapnik cuyo desarrollo tomé
mas de 30 afios [42], fue completado en tres etapas y “son herramientas poderosas para clasifica-
cion” [43] ya que poseen una gran capacidad de generalizacién. Las SVMs, atacan el problema
de la clasificacion de datos a partir de un hiperplano por medio de la estimacion de un hiperplano
optimo, mismo que separa los datos con una distancia o margen maximo entre los datos mas cer-
canos al hiperplano y este mismo. En la Figura 2.4 se observa un ejemplo del objetivo de la SVM,
el hiperplano separa ambas clases con una distancia maxima, los vectores que se encuentran sobre
el margen se denominan vectores de soporte, las SVMs son sistemas con una fuerte capacidad de
aprendizaje ain con poca informacion de entrada. En esta seccidn se revisara la teoria de las SVMs
desde el caso mas sencillo.

2.3.1. Hiperplano del margen maximo

El concepto del hiperplano 6ptimo fue introducido por [39] para separar datos sin errores, es
el caso de la SVM mas simple y también es el menos usado debido a las caracteristicas que deben
poseer los datos. El hiperplano 6ptimo se definié como una modificacién del propuesto en 2.5

Wo-X+by=0 (2.6)

y es el Unico que separa los datos con un margen maximo, el margen maximo determina la
distancia mixima entre las proyecciones de dos vectores del conjunto de entrenamiento pertene-
cientes a diferentes clases. En 2.6, wy es un vector perpendicular al margen sobre el que se proyecta
el vector x para determinar si se encuentra del lado derecho o izquierdo del margen para asignar la
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Vectores de soporte

Hiperplano

YA <«— Optimo

Figura 2.4: En una SVM, se separan los datos con un hiperplano 6ptimo, el cual maximiza el

margen con los datos.

etiqueta, el vector wy puede ser de cualquier longitud, por lo que es necesario establecer condicio-
nes, por lo que las condiciones 2.2 se reescriben de la siguiente manera

yi(Wo -X4+0) > 1 (2.7)

donde y; € {—1, 1}. Los vectores que se encuentran sobre el margen son aquellos para los que se

cumple.
o - x+) = 1 @8

El ancho del margen se puede entonces calcular con la diferencia entre un vector en el margen
positivo y otro en el margen negativo, como se muestra en la Figura 2.5, el vector (x; — X2) se
proyecta sobre el vector unitario de wy, el vector proyectado serd el ancho del margen.

Wo

margen = (X; — Xa) - |—

(2.9)
[woll

Si x; es una muestra positiva y X, es una muestra negativa, la ecuacion 2.8 se puede reescribir
para muestras positivas y negativas como

1(wo-x3+b)=1
(Wo - X1 + D) (2.10)
—1<W0 * X9 =+ b) =1
despejando los vectores x
1-0b
X1 =
Wo
1+b (2.11)
_X2 —
Wo



XEx2 1

>

Figura 2.5: Diferencia entre vectores de soporte para calcular el margen

estos valores pueden sustituirse en la ecuacién del margen 2.9

margen = —+ . (2.12)
o e T
de esta manera el ancho del margen se queda de la siguiente manera
2
margen = —— (2.13)
[Iwoll

el objetivo es maximizar 2:13, lo que quiere decir que se debe minimizar ||wy||, esta minimizacién
se puede reescribir como

1
min §HW0H2 (2.14)

el hiperplano para el cual w, - Wy es minimo es el unico para el cual se cumplen las condiciones 2.7.
Para lograr la optimizacion sin tener que preocuparse por las condiciones, se utiliza la optimizacion
por Lagrange.

l
1
L(wo, b, A) = S|wo| - > ailyi(wo - x; +b) — 1] (2.15)
=1

donde A es un vector de coeficientes no negativos de Lagrange y se calculan las derivadas parciales
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de L respecto de wy by se igualan a cero.

0L 1
R N 2.16
v =3 ;ayx (2.16)
l
Wy = Z QY X (217)
=1
oL l
I Ny =0 2.18
= ;ay (2.18)
l
> i =0 (2.19)
=1

haciendo uso de 2.17 y 2.19 se pueden reescribir 2.15 como

n n l ) . .
L= %(Z aixi) - (O ayxg) = O ) - O agyxi X)) = > b+ Y ar (2.20)
=1 J=1 i=1 j=1 i=1 =1

l l l l
L = Z (67 + %Z Z aiozjyiiji . XJ' — Z OéiOéjyl'iji y Xj (221)
i=1 j=1

i=1 j=1
!

l l

i=1 j=1

de 2.22 se observa el problema de optimizacién depende unicamente del producto interno entre
pares de muestras. De esta forma, el clasificador puede obtenerse maximizando 2.22 sujeto a 2.19.

l
y(x) = > aiyx; - x+b (2.23)
=1

la etiqueta de un nuevo punto x se obtiene tomando el signo resultante de 2.23.

2.3.2. Hiperplano de margen suave

En 1995, Vapnik introdujo una modificacién al problema, en el nuevo planteamiento no se
pretende separar los datos sin errores, sino que se tiene permitida una cantidad de errores de clasi-
ficacion que se considera aceptable, para esto se introdujo una nueva variable £, de manera que las
condiciones 2.7 se reescriben como

& >0, i=1,...,1 (2.25)
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Minimizando £ se pueden encontrar el conjunto de puntos en el entrenamiento que representan
errores de clasificacion, excluyendo estos puntos del conjunto de entrenamiento se puede construir
un hiperplano 6ptimo sin errores con los puntos restantes en el conjunto de entrenamiento. Bajo
las nuevas condiciones, la funcién objetivo 2.14 se convierte en

!
1
min §||w0||2—|—C’Z§Z~ (2.26)

=1

donde C' es una variable de penalizacién o regularizacién, para un valor de C' suficientemente
grande se determina el hiperplano que minimiza los errores de clasificacion en el entrenamiento y
separandolos del resto para separarlos con un hiperplano 6ptimo, la Figura 2.6 muestra el efecto
entre escoger valores pequefios o grandes como penalizacion, el valor adecuado de (' varia depen-
diendo del conjunto de datos con que se esté trabajando. De la misma forma que con el hiperplano
Optimo, se puede utilizar optimizacion de Lagrange para obtener el problema dual de 2.26

l l

l
max Z Q; — % Z Z OéiOéjyiiji . Xj
i=1

i=1 j=1

sa. 0<a; <C (2.27)

I
Z ay; =0
i=1

2.3.3. Caso no separable linealmente

Hasta ahora se han revisado la separacion de datos por medio de un hiperplano en su espacio
original. Sin embargo, en pocas ocasiones los datos son linealmente separables, por lo que no es
posible trazar una linea recta para separarlos y minimizar la cantidad de errores de clasificacion,
en estos casos es necesario transformar los datos de un espacio n-dimensional a un espacio N-
dimensional (n < N) donde si sea posible una separacion lineal

¢:R"— RY (2.28)
y ¢ es la transformacion que se mapea en todos los puntos del conjunto de entrenamiento

o(x;) = o(x1), d(Xa),...,0(x)), i=1,... L (2.29)

Como se vio anteriormente, el vector w, se puede escribir como la combinacién lineal de los
vectores de soporte, pero esta vez en el nuevo espacio

l
Wo = ) cutiop(x;) (2.30)
=1
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Figura 2.6: Efecto de diferentes valores para C', una C' pequeia resulta en un margen mas ancho,

por otro lado, utilizar una C' mas grande dard un margen mas pequeflo que acepta menos errores.
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asi, la hipotesis de la SVM se puede reescribir como

l
y(x) = Z iy p(xi) - p(x) + b (2.31)
i=1
l
y(x) = > K (%, X +b) (2.32)
i=1

donde K (u,v) = ¢(u) - ¢(v) es una funcién kernel.

!
1 5
min §HW0H —i—C;fi

= (2.33)
& > 0.
coni = 1,...,[.. Utilizando el mismo método que en el hiperplano de margen suave, el problema

de optimizacion dual se convierte en

l l

!
max Z o — % Z Z a0y K (X, X;)
i=1

i=1 j=1
saa. 0<o; <C (2.34)
!

Zaiyi =0

=1

2.3.4. Funciones Kernel

Las funciones kernel permite mapear implicitamente los datos de entrada a un espacio de ca-
racteristicas para entrenar una maquina lineal en dicho espacio [41].

Definicion 2.1 Unkernel es una funcion K, tal que para todo x, z € X
K(x,z) = (¢(x) - 6(2))
donde ¢ es-un mapeo de X a un espacio de caracteristicas F'. [41]

¢ x— px) €F

En el ejemplo 2.1 también del texto de Cristianini muestra como no es necesario conocer la trans-
formacion sin explicitamente evaluar las coordinadas de las proyecciones entre dos puntos

Ejemplo 2.1 Se considera un espacio de entrada bidimensional X C R? con un mapeo
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b x = (21, 29) — d(x) = (22, 23,V 2x125) € F =R

El mapeo pasa los datos de un espacio bidimensional a un espacio tridimensional, este mapeo

puede ser evaluado con el producto interno en el espacio F

(6(x), 6(2)) = ( (2}, 73, V2ria), (23, 5, V321 22) )
= x%zf + x%zg + 2x12120929

= (2121 + T222)? = (x,2)?

Por lo que la funcion
k(x,z) = (x,2)°

es una funcion kernel con F' como su espacio de caracteristicas.

Para que una funcion kernel sea vélida, esta debe cumplir con el teorema de Mercer. Algunas de
las funciones kernel mas comunes son:

» K(x;,x) = x!x (Lineal)
» K(x;,Xx) = (7 + xI'x)? (Polinomial de grado d)

n K(x;,X) = exp(—%) (Radial Basis Function)

» K(x;,X) = tanh(ki;x'x + ks) (Multi-Layer Perceptron)

En el caso del kernel MLP, el teorema de Mercer no aplica para todos los valores posibles de &,
y k. La eleccion de un determinado kernel dependerd del conjunto de datos con el que se desea
trabajar, debido a que no existe una forma de determinar analiticamente un kernel para utilizar con
un conjunto de datos dado, la experimentacion juega un papel importante. En la Figura 2.7a, se
observa un conjunto de datos que claramente no puede ser dividido en dos por medio de una linea
recta, o por lo.menos no en el espacio en el que se encuentra, aplicando funciones kernel, se puede
trazar una superficie de decisién en un espacio diferente, sin embargo, no cualquier transformacion
es apropiada para todo tipo de datos, como se observa en las Figuras 2.7b y 2.7c hay determinadas
funciones kernel que pueden ajustarse mejor a determinado conjunto de datos que otras. La Figura
2.7c muestra que un kernel RBF ofrece una buena frontera de decision con los datos originales, a
comparacion de la utilizacion del kernel polinomial que presenta una mayor cantidad de errores.
Los hiperparametros de las funciones kernel utilizadas en la Figura 2.7 asi como el pardmetro
de regularizacién C' no fueron ajustados por lo que no son los éptimos, pero son suficientemente
buenos para expresar la idea general, mas adelante se revisard como realizar el ajuste de estos
hiperparametros.
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Figura 2.7: El uso de un determinado kernel depende del conjunto de datos que se esté utilizando
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Figura 2.8: Ejemplo de validacién cruzada (muestra-tomada de la documentacion de [1]), el con-

junto de entrenamiento es dividido en 5-folds para la validacién

2.3.5. Validacion y ajuste de hiperparametros

Los hiperpardmetros son pardmetros que no son aprendidos por el sistema, por lo tanto, de-
ben definirse previamente ala fase de entrenamiento, los modelos de Machine Learning pasan por
una fase de validacidn, enla cual, e desarrollador puede hacer cambios a los hiperpardmetros del
modelo dependiendo del desempeiio obtenido, una manera muy popular de realizar la seleccién
del modelo es la validacién cruzada o cross-validation (CV), aqui, el conjunto de entrenamiento
es dividido en k-folds donde k — 1 k-folds son usados para el entrenamiento y el resto para la
validacion, misma que retorna una métrica de desempefio como puede ser el accuracy, este pro-
ceso se realiza k-veces de manera que en cada ocasion se utilice un conjunto diferente para el
entrenamiento y la prueba, esto puede ser mejor entendido observando la Figura 2.8, el desempefio
esperado se encuentra promediando el desemepeiio de todas las pruebas, para realizar la busqueda
de los parametros, un método comun es la Grid-search, en esta se define un espacio de biisqueda o
«malla» con los pardmetros a probar y cada permutacion de parametros en la malla se utiliza en una
CV para determinar el «mejor» conjunto de parametros a utilizar en el modelo y se escribe «mejor»
porque se trata de una biisqueda local, la desventaja de este método es que se trata de una biisqueda
exhaustiva y puede tomar tiempos considerables de procesamiento para espacios grandes.
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2.4. Local Normal Derivative Pattern

El descriptor LNDP [44] esta basado en los descriptores LBP [45] y LDP [46], este descriptor
de alto orden aprovecha la informacion direccional de cada una de las normales de una superficie,
ofreciendo caracteristicas de mejor calidad que los descriptores no direccionales.

2.4.1. Normales de superficie

El cdlculo de las normales de superficie es el primer paso para la implementacion del LNDP, la
estimacién de los vectores normales de la superficie busca recuperar la informacion que se pierde
en el proceso de muestreo de la superficie con los sensores de rango, los vectores estimados son
descriptores locales [47]. El enfoque mas comiin consiste en encontrar un vector normal para cada
punto en la superficie. Dado un conjunto de puntos P = {p;,p2,.%:,p,} en una nube p, €
R? donde p;, = [piz, Piy, Pi-]” representa las coordenadas 3D de cada punto y a cada punto le
corresponde un vector normal n; = [n;,, Ny, niz]T se define un conjunto de k puntos vecinos para
cada punto p;, de manera que el conjunto de puntos vecinos a'p; es Q; = {qi1, G2, - - -, Qi } Y S€
define una matriz aumentada de vecinos

Qj = [Pu qi1, 42, - - - >Qik:]T (2.35)

Para encontrar el vector normal n; al punto p, se ajusta un plano a la matriz 2.35 cuya distancia
a cada punto en la matriz aumentada sea minima, el vector normal al plano es también el vector
normal a p;. La Figura 2.9 muestra un conjunto de puntos Q;" a los que se ajusta un plano pa-
ra la estimacion de la normal. La combinacion de un grafo k-Nearest-Neighbors (KNN) para el

) n

Figura 2.9: Vector normal a p; con una vecindad de tamafio 8 estimado ajustando un plano al

conjunto de puntos.

célculo de los puntos vecinos y la técnica PlanePCA para el ajuste del plano tiene buenos resulta-
dos en términos de calidad y desempefio [47]. De esta manera la estimacién del plano se obtiene
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resolviendo
. -+
min |[Q;" — Q; | mi] (2.36)

donde Q:r =1 ’f+k_-1+1 (Pﬁ'Z?:l q;;), reolver 2.36 es equivalente a realizar el Principal Component
Analysis en la matriz aumentada Q; y tomar el componente con menor covarianza. En la figura
2.10 se muestra un ejemplo de las 3 componentes normales de la superficie, la imagen original
(extrema izquierda) es parte de la base de datos Texas 3DFRD [48-50], como se observa, es claro
que las imdgenes normales ofrecen mejor informacion respecto a la imagen de rango original.

Figura 2.10: De izquierda a derecha, imagen de rango original de la base de datos Texas 3DFRD,
imagen normal del componente x, imagen normal del componente y, imagen normal del compone-

ten z

24.2. LNDP

Cando se tienen las componentes de los vectores normales de la superficie, se procede a los
célculos que dardan forma alos vectores de caracteristicas que podran ser utilizados mds adelante.
El LNDP es un descriptor multidireccional de alto orden, que aprovecha la informacién de n pixeles
aledafos a un punto. Para un componente normal N (P), donde p; es un punto en la componente,
las derivadas de primer orden en las direcciones o = {0°,45°,90°,135°} son

Ngo(pi) = N(pi) — N(Qia) (2.37)
Nise(pi) = N(pi) — N(Qis) (2.38)
Ngge (pi) = N(pi) = N(Qi2) (2.39)

Nigse(pi) = N(pi) — N(Qin) (2.40)

El direccional de segundo orden para una direccion o en un punto de la normal es

LNDP(p;) = {f(NL(p:), Ni(ain)), S(NL(D:), Naldia))s -, F(NL(pi), Ni(gis))} (241)
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Donde f(x, *) es una funcién binaria que determina el tipo de transicién en el patrdn, estd definida
como

n—1/,\ am-1/. v _ J O st N2 Hqiy). N Hps) > 0
LIRS SN P o
i=1,....8 (2.42)

El LNDP de segundo orden, se obtiene concatenando los vectores de 8-bits de cada direccion «
LNDP2(pi) = {LNDP§|alpha = 0°,45°,90°,135°} (2.43)

De esta manera el vector resultante es una representacion de 32-bits. Para extender el descriptor a
un orden mayor de grado n, la forma general es la siguiente

LNDE}(pi) = L (N2 (), N2~ (i), SN2 (0i)s N2 () POV K000 N2 (ai0))}

(2.44)
Para que las caracteristicas LNDP representen caracteristicas locales en el rostro, se utiliza un
histograma espacial, la imagen original se divide en parches, en cada parche se calculan las carac-
teristicas LNDP y se calcula el histograma para cada parche, el descriptor final se obtiene conca-
tentando los histogramas de todos los parches de la imagen. En la figura 2.11 se muestran las 3
imagenes normales dividas en parches, para cada parche se forma un histograma. La concatenaciéon
de los histogramas de las imagenes normales forma el vector LNDP final.

PEENFN REEEEN
[AENEY HENEEE
CAPNE REEREN
\ I5EN 1 HNEE=EN
ACIEZLA AORREE
HIREEEE HEiegil

Figura 2.11: Imdgenes normales en z,y y 2z divididas en parches, los histogramas de cada parche
para cada imagen normal se concatenan, la concatenacion de los histogramas de cada imagen

normal forman el descriptor final.
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El algoritmo 1 muestra el proceso para la obtencion de las caracteristicas LNDP para una
imagen de rango.

Algorithm 1: Descriptor LNDP de grado n
Entrada: Imagen de rango 3D P, tamaiio de parche (k x [),n.

Salida : Vector de caracteristicas LNDP.
1 para puntos en P hacer
2 Calcular las componentes normales N, IV, V..

3 fin

=

para cada N hacer

5 Dividir en k x [ parches. para o = 0,45, 90, 135 hacer
6 para cada parche hacer
7 para cada pixel en el parche de N hacer
8 Aplicar ecuacion 2.44
9 fin
10 Construccion de histograma.
1 fin
12 Concatenar histogramas de diferentes parches.
13 fin
14 Concatenar histogramas de diferentes .

15 fin
16 Concatenar histogramas de cada V.

17 return nHLNDP

2.4.3. Angular Radial Signature

El descriptor ARS fue propuesto por [2] que utiliza informacion geométrica del rostro de una
manera eficiente, consiste en un conjunto de puntos que emanan de la nariz en diferentes direccio-
nes, para esto Lel et al utilizaron una mdscara binaria, el nimero de N de ARS es calculado en
base al dngulo deseado entre cada franja de puntos 6 (en radianes) con la siguiente ecuacién

N=r/0+1 (2.45)
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Figura 2.12: Mascara binaria utilizada para 8 ARS, (basada en la presentada por [2])

Cada conjunto de puntos en una 6 direccion es una ARS, la Figura 2.12 muestra una mdscara
para 8 ARS, la mascara se coloca centrada en la punta de la nariz de la imagen facial y se realiza
una interpolacion bilineal para obtener los valores en cada punto de las ARS, en la misma figura
también se observa que los puntos son extraidos inicamente de la parte superior del rostro, esto
debido a que es la region semirrigida del rostro, lo que quiere decir que es la zona que sufre poca
deformacion en presencia de expresiones faciales, las Figuras 2.13a, 2.13b, 2.13c, 2.13d muestran
la colocacion de la mascaras con 8, 10,12 y 17 ARS respectivamente sobre una imagen de rango,
las ARS tienen su centro en la punta de la nariz del individuo,la ubicacién de la nariz ha sido
etiquetada manualmente por los desarrolladores de la base de datos. Para visualizar mejor esto

se puede referir a la Figura 2.14 donde aparecen vistas en tres dimensiones de 17 ARS sobre la
superficie del rostro de la Figura 2.13, aqui ya se puede apreciar que las curvas son significativas

cuando se trata de obtener informacidn caracteristica de un individuo, cada uno de los puntos en
estas curvas seran utilizados mas adelante para la descripcion del rostro.
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(a) 8 ARS (b) 10 ARS

(c) 12 ARS (d) 17 ARS

Figura 2.13: Mascara binaria con distintas cantidades de ARS sobre una imagen de rango de la

base de datos
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Figura 2.14: 17 ARS calculadas sobre una superficie tridimensional del rostro.
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CAPITULO 3

Metodologia

3.1. Descripcion general

El proceso a seguir para el desarrollo del sistema consta de dos mddulos bésicos para las iméage-
nes pre-procesadas de la base de datos, el primero consiste en la extraccion de las caracteristicas
y el segundo en el matching de las mismas, el descriptor propuesto combina las caracteristicas
ARS y LNDP, en el primer médulo se obtendrd la méscara binaria de una imagen, esta mascard
se aplica a las imdgenes normales correspondientes a la imagen de rango original, después, para
cada punto en cada ARS se calculan las caracteristicas LDP en 4 direcciones distintas, los vectores
LDP de cada punto se concatenan en un histograma para cada ARS, lo siguiente es entrenar un
KPCA para cada histograma, asi es posible realizar el matching por medio de una maquina lineal.
La Figura 3.1 muestra el flujo de trabajo en el sistema con los dos modulos mencionados previa-
mente, como la base de datos utilizada se encuentra pre-procesada no es necesario hacer uso del
resto de los médulos mencionados en la Seccién 1, sin embargo también se revisaré el efecto de
extraer las caracteristicas LDP en la imagen de rango original, asi como omitir el entrenamiento de
un KPCA para realizar el entrenamiento de la SVM con distintas funciones kernel.El Algoritmo 2
muestra los pasos a seguir para obtener las caracteristicas propuestas mediante la combinacion de
caracteristicas ARS y LDP, donde P es una imagen de rango que contiene la informacion 3D del
rostro, n es el grado del descriptor LNDP, n_ARS es el nimero de direcciones ARS y « son las
direcciones para calcular el diferencial.

3.2. Especificaciones

Todo lo relacionado a la programacion en este trabajo se realiz6 en el lenguaje Python en su
version 3.7, los paquetes utilizados son Numpy [51], Scipy [52], Matplotlib [53], Scikit-Learn [1]y
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Algorithm 2: Descriptor propuesto

1

2

3

4

10

11

12

13

14

Entrada: Imagen P, n, n_ARS,«
Salida : Vector de caracteristicas

para cada p en P hacer

Calcular las componenter normales N, N,, N,

fin
para cada N hacer
Calcular 8 utilizando 2.45

Aplicar méscara binaria

Calcular 2.44
fin

fin

fin
Concatenar histogramas para cada N

return ARS+LNDP

para cada a en o = 0,45, 90, 135 hacer

para cada punto en la mdscara hacer

Construccion de histograma para cada ARS

Concatenacion de histrogramas de diferentes «
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Figura 3.1: Flujo de trabajo para la toma de decisién en una imagen de prueba

Pandas [54] asi como las librerias estindar como math, las especificaciones del equipo de computo
utilizado son las siguientes:

» Procesador Intel core 15-10400K
s Mermoria RAM 16 GB a 2666 Mhz

» Tarjeta grafica Nvidia GeForce GTX 1660 Super

3.3. Base de datos

La base de datos utilizada es la Texas 3DFR Database [48-50], contiene informacion facial
2D y 3D de 118 humanos adultos de diferentes grupos étnicos, el nimero de imagenes por sujeto
varia entre 1 y 89 capturas, los 118 sujetos se encuentran en un rango de edad de entre 22-75 afios.
Las imagenes fueron capturadas usando un sistema estéreo MU-2 fabricado por 3Q Technologies
Ltd. a una distancia conocida de la cdmara. En esta base de datos las imdgenes 2D y 3D de cada
captura estin perfectamente alineadas, mas informacion sobre las condiciones de captura puede ser
encontrada en el sitio web de la base de datos. Las imdgenes de rango tienen un tamafio de 751x501
pixeles con resolucion de 0.32 mm y cada valor de z estd representado con un nimero de 8 bits,
donde el 255 representa el punto mds cercano a la camara y O representa el fondo, las imagenes
a color son de 751x501x3 pixeles en RGB a 8 bits. Las 1149 imdgenes ya se encuentran pre-
procesadas por lo que es posible dedicarse al trabajo tinicamente del desarrollo de los algoritmos
de reconocimiento, en la base de datos también se encuentran sujetos con expresiones neutrales
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Tabla 3.1: Particiones propuestas por los creadores de la Texas 3DFRD

No. de imagenes
Particion No. de sujetos
Neutral | Expresion | Total
Entrenamiento 12 228 132 360
Gallery 105 105 0 105
Probes 95 480 183 663
Resto 13 0 21 21

y no neutrales, ningun sujeto usa lentes o barba. La Figura 3.2 muestra una imagen de la base de
datos en 3.2a, 3.2b, 3.2c y 3.2d son vistas del perfil que se puede obtener con los valores de cada
pixel en la imagen de rango, como se ve en el perfil lateral 3.2¢ la punta de la nariz es el punto més
lejano al fondo y corresponde al pixel mds intenso en la imagen 3.2a.

En la base de datos también se incluyen 25 fiducial points para cada imagen, cada uno de los
puntos fue etiquetado de manera manual, por lo que se asegura que estan colocados correctamente,
los puntos para las imagenes 2D y 3D estan perfectamente alineados. De igual manera la base de
datos tiene particiones propuestas descritas en la tabla 3.1 [49], estas particiones se disefiaron para
seguir el protocolo de la Face Recognition Grand Challenge (FRGC) [24], los conjuntos Gallery
y Probes conforman el conjunto de entrenamiento.

3.4. Descriptor

3.4.1. Obtencion de las normales de superficie

Para encontrar las componentes normales a un punto p; en una nube de puntos p; € R3, se
requiere una matriz aumentada como 2.35, para encontrar los k£ vecinos mds cercanos a p; se
utiliz6 el algoritmo KNN, después se resolvio 2.36 cada punto en la imagen de entrada. De acuerdo
con el trabajo de Klasing et al [47], se espera que el método de ajuste de plano por PCA tenga
un comportamiento similar a O(d3), donde d es el numero de columnas en la matriz aumentada
Q;“ .Conforme se aumenta la cantidad & de vecinos, la calidad de las normales aumenta de igual
manera que el tiempo de computo, la Figura 3.3 muestra como el tiempo de ejecucién aumenta
conforme se aumenta la cantidad de vecinos utilizada para la estimacion de las normales, se observa
que el comportamiento si se acerca al esperado, Aumentar el valor de £ no solo afecta el tiempo
de coémputo, también mejora la calidad de la estimacién, por lo que las normales resultan més
confiables conforme se aumenta el valor de k. De acuerdo con Klasing et al, un valor de & =
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Figura 3.2: Imagen preprocesada de la base de datos asi como varias vistas del perfil tridimensional

que se obtienen de ella
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Figura 3.3: Tiempo de célculo de normales de superficie con distintos valores de k

25 ofrece buena calidad en las componentes normales, la Figura 3.4 muestra las componentes
normales estimadas con diferentes valores de £, visiblemente no hay cambios significativos a partir
de 25 vecinos, por lo que este valor es una buena opcion en cuanto a tiempo (5.33s) y calidad, los
tiempos en la Figura 3.3 corresponden a todos los puntos en la imagen (751 x 501 = 376251),
por lo que eliminar informacién no Ttil (ej. El fondo negro o la zona no-rigida del rostro) de las
imagenes puede reducir el tiempo de computo de las normales

3.4.2. Mascara binaria

De acuerdo con el trabajo de Lei [2], los mejores resultados se obtuvieron a partir de 17 ARSs,
por lo que se este se usard como punto de partida, cada punto en una ARS tiene una separacion
de 3mm y las imédgenes en la base de datos tienen una resoluciéon de 0.3 mm en cada eje, esto
se usO_para generar un vector horizontal (dngulo cero) de 20 puntos con una separacién de 10
pixeles, este vector se roté a cada dngulo de las distintas ARS. La Figura 3.5 muestra que aun
utilizando un numero alto de ARS el desempefio es muy bueno ya que se puede obtener la méascara
de manera instantanea, por lo que un valor de 17 ARSs no presentara ningun inconveniente en
cuanto a eficiencia se refiere, la mascara se aplica a cada imagen normal obtenida en el paso
anterior. En la publicacién de Lei et al también se propone aprender cada ARS con un kernel PCA,
mds se revisara si aprender las caracteristicas con un KPCA también ofrece un mejor desempefio
que sin el KPCA para las caracteristicas propuestas.
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(a) 8 vecinos

(e) 30 vecinos (f) 50 vecinos

Figura 3.4: Imédgenes normales con distintos valores de k para una imagen de rango, de izquierda

a derecha son la normal en x, normal en y y normal en z
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Figura 3.5: Tiempo de cédlculo de la méscara binaria para diferentes cantidades de ARS

3.4.3. Local Derivative Pattern

Una vez obtenidos los puntos de la méscara binaria, el siguiente paso es obtener las caracteristi-
cas direccionales para cada punto en la médscara, en lugar de dividir las imagenes en parches como
sugiere el Algoritmo 1 las caracteristicas LDP en sus 4 direcciones se obtendran de cada direccion
de ARS por lo que se obtendra un histograma para cada ARS, de acuerdo con la literatura [44,46]
un descriptor de tipo LDP de grado 3 ofrece el mejor desempeiio en clasificacion, esto debido a
que para descriptores de mayor grado se puede obtener ruido en lugar de informacion util para
identificar a una persona por lo que en este trabajo también se utilizara el mismo valor para el
descriptor LDP, igualmente més adelante se revisara el efecto de utilizar el descriptor en la imagen
de rango contra las imdgenes normales.En la Figura 3.6 se comparan los tiempos de célculo para
caracteristicas LNDP de grados 2 y 3, es claro que un descriptor de segundo grado ofrece un tiem-
po de procesamiento mas largo, aunque para un numero de ARS bajo, la diferencia se considera
pequeiia, conforme se aumenta el nimero de ARS la diferencia en el tiempo muestra una tenden-
cia a hacerse mas notoria, también se observa que para 17 ARS el tiempo se vuelve un poco largo
para tareas de reconocimiento en tiempo real, por lo que se explorardn los efectos con nimeros
mads pequeiios de ARS asi como aplicar el descriptor sin utilizar las componentes normales de la
imagen original.

3.5. Matching de caracteristicas

La decision sobre la identidad de los sujetos en el conjunto de prueba se realizé con SVMs,
hay dos formas de atacar este problema de clasificacion diferentes metodologias, la primera fue la

38



2.25 4 —— LNDPde grado 2
LNDP de grado 3

5.0 7.5 10.0 125 15,0 175 20.0 225 25.0
# de ARS

Figura 3.6: Tiempo de cédlculo de caracteristicas LNDP para distintos numeros de ARS

propuesta en [55] y convierte el problema del reconocimiento facial en un problema binario, un
conjunto de entrenamiento 7" = {¢;,t5,...,¢;} con K clases distintas se convierte en un conjunto
de dos clases C; y C5, mismas que son usadas para entrenar una SVM, el conjunto C; es un
conjunto con la diferencia entre imagenes pertenecientes a la misma clase

la segunda clase se define con la diferencia entre imagenes que no pertenecen a la misma clase

la SVM resultantes del entrenamiento se utiliza para obtener las medidas de similitud del conjunto
de entrenamiento, para la tarea de verificacion se ingresa una prueba p que dice ser un individuo
g; en la galeria, la prueba se acepta si la medida de similitud d es menor o igual que un umbral
definido A. Para la identificacion, una prueba p debe ser identificada dentro de la galeria, la medida
de similitud se calcula para p con todos los individuos en la galeria, de esta manera la identidad de
la prueba se obtiene del individuo en la galeria cuya similitud d con la prueba p es menor

l
di =Y K (xi, 8, —p) +b (3.3)
i=1
La segunda metodologia trata el reconocimiento como un problema de K = {kq, ko, ..., kn}

clases, utilizando el enfoque OneVsAll se entrenan K clasificadores binarios, cada uno de estos
considera una clase k; como la clase positiva y el resto como una sola clase negativa, de esta forma
se puede dividir un problema multiclase en K problemas binarios. Cada uno de estos métodos
tiene sus ventajas y desventajas, por ejemplo, el uso de un clasificador binario simplifica el proble-
ma de optimizacién ya que solo es necesario encontrar una superficie de decision que separe dos
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clases distintas, sin embargo, se requiere un tiempo de procesamiento adicional para encontrar los
conjuntos C y C; mencionados anteriormente y puede haber errores derivados de las diferencias
entre las imagenes comparadas, cuando se trata el problema como multiclase, la cantidad de cla-
sificadores binarios a entrenar puede aumentar considerablemente cuando aumenta el numero de
sujetos dentro de la base de datos pero no requiere de almacenar una galeria dentro de la memoria
del sistema ya que la informacion de los individuos conocidos ya se encuentra en las superficies de
decision encontradas cuando se resuelven los problemas de optimizacion por lo que el tiempo de
comparacion puede reducirse respecto a un sistema con galerias extensas. Por esta razon se escogio
utilizar el sistema multiclase utilizando el enfoque 1VA.

3.5.1. Medicion del desempeiio

El desempeiio en el reconocimiento facial se reporta en tres tareas estandar: verificacion e iden-
tificacion en conjunto abierto y en conjunto cerrado [56], comunmente para realizar estas tareas se
requieren 3 conjuntos de datos, una galeria y dos pruebas, la galeria G es un conjunto de capturas
de individuos conocidos por el sistema, las dos pruebas son conjuntos de muestras que se presentan
al sistema para realizar la verificacién e identificacion, los dos conjuntos de pruebas se llamaran
Pg y Py, en el primero se concentran muestras de individuos que existen en la galeria y en el se-
gundo contiene muestras de personas desconocidas para el sistema. La identificacién en conjunto
cerrado es la medida mas popular en la comunidad sobre la identificacion en conjunto abierto, por
lo que esta métrica serd la utilizada para identificaciéon. Cuando se trata el reconocimiento como
un problema multiclase no se requiere de una galeria como un conjunto separado, los individuos
conocidos por el sistema serdn aquellos presentados durante la fase de entrenamiento. También se
hard uso de una matriz de confusion para reportar el desempefio general del clasificador.

Verificacion

Como se menciono en el Capitulo 1, la tarea de verificacion consiste en la comparacion de una
imagen de prueba p que clama la identidad de una persona en la galeria, el objetivo es determinar
si dicho clamado es cierto, el método utilizado para la verificacién se conoce como el método
del verdadero impostor, consiste en utilizar las dos galerias para calcular las medidas de similitud
con personas en la galeria, los medidas pueden ser un match cuando la muestra en la prueba si
corresponde a una persona en la galeria y nonmatch cuando la persona en la prueba no corresponde
a una en la galeria. En verificacion es comun encontrar dos métricas distintas, verification rate
(VR) y false alarm rate o false acceptance rate (FAR) que muestran la cantidad de individuos que
estan siendo correctamente verificados y los que no (personas desconocidas por el sistema siendo
aceptadas) respectivamente. De acuerdo con Li y Jain, en el método del verdadero impostor la VR
para un umbral A se calcula como

_ Hpj s = Avid(gi) = id(p;) }|

P\/(A) |PG’|

(3.4)
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donde p; y g; son imagenes en los conjuntos de prueba y galeria respectivamente, s;; es la medida
de similitud entre g; y p;, id(g;) es la identidad de la persona g;, la cantidad de match scores | Pg|
se obtiene utilizando solamente la prueba Py, para la FAR, las nonmatch scores |Px||G| son las
diferencias entre los individuos en la galeria y Py

s s >}
Ppa(A) = N (3.3)

Los resultados par diferentes valores de A se grafican en una curva Receiving Operating Charac-
teristic (ROC)

Identificacion de conjunto cerrado

Mediante esta métrica se busca encontrar si la identidad de una prueba se encuentra entre las
primeras n coincidencias, en este método se calculan las medidas de similitud de un prueba p; con
la galeria G’ y se ordenan, la identification rate (IR) o recognition rate (RR) para un rango n, la
cantidad de pruebas en un rango n o menor se calcula como

_ Hp; s rank(p;) < nj
P](TL) = |PG|

(3.6)

El desempeiio de la identificacién en conjunto cerrado se reporta mediante una curva Cumulative
Match Characteristic (CMC), el eje horizontal es el rango en escala logaritmica y en el eje vertical
se tiene Pr(n)

Matriz de confusion

Existen otras métricas.comunes para medir el desempefio de un clasificador binario, el modelo
de la SVM puede predecir una etiqueta para un dato en el conjunto de prueba, estas predicciones
son comparadas con las etiquetas verdaderas del conjunto de datos en una matriz de confusion.
Para un conjunto de entrenamiento con etiquetas {p, n} y si las predicciones de un modelo para el
mismo conjunto son etiquetas {Y, N}, en la Tabla 3.2 se muestra la matriz de confusién para un
problema de clasificacion binario, TP, FP, TN, FN corresponden a true positive, false positive, true
negative, false negative respectivamente, una prediccion puede caer en cualquiera de estas cuatro.

= TP: Instancia que es positiva y se clasifica como positiva.
= FP: Instancia negativa clasificada como positiva.

= FN: Instancia positiva clasificada como negativa.

= TN: Instancia negativa que se calsifica como negativa.
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Tabla 3.2: Matriz de confusién para un clasificador binario

Clase Real

p n

Y TP FP
prediccion

N | FN TN

En un sistema de clasificacion se buscan minimizar los FP y FN que representan errores de clasifi-
cacion, también de la matriz de confusion se pueden obtener las siguientes métricas [57]

L TP

sensitivity = 523 (3.7
TP
Ston = ————— 3.8
precision = PP (3.8)
2
F1 = 39
seore 1/precision + 1 /recall (39)
TP+ TN

= 3.10
accuracy PN ( )

la sensitivity indica cudntas de las muestras positivas fueron calculadas como positivas, precision
dice de las muestras clasificadas como positivas cudntas en realidad son positivas, la F'1score o
F'measure combina ambas métricas para.dar un solo resultado, finalmente, accuracy muestra
cuantas de las muestras positivas y negativas fueron correctamente clasificadas. Para extender la
matriz a un clasificador multiclase simplemente se agregan las demads etiquetas reales y las predic-
ciones, la diagonal en la matriz cuadrada resultantes seran los TP para cada clase, en las columnas
se encontraran los FN y los FP en las filas, el desempeio general del sistema se puede obtener
promediando los valores de sensitivity, precision y accuracy para cada clase.
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CAPITULO 4

Resultados

En esta seccion se presenta el desempefio del método propuesto mediante pruebas en la Texas
3DFRD tomando en cuenta diferentes aspectos

= Se evalua el desempeiio utilizando diferentes parametros del descriptor propuesto.
= Se evalua el desempefio para diferentes funciones kernel e hiperparametros en la SVM.
= Se realiza una comparacién con diferentes métodos del estado del arte.

Es importante mencionar que los conjuntos de prueba no serdn los mismos para las dos diferentes
tipos de SVM a utilizar, en el caso del problema binario se utilizan las particiones tal como se
muestran en la Tabla 3.1, tratdindose del problema multiclase, las particiones de galeria y prueba se
unieron en un solo conjunto, esto se debe a que en esta metodologia no se requiere de una galeria
para realizar la comparacion con las imagenes en la prueba, para poder realizar los experimentos
de identificacién en el conjunto cerrado solo se toman en cuenta las imagenes en el conjunto de
prueba cuyas identidades son conocidas por el sistema mediante la fase de entrenamiento, en la
tarea de verificacion el conjunto de prueba se dividi6 en dos de tal manera que se obtuvieron los
conjuntos P y £y mencionados en la seccion anterior.

4.1. Resultados preliminares

Los primeros experimentos se realizaron para verificar el comportamiento de las caracteristi-
cas tipo LDP (mds especificamente LNDP) en conjunto con una maquina de soporte de vectores.
Utilizando la Texas 3DFRDatabase se implementaron los 2 modos de trabajo, verificacion e iden-
tificacion, utilizando un universo cerrado, ambos ofreciendo un alto desempefio en términos de
VR y RR. En la Figura 4.1 se muestran el benchmarking de un sistema que utiliza Least Square
SVM (LSSVM) en conjunto con caracteristicas LNDP contra otros métodos del estado del arte que

43



Curva ROC

09"
08

0.7 1

Verification Rate
o o 9o
= (4] [}

o
w
T

o
)

o

o

LSSVM+LNDP
SVM+ARS )
SVM+LBP

I I I I
0.1 0.2 0.3 0.4

o

I I I I I
05 06 07 08 09 1

False Acceptance Rate

(a) VR de los experimentos preliminares

Figura 4.1: Resultados preliminares

Recogpnition rate
o o e e e e o
w S (%] o ~ © © -
)

oS
o
an

o

o

CMC curve

— LSSVM+LNDP
SVM+ARS )
SVM+LBP

o
)

(b) RR de los experimentos preliminares

Tabla 4.1: Verification rate y Recognition rate para puntos fijos en 0.1 FAR y Rank-1

Método

VR en 0.1 FAR (%)

RR-en Rank-1 ( %)
L

Tiempo de extraccion (s)

SVM+ARS [2]
SVM+LBP [38]
LSSVM+LNDP

95.65
95.8
99.54

87.19
91.99

99.77

0.0477 £ 0.0017
0.0000536 + 0.00014
5.92 £0.1836

hacen uso de técnicas similares, donde claramente el uso de LSSVM-LNDP tiene desempefio en
ambas tareasen lo que a VR y RR corresponde, sin embargo, la extraccion caracteristicas LNDP
para una imagen completa en la base de datos es muy exhaustiva para el computador, la Figura
4.2 muestra el tiempo en segundos que toma extraer las caracteristicas para una imagen completa
a diferentes escalas respecto al tamaiio original y se observa que ain haciendo un re-escalamiento
al 10 % el tiempo parece lento para un sistema de RF en tiempo real, en la Tabla 4.1 se encuentra
la informacion correspondiente a las curvas en 4.1 mds los tiempos de extraccion correspondientes
a cada método donde se observa que a pesar de ser superior en comportamiento, utilizar LSSVM

con caracteristicas LNDP conlleva un mayor tiempo de célculo.

Estos primeros resultados fueron utilizados para la escritura de un articulo de divulgacién

cientifica publicado en Research in computing science del Instituto Politécnico Nacional [58].
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Figura 4.2: Tiempos de extraccion de caracteristicas LNDP para una imagen en la base de datos a

diferentes escalas

4.2. Efectos de los parametros en la extraccion

Como se ha mencionado anteriormente, en la fase de extraccion de caracteristicas hay diferen-
tes parametros que pueden influir en el desempefio del sistema de RF, en esta seccidn se revisaran
los efectos de distintos valores de' ARS, grado de las caracteristicas LDP y la cantidad de bins
utilizadas en los histogramas.

4.2.1. Efectos de la cantidad de bins

Los primeros experimentos se fijaron utilizando 17 ARS con diferentes nimeros de bins en
los histogramas para analizar el efecto que tienen en la RR, inicialmente se utilizaron nBins =
{6,8,10,15,50, 100,200} con un descriptor LDP de grado 3 y se utiliz6 el kernel PCA con kernel
Gaussiano para transformar las caracteristicas previo a la fase de entrenamiento de la SVM lineal,
como se observa en la Tabla 4.2 con nimeros bajos de bins el desempefio del clasificador es infe-
rior al 90 % de accuracy, a partir de 50 bins los valores ya superan el 90 %, lograndose el resultado
mas alto en 50. Este desempeio estd por debajo de los sistemas en el estado del arte mostrados
en la Tabla 1.3, que aunque no se estén evaluando las mismas métricas por el momento, se puede
obtener una buena idea general de cual serd el desempefio en verificacion e identificacién en base
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Tabla 4.2: Desempeiio del método propuesto utilizando 17 ARS y distintos ndmeros de bins en los

histogramas con KPCA.
Cantidad de bins | Precision Sensitivity | Flscore Accuracy
6 0.61 0.64 0.60 0.66
8 0.77 0.84 0.78 0.83
10 0.80 0.88 0.82 0.86
15 0.86 0.93 0.87 0.92
50 0.89 0.96 0.90 0.94
100 0.84 0.94 0.88 0.93
200 0.87 0.93 0.87 0.92

al accuracy, lo siguiente es verificar si el mapeo de las caracteristicas mediante KPCA est4 afectan-
do negativamente el desempefio del sistema, utilizando los mismos conjuntos de entrenamiento y
prueba se realizan ahora los experimentos sin la transformacién KPCA y utilizando una SVM con
kernel Gaussiano, la Tabla 4.3 muestra que no entrenar con KPCA aumenta el desempefio cuando
se utilizan valores pequefos de bins y para valores grandes (a partir de 50) los resultados disminu-
yeron ligeramente, en este experimento utilizar 15 barras ofreci6 los resultados mds altos, aunque
por poca diferencia. Sin embargo, estos valores atin se encuentran por debajo de un desempeiio de
los mostrados en la Tabla 1.3, por lo que el siguiente paso es utilizar las caracteristicas sin realizar
la construccion de histogramas, es decir, en el Algoritmo 2 saltar los pasos 11 y 13 para formar un
solo vector de caracteristicas LDP en los puntos ARS, de esta manera se obtuvieron los resultados
presentados en la Tabla 4.4, mismos que son valores superiores a los resultados en las Tablas 4.2 y
4.3, por lo que no realizar la construccion de los histogramas se presenta como la mejor decision
en este escenario y-se considera que de esta manera los resultados en verificacion e identificacion
seran competitivos. En la Figura 4.3 se muestra la RR utilizando distintas cantidades de barras
en los histogramas sin la transformacion KPCA, aqui claramente se observan 2 cosas, la primera
es que las métricas presentadas previamente para medir el desempeno del clasificador no tienen
por que coincidir con la RR, la segunda es que, como ya se mencion6 anteriormente, no hay una
relacidn, lineal o de otro tipo, aparente con el nimero de bins y un mejor desempefio, también es
notorio que el no realizar la construccién de histogramas obtiene mejores resultados hasta el Rank-
5, a partir de este, la diferencia es minima. El mejor resultado para RR-1 es del 97.55 %, mismo
que alcanza el 99.77 % en RR-2 para llegar al 100 % en el RR-4. Es razonable pensar que con
la cantidad de puntos que se estdn utilizando para extraer informacion utilizar histogramas de los
valores resultantes cause pérdidas de informacién, como se observa en la Figura 4.4, utilizar pocas
barras en los histogramas (6,8 y 10) ocasiona que la informacién se encuentre muy concentrada
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Tabla 4.3: Desempeiio del método propuesto utilizando 17 ARS y distintos ndmeros de bins en los

histogramas sin KPCA.

Cantidad de bins | Precision Sensitivity | Flscore Accuracy
6 0.76 0.83 0.76 0.82
8 0.83 0.90 0.84 0.88
10 0.83 0.90 0.84 0.88
15 0.88 0.95 0.89 0.94
50 0.86 0.93 0.87 0.92
100 0.86 0.92 0.87 091
200 0.85 0.92 0.85 0.90

por lo que diferentes individuos pueden dar patrones similares, sin embargo, cuando la cantidad de
barras es muy grande (100,200) la informacion puede encontrarse muy dispersa y muchos valores
no utilizados tendrén cuenta en cero, esto también vuelve dificil distinguir entre individuos, utilizar
15 bins muestra una mejor distribucion de la informacién aunque si bien el desempefio es mejor
respecto a las demds construcciones, sigue siendo-inferior que el método sin construccion.

Tabla 4.4: Desempeiio del método propuesto utilizando 17 ARS sin construccion de histogramas

Precision I Sensitivity ‘ Flscore ‘ Accuracy

0.94 ‘ 0.98 ‘ 0.95 ‘ 0.98

En el modo de verificacion los resultados no son muy diferentes a los resultados en reconoci-
miento, no realizar la construccion de un histograma refleja los mejores resultados en Verification
Rate y False Acceptance Rate, en los experimentos que se utilizaron histogramas con distintas
cantidades de barras, 6 bins siguen ofreciendo el desempefio mds pobre, las demds cantidades de
bins ofrecen practicamente los mismos resultados como se observa en la Figura 4.5 se observan las
curvas ROC utilizando diferentes umbrales, hay que recordar que el objetivo es aumentar la VR
manteniendo la FAR como la minima posible, para entender la diferencia la Tabla 4.5 muestra los
resultados de VR y FAR para un valor A = 10,8 para las distintas cantidades de bins, claramente
se nota que sin la construccion se obtiene una FAR similar a los demés experimentos pero con
resultados en VR superiores.
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Figura 4.3: RR con 17 ARS-LDP 3y distintas cantidades de bins

4.2.2. Efectos de la cantidad de ARS

En la seccion anterior se observo que utilizar 17 ARS con un descriptor LDP de tercer grado
ofrece resultados en RR sobre el 97 %, sin embargo, como se menciond en la Seccioén 3.4.3 el
tiempo de célculo para esta cantidad de ARS se vuelve lento, por lo que en esta Seccion se explorara
como afecta la cantidad de ARS el desempeiio del sistema siendo 17 el nimero maximo a evaluar
debido a que un valor superior conlleva tiempos de extraccion mas largos de lo deseado. En la
Figura 4.6 se observan los valores de RR con diferentes valores de ARS, es claro que utilizar 17
ARS presenta un mejor desempefo que menos ARS a excepcion de RR-1 para 15 ARS, donde la
diferencia es minima, la Tabla 4.6 muestra los valores de RR-1 para cada valor de ARS asi como
el tiempo de extraccion de caracteristicas, en la tarea de reconocimiento el top match o Rank 1
es mds importante que la identificacién en rangos superiores, tomando esto en cuenta, utilizar 15
ARS presenta la mejor opcién para obtener un buen desempefio tanto en reconocimiento como en
tiempo, el tiempo de extraccion se puede reducir utilizando 12 ARS sacrificando 1.56 % en RR,
un mejor equilibrio entre el tiempo y RR se encuentra para 15 ARS, desafortunadamente tratar
de reducir en mayor medida el tiempo reduciendo las ARS contrae un empobrecimiento en el
reconocimiento.

En cuanto a la verificacion con el descriptor de tercer grado, se obtienen resultados similares
para las diferentes cantidades de ARS, la Figura 4.7 contiene las curvas correspondientes a estos
experimentos, para comparar los diferentes experimentos también se hace uso de una tabla con los
valores de VR y FAR a un umbral determinado A = 10,8, esta informacién se concentra en la
Tabla 4.7 y muestra que 15 ARS también son mejor opcion que 17 ARS ya que aunque la VR es
la misma, utilizar 15 ARS disminuye la cantidad de impostores aceptador erréneamente por el sis-
tema. Por otro lado, si es posible reducir el tiempo cambiando el orden de las caracteristicas LDP
de grado 3 a grado 2, esto sabemos que reduce el tiempo de extraccién como se ve en la Figura
3.6 pero para comprender como se ve afectado el desempefio, se realizaron experimentos con los
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Figura 4.5: VR para diferentes cantidades de bins y LDP de tercer grado

mismos datos utilizados anteriormente, los resultados se muestran en la Figura 4.8, en esta ocasion
utilizar caracteristicas de 2 grado mostré una mejora importante utilizando 8 ARS, donde la RR
aumentd casi un 7 %, también es facil observar que en RR-1 para17 ARS sigue siendo ligeramente
inferior que con 15 direcciones en la mascara cuyo RR-1 resulta igual que para 12 ARS en estos
datos, siendo asi, la mejor combinacién en parametros para obtener mejores resultados en RR y
tiempo de extraccion se presenta para 12 ARS y LDP de segundo grado, también es facil observar
que cualquier cantidad de ARS-LDP2 alcanza el 100 % de reconocimiento en RR-2, por lo que
podemos afirmar que este tipo de caracteristicas son mejores respecto a las de tercer grado, si se
desea mejorar el tiempo de extraccion es posible utilizar 8 ARS sin sacrificar mucho reconoci-
miento. En la tarea de verificacion presentada en la Figura 4.9, se observa un comportamiento que
parece ser el mismo para los distintos valores de ARS utilizados en el experimento, sin embargo,
hay unas sutiles diferencias que se pueden observar haciendo uso de la Tabla 4.9, en este caso el
mejor desempeiio se lo adjudica el sistema con 8 ARS en cuanto a FAR con una ligera desventaja
en la VR respecto a los demds sistemas.

4.2.3. Efectos de las normales de superficie

En esta seccion se evaluard el desempeno del sistema cuando se utilizan las normales de super-
ficie, como se vio anteriormente, el tiempo de estimacién de las normales para toda la informacién
en una imagen es lento e innecesario tomando en cuenta que solo se requiere la informacién nor-
mal en una determinada region del rostro, por lo tanto, lo primero en realizarse fue un recorte de
las imagenes faciales para quedarnos tnicamente con la region de interés,en esta es donde se es-
timaron las normales de superficie, en la Figura 4.10 se muestra el recorte del rostro para utilizar
unicamente la region de interés para extraer las normales de superficie, de cada imagen normal se
realizé la extraccion de caracteristicas LNDP y se calcul6 la RR para cada normal por separado, los
resultados se muestran en la Figura 4.11, el desempefio claramente es pobre, en RR-1 se encuentra
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Tabla 4.5: VR y FAR para diferentes cantidades de barras y A = 10,8

Cantidad de bins | VR( %) FAR( %)
No bins 97.55 8.33

6 80.62 8.08

8 87.97 8.06

10 88.41 8.28

15 91.31 8.18

50 91.09 8.3

100 90.86 8.3

200 90.42 8.21

Tabla 4.6: RR para diferentes cantidades de ARS-LDP3 con el tiempo de extraccion

# ARS | RR-1(%) | Tiempo de extraccion (s)
8 92.87 0.75
12 96.21 1.1
15 97.77 1.35
17 97.55 1.54

por debajo del 50 % siendo la coordenada z la resulta mejor para discriminar entre individuos, con
estos resultados no. parece posible que aumentando el nimero de ARS se pueda mejorar la tasa
de reconocimiento, por lo que el siguiente paso es realizar los experimentos utilizando las carac-
teristicas de las 3 normales de superficie como un solo patrén para averiguar si realmente vale la
pena hacer uso de las normales en este descriptor.

En la Figura 4.12 se utilizaron las caracteristicas LNDP de las 3 normales de superficie como un
solo vector de caracteristicas, el desempeio permanece en un RR-1 de aproximadamente el 50 %,
logrando superar el 100 % hasta el RR-10, mismo que es un rango inaceptable tomando en cuenta
el tamafio de la galeria, por lo que no se considera viable utilizar normales de superficie en este
descriptor ya que presenta una tasa de reconocimiento bastante baja a comparacién de no utilizar
las normales, adicionalmente la estimacion de los vectores normales conlleva un mayor tiempo de
procesamiento, este comportamiento se puede deber a que realizar esta extraccion genera patrones
muy similares para diferentes individuos y por lo tanto es dificil para el clasificador separar entre
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Figura 4.6: RR con diferentes valores de ARS y LDP de grado 3

Tabla 4.7: VR con diferentes nimeros de ARS y LDP 3 para A = 10,8

# ARS VR( %) FAR( %)
8 92.65 8.3

12 96.21 8.3

15 97.55 8.28

17 97.55 8.33

clases, en la Figura 4.13 se muestra la matriz de confusion del clasificador, se observa que en la
mayoria de los individuos se tiene una exactitud menor al 50 %, el problema de separabilidad de los
datos en este escenario puede también estar afectado por los hiperparametros para el entrenamiento
de la SVM, mismos que hasta ahora no han sido ajustados para cada tipo de datos, para poder
desestimar las normales de superficie dentro del descriptor utilizado se requiere ajustar dichos
hiperparametros para revisar el comportamiento del sistema y decidir finalmente si las normales
ofrecen mejor desempefio para la extraccion de los patrones propuestos. En siguiente seccion se
evaluard el efecto de las constantes C'y o sobre los resultados del sistema para 8 ARS con y sin la
estimacion de las normales de superficie.

4.3. Efectos de los hiperparametros en el entrenamiento

Los hiperpardmetros son pardmetros que no son aprendidos durante la fase de entrenamiento y
por lo tanto deben definirse a priori, anteriormente ya se ha mencionado el efecto que pueden tener
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Figura 4.7: VR para diferentes cantidades de ARS y LDP de tercer grado

Tabla 4.8: RR para diferentes cantidades de ARS-LDP2 con el tiempo de extraccion

# ARS | RR-1(%) | Tiempo.de extraccion (s)
8 99.1 0.45
12 99.77 0.525
15 99.717 0.807
17 99.55 0.919

los hiperparametros en el entrenamiento de una SVM, de manera general un valor de penalizacion
C muy grande puede resultar en un overfitting, de igual manera valores muy grandes de o pueden
resultar en regiones muy especificas en la superficie de decision, es por esto por lo que el ajuste
de los hiperpardmetros resulta de gran importancia en el entrenamiento. Se realiz6 una validacién
cruzada y la busqueda de los parametros se hizo con Grid search. Para comenzar a entender el
efecto que tienen estos hiperpardmetros en la RR se refiere a la Figura 4.14, donde se utilizan
los patrones obtenidos de las imagenes de rango utilizando 8 ARS-LNDP2 con las componentes
normales compuestas como un solo vector, se observa que para valores mds grandes de o el des-
empefio es incluso inferior, lo que puede ser un indicio de overfitting, para los valores mas grandes
0= 100y o = 5,2e — 4 se observa la RR mds baja, para valores pequefios es donde se reportan los
mejores resultados, sin embargo, esto no parece ser una regla general ya que se observa un valor
de o pequeiio con una RR también baja, esto es porque la constante C' no estd siendo ajustada a
la par para encontrar la mejor combinacién posible dentro un espacio de biisqueda definido, para
realizar el ajuste entonces se definié o = {le — 16, le — 15, le — 14, 1le — 13,5,3e — 4,0,1,1, 10}
y C ={0,1,0,25,0,5,0,75,1,5,10} y se realiz6 la bisqueda de malla con CV, también se incluy6
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Figura 4.8: RR para diferentes cantidades de ARS y LDP de grado 2

Tabla 4.9: VR y FAR con distintas cantidades de ARS.y LDP 2 para A = 10,8

# ARS VR( %) FAR( %)
8 98.88 8.16
12 99.77 8.30
15 99.55 8.30
17 99.55 8.30

en la busqueda al kernel polinomial con d = {2, 3,4}, tras realizar el ajuste se encontr6 que el
mejor desempefio se encuentra utilizando un kernel polinomial de segundo grado y el pardmetro
C = 0,1, en la Figura 4.15 se observa que no hay cambios significativos respecto a los obtenidos
previamente sin ajuste, a diferencia que anteriormente se utilizé un kernel RBF, el 90 % en RR se
alcanza hasta el RR-5, por lo que no se considera que estas caracteristicas (haciendo uso de las
normales) representan una opcidn aceptable.

Utilizando los mismos espacios de busqueda para 8ARS-LDP2 sin el uso de las normales de
superficie los pardmetros que ofrecen el mejor desempeiio son igualmente un kernel polinomial de
segundo grado con la constante C' = 0,1, la RR utilizando estos valores en el entrenamiento se
muestra en la Figura 4.16, notese que la RR-1 es superior al 99 % por lo que se puede asegurar que
el clasificador tiene buena capacidad de generalizacion, si se revisa la verificacion con los mismos
parametros, se obtiene la grafica de la Figura 4.17 donde se encuentran los valores VR = 0,9710
y FAR = 0,0821 para A = 10,8, valores que son inferiores a los encontrados en la Tabla 4.9,
lo que da el indicio que realizar el ajuste de los pardimetros pensando en optimizar la tarea de
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Figura 4.10: Region de interés para extraccion de las normales de superficie.

reconocimiento descuida el desempefio del sistema cuando trabaja en verificacion

4.4. Comparacion con métodos del estado del arte

Para asegurar una comparacion justa, se utilizaron los mismos conjuntos de entrenamiento y
pruebas para cada uno de los métodos, también todos los experimentos se realizaron en el mismo
computador con las especificaciones mostradas en el Capitulo 3, los sistemas a comparar son los
presentados en [38] y [2] y las métricas comparadas son RR para la identificacién y VR y FAR
para la verificacion. Las Figuras 4.18 y 4.19 muestran las curvas CMC y ROC del reconocimiento
y la verificacion respectivamente, en lo que corresponde al reconocimiento, se observa que para
un Rank-1, el método propuesto tiene una clara ventaja sobre los otros 2 debido a que el primer
match es en la mayoria de las ocasiones un match score, con la verificacién no es igual de claro, esto
porque con valores bajos de FAR (menores a 0.05) el desempeiio no es superior, sin embargo, en un
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Figura 4.11: RR para 8 ARS y LNDP de segundo grado utilizando los patrones obtenidos de las

normales x,y y z por separado

0.1FAR Ia verificacion logra superar el 97 %, lo que significa que cuando se aceptan erroneamente
el 10 % de los impostores se aceptan correctamente €l 97.1 % de los individuos conocidos por
el sistema. La Tabla 4.10 muestra los valores de RR y VR para valores fijos de rango y FAR
respectivamente, donde se observa que el método propuesto en este trabajo supera a los propuestos
por [38] y [2] en términos de Verification rate y Recognition rate

Meétodo RR-1 (%) | VRO.1FAR (%)
SVM + ARS [2] 92.65 92.65

SVM + LBP [38] 91.75 91.53

Propuesto 98.88 97.1

Tabla 4.10: Comparacion de resultados de reconocimiento en Rank-1 y verificacion a un valor fijo

de 0.1FAR

4.5. Discuson de los resultados

Se realizaron experimentos utilizando los mismos conjuntos para el entrenamiento y la prue-
ba, la validacién de cada entrenamiento se hizo mediante una validacion cruzada asegurando que
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Figura 4.12: RR para 8 ARS y LNDP de segundo grado como un solo patron.

todos los datos fueron tomados en cuenta durante esta etapa, haciendo cambios en los pardme-
tros del algoritmo para la extraccion de las caracteristicas y los hiperparametros del clasificador
se encontrd un sistema capaz de alcanzar un alto desempeno en reconocimiento y verificacion atn
cuando se utilizan imédgenes con variaciones de iluminacion y expresiones faciales en el conjunto
de prueba, en las primeras pruebas se encontrd que realizar una construccién de histogramas de
cada direccion ARS disminuye el accuracy del sistema respecto a no realizar la construccion de
los histogramas, esto debido a que con la baja cantidad de puntos utilizados, la informacion en los
histogramas puede encontrarse muy dispersa cuando se trata de cantidades grandes de bins dando
resultados de entre el 92 % y 94 % cuando se hace un entrenamiento de un modelo KPCA para
cada direcciéon ARS y entre 90 %y 92 % sin el mapeo KPCA, para cantidades bajas de barras en
los histogramas, en ambos casos no se supero el 90 %, utilizar todas las direcciones de ARS como
un solo vector presento el mas alto hasta el momento con un valor del 98 % de accuracy y también
fue superior en RR y VR, como la cantidad de direcciones ARS influye en el tiempo de extraccion,
se utilizaron diferentes cantidades de ARS con descriptores de segundo y tercer grado, utilizando
15 ARS casi siempre se alcanzaron los mejores resultados respecto a otras cantidades (ver Tablas
4.6 a 4.9) pero también conlleva un mayor tiempo para la extraccion, utilizar 8 ARS ofrecié un
desempefio en el reconocimiento del 92 % y el menor tiempo consumido en la extraccion, cuando
el grado de descriptor se utiliz6 de segundo grado se aumentd la VR y RR respecto al tercer grado,
esto debido a que cada punto ARS ya tiene una separaciéon de 3 mm entre cada uno, por lo que la
informacion direccional de tercer grado no aprovechada de igual manera que la de segundo grado,
usar también el descriptor de segundo grado redujo el tiempo de extraccion de 0.75 s a 0.45 s para
8 ARS. Cuando se trato de los experimentos que envuelven a las normales de superficie, los resul-
tados no resultaron favorables para el descriptor, de acuerdo con lo reportado en los experimentos
iniciales, las normales de superficie representan informacion importante que seria de utilidad en los
experimentos futuros, sin embargo, los resultados en VR y RR a penas superiores al 50 % de VR y
RR no se alinearon a lo esperado previamente, una posible razén es el hecho de que en este caso la
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Figura 4.13: Matriz de confusion para los patrones obtenidos utilizando las 3 normales de superfi-

cie, 8 ARS y LDP de grado 2.

dimensionalidad de los datos aumenta y esto puede estar afectando negativamente el desempefio de
la SVM utilizada para la clasificacion, estos resultados también pueden estar relacionados con la
dispersion de los datos utilizados en el rostros humano, la variabilidad con las distancias utilizadas
puede estar ofreciendo patrones similares para diferentes individuos provocando falsos positivos
en todas las clases como lo muestra la Figura 4.13, para poder asegurar cuales son las causas de
este comportamiento hay mds investigacion y una experimentacion con una mayor cantidad de
datos que se decidi6 no continuar en este trabajo debido a los resultados ya obtenidos sin el uso
de normales ya es satisfactorio para el propdsito de esta investigacion, continuar con el uso de
las normales de superficie significa también un mayor tiempo de cémputo para obtencion de las
caracteristicas. Los resultados de los métodos utilizados para la comparacion resultaron similares
a los presentados en las publicaciones originales a pesar de tratarse de conjuntos de datos distintos,
por lo que se considera la experimentacion y réplica de los mismos es acertada, la metodologia
propuesta se encuentra por encima de los mismos cuando se trata de medidas de verificacion e
identificacion, sin embargo, hay trabajo que se puede realizar para el mejoramiento de los tiempos
de procesamiento, desde una optimizacion del codigo y las estructuras de datos hasta una revision
o proposicion de algoritmos que permitan disminuir la complejidad del descriptor.Los resultados
arrojados por la experimentacion permitieron entonces reescribir el Algoritmo 2 de manera que se
eliminaron los pasos que no aportaron utilidad mejorar el desempeiio del sistema, quedando como
se ve en el Arlgoritmo 3
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Algorithm 3: Descriptor propuesto después de la experimentacion

Entrada: Imagen P, n, n_ARS,«
Salida : Vector de caracteristicas

1 Calcular @ utilizando 2.45

(8]

Aplicar méscara binaria a P

3 para cada d en n_ARS hacer
4 para cada a en o = 0,45, 90, 135 hacer
5 para cada punto en la mdscara hacer
6 Calcular 2.44
7 fin
8 Concatenar para cada p
9 fin
10 Concatenar vector para cada «
1 fin

12 Concatenar histogramas para cada d

13 return ARS+LDP
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Figura 4.15: RR de 8ARS-LDP2 con kernel polinomial de grado 2 y C' = 0,1 con normales de

superficie

60



Recognition rate

100 101
Rank (log scale)

Figura 4.16: RR de 8ARS-LDP2 con kernel polinomial de grado 2.y C' = 0,1 sin normales de

superficie

o o o
B » (0]
1 1 1

Verification Rate

o
N
1

(@)
o
L

0.0 0.2 0.4 0.6 0.8 1.0
False Acceptance Rate

Figura 4.17: VR de 8 ARS-LDP con kernel polinomial de segundo grado y C' = 0,1 sin normales

de superficie

61



—— SVM + ARS
—— SVM + LBP
—— SVM + ARS + LDP

Recognition rate

o o o o
(o] [{e] © [{e]
N £ D o

1 1 1 1

10° 10!
Rank (log scale

Figura 4.18: Curva CMC que presenta la comparacion de los'métodos evaluados en la tarea de

reconocimiento

1.0 4 A —

© 0.8 1 -~

T

o |

c 0.6 A \ v g |

o

_8 0.4 - .

= —— SVM + ARS

= 0.2 —— SVM + LBP

— SVM + ARS + LDP

0.0 A

0.0 0.2 0.4 0.6 0.8 1.0
False Acceptance Rate

Figura 4.19: Curva ROC para los resultados comparados en la tarea de verificacion, la linea roja

intersecta las curvas en 0.1 FAR

62



CAPITULO 5

Conclusiones y trabajo futuro

5.1. Conclusiones

Se encontr6 que el uso de caracteristicas direccionales como lo son las LDP ofrecen informa-

cién de buena calidad para el reconocimiento facial, aunque como se mostré también conllevan un
tiempo de extraccion considerable cuando se obtiene la informacion del rostro completo y més atn
cuando se involucra el cdlculo de las normales de superficie por lo que se propuso la combinacion
de los descriptores ARS y LDP para obtener informacion de gran calidad para el disefio del sistema
mediante la cual se alcanzé un desempefio superior en las tareas de reconocimiento y verificacion
con un tiempo todavia menor a un segundo, por lo que se considera competitivo con los métodos
comparados.
Dentro del proceso de la extraccion de las caracteristicas se encontrd que no realizar construccio-
nes de histogramas presenta la mejor opcidn para mantener un tiempo de extraccidn menor y un
mejor desempefio, el uso de las normales de superficie no ofreciod los resultados que se esperaban
aunque esto puede ser un sintoma de overfitting debido a la dimensionalidad de los datos que se
estan utilizando para el entrenamiento, sin embargo, no usar las normales ya ofrece una RR supe-
rior al 99 % en un Rank-1 por lo que se decidié proseguir por este camino sin realizar una mayor
investigacion en las posibles causas del bajo desempefio con las normales. La base de datos utili-
zada contiene imdgenes con variaciones de iluminacion y expresiones ligeras en los rostros, por la
metodologia propuesta si es capaz de discriminar los rostros en estas condiciones con resultados
superiores al 90 % y mejor en términos de VR y RR que los métodos utilizados en la comparacion,
aunque con un tiempo de procesamiento mas elevado.
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5.2. Trabajo futuro

Para que este sistema pueda ser totalmente funcional debe ser posible el reconocimiento de
personas de manera online, por lo que la continuacion de este trabajo consiste en el desarrollo de
los mddulos presentados en el Capitulo 1 que no se revisaron en este trabajo, asi como el sistema
para la obtencion de las imédgenes considerando las posibles variaciones de pose e iluminacion y
una interfaz grafica que permita ingresar nuevos individuos al sistema y administrar la informacién
biométrica conocida, también se debe trabajar en aumentar la VR para valores mas pequenos de
FAR para aumentar el area bajo la curva ROC.
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Reconocimiento facial basado en Least-Squares
Support Vector Machine y caracteristicas LNDP
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Resumen. El reconocimiento facial en 3D se ha vuelto de gran interés
para los investigadores en el campo de la visién artificial debido a las
ventajas que posee contra el reconocimiento tradicional en 2D, en este
trabajo se presenta un sistema de reconocimiento facial en 3D que utiliza
caracteristicas LNDP del rostro junto con un clasificador LSSVM que
conserva las ventajas del SVM tradicional sin la necesidad de resolver
un problema de programacién cuadrétice. Los experimentos realizados
en la Terxas 3DFRD muestran que este sistema es capaz de verificar e
identificar rostros de la base de datos con valores de 99 %.

Palabras clave: Reconocimiento facial, clasificacién multiclase, least-
squares support vector machine, normales de superficie.

Facial Recognition Based on Least Squares
Support Vector Machine and LNDP Features

Abstract. 3D face recognition has become very popular among compu-
ter vision reasearchers due to its advantajes against traditional 2D face
recognition, this paper presents a 3D face recognition LNDP+LSSVM-
based system wich keeps the benefits of a traditional SVM without having
to solve a quadratic-programming problem but a linear-programming
problem. Experiments conducted on the Texas 3DFR Database show
that LNDP-LSSVM method can achieve verification and recognition rate
over 99 %.

Keywords: Face recognition, multiclass classification, least-squares sup-
port vector machine, surface normals.

1. Introduccion

Un sistema de reconocimiento de rostros puede trabajar de dos formas, para
autenticacion o para identificacién facial [1], la tarea del reconocimiento, que es
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