Diana

Carolina
Toledo Pérez

Clasificacion de sefiales mioeléctricas a partir
de SVMs para el accionamiento de una

2021

protesis transtibial

/

4 N

UNIVERSIDAD AUTONOMA DE QUERETARD

Universidad Autonoma de Quereétaro

Facultad de Informatica

Clasificacion de sefales mioeléctricas-a partir de SVMs
para el accionamiento de una prétesis transtibial

EL HONOR

TESIS

Que como parte de los requisitos para obtener el grado de
Doctorado en Ciencias de la Computacion

Presenta:

M. en C. Diana Carolina Toledo Pérez

Dirigida por:
Dr. Juvenal Rodriquez Reséndiz

Querétaro, Qro. Marzo del 2021




UN[VERSlDDUTDNUMAEUEHETARU U n ive rsidad Auténoma de Querétaro
5 Facultad de Informatica

Doctorado en Ciencias de la Computacion
\j
% S

Clasificacion de sefiales mioeléctricas a partir de
SVMs para el accionamiento de una prétesis transtibial

TESIS

EL HONOR

Que como parte de los requisitos para obtener el grado de
Doctora en Ciencias de la Computacion

Presenta:
M. en C. Diana Carolina Toledo Pérez
Dirigida por:
Dr. Juvenal Rodriguez Reséndiz

Dr. Juvenal Rodriguez Reséndiz
Presidente

Dr. Roberto Augusto Gémez Loenzo
Secretario

Dr. Efrén Gorrostieta Hurtado
Vocal

Dr. José Emilio VVargas Soto
Suplente

Dr. Marco Antonio Aceves Fernandez
Suplente

Centro Universitario, Querétaro, Qro.
Febrero, 2021
México



Dedicatorias

A mis padres, mis hermanos, mi esposo,
mis amigas que son como hermanas,
y en especial, a mi hija...

- son mi motor de cada dia



Agradecimientos

Son muchas las personas que contribuyeron al desarrollo y conclusién de
este proyecto. En primer lugar, me gustaria agradecer al Dr. Juvenal Rodriguez
Reséndiz, director de esta tesis, quien me alento a desarrollar esta investigacion.
En segundo lugar, quisiera agradecer al Dr. Miguel Angel Martinez Prado,
quien me ayudd con la parte electrénica del trabajo; indispensable para poder
hacer mi base de datos; ademéas me tuvo paciencia y me ayudo en todo lo que
ocupé para terminar las tarjetas. En tercer lugar, a CONACYT, por financiar
mis estudios de doctorado y la Universidad Autonoma de Querétaro, donde

realicé dichos estudios.

Un agradecimiento especial a los compafieros y amistades que me
regalaron un poco de su tiempo para formar la base de datos; ya que sin ellos
no hubiera sido posible obtener los resultados de la experimentacion. También
quiero agradecer a aquellos-que me ayudaron con sus ideas y a los que me

escucharon cuando estaba frustrada cuando las cosas no salian.

Agradezco también a mis profesores, por haber compartido sus
conocimientos conmigo; a mis padres Jorge y Deyssi, a mi hermano Julio y a
mi esposo-Eder por confiar y creer en mi; a mis amigas Nelly y Arely por
escucharme cuando el trabajo me agobiaba; a mis ex — roomies Griz y Moni por
asegurarse de que me ejercitara al acompafiarme a mis partidos e ir conmigo a
las retas; y asegurarse de que me distrajera y alimentara; al irnos al cine y a los

tacos. Los amo a todos.



A 0D

Indice general

INEFOAUCCION ...ttt bbb n e 13
11 Descripcion del problema.. ..o 14
1.2 JUSTITICACION ... e 15

ANTECEABNTES ...ttt e St ere s e b e 16

HIPOTESIS ..ottt e e e nne e re e e areenre e 24

ODJETIVOS ...t bbb 24
4.1 ODbJetiVO GENETAL .....cveieiecieeie s b e 24
4.2 ODJEtiVOS PArtICUIAIES .......c.oiviiiiiiieieeiieie et s bt 24

FUNamEeNtaCion TEOMICA . .......ccveruirieriiereesiean et sttt 25
5.1 Electromiografia ..........covoeieei it e 25

5.1.1  Sistema de adqUiSICION ... ieiireeerieieeceie e 26
5.1.2  Algoritmos pre-procesados para clasificacion ............ccccecevevivinennn 27
5.1.3  Decodificacion de informacion mioelectrica ..........ccooevereieiinnnnnns 27
5.2 Control mioeléctrico con base en reconocimiento de un patrén............. 28
521  Segmentacion de datoS..........ccoevrerereerieiee e 29
5.2.2  Extraccion de CaracteriStiCas .........cocvvererereresesieriesesese e seeaeneas 30
53 Seleccion de CaraCteriStiCas .........oocvvererieinieiee e, 32
5.3 1 REIHET s 32
5.3.2°  SBMLR, Sparse Bayesian Multinomial Logistic Regression........... 33
54 Clasificacion Y CONIOl ..........ccooeiiiiiie e 34
5.4.1  Maquinas de Soporte de VECIOreS.........ccoevieerierieierenieeeesieseeee s 34
5.4.2  Enfoque de redes Neuronales...........cocooevenininiiieicnenese e 35
54.3 Enfoque de algoritmos difuSoS..........cccveiiiiiiiiieiie e 35
5.4.4  Control mioeléctrico con base en reconocimiento sin patron............ 36
55 MECANICA dEl PIE ....cveeiecece e 36
5.6 PrOTESIS 08 PIE ...t 38
5.7 Anadlisis de desempefio de un clasificador ...........c.cccceevevveiicie e, 38
571 Matrices de CONTUSTON .......ooviiuiiiiiieiiee e s 38
5.7.2 ESPECITICIAU .....ccvieiii i 39



5.7.3 SENSIDIIAA ... 39

574 EXACHIU ...ooveeiiiie et 40

5.7.5  PIECISION .c.viiiiiiiiietieie et bbb bbb 40

B MELOOIOGIA .. .ot 42
6.1 Tarjeta de adquisicion de Sefales..........ccoevriieiiiiiie e 43
6.2 BaSe A8 UALOS ...t R e 49
6.3 FIIEEOS e e bn b nre s 51
6.3.1 FIItrO NOTCH ... et b 52

6.3.2  Filtro PasaBanda ..........ccccoveiiiiienieieie e ssiies dressee e sieeneas 53

6.4 EXtraccion de CaraCteriStiCas.........cuvvvvreivsiesteeiien i s se e e 55
6.5 Seleccion de CaraCteriStiCaS ..........oevevevsineiummeeresesie e 55
6.6 Analisis de Componentes PrinCipales.......cciovoviieiieeieiie e, 57
6.7 Algoritmo de clasificacion (SVMS) .......ccccoviiiiiiiiiiesseeese e, 59

7 Resultados Y diSCUSION........cc.eiveiiiii i 60
7.1 Comparativa de CANAIES ciiiue..vivieieieieieieere e 60
7.2 Selectiva de CaraCteriStiCaS .........ocvreririeiieieiee e, 66
7.3 Seleccion del KEMel.........cvoveieiee e, 69
7.4 Validacion del @algoritmo ..........cccccveiiiieiicce e, 69

ST O] o 1153 o] L= ST SSSS 91
O RETEIBNCIAS ittt et bbb 92



Indice de tablas

Tabla 2-1. Disefio general de una matriz de confusion. .........ccccevvereverene s 39
Tabla 4-1. Exactitud obtenida por sujeto con cada canal.............ccccccevveveiieneein s e 61
Tabla 4-2. Exactitud obtenida por sujeto combinando dos canales, parte 1. ..............coue... 62
Tabla 4-3. Exactitud obtenida por sujeto combinando dos canales, parte 2. ...........cc..ce..... 63
Tabla 4-4. Exactitud obtenida por sujeto al combinar tres canales. ..........ccccoceeeveiieieenenne 64
Tabla 4-5. Exactitud obtenida por sujeto con cuatro canales. ................civvansieneseereennennns 65
Tabla 4-6. Seleccién de caracteristicas para cada sujeto con SMBLR utilizando MAV, ZC,
SSC Y WL, ittt ettt s et sttt dh e b e s SR ettt ne et e nean s 66
Tabla 4-7. Seleccion de caracteristicas para cada sujeto con. el algoritmo Relief utilizando
IMAV, ZC, SSC Y WL .ottt fo sttt st ena b et e ene s 66
Tabla 4-8. Exactitud obtenida para cada SUJETO. ......ciiii i 67
Tabla 4-9. Exactitud obtenida para cada sujeto utilizando ZC, WL y SSC. .........cccccvennenne. 68
Tabla 4-10. Exactitud obtenida con diferentes Kernel.............ccoevvvieiiiie v 69
Tabla 4-11. Comparativa en exactitud con el trabajo de Sapsanis et al.............cccccvvenenne. 71
Tabla 4-12. Repeticiones utilizadas por experimento para Mujer 1. .........cccocvvniiiiininninenn 71
Tabla 4-13. Repeticiones utilizadas por experimento para Mujer 2. ........cccccoeveveiveveernenne. 72
Tabla 4-14. Repeticiones utilizadas por experimento para MUjer 3. .........ccccoovvvrininninernen. 72
Tabla 4-15. Repeticiones utilizadas por experimento para Mujer 4. ..........cccocveveiveveenene. 73
Tabla 4-16. Repeticiones utilizadas por experimento para Hombre 1..........c.ccocovvvviienne. 73
Tabla 4-17. Repeticiones utilizadas por experimento para Hombre 2...........ccccccecvevvvennne. 74
Tabla 4-18. Repeticiones utilizadas por experimento para Hombre 3............ccccoovvvvienne 74
Tabla 4-19. Repeticiones utilizadas por experimento para Hombre 4...........ccccccocvevvvennne. 75
Tabla 4-20. Matriz de confusion de la prueba 1., 76
Tabla 4-21. Matriz de confusion de 1a prueba 2............cccoeiieieeii e 76
Tabla 4-22. Matriz de confusion de la prueba 3............cooo i 77
Tabla 4-23. Matriz de confusion de la prueba 4............cccooeeveieeii e 78
Tabla 4-24. Matriz de confusion de la prueba 5............ccocoiiiiiiiiiii 79
Tabla 4-25. Matriz de confusion de 1a prueba B............cccoeiieieeieiic i 79
Tabla 4-26. Matriz de confusion de la prueba 7. 80



Tabla 4-27. Matriz de confusion de 1a prueba 8...........ccccovvieiieii i 81

Tabla 4-28. Matriz de confusion de la prueba 9..........cccooiiiiiiiiiii e, 81
Tabla 4-29. Matriz de confusion de la prueba 10..........ccccocviieiieiiiie i 82
Tabla 4-30. Matriz de confusion Promedio. ...........ccooereiieniininee i, 83



Indice de figuras

Figura 1.1. Gréfica comparativa del desempefio de 7 clasificadores (Oskoei y Hu, 2008). 16
Figura 2.1. Diagrama esquematico de métodos de control de sefiales EMG (Hakonen et al.,

10 ) RSP 29
Figura 2.2. Articulacion artrodia (Barone et al., 2012)........ccccceveiieie i i 36
Figura 2.3. Palanca del pie. (A, punto de apoyo, R, punto de resistencia y P, punto de
potencia) (Barone et al., 2012)........cccciiieiiiiiee e e e 37
Figura 2.4. Diferencia entre precision y exactitud. ...........ccccoveirennisc it 41
Figura 3.1. Diagrama general de tESIS. .....ccouiiiiieiieie et ene s tae st sre et enes 42
Figura 3.2. Adquisicion de sefial MIOEIECLIICA. .........ccovevierieiii i 44
Figura 3.3. Etapas de filtrado y doble amplificacion de lasefial. ..........c.cccccoevveiieieiennn. 45
Figura 3.4. Etapa de movimiento de referencia de lasefial. ............ccccoeieiiiiniiicien, 46
Figura 3.5. Electrodo Kendal MediTrace 200.......cccviireiieiieieiieieeie e et 46
Figura 3.6. Cables para eleCtrodos. .........c.ooviiiiiieieee e 47
Figura 3.7. Tarjeta de adquisicion de sefiales mioeléctricas. ..........ccovvvvevveieiiieiecse e, 48
Figura 3.8. Diagrama general del proceso-de adquisicion de sefiales. ..........c.ccoceevrvrnnnnne 51
Figura 3.9. Ceros y polos del filtro NOtCh. ...........ccooiiiiiie e 52
Figura 3.10. Diagrama de frecuencias del filtro NOtCh. ...........cccooviiiiiinin, 53
Figura 3.11. Parametros de disefio del filtro PasaBanda............c.cccccccevvievveiiecieieccc e, 53
Figura 3.12. Muestra de una sefial filtrada y una sin filtrar. ...........ccccooiiiiiniiicen, 54
Figura 3.13. Diagrama a bloques del proceso de entrenamiento de la matriz de clasificacion.
.............................................................................................................................................. 56
Figura 4.1. Descripcién grafica de los movimientos considerados...........ccccoeevveveeiveiienen. 70
Figura 4.2. Gréfica con estadisticas de sensibilidad, especificidad, exactitud y precision
promedio, obtenidas por cada MOVIMIENTO. ..........ccoiiiiiiiiiecece e 84
Figura 4.3. Especificidad por MOVIMIENTO. .......cuoiiiirieieie e 85
Figura 4.4. Sensibilidad con lineas de tolerancia por movimiento. ...........cccccceeveeieiiennnn, 85
Figura 4.5. Exactitud con lineas de tolerancia por Movimiento..........ccccocevvveneninnsiennienn, 86
Figura 4.6. Precision con lineas de tolerancia por movimiento. ..........c.cccoceeveiieneeieccneennn, 86
Figura 4.7. Gréfica de especificidad por prueba. ..........ccoeiiiiiiiiiiieieie s 87
Figura 4.8. Gréfica de sensibilidad por prueba. ...........ccccoeiveii i, 88



Figura 4.9. Gréafica de exactitud PoOr Prueba...........cccvevveiieiieie e 89
Figura 4.10. Gréfica de precision POr Prueba............cooeoviereiinineneeseseese e 90
Figura 4.11. Algoritmo propuesto para la clasificacion de sefiales de EMG....................... 91

10



Resumen en esparol
En este trabajo de investigacion se realiza la clasificacion de sefiales mioeléctricas,
utilizando un algoritmo a traves de maquinas de soporte vectorial. El objetivo de esta
clasificacion es que, en trabajos posteriores, el resultado de la clasificacion se utilice en el

accionamiento de proétesis que se encuentren debajo de la rodilla.

Para el desarrollo de la investigacion se disefiaron y elaboraron tarjetas de adquisicion
de sefiales de electromiografia, las cuales envian las sefiales obtenidas a la PC. Con éstas se
conformd una base de datos, con la cual se hicieron las pruebas de clasificacion. Para el
pretratamiento, las sefiales son filtradas y posteriormente se les hace una extraccion de
caracteristicas, para formar el vector de entrada al algoritmo.

En una primera etapa, se realizd una comparativa de canales, con la finalidad de
conocer si los cuatro canales utilizados son necesarios para obtener una mejor clasificacion.
Sin embargo, se encontr6é que uno de los musculos no tiene suficiente relevancia. Luego se
analizaron diferentes algoritmos de seleccion de caracteristicas, encontrando que el mas
efectivo es el Relief. Después se implementaron diferentes algoritmos de reduccion de

caracteristicas, y se eligié implementar un analisis de componentes principales.

Mas adelante, se realizaron comparaciones entre los resultados de la clasificacion
obtenidos con diferentes kernels, cuyos resultados arrojaron que el kernel lineal es el mas Gtil
al clasificar las sefiales de electromiografia obtenidas. Los parametros usados para comparar
el algoritmo fueron eficiencia, precision, sensibilidad y especificidad. Para calcularlos se

utilizaron matrices de confusion y se hicieron 10 diferentes pruebas.

Enla etapa de validacion se utiliz6 otra base de datos utilizada en la clasificacion de
otra publicacién, probando que el algoritmo propuesto en este trabajo de investigacion es

mejor. Se mejord la clasificacion desde un 2.75% hasta un 6.95%.

Con las 10 pruebas realizadas al algoritmo propuesto, la especificidad promedio fue
del 98%, la sensibilidad del 88%, la exactitud del 96.6% Yy la precision del 87.9%.
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Abstract

In this research work is realized myoelectric signals classification, using an algorithm
through Support Vector Machine. Then, in later works, the results of this research can be

used to drive prostheses, particularly those that are below the knee.

Eletromyography signal acquisition cards were designed and developed to work out
the research, which send the obtained signals to the PC. These signals make up the database
with which the classification tests were made. To pretreatment, signals are filtered; later,

feature extraction was made to form the input vector to the algorithm.

In the first stage, a comparison of channels was carried out in order to know if the
four channels used are necessary to get a better classification. However, one of the muscles
was found to have low relevance. Then, different feature selection algorithms were analyzed.
Relief was the most effective. Afterward, reduction features algorithms were tested, and the

Principal Component Analysis was chosen.

Subsequently, comparisons between different kernels were achieved. Kernel lineal is
the most useful to classify the obtained myoelectric signals. The parameters used to compare
the algorithm were efficiency, precision, sensibility, and specificity. To get them, confusion

matrices were utilized, and they were made ten different tests.

In the validation stage, a different database from other research was used. And the
result proved that the proposed algorithm in this research work is better. The classification

was improved from 2.75% to 6.95%.

With the ten tests performed on the proposed algorithm, the average specificity was

98%, the sensitivity was 88%, the accuracy was 96.6%, and the precision was 87.9%.
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1 Introduccion

En los dltimos afios se han realizado grandes avances cientificos y tecnoldgicos en la
medicina; algunas de estas investigaciones se hacen en busca de una mejor calidad de vida
para las personas con alguna clase de discapacidad. En lo que respecta las personas-con
amputaciones, en especifico de la seccion transtibial de la pierna (seccion que comprende al
pie y una parte entre la rodilla y el tobillo), se busca lograr las protesis disefiadas para suplir
esa parte del cuerpo, sean capaces de reproducir la marcha del ser humano lo més natural
posible; que sea lo méas confortable y que no represente un gran gasto energético extra, tanto

de la prétesis como del paciente en el momento de usarla.

En México, cada afio se realizan una gran cantidad de amputaciones de extremidades,
la mayoria como consecuencia del pie diabético. De las personas con pie diabético
(complicacion méas comun asociada a la diabetes mellitus), segin la Asociacion
Latinoamericana de Diabetes, en México se reporta aproximadamente un 14% con egreso
hospitalario después de una amputacion (Arredondo y De Icaza, 2011), con un costo superior
a 30 000 USD cada una de las amputaciones (Boulton et al., 2008). La Encuesta Nacional de
Salud y Nutricion del 2012, reportd que aproximadamente 128 mil individuos con
diagnostico de pie diabético sufrio una amputacion (Rogers y Bevilacqua, 2010). En el afio
2013, los sujetos amputados con pie diabético adscritos a Medicina Familiar en México

fueron 3774, comparada con la cifra en 2004 de 2356 (Cisneros-Gonzalez et al., 2016).

Para el accionamiento de las prétesis existen varios métodos, entre los mas novedosos
se encuentra el uso de sefiales de electromiografia (EMG) (Parker y Scott, 1986; Asghari
Oskoei y Hu, 2007); para las protesis transtibiales normalmente se utilizan sefales
provenientes de los muasculos de la pierna en la parte superior. Para poder clasificar estas
sefiales y asi accionar el dispositivo de control de la proétesis se utilizan algoritmos de
reconocimiento de patrones, tales como las maquinas de soporte de vectores (SVMs, por sus
siglas en inglés, Support Vector Machines), redes neuronales artificiales y analisis
discriminante lineal (Oskoei y Hu, 2008; Geethanjali, 2016; Dhindsa et al., 2019); sin
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embargo las SVMs han probado ser uno de los mejores métodos en aplicaciones médicas
(Kalantari et al., 2018).

En este trabajo de investigacion se describe la forma en como se disefio un algoritmo
basado en SVMs, el cual clasifica sefiales electromiogréaficas y presenta una exactitud mas
alta que otros algoritmos de clasificacion, con un costo computacional suficientemente
pequeio para que la clasificacion se haga en “tiempo real”, 10 que en este contexto se refiere
a que el tiempo de respuesta es menor al de la reaccion del cuerpo humano. Ademas de
SVMs, la propuesta utiliza algoritmos de reduccion de caracteristicas y otros de seleccion;

para asi reducir el tiempo de procesamiento.
1.1 Descripcion del problema

Las propiedades no estacionarias de las sefiales mioelétricas en ajustes de la vida real
obstaculizan las aplicaciones clinicas del reconocimiento de patrones mioeléctricas para
control de prétesis, ya que modifican sus caracteristicas a través del tiempo. Ademas, el
hecho de que se tenga un nimero limitado de patrones, dificulta la movilidad de la protesis,
al no ajustarse al movimiento exacto que desea el usuario, lo que hace que la marcha no sea
tan “natural”, obligando al usuario a modificar su manera de andar, lo que, a la larga, puede
causar dafos en la extremidad residual o en la sana, como sefialan Russell-Esposito y Wilken
(2014) que presentan un estudio enfocado a personas que utilizan protesis transtibiales
pasivas, es decir, que no tienen ningun dispositivo de control o accionamiento, presentan
afectaciones en la.extremidad sana, esta debido a que la carga aumenta y al tener que realizar
compensaciones de empuje, lo que representa un mayor riesgo de dafio en el cartilago de la
rodilla (osteoartritis), por lo que las protesis accionadas ofrecen méas beneficios, al reducir las

demandas de la extremidad sana.

Las protesis accionadas o controladas, requieren de la distincion entre cada uno de los
movimientos que pueden ejecutar (también llamados clases o patrones), los movimientos
pueden ser indicados a través de sefiales de EMG; lo que representa un problema para los
que las disefian. Una de las soluciones dadas para éste es el desarrollo de algoritmos de

reconocimiento de patrones. Sin embargo, una clasificacion de una mayor cantidad de clases,
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requiere de un alto costo computacional. Ademas, el incremento en el ndmero de
movimientos aumenta el error en la clasificacion al tener un mayor nimero de patrones entre
los cuales escoger, por estos motivos, un método eficiente de clasificacion, que considere un
numero suficiente de patrones para una movilidad “natural” de la protesis que requiera de
poco costo computacional para que la clasificacion se haga en “tiempo real” mejorara el
desempefio de la protesis, y al mismo tiempo abre posibilidades para diferentes aplicaciones

en donde la clasificacion de patrones es crucial.
1.2 Justificacion

En afios recientes se ha realizado un esfuerzo en la busqueda de un medio preciso y
computacionalmente eficiente para la clasificacion de  sefiales mioeléctricas. Existen
diferentes métodos que han sido estudiados, ejemplo.de ellos son el analisis discriminante
lineal, (LDA, Linear Discriminant Analysis), los'modelos ocultos de Markov (HMM, Hidden
Markov Models), el modelo de mezcla Gaussiana (GMM, Gaussian Mixture Model), redes
neuronales artificiales (ANN, Artificial Neural Network), perceptron multicapa (MLP,
MultiLayer Perceptron), méaquinas de soporte de vectores (SVMs, Support Vector
Machines), entre otros (Chan y Englehart, 2005; Oskoei y Hu, 2008; Miller et al., 2013;
Geethanjali, 2016; Dhindsa et al., 2019; Hassan et al., 2019).

Las SVMs son un método relativamente novedoso con un trasfondo teorico fuerte del
que ha incrementado su popularidad como herramienta para tareas de aprendizaje de
maquinas que involucran clasificacion y regresion. Con la finalidad de revisar la exactitud
de los métodos disponibles, Oskoei y Hu, (2008) evaltan una SVM que utiliza diferentes
kernel, aplicado a la clasificacion de sefiales mioeléctricas de brazo comparado con LDA y
MLP, demostrando que es superior, ademas que el costo computacional es menor, como se
observa en la Figura 1.1, donde se muestra que la SVM tiene una mejor exactitud promedio
en la clasificacion al compararse directamente con LDA y dos versiones diferentes de MLP.;
variando el tipo de caracteristicas extraidas de la sefial; las caracteristicas utilizadas para la
comparacion fueron MAV (promedio del valor absoluto), WL (longitud de onda), SSC
(cambios de signo de pendiente), ZC (cruces por cero), valor RMS de la sefial y coeficientes

AR (coeficientes de autoregresion Al y A2); en tres diferentes pruebas, la primera considera
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solamente MAV; la segunda MAV+WL+SSC+ZC vy la tercera considera el valor RMS y
coeficientes AR.

= AN

e AV WSS CHAD
- e RS+ A HE
# |
'

Precisién (%)
-
\
="
Ny

£

SVM, RBF SWM. LIK SVM. SIG SN FOL LDa MLP MLP2
Clasificadores

Figura 1.1. Gréafica comparativa del'desempefio de 7 clasificadores (Oskoei y Hu, 2008).

Una mejor clasificacion de las sefiales, mejorara el desempefio de la protesis por
distintos motivos, por una parte, reduce el tiempo de entrenamiento que tendra el usuario
antes de poder manejar completamente la protesis, por requerir un minimo de concentracion
para el uso de ésta; por otra parte, si la clasificacion es rapida, mejorara sin duda alguna el

control de la protesis. Debido a estos motivos se decidio realizar el presente trabajo.

2 Antecedentes

El progreso en la tecnologia de control a partir de sefiales mioeléctricas (MESs, por
sus siglas en inglés, MyoElectric Signals) tomadas de la superficie de la piel, ademas del
disefio de protesis, también ha incrementado a traves de los afios, debido al enfoque
alternativo de la investigacion y el desarrollo de una metodologia de control y dispositivos
de hardware (Hudgins et al., 1993; Chan et al., 2000; Englehart et al., 2003; Rossi et al.,
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2015; Pancholi y Joshi, 2018). Estas han sido usadas para diversas aplicaciones, incluidos
diagnésticos clinicos, como fuente de control de dispositivos asistidos y esquemas de
simulacion eléctrica funcional. En el campo de las protesis, la extraccion de MES permite
desde mover una de ellas con una sola funcion mediante un solo masculo, hasta mover una
prétesis multifuncion a partir de actividades de un grupo de musculos (Huang y Chen, 1999;
Guo et al., 2004; Chan y Englehart, 2005; Lépez-Delis et al., 2015; Tavakoli et al., 2018).

De la misma manera, las maquinas de soporte de vectores han sido estudiadas en afios
recientes para la clasificacion de todo tipo de sefiales, ejempo de ello, Zhou, (2010) clasifica
sefiales de modulacién digital, utilizando un “kernel radial”; la identificacion de las clases se
hace “uno contra uno” y “uno contra el resto” del clasificador multi-clase; ademés adopta el

método de seleccidn de parametros utilizando una rejilla de validacion cruzada.

Predecir la estructura tridimensional de una proteina es un problema clave en biologia
molecular, ramo de estudio donde Chmielnicki et al., (2012) utilizan una SVM como
clasificador multiclase para resolver este problema, con un menor costo computacional
comparado con otros métodos con la misma exactitud; combinan una SVM con un arbol de
decision binaria, método al que llaman “SVM-BDT?”, con un enfoque basado en la relacion

de reconocimiento alcanzado en el conjunto de datos de entrenamiento.

La sefial mioeléctrica como entrada de control ha dominado debido a que se han
encontrado grandes ventajas sobre otras entradas, de tal manera que desde los afios sesenta
se presentan trabajos al respecto. El problema con el uso se estas sefiales es que, debido al
filtrado y la amplificacion que se hace de la sefial, no se tiene suficiente informacion para un
control confiable, por lo que algunos de los investigadores de las décadas mas recientes se
han dedicado a la clasificacion de las sefiales, sin pérdida de informacién; maximizando la
exactitud en clasificacion y disminuyendo el costo computacional. Por ejemplo, Englehart et
al., (1999) recalca que una extraccion efectiva de las sefiales es crucial para la clasificacion
y propone un ensamble de representaciones basado en tiempo-frecuencia para asegurar la
clasificacion, utiliza la transformada de Fourier de corto tiempo, la transformada wavelet y
el paquete transformada wavelet; clasifica cuatro diferentes sefiales con dos canales de 256

puntos, muestreando a 1 kHz, cuyo error promedio de clasificacion es de 6.25%.
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Dos afios mas tarde, Englehart et al., (2001) presentan un esquema de control de gran
exactitud, cuyo método usa un conjunto de caracteristicas basado en wavelets, para cuatro
canales de datos mioeléctricos y reducido en dimension mediante el analisis de componentes

principales.

Afios mas tarde, Al-Assaf y Al-Nashash, (2005) utilizan la técnica del valor promedio
con un anélisis de componentes principales y un anélisis de tiempo-frecuencia para la
segmentacion; lo hacen mediante un analisis wavelet multi-resolucion para la extraccion de
caracteristicas y una red neuronal para la clasificacion de cuatro sefiales de codo y murieca,

desde el biceps y el triceps, con 5.1% de error, con dos canales.

En 2006, Rasheed en su tesis, utiliza caracteristicas en el dominio del tiempo, datos
de la derivada discreta de primer y segundo orden, y datos enlo que Ilama, dominio Wavelet,
refiriéndose al dominio tiempo-frecuencia en el que se considera la transformada Wavelet.
Ademas, implementa un enfoque de fusion de clasificador hibrido, con la técnica del vecino
mas cercano para una combinacion de l6gica difusa y redes neuronales, reduciendo asi el

ndmero de errores en la clasificacion.

En su tesis de maestria, Fougner, (2007), disefia un controlador con base en sefiales
mioeléctricas para protesis de la extremidad superior, con un clasificador red MLP de 8
nodos, considerando 4 angulos de giro para diferenciar y un error RMS (por sus siglas en
inglés, Root Mean Square) de 20 al 37 %.

En 2007, Liu et al., proponen un clasificador llamado “Cascade Kernel Learning
Machine (CKLM)”, en el que hacen la extraccion de caracteristicas por un modelo ARM y
un histograma de tres sensores. Para la clasificacion utilizan GDA y SVM; el primero reduce
la-dimensionalidad de las caracteristicas de entrada y la seleccion de las caracteristicas
discriminatorias, después el SVM combinado con una estrategia de uno contra uno es
ejecutado para clasificar. Por cascada SVM con GDA mapean no linealmente las
caracteristicas de entrada por medio de una funcion radial, con la que obtienen una separacion
lineal optima de hiperplanos con un amplio margen de separacion entre cada una de las
clases; la clasificacion tiene un 93.51% de exactitud, para ocho clases, con cinco musculos,

con una ventana del patrén de 20.7 ms.
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Afios mas tarde, Alvarez 1llan, en 2009, realiza una tesis doctoral con varias técnicas
novedosas para la ayuda en el diagndstico por computadora del Alzheimer, utilizando un
clasificador basado en SVMs, cuya extraccion de caracteristicas la realizan por factorizacion,
para posteriormente hacer un analisis de componentes principales y una reduccion de

dimensionalidad mediante el criterio de Fisher.

La mayoria de los métodos de clasificacion no incluyen una clase para “no hacer
nada”, es decir, evitar algin movimiento en caso de que el clasificador tenga dudas; para
corregir esto, Erik Scheme, (2010) propone un sistema de clasificacion multiexperto “uno
contra uno”, el cual consiste en un clasificador binario de N x (N-1) (donde N es el nimero
total de clases) el cual determina la salida méas probable entre cada par de clases- Estas salidas
son subsecuentemente combinadas para producir una salida final, incluida la habilidad de no
hacer nada (por defecto) en caso de confusion; utiliza 12 electrodos y diferencia entre 12

clases.

Con la finalidad de mejorar la exactitud en la clasificacion de las sefiales, algunos
investigadores combinan diferentes herramientas junto con las SVMs, ejemplo de ello son:
Alkan y Gunay, (2012) utilizan-un analisis discriminante y un clasificador SVM para
clasificar 4 MESs generadas por el -biceps y el triceps; con la premisa de que cada sefial tiene
un patron singular, los vectores caracteristicos son generados mediante el uso del valor
absoluto promedio (MAV), el analisis discriminante utiliza cinco diferentes aproximaciones
y tiene un rango de exactitud de 96-98%, la representacion del espacio la hacen basados en

la transformada discreta de wavelet, con una frecuencia de muestreo de 1 kHz.

En Rasool et al., (2014) analizan a la sefial mioeléctrica como una serie de tiempo
estacastica, encontrando que la sefial es heteroscedastica, es decir, los residuos de modelado
AR (autoregresivo) presentan una varianza variable en el tiempo; modelan la sefial como un
proceso generalizado autoregresivo condicional heteroscedastico autoregresivo (AR-
GARCH, Autoregresive-generalized autoregresive conditiona heteriscedastic), en donde los
parametros estimados por el modelo, son los que se clasifican, obteniendo una p <0.01, para
12 diferentes movimientos medidos a través de cinco sensores, con una ventana de tiempo

para el patrén de 200 ms.
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McCool et al., (2015) demuestran que algunas técnicas de mejora espectral pueden
ser configuradas para mejorar la clasificacion de un sistema de control mioeléctrico basado
en reconocimiento de patrones; sefialan que cuando un sujeto se encuentra en descanso, la

potencia en sefiales de EMG eleva sus caracteristicas de ruido.

El desarrollo de sistemas de control mioeléctrico con base en reconocimiento de
patrones ha sido gobernado por el deseo de una alta exactitud en la clasificacion de las sefiales
de EMG. Sin embargo, como ya se menciond, las propiedades no estacionarias de éstas en
ajustes de la vida real, obstaculiza las aplicaciones clinicas del reconocimiento de patrones
mioeléctricos para el control de prétesis. No obstante, esta exactitud es solo definida para
ejemplos conocidos de clases, mientras que el uso de protesis activas produce

invariablemente, contracciones extranas.

Liu, (2015) desarrolla un sistema adaptativo de reconocimiento de patrones, con el
objetivo de entrenar un clasificador en linea con los datos de prueba sin supervision,
proporcionando un mecanismo de auto correccion para suprimir no-clasificaciones, con base

en SVMs; con la finalidad de mejorar el control de protesis que utilicen este método.

En el mismo afio, AlOmari y Liu proponen un sistema hibrido inteligente de
reconocimiento de patrones para clasificar ocho movimientos de la mano, combinando SVMs
con dos algoritmos evolucionarios, uno genético y otro de optimizacién de nubes de
particulas. Dicho algoritmo tiene un gran desempefio en las tareas de aprendizaje, ya que
cuenta con una optima seleccién de parametros de la funcion radial base (RBF, Radial Based
Function) y laseleccion del nivel de descomposicion 6ptimo para una funcion Wavelet madre
(AlOmari y Liu, 2015).

Por otra parte, McCool et al., demuestran que mediante técnicas de mejora espectral
se puede incrementar la calidad de la clasificacion de sefiales de EMG para el control
mioeléctrico basado en reconocimiento de patrones; realizan su estudio comparando los
resultados al usar técnicas estadisticas minimas desarrolladas en el procesamiento del habla
y métodos de eliminacion de ruido electromiografico, (wavelets y modo empirico de
descomposicion); del cual concluyen gue usando el método de mejora espectral IMCRA (por

sus siglas en inglés, Improved Minima-Controlled Recursive Averaging) se obtiene una
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mejor clasificacion (McCool et al., 2015). Esto Gltimo es importante, ya que, con una mejor
clasificacion, se pueden tener mejoras en el desenvolvimiento de la protesis, al reducir el
tiempo de entrenamiento del usuario, por requerir un minimo de concentracion para el uso

de ésta.

Sin embargo, ya que las SVMs tienen un alto costo computacional cuando se tienen
demasiadas clases; cada una de estas clases contiene una gran cantidad de caracteristicas
Ilamadas atributos. Algunos de estos no son relevantes y deben eliminarse; ya que en la
clasificacion, cada caracteristica tiene un efecto sobre la exactitud, costo, y tiempo de

aprendizaje del clasificador (Khan and Baig, 2015).

El uso de técnicas de seleccion de caracteristicas es muy comun, casi tanto como los
de reduccién de caracteristicas, porque estos algoritmos dan como resultado las
caracteristicas que contienen la informacién mas relevante de la sefial; con esta reduccion se
mejora la exactitud de la clasificacion y la reduccién de la complejidad computacional
(Zhang et al., 2019; Xue et al., 2020).

Para la seleccion de caracteristicas se usan una gran variedad de algoritmos, tanto en
la forma supervisada como en la no supervisada. Sin embargo, los mas usados son los
primeros, debido a que en los datos se cuenta con la etiqueta de clasificacion a cada muestra.
Los algoritmos de seleccion de caracteristicas de la forma supervisada, se pueden clasificar
en filtros, envoltura, métodos y modelos embebidos. Los filtros son independientes de
cualquier método de aprendizaje, porque la atencion se centra en las caracteristicas generales
de los datos; no son costosos computacionalmente y tienen una buena capacidad de
generalizacion. Las técnicas de envoltura y los métodos integrados requieren de un algoritmo
de aprendizaje. Por otra parte, existe una tendencia a mezclar los algoritmos, como en el caso
de los métodos embebidos, que suelen combinar dos 0 m&s métodos de diferentes origenes

conceptuales (Remeseiro y Bolon-Canedo, 2019).

Entre los métodos de filtros se encuentran: Relief (Robnik-Sikonja y Kononenko,
2003; Sun y Wu, 2008), Fisher Score (Duda et al., 2000) e Information Gain (Cover y

Thomas, 1991; Peng et al., 2005). Las técnicas de envoltura incluyen reglas Bayesianas
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(Kohavi y John, 1997; He et al., 2020; Prasad et al., 2020) y algunos métodos embebidos se
describen en Ma y Huang, (2008).

Relief ha sido considerado uno de los metodos mas exitosos, debido a su simplicidad
y efectividad (Sun y Wu, 2008). Rodriguez-Lujan et al., (2013) lo aplican para la reduccion
de dimensionalidad aplicado a datos de espectrometria de masas para la identificacion del
odor de 13 sujetos diferentes, también Zafra et al., (2010) lo utilizan para solucionar el
problema de categorizacion de imagenes de tres reconocidos conjuntos de datos.
Recientemente Subbotin, en 2018 proponen una modificacion a este método, cuyo proposito

fue una aceleracién significativa de los célculos.

Por otra parte, autores como Rodriguez et al., (2014) proponen técnicas de
Optimizacion en Colonias de Hormigas y la Teoria de los Conjuntos Aproximados para la
seleccion de rasgos aplicado en el pre-procesamiento de datos para pronosticar, de forma
automatica, las temperaturas diarias en el Centro Meteroldgico de Camaguey. En el mismo
afio, Nazir et al., combinan Optimizacion de Enjambre de Particulas (PSO, por sus siglas en
inglés Particle Swarm Optimization) con algoritmos genéticos (GA, por sus siglas en inglés
Genetic Algorithm) para seleccionar las caracteristicas mas importantes en la clasificacion
de género, para después hacer la clasificacion utilizando una SVM vy obteniendo 98.3% de
exactitud. De la misma forma, pero afios mas tarde, en 2019, Chen et al., Wei et al.; Xiong
et al. combinan PSQO con otras técnicas para seleccionar un subconjunto de caracteristicas

Optimas para la clasificacién.

Un ejemplo de un método embebido es el utilizado por Wiestaw en 2019, quien aplica
un métado de seleccidn de caracteristicas generacionales con base en estructuras de arboles

con aplicacion recursiva, para analizar datos médicos artificiales y del mundo real.

Recientemente, Wang et al., en 2019 presenta un nuevo método para la seleccion de
caracteristicas con base en optimizacion de colonias bacterianas con poblacién
multidimensional; los datos seleccionados son utilizadas para clasificar once cancerigenos

con caracteristicas de multiples clases y tamarios variables.
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Xue et al., (2020) proponen un algoritmo de PSO basado en pardmetros y estrategias
autoadaptativas para la seleccion las caracteristicas mas importantes a gran escala; el
algoritmo propuesto es probado con varios clasificadores, probando su efectividad al mejorar
la exactitud obtenida con cada uno de ellos. Por otra parte, Zhang et al., (2020) estudia un
nuevo enfoque de seleccion de caracteristicas de objetivos multiples; sefialan. que el
algoritmo es capaz de competir con aquellos basados en colonias de abejas, GA, PSO,

evolucion diferencial y colonias artificiales.

Con respecto al tratamiento de sefiales biomédicas, en 2014, Liu propone un enfoque
basado en filtro de campo aleatorio de Markov combinado con un algoritmo de busqueda
ortogonal directa para evaluar la contribucion cada sefial de EMG; sefialando que es un
enfoque independiente del tipo de algoritmos de clasificacion y caracteristicas, que permite
reducir la informacién redundante a través de los diferentes canales y ademas cruzar
diferentes caracteristicas. Para ayudar en el reconocimiento de patrones de sefiales de
electrocardiograma, Lu et al., (2016) emplea un algoritmo genético modificado que utiliza
una estrategia de busqueda de rango variable y descomposicién en modo empirico para
realizar una exploracién dinamica y optimizar los subconjuntos de caracteristicas

estadisticas.

Chatterjee et al., (2019) proponen una técnica de seleccion de caracteristicas basada
en una matriz de discernibilidad difusa, para determinar un subconjunto de caracteristicas de
sefiales de electroencefalograma (EEG) de imagenes motoras y clasificarlas posteriormente
utilizando una SVM.
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3 Hipotesis

La extraccion de diferentes caracteristicas combinadas en un algoritmo clasificador
de sefiales de EMG con base en SVMs mejora el resultado del procesamiento de las sefiales
utilizadas para el control de una protesis transtibial con respecto a otros algoritmos-de

clasificacion como redes neuronales y andlisis discriminante lineal.

4-Objetivos

4.1 Objetivo general

Desarrollar un algoritmo clasificador de sefiales de EMG con base en SVMs que
mejore el resultado del procesamiento de sefiales utilizadas para el control de una protesis
transtibial con respecto los clasificadores ANN y LDA.

4.2 Objetivos particulares

1. ldentificar las caracteristicas que se pueden extraer de una sefial EMG.

2. Revisar los algoritmos de seleccion de caracteristicas para elegir uno que
permita reducir la dimension de la matriz de entrada.

3. Analizar, evaluar y seleccionar un algoritmo de reduccion de caracteristicas,
para reducir y mejorar la dimension de la matriz de entrada.

4. Implementar diferentes variantes de los algoritmos encontrados para la
clasificacion y seleccionar el que exhiba un menor tiempo de respuesta y una
mejor exactitud.

5. Comparar el algoritmo disefiado con los clasificadores ANN y LDA.
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5 Fundamentacion teorica

Dia con dia, la tecnologia y la computacion estdn mas presentes en nuestra rutina, por
lo que se puede observar que la robotica lo hace de la misma manera, hasta llegar al punto en
que también toma parte en el cuidado de nuestra salud. Las protesis transtibiales (PTT)
inteligentes son controladas por microprocesadores que incorporan una 0 mas sefiales de
EMG, pero, al ser ésta no estacionaria, es dificil de analizar; ademas de requerir una la
colocacion y ajuste de electrodos para medir las sefiales. Por estos-motivos, numerosos
investigadores centran su estudio en diferentes métodos de clasificacion de sefales, para

hacer un control mas simple de la PTT.

Las SVMs propuestas por (Vapnik y Corinna, 1995) son derivadas de la idea de
generar un hiperplano 6ptimo con el méximo margen entre dos clases, cuya estrategia se basa
en el principio de minimizacién de riesgo estructural (SRM, structural risk minimization), el
cual no solo minimiza el riesgo empirico_(errores de entrenamiento), sino que también
minimiza el error global durante el entrenamiento. Hoy en dia, uno de los usos que se les da

es la clasificacion de MESs.
5.1 Electromiografia

El movimiento 'y la posicion de las extremidades son controlados por sefales
eléctricas que viajan entre los musculos y el sistema nervioso central; sin embargo, cuando
se presentan condiciones patoldgicas en el sistema motor, las caracteristicas de la sefal
cambian, es por eso que se hace un estudio cuidadoso de la sefial eléctrica del musculo de la

extremidad residual a traves de un electromiograma.

La electromiografia se define como el registro y la interpretacion de los potenciales
bio-eléctricos registrados en los musculos. Desde la década de los setentas, se han utilizado
MESs como sefiales de control para protesis accionadas por motores eléctricos, también
Ilamadas protesis mioeléctricas; en las cuales se utilizan sefiales principalmente de los

musculos de la extremidad residual (Sandoval-Castro, 2011).
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Una sefial EMG es una representacion del potencial eléctrico generado por la
despolarizacion de la membrana de la fibra muscular externa (el sarcolema). Esta deteccion
involucra el uso de electrodos superficiales (SEMG) o intramusculares (IEMG) que son
colocados a cierta distancia desde la fuente. El tejido que separa a las fuentes de los electrodos
actia como conductor de volumen, el cual determina las caracteristicas de las. sefiales
detectadas (Farina y Merletti, 2004) A continuacion se describen los elementos para un

sistema de adquisicion de informacion de MESs.
5.1.1 Sistema de adquisicién

El objetivo del sistema de adquisicion y procesamiento de sefial es proveer de una
MES de alta calidad donde informacion especifica por la postura o contraccion del musculo
puede ser extraida y asociada con el comando de control deseado. La electronica para la
adquisicién de ésta consiste en canales, filtros, amplificadores y convertidores anal6gico-
digitales (Hakonen et al., 2015).

5.1.1.1 Numero de electrodos

Los electrodos para electromiografia (EMG) son los mismos utilizados para
electrocardiograma (ECG) y en algunas ocasiones, también son utilizados para extraer
sefiales de electroencefalograma (EEG). Presentan diametros que varian desde 0.3 cm a 1
cm; y consisten en botones metalicos de contacto hecho de plata — cloruro de plata (Ag/AgCl)
en la parte alta de la.columna, el cual se rellena con un gel o pasta conductiva. Mantienen su

posicion mediante-un disco de hule espuma cuya superficie tiene una sustancia adhesiva.

El' nmero Optimo de electrodos para una interfaz de sEMG ha sido estudiado
principalmente para sefiales en el brazo. En condiciones de laboratorio, la calidad de la
clasificacion incrementa con tres o cuatro canales bipolares. Sin embargo, cuando los
electrodos se mueven, la recomendacion aumenta de cuatro a seis, con la finalidad de
acomodar una mitad longitudinalmente y la otra transversalmente. De cualquier manera, el
namero 6ptimo de electrodos probablemente dependa de la anatomia de la persona (Farrell y
Weir, 2008).
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Un estudio realizado para conocer la mejora de la exactitud de la clasificacion en
2019, (Toledo-Pérez et al., 2019) indica que los resultados obtenidos con dos y tres electrodos
no varian mucho. Al afiadir un canal adicional, la exactitud de la clasificacion aumenta en
promedio de 5%; por lo que se considera que seguir aumentando la cantidad de canales no

mejora significativamente la exactitud obtenida.
5.1.1.2 Rango de filtrado y muestreo

La amplitud de una MES usualmente se encuentra por debajo de las 10 mV, lo que la
hace sensible a instrumentos, y hace necesario amplificarla de 100 a 5000 veces, ademas que
deber ser convertida a sefial digital. Comunmente, el pico oscila entre 5y 20 Hz, con la
finalidad de eliminar las pequefias variaciones en la sefial causadas principalmente por el

movimiento de los instrumentos y sus cables (Hakonen et al., 2015).
5.1.2 Algoritmos pre-procesados para clasificacion

Los algoritmos usados para pre-procesar datos de sefiales MES incluyen: el analisis
de componentes principales (PCA, por.sus siglas en inglés, Principal Component Analysis)
y el analisis de componentes independientes (ICA, por sus siglas en inglés, Independent
Component Analysis). En el primero, los datos SEMG son rotados por matrices de proyeccion
de clases especificas para decorrelacionar los datos antes de que las caracteristicas sean
extraidas. Las matrices de proyeccion aproximan algunos datos de baja dimension no
lineales. Por otra parte, el segundo puede reducir el efecto crosstalk, es decir, ayuda a reducir
el efecto de la interaccion entre sefiales cercanas. ICA estima un conjunto de sefiales
independientes desde una mezcla de sefiales dadas mediante una estimacion de una matriz

sin mezclar (Hakonen et al., 2015).
5.1.3 Decodificacion de informacion mioeléctrica

Una sefial mioeléctrica s(t) estd formada por la superposicion de potenciales de

accion individuales (AP, Action Potentials) generados por descargas irregulares de unidades
motoras activas (MU, motor units) en un musculo, medidas en pV. (Merlo et al., 2003)

modela una MES superficial como se muestra en las ecuaciones (1) y (2):
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s(t)= Zj:I\/IUAPTj (t)+n(t) 1)

s(t):Zj:zi:kjf( 'j+n(t) )
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Donde kj es un factor de amplitud para la jth unidad motora, f (e) la forma de la

descarga del potencial de accion, 9ij el tiempo de ocurrencia de un MUAP, @ un factor de

escalay n(t) es el ruido adicional. Debido a esto, un alto nimero.de MUAPS superpuestos y

la naturaleza de la descarga de MU, una sefial superficial suele ser considerada como
compleja y estocastica no estacionaria; en otras palabras, no puede predecirse y no es
repetitiva. Sus caracteristicas son extremadamente dependientes del nivel y la duracién de la
contraccion, estado del musculo dinamico o estatico, fatiga y sudor de la piel, ya que una piel
sudorosa puede presentar inicamente 0.5 k€ de impedancia, mientras que una piel seca hasta

20 kQ (Rothstein et al., 2005).

Las estrategias de control de las sefiales MES pueden ser separadas en dos grupos
principales, las basadas en un patrén de reconocimiento y las de reconocimiento sin patrén.

La Figura 5.1 ilustra los pasospara cada una de las estrategias de control.
5.2 Control'mioeléctrico con base en reconocimiento de un patrén

El control mioeléctrico que se basa en el reconocimiento de patrones calcula vectores
caracteristicos con diferentes segmentos de las sefiales; los cuales son utilizados como
entrada del clasificador de control y asi predecir las diferentes posturas. En algunas
ocasiones, los electrodos son acompafiados por pre-amplificadores para diferenciar las
sefiales que son de interés. Después de ser amplificadas, filtradas y digitalizadas (con ayuda
de instrumentos mioeléctricos), las sefiales pasan a los médulos mostrados en la Figura 5.1;
en la cual se expresan diferentes procesos de sistemas de control mioeléctrico; uno basado

en reconocimiento del patrén de la sefial y dos mas sin patron.
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Figura 5.1. Diagrama esquematico de métodos de control de'sefiales EMG (Hakonen et al., 2015).

5.2.1 Segmentacion de datos

Es el bloque comprendido por varias técnicas y métodos usados para manejar los
datos antes de extraer las caracteristicas, con la finalidad de mejorar la calidad y la respuesta
en el tiempo. Un segmento se define como un espacio de tiempo para adquirir datos
considerados para la extraccion de caracteristicas. Debido a las restricciones de tiempo real,
una longitud de segmento mas el tiempo de procesamiento para generar los comandos de

control debe serigual 0-menor a 300 ms (Oskoei y Hu, 2007).
Una MES esta comprendida por dos estados:

i) Estado transitorio, emanando de una rafaga de fibras, en otras palabras, como
cuando un musculo va desde el reposo hasta un nivel de contraccion voluntaria.
i) Estado estable, emanando durante una contraccion mantenida constante de un

musculo.
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5.2.2 Extraccion de caracteristicas

Es la etapa donde se procesan y presentan caracteristicas pre-seleccionadas para

clasificar, lo que mejora la eficiencia de la clasificacion; es uno de los modulos mas criticos.

Los arreglos de sefiales MES son mapeadas en vectores caracteristicos de pequefas

dimensiones, ya que estas describen la informacion contenida en la sefial mas eficientemente

que un arreglo de la sefial aleatoria y compleja. Las caracteristicas se clasifican de acuerdo

al dominio donde son calculadas en Hakonen et al., (2015):

1)

2)

3)

4)

Caracteristicas en el dominio de tiempo (TD, Time Domain).- Son faciles de
calcular al no necesitar transformaciones matematicas; son basadas en la amplitud
de la sefial, por lo que son sensibles al ruido y los instrumentos. Phinyomark et
al., (2012) las dividen en métodos de informacion de energia y complejidad, de
informacion de frecuencia, de prediccion de modelo y dependientes de tiempo.
Caracteristicas en el dominio de frecuencia o espectral (FD, Frecuency Domain).-
Pueden ser usados para estimar la fatiga muscular, produccion de fuerza y
cambios en la unidad motora; son calculadas desde la densidad espectral de
potencia, las cuales pueden ser estimadas usando métodos paramétricos.
Caracteristicas en el dominio de escala de tiempo o frecuencia de tiempo (TFD,
por sus siglasen-inglés Time Frecuency Domain).- Incluyen transformada de
Fourier de corto tiempo y las transformadas continua, discreta y estacionaria de
Wavelet.

Caracteristicas en el dominio espacial (SD, Spatial Domain).- Ayudan a mejorar

la distincion entre posturas y niveles de fuerza.
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5.2.2.1 Valor absoluto medio (MAV, por sus siglas en inglés Mean Absolute Value)

Consiste en obtener el promedio de la suma de los valores absolutos de los elementos

que conforman la sefial de entrada. Considere N el nimero de elementos:

1 N
MAV = WZ‘X“ (3)

i=1

5.2.2.2 Cruces por zero (ZC, por sus siglas en inglés Zero Crossings)

Consiste en contar el nmero de veces que la sefial cruza por cero, ya sea que vaya de

un valor negativo a uno positivo o viceversa:

ZC=) f(x) )

donde:

1 si X, >0&x,,;<0

i+1
f(x)= 0 X <0&x,>0 (5)
0 cualquierotrocaso

5.2.2.3 . Langitud de forma de onda (WL, por sus siglas en inglés Waveform Length)

Es la variacion acumulada de una sefial; en otras palabras, indica el grado de variacion

de lamisma, con un total de N elementos esta dada por:

N-1

WL = Y (%, - ) (6)

i=1
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5.2.2.4 Cambios de signo de pendiente (SSC, por sus siglas en inglés Slope Sign Changes)

Cuenta el nimero de veces que la pendiente de la sefial cambia de signo, lo que hace

necesario evaluar dénde esta, donde estaba y hacia dénde va la sefial. Se calcula:

N
ssC=> f(x) )
i=1
donde:
1, SI X < Xy & X <Xy
f(x)= 0 X >X, &X >X4 8)
0 cualquier otro.caso

5.3 Seleccidn de caracteristicas

La seleccion de caracteristicas consiste en identificar un conjunto de variables que
son relevantes para la prediccién de la respuesta del algoritmo un el proceso de
reconocimiento de patrones, por lo que es una herramienta importante en estadistica y
machine learning. Sin embargo, es un proceso dificil cuando el numero de variables se
aproxima o excede el nimero de muestras (Fisher y Mehta, 2014), lo cual es usualmente el
caso de los conjuntos de datos de las sefiales de EMG. Los algoritmos utilizados en este

trabajo de tesis se describen a continuacion:
5.3.1 Relief

Es un método multi-variante que selecciona las caracteristicas que son mas
importantes entre diferentes clases. Esta basado en sus vecinos, el algoritmo realiza dibujos
repetidamente a la muestra y asigna el mayor peso a las caracteristicas que ayudan a
discriminarla de muestras més cercanas de diferentes clases (Wang y Makedon, 2004).
Considerando la probabilidad para que el peso de una caracteristica y los atributos puedan
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ser tratados como independientes uno del otro (Hall, 1999), el algoritmo se puede describir

de la siguiente forma:

Relief, = P(valor diferente de X | diferentes clases)

©)

— P(valor diferente de X | misma clase)

5.3.2 SBMLR, Sparse Bayesian Multinomial Logistic Regression

Desarrollado por Cawley et al., en 2007, es un método de regresion logistica multi-
nomial dispersa, donde el parametro de regularizacion usual es integrado fuera
analiticamente. Ellos adoptan la aproximacion de Laplace, para la integral en la intepretacion
Bayesiana de la funcion objetivo regularizada P(D), correspondiente a la distribucion
posterior Gaussiana para el modelo de parametros,-centrada en su valor mas probable (o™F),

mediante:
L(a)):L(a)Mp)+%(a)—a)Mp)T A(a)—a)MP), (10)

donde A=VVL es el Hessiano de la funcion objetivo regularizada, utilizando la
aproximacion de Laplace. La evidencia de un modelo de regresion logistica multi-nomial

bajo el esquema de regularizacién Bayesiano esta dada por:
—log{D} = E, +W log E,, — T + constante, (11)

y donde:

T:—Iog{%+%log|A|}. (12)
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La funcion objetivo P(D) se define como:
1
P(D):—Iexp{—L}dw. (13)
Zw

5.4 Clasificacion y control

Para la etapa de control se debe reconocer el patron de la sefial y después clasificarlo
en categorias pre-definidas. Esta clasificacion debe ser suficientemente robusta e inteligente,
para que la prétesis pueda adaptarse rdpidamente a los cambios durante largos tiempos de
operacion; con la finalidad de obtener el valor de las variables en-tiempo real. El algoritmo a

utilizar para clasificar con las maquinas de soporte de vectores.
5.4.1 Maquinas de Soporte de Vectores

Las maquinas de soporte de vectores son muy utilizadas como algoritmos de
clasificacion, ya sea movimientos corporales, imagenes, sonidos, etc. Para esta funcion
requieren de sefiales de entrada que posteriormente seran procesadas antes de pasar por el
algoritmo de clasificacion. Una SVM construye un hiperplano de separacion éptimo en un
espacio de caracteristicas que se dice es de alta dimension, al ser mapeadas las entradas

utilizando funciones no lineales; para poder distinguir entre dos 0 mas tipos de objetos.

En una SVM, el entrenamiento del algoritmo es reformulado como un problema para

resolverse utilizando programacion cuadratica (QP, Quadratic Programming), cuya solucion

es global y Unica. Para datos de entrenamiento de entrada (Xl, yl), e (xm, ym) e R" x {ir 1}

, donde X; corresponde al valor de entrada y Y; el valor asignado del tipo de objeto al que

pertenece (también conocido como clase); estos datos, si no son linealmente separables, son

.pN
mapeados mediante ¢:R"—F dentro de un espacio caracteristico y o corresponde a la
matriz de entrenamiento. De esta manera, los hiperplanos lineales obtenidos que separan los

tipos de objetos, pueden verse como:

a)X(p(X)+b=O weRY, beR (14)
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Para construir un hiperplano 6ptimo con el maximo valor del margen de separacion y

un error & cerrado en el entrenamiento del algoritmo, el problema QP se plantea de la

siguiente manera:
. 1, 2 i
min,,, E”a)” +C> & (15)
i=1
donde:

yi(0xp(x)+b)21-¢&, i=1...m., (16)

El primer término en la funcién costo genera un.margen maximo de separacion entre
las clases, mientras que el segundo provee una cota superior para el error en los datos de
entrenamiento. Finalmente, la constante C [0,00) crea una compensacion entre el nimero

de muestras mal clasificadas en el conjunto de entrenamiento y la separacién del resto de

muestras con un margen maximo.
5.4.2 Enfoque de redes neuronales

El principal motivo para usarlo es el deseo de implementar tareas de aprendizaje a
través de la inteligencia artificial (Al, Artificial Intelligence). La ventaja que tiene es la
habilidad de representar relaciones lineales y no-lineales, y aprender esas relaciones

directamente de los datos modelados.
5.4.3 Enfoque de algoritmos difusos

Los sistemas logicos difusos (también conocidos como Fuzzy) son capaces de
descubrir patrones en datos que no son facilmente detectables; mas aun, este abordaje explota
la tolerancia la imprecision, incertidumbre y verdad parcial, para lograr soluciones tratables,

robustas y de bajo costo para la clasificacion.
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5.4.4 Control mioeléctrico con base en reconocimiento sin patron

Este tipo de control incluye control proporcional, control del umbral, analisis de inicio
y maquinas de estado finito. EI nimero de funciones que pueden ser controladas por esta
clase de control es menor que con el control basado en reconocimiento de patron. Estos tienen
una estructura simple, y en su mayoria han sido desarrollados en el control ON/OFF o en

navegacion.
5.5 Mecanica del pie

La seccion transtibial del cuerpo humano esta compuesta por el pie y la seccién de la
pierna debajo de la rodilla. La articulacion conforman la pierna-con el pie, es del tipo de
artrodia, debido a que los huesos de las articulaciones tienen superficies planas y sélo realizan
pequefios movimientos de desplazamiento, como se muestra en la Figura 5.2 (Barone et al.,
2012).

Figura 5.2. Articulacion artrodia (Barone et al., 2012).

El-cuerpo humano realiza tres tipos de palancas. La pierna, junto con el tobillo y pie
realizan una palanca de segundo género, que es aquella en la que la resistencia se halla entre

el punto de apoyo y el de la potencia, como se muestra en la Figura 5.3 (Barone et al., 2012).
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Figura 5.3. Palanca del pie. (A, punto de apoyo, R, punto de resistencia y P, punto-de‘potencia) (Barone et al.,
2012).

El pie, el eslabdon mas distal de la extremidad inferior, sirve para conectar el
organismo con el medio que lo rodea, es la base de la sustentacion del aparato locomotor y
tiene la capacidad de convertirse en una estructura rigida o flexible en funcién de las
necesidades para las que es requerido y las caracteristicas del terreno en que se mueve
(Viladot-Voegeli, 2003).

Cinematica

El pie posee un conjunto de articulaciones que le permiten movimiento en los tres

planos del espacio:

= Flexion - extension
» Rotacién interna (aduccion) — rotacion externa (abduccion)

* Pronacion — supinacion

Por otra parte, desde un punto de vista funcional podemos agruparlas en dos grandes

grupos:

1. Acomodo.- Amortiguan el choque del pie con el suelo y lo adaptan a las
irregularidades del terreno; corresponden a las articulaciones del tarso y
tarsometatarsianas.

2. Movimiento.- Tienen una funcion dinamica y son fundamentales para la marcha;

corresponden a las del tobillo y los dedos.
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5.6 Protesis de pie

La prostética es la més vieja de las ciencias de rehabilitacion tecnoldgica, tanto como
el tiempo en que las personas han sobrevivido a la pérdida de las extremidades; por lo que
han existido personas motivadas a reemplazar las funciones perdidas con ellas mediante la

construccion de protesis.

En la actualidad, las protesis se pueden clasificar segun el método de accionamiento
para generar el movimiento (Andrade et al., 2014):

+ Protesis pasivas y completamente pasivas: So6lo se pueden mover y colocar en
posiciones deseadas a través de fuerzas externas; generalmente son usadas
estética, ya que el uso de éstas puede tener un.efecto psicoldgico positivo.

+ Protesis accionadas por cuerpo: Esta clase de protesis es accionada al forzar el
movimiento de algunas partes del cuerpo, como los hombros; mediante los cuales
se puede controlar la extremidad artificial.

+ Protesis accionadas externamente: Son aquellas energizadas por alguna fuente
externa de energia, por ejemplo, baterias. Estas protesis son controladas
usualmente por el movimiento de la estructura natural restante o por una actividad
muscular eléctrica derivada de un grupo de musculos elegidos para medir.

+ Protesis hibridas: Estas suelen combinar funciones de control de extremidades
con un sistema de control via arnés. Son llamadas hibridas porque combinan dos

tipos de control en la misma protesis.

5.7 . Analisis de desempefio de un clasificador
5.7.1 Matrices de confusion

Es una herramienta que sirve para evaluar el desempefio de un clasificador; contiene
informacién acerca de los valores y las clasificaciones calculadas por un algoritmo de
clasificacion. Funciona a través de un conteo de aciertos y errores de cada una de las clases
en la clasificacion; de esta forma se puede corroborar si el algoritmo esta clasificando mal
las clases y en qué medida lo hace. La matriz de confusion se puede acomodar como se

muestra en la Tabla 5-1.
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Tabla 5-1. Disefio general de una matriz de confusion.

Prediccion
Positivos Negativos
" S Positivos Verdaderos positivos (VP) Falsos negativos (FN)
23 . - _
O > Negativos Falsos positivos (FP) Verdaderos negativos (VN)

5.7.2 Especificidad

La especificidad (SPE, por su nombre en inglés), es la capacidad del algoritmo de
clasificacion para identificar que el caso en cuestion no-pertenece a la clase en la que esta
siendo analizado si en realidad no lo hace. Se calcula dividiendo el total de verdaderos

negativos (VN) entre la suma de estos y los falsos positivos (FP).

VN

SPE=-—
VN +FP

(17)

5.7.3 Sensibilidad

Indica la capacidad del algoritmo para asignar el valor verdadero de la clase al caso
en cuestidn; en otras palabras, indica la proporcion de clases correctamente identificadas. Es
el resultado del cociente entre los verdaderos positivos (VP) y la suma de estos con los falsos

negativos (FN):

VP

SEN=—
VP +FN

(18)

En otras palabras, se dice que la sensibilidad es proporcion de verdaderos positivos

(VP) y la especificidad la de verdaderos negativos (VN).

39



5.7.4 Exactitud

La exactitud (ACC, por su nombre en inglés) indica la capacidad del algoritmo para
clasificar correctamente; es decir, si el algoritmo puede o no asignar acertadamente la clase
al caso en cuestion. Se calcula dividiendo los casos correctamente bien clasificados entre el

total de los casos.

_ VP+WN
VP +VN + FP +FN

ACC (19)

5.7.5 Precision

La precisién indica la dispersion de los valores obtenidos; es decir, tiene que ver con
la repetitividad de la clasificacion. En otras palabras, suponiendo que la clasificacion del caso
en cuestion fuera erronea, la precision mide la capacidad del algoritmo para repetir esa misma

clasificacion.

VP

PPR=——
VP +FP

(20)
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5.4.

La diferencia entre exactitud y precision, se puede observar en la imagen de la Figura

Baja exactitud y alta precision Baja exactitud y baja precision

Figura 5.4 Diferencia entre precision y exactitud.

41



6 Metodologia

La metodologia realizada en este proyecto para alcanzar los objetivos propuestos se

ilustra en la Figura 6.1.

Extraccion de Diseno y Adauisicion de
Estudio del .| senales con .| creacion de _ secrllales MES
estado del arte "| dispositivos "| tarjetas de - (Base de datos)
existentes adquisicion
Disefio e
Pre- . : .
_ . | Extraccion de .| implementacion del
»| procesamiento - . > , L
_ caracteristicas algoritmo inicial SVM
de senales I
para clasificacion

A

Seleccion e . .
. i Implementacion del Seleccion e
implementacion del _ . . . .

. . » algoritmo de reduccion » implementacion del

algoritmo de seleccion .
. de earacteristicas kernel
de caracteristicas
\ 4
Implementacion del Diseno del algoritmo
algoritmo y pruebas; [« Validacion del algoritmo |« final basado en SVM
finales para clasificacion

Figura 6.1. Diagrama general de tesis.

La primera etapa consistio en el estudio del estado del arte, donde se revisaron los
algoritmos para clasificacion con base en el reconocimiento de patrones, ademas de las
herramientas implementadas para su mejora. Por otra parte, se realizo una busqueda de bases
de datos de sefiales mioeléctricas de la seccion transtibial, sin embargo; fue dificil localizar
alguna con suficiente informacion para realizar mas de 6 pruebas, por lo que se opt6 por la

opcidén de crear una base de datos propia, lo que llevé a una segunda etapa del proyecto;
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donde se estudiaron e incluso adquirieron algunos de los dispositivos comerciales para la
adquisicion de sefiales MES; finalmente, se optd por disefiar las tarjetas de adquisicion, para
poder recopilar 8 canales al mismo tiempo y enviar los datos via bluetooth. Después de la

manufactura de la tarjeta, se procedio a realizar la adquisicién de sefiales.

La tercera etapa del proyecto consistié en el pre-procesamiento de datos, donde se
filtraron y segmentaron los datos, con los cuales se hizo la extraccion de caracteristicas. Con
la informacion recopilada en el estado del arte, se disefié un algoritmo SVM que permitiera
clasificar las sefiales. En la cuarta etapa se implementaron diferentes algoritmos de seleccién
(Relief y SBMLR), y se seleccion0 el que arrojé los mejores resultados en cuanto a exactidud
y precision. Posteriormente se implementé un algoritmo PCA para reduccion de
caracteristicas. En la siguiente etapa se experimento con diferentes tipos de kernel, y al igual
que en la etapa 4, se selecciond el que arrojo los mejores resultados en cuanto a exactidud.
Después se obtuvo el algoritmo con base en.SVM. Para validar el algoritmo se utilizé la
misma base de datos que Sapsanis et al., (2013) en su trabajo.

Finalmente se implementd el algoritmo en la clasificacion de diferentes movimientos

de pierna; dicho algoritmo podria ser utilizado para el control de protesis transtibiales.

En las siguientes sub-secciones se detallan los resultados obtenidos en cada uno de

los bloques de la metodologia del proyecto.
6.1 Tarjetade.adquisicion de sefiales

La tarjeta de adquisicion de sefiales consta de varias etapas, que se conectan a una
fuente bipolar de 5 V, con conexién a tierra fisica (GND). La primera etapa de la tarjeta es la
de adquisicién de sefial, y es la que se conecta directamente al cable para electrodos. Se

describe en la Figura 6.2; y consta de los siguientes elementos:

- Dispositivo macho para el cable para electrodos.
- Resistencias de varias denominaciones.

- Capacitores de varias denominaciones.

- Diodos IN4148.

- Amplificador instrumental INA114.
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- Punta de prueba (TP1).
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Figura 6.2. Adquisicion de sefial mioeléctrica.

Después de la etapa de adquisicién, se realizaron una etapa de filtrado y dos etapas
de amplificacion de la sefial (Figura 6.3); la primera para eliminar el ruido de la linea, de 60
Hz. Se realizaron dos etapas de amplificacion debido a que la sefial se encuentra en el rango
de los mV y se necesita aumentar alrededor de 1000 veces. Estas etapas constan de los

siguientes elementos:

-. Resistencias de varios valores.

- -Resistencias variables.

- Capacitores de diferentes denominaciones.
- Amplificador operacional TL084.

- Fuente bipolar de 5 V.

- Puntas de prueba (TP2 y TP3).

44



R4
A 100k
-
1 i 3
= = A
—) ’
e 9 TLOS4P N
=] Fuente
. R1 R2 b :
F AN AN L0 ) G
T 5ok 56k -
SQO% = + £
~7 | OyF o)/ - W
\ \ o
IC2B
= cs |cs
Ghb ﬁggﬁ B e o~
3 47rf | 47rF N
IC2D/12 z []¥Sx
14 —
" 13 ™
TLo84p
GRD

Figura 6.3. Etapas de filtrado y doble amplificacion de la sefial.

Finalmente, se utiliz6 otro amplificador operacional para mover la referencia de
voltaje de 0 V a 2.5V, como-se ve en la Figura 6.4. Esto se hace debido a que la sefial tiene
valores negativos y el ADC tiene un rango de 0 a 5 V. Mover la referencia a la mitad, ayuda
a que el ADC pueda hacer la conversion de forma correcta. Esta etapa es relativamente
sencilla y consta de los siguientes elementos:

- Resistencias de varias denominaciones.
- « Resistencia variable.

- Fuente de alimentacion.

- Amplificador operacional TL084.

- Puntas de prueba (TP3y TP4).

- Pines para la salida de la sefial, tierra y alimentacion.
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Figura 6.4. Etapa de movimiento de referencia de la sefial.

Para el desarrollo de los experimentos, se hicieron cuatro tarjetas iguales, el electrodo
utilizado para las pruebas fue de la marca Kendal MediTrace 200 (Electrodo circular bipolar
Ag/AgCI con un diametro de 10 mm y con un gel adhesivo conductor) y se muestra en la
Figura 6.5. Los electrodos se adquirieron en un paquete de 100, ya que para cada sujeto de

prueba se utilizaron nueve.

N

Figura 6.5. Electrodo Kendal MediTrace 200.

El cable utilizado para los electrodos es de tres lineas, terminal positiva, terminal
negativa y tierra fisica (Figura 6.6); se utilizaron cuatro cables para los experimentos; para
obtener 4 sefiales diferentes (llamados canales); sin embargo, como la tierra es comdn en las
cuatro tarjetas de adquisicion, sélo se adhirid una terminal de tierra fisica durante el
experimento y el resto de ellas se dejaron sin conectar; aunque bloqueadas para evitar lectura

de ruido.
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4

Figura 6.6. Cables para electrodos.

Para el envio de informacion a la computadora, se realiz6 una pequefia tarjeta que
utilizé un dispositivo Bluetooth, en un HC-05, con.un BaudRate modificado a 230400, y un
micro-controlador STM32F103C8, con un ADC de 12-bits, enviando paquetes de 2 bytes a
la PC en formato ASCII. Ademas, se agregaron pines para la recepcion de la sefial de salida
de cada una de las tarjetas de adquisicion y algunos capacitores para eliminar ruido
proveniente de la linea. El pseudo-codigo utilizado para el envio de la informacion es el

siguiente:

- Inicializar la variable micros con un valor de cero.

- Inicio del proceso.

- Asignacion del BaudRate a 230400.

- Asignacion a un pin como salida.

-~ Comienzo de un ciclo.

- Evaluacion de la variable, para repetir el proceso con una frecuencia de 1 kHz.

- Declaracion de una variable, tipo vector entera sin signo, de dimension cuatro
(adcval).

- Asignacion de cada canal analdgico al vector declarado en el punto anterior.

- Declaracion de una variable char sin signo de dimension 2, (buffy).

- Ciclo for de cuatro tiempos, con las siguientes lineas:
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o buffy[0] = (unsigned char)((adcval[i] & OxFFQ0) >> 8);

o buffy[1] = (unsigned char)(adcval[i] & O0x00FF);
- Asignacion al pin de escritura del puerto serial, la variable buffy, 2
- Fin del ciclo for.
- buffy[0] = Ox0D;
- Asignacion al pin de escritura del puerto serial, la variable buffy, 1.
- Fin del ciclo.

- Fin del proceso.

Las cuatro tarjetas se juntaron en una sola placa, a cada una de las tarjetas se le coloco
un inversor de voltaje, para poder alimentarlas con la misma fuente. Para la fuente se usé una
bateria, asi que también se agregd un dispositivo para-cargarla y otro para regular la salida.
Por otra parte, se agregé un interruptor para.encender y apagar los dispositivos de

adquisicion. La tarjeta final se muestra en la Figura 6.7.

Figura 6.7. Tarjeta de adquisicion de sefiales mioeléctricas.
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6.2 Base de datos

Con las sefiales adquiridas en archivos de texto, se formé una base de datos, con
formato *.mat, con ayuda de MATLAB, donde:

1. Abrir en diferentes variables cada uno de los archivos de cada movimiento de cada
repeticion.

2. Importar datos de cada variable creada en el paso 1.

3. Juntar el texto de los datos importados en el paso 2.

4. Busqueda del patron insertado entre cada medicion de los canales analdgicos,

“ODOA”.

Formar vectores de cada canal partiendo del patron para cada repeticion.

Conversion de formato hexadecimal a decimal.

Union de cada repeticion en una matriz del mismo movimiento.

© N o O

Guardar los movimientos en cada archivo por sujeto.

Para realizar la base de datos, se hicieron pruebas con 8 sujetos, que dijeron
encontrarse en buen estado de salud; sin sobre peso y sin amputaciones; cuatro hombres y
cuatro mujeres, a los que se les colocaron 9 electrodos en la pierna derecha, dos por cada uno
de los cuatro masculos considerados y uno mas para la tierra, la distancia de separacion entre
ellos fue de 2.5 cm, distancia 6ptima para poder tener la mayor cantidad de informacion
(Sacco et al., 2009). La posicion de dos pares de electrodos se colocé segin SENIAM (2009);
con respecto a las.otras dos, Sacco et al., (2009) sefiala que existe otra posicidn para obtener
una mejor calidad de la sefial. Las posiciones de los cuatro pares de electrodos y el de tierra

fisicase describen a continuacion:

1. Vastus lateralis (L), el electrodo se colocé al 66% de la longitud del madsculo en la
linea desde la espina iliaca superior al lateral de la rétula.
2. Tibialis anterior (TA), es al 47.5% en la linea entre la punta del peroné y la puntal

del maléolo interno.
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3. Gastroctemius medialis (GM), donde la posicién idénea es al 38% de la longitud del
musculo desde el lado medial de la cavidad poplitea hasta el lado medial de la
insercion del tendon de Aquiles, partiendo del tenddn de Aquiles.

4. Biceps femoris (BF), a la mitad de la posicion en la linea entre la tuberosidad
isquidtica y el epicondilo lateral de la tibia.

5. Laterminal de tierra se coloc6 en el costado interno de la rodilla.

Para los experimentos, se realizaron 6 diferentes movimientos de pie. El

procedimiento para realizar el experimento fue de la siguiente manera:

- los sujetos se encontraban sentados, con una posicién de relajacion donde no se
ejecutaba ningln movimiento;

- despues, realizaron el movimiento y sostuvieron esa posicion durante cinco
segundos;

- finalmente regresaron a la posicion de relajacion.

Cada movimiento se realiz6 un total de 20 veces, con intervalos de 25 segundos. Los
movimientos ejecutados fueron seis: levantar la punta del pie (LP), levantar el talon (LT),
mover la punta hacia la derecha (PD), mover la punta a la izquierda (PI), apoyar la punta sin
levantar el talon (AP) y apoyar el talon sin levantar la punta (AT); el estado de relajacion
(RR) también fue considerado, teniendo un total de 7 movimientos a clasificar. Las sefiales
fueron muestreadas con una frecuencia de 1 kHz. El diagrama general del experimento se
puede observar en la Figura 6.8; el cual consiste en extraer las sefiales con ayuda del circuito
integrado INA114, que fue disefiado para éste propoésito, después una etapa de amplificacion
con un factor aproximado de 1000; después un filtro anal6gico Notch, para eliminar las
frecuencias de 60 Hz, finalmente un ADC para poder tener las sefiales en formato digital y

guardarlas en la PC.
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Figura 6.8. Diagrama general del proceso de adquisicion de sefales.

El analisis de las sefiales, su procesamiento y clasificacion fue realizado en el software
de MATLAB®. Las siguientes subsecciones describen el pre-procesamiento de las sefiales,

andlisis y algoritmo de clasificacion.

6.3 Filtros

Ademas del filtro anal6gico Notch, se implementaron filtros digitales, para remover

el resto de las frecuencias en las que se encuentra la mayor cantidad de ruido.

Los filtros implementados en software, son dos diferentes, el primero se encarga de
suprimir el ruido de la linea que no es eliminado con el filtro analdgico de las tarjetas y el
segundo elimina el ruido en las frecuencias superiores a 500 Hz y en las inferiores a 10 Hz
(lbrahim-Aly et al., 2018; Tavakoli et al., 2018).
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6.3.1 Filtro Notch

El filtro se utilizd para remover el ruido que no fue suprimido por el filtro analdgico;
el parametro de espesor (w) utilizado fue de “0.8”; las ecuaciones para el calculo de ceros y
polos del filtro, ecuacion (21 y (22 respectivamente; donde fs corresponde a la frecuencia de
muestreo (1 kHz).

ceros = /g(”( fS)i)% +€(7”( fS)i)% (21)
polos = (1—w)*ceros (22)

Después, con ayuda de la funcion poly, se calcularonlos polinomios correspondientes
para después realizar el filtrado con la funcion filter. En la Figura 6.9 se muestran el diagrama
de ceros y polos; y en la Figura 6.10 el diagrama de frecuencias, ambas, del filtro Notch. En
éstas se puede apreciar que la frecuencia de corte utilizada fue de 60 Hz, al ser el punto de
mayor atenuacion; es decir, donde la magnitud es mas pequefia o donde se hace el cambio de
fase. También se puede observar que, en las frecuencias cercanas a ese punto, se hace una

atenuacion gradual.
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Figura 6.9. Ceros y polos del filtro Notch.
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Figura 6.10. Diagrama de frecuencias del filtro Notch.

6.3.2 Filtro PasaBanda

El filtro pasa banda se utilizo para remover las frecuencias menores a 10 Hz y las
mayores a 500 Hz. Los pardmetros que utiliza MATLAB® para el filtro se ilustran en la
Figura 6.11.

[Hs) 4 Banda Banda
dB |rechazada rechazada
Banda
A - e A
Rs - Rs
ERp Al
0; O, 0, O, 0

Figura 6.11. Pardmetros de disefio del filtro PasaBanda.
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De la Figura 6.11, se definen:

- Wp = [0‘)1: 0)2]

- Ws=[ws, w4]

Los parametros utilizados para el disefio del filtro eliptico en MATLAB® son:

- Wp=2*[12 498]/fs - Rp=11

- Ws=2*[8 502]/fs - Rs=51

Para obtener el orden minimo del filtro se utilizé la funcién ellipord y para los
coeficientes del filtro ellip; finalmente la sefial volvio a filtrarse con la funcion filter.

En la Figura 6.12 se muestra en la parte superior una sefial sin filtro digital, y en la
parte inferior, una con filtro digital.

Seiial sin filtrar

600
o
(O]
= 550 * 1
>
500 1 1 1 1 1
0 200 400 600 800 1000 1200
Muestras
Senal filtrada
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{ | { | |I‘ | X |
o 13T A Al Al Clctivioml | o LUK bl s T
3" T it S
I} I I L] " ‘ 1 i | " !
> 2t ]
11 A 3 ; ; ;
0 200 400 600 800 1000 1200
Muestras

Figura 6.12. Muestra de una sefal filtrada y una sin filtrar.
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6.4 Extraccion de caracteristicas

Como ya se menciond antes, las caracteristicas utilizadas para la descripcion de las
sefiales mioeléctricas fueron MAV, ZC, SSC y WL. Estas cuatro caracteristicas conforman
la matriz de caracteristicas; para cada sefial de cada movimiento de cada canal. La matriz
resultante 16 columnas (n). El total de las 20 muestras se dividié en dos, las primeras 10
repeticiones se utilizaron para el entrenamiento del algoritmo de clasificacién, y las 10
restantes se usaron para las pruebas del algoritmo; lo que resulta en un total de 70 filas (m)
para la matriz de caracteristicas. Se describio de la siguiente forma, donde la expresion (C1)-

(C4) indica que se colocé cada uno de los cuatro canales del mismo movimiento:

[ MAV_LP(C1)-(C4)  ZC_LP(C1)-(C4)  WL_LP(C1)-(C4)  SSC_LP(C1)-(C4);

MAV_LT(C1)-(C4)
MAV_PD(C1)-(C4)
MAV_PI(C1)-(C4)

MAV_AT(C1)-(C4)
MAV_AP(C1)-(C4)
MAV_RR(C1)-(C4)

ZC_LT(C1)-(C4)
ZC_PD(C1)-(C4)
ZC_PI(C1)-(C4)

ZC_AT(C1)-(C4)
ZC_AP(C1)-(C4)
ZC_RR(C1)-(C4)

WL LT(C1)-(C4)
WL_PD(C1)-(C4)
WL_PI(C1)-(C4)

WL_AT(C1)-(C4)
WL_AP(C1)-(C4)
WL_RR(C1)-(C4)

SSC_LT(C1)-(C4);
SSC_PD(C1)-(C4);
SSC_PI(C1)-(C4);

SSC_AT(C1)-(C4);
SSC_AP(C1)-(C4);

SSC_RR(C1)-(C4) ]

6.5 Seleccidn de ‘caracteristicas

Para implementar los algoritmos de seleccion de caracteristicas se usaron los
softwares WEKA version 3.6.11 y SPIDER versién 1.71. El software de mineria de datos
SPIDER, es ampliamente utilizado y contiene las implementaciones de varios algoritmos de
agrupamiento populares. Ademas, es un entorno orientado a objetos para MATLAB,
desarrollado por Weston J. et al. (Weston et al.). La maquina WEKA es un conjunto de
algoritmos de aprendizaje automatico para tareas de mineria de datos, fue desarrollado por la
Universidad de Waikato y se distribuye gratuitamente bajo la licencia GNU-GPL (Eibe et
al., 2016).
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Los algoritmos de seleccién de funciones de Relieve y SBMLR se tomaron del
Repositorio de Seleccion de Caracteristicas de ASU (Li et al., 2017); el primero se desarrolld

basado en Liu y Motoda, (2008) y el segundo se baso en Cawley et al., (2007).

o————— ~ o——————— ~ o——————— ~
! \ f \ ! \
1 .. .y | 1 | 1 ., 1
1 Adquisicion de | I . | i Extraccionde |
I sefiales I i Filtrado I I caracteristicas |
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\ J 1 / ! /
N o - - N o = - N = ) = -
o————— ~ o——————— ~ ———————— ~
! \ f \ ! \
I I ., I

, Modelo de : ;  Seleccion de : | Formado de la :
| entrenamiento | I caracteristicas | I matriz |
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\ J 1 / ! /
N o - - N = LN - N o - -

Figura 6.13. Diagrama a bloques del proceso de entrenamiento de la matriz de clasificacion.

La Figura 6.13 abrevia el proceso que siguen las sefiales hasta que se obtiene la matriz
que resulta del entrenamiento del SVM, a partir de la adquisicion de sefiales. En un primer
paso, en la seccion de seleccion de caracteristicas, se implementd el algoritmo SBMLR;

posteriormente las pruebas se hicieron utilizando el de Relieve.

Después de-las implementaciones, se realizd una nueva seleccion de caracteristicas
para la mayoria de los sujetos de prueba. De esta manera, buscamos considerar las
caracteristicas mas relevantes. Finalmente, se repiti6 el proceso, omitiendo las caracteristicas

no seleccionadas por los algoritmos de seleccidn de caracteristicas.

Subsecuentemente, el proceso de seleccidn de caracteristicas, se desarroll6 un proceso
de entrenamiento con clasificador SVM, en el cual, primero se obtuvo la exactitud con la
matriz completa, sin bloque de seleccidn de caracteristicas, segundo después de aplicar la

técnica SBMLR y luego el método de relieve, fue lo mismo para el proceso de prueba.
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Resumiendo, la primera matriz de caracteristicas fue ensamblada utilizando MAV,
ZC, SSC y WL, luego se obtuvo su modelo de entrenamiento SVM. La segunda matriz de
caracteristicas se formo aplicando la técnica SBMLR a la primera y luego, la tercera matriz
de caracteristicas se derivo de la aplicacion del método de relieve a la primera. Después de
eso, el modelo de entrenamiento SVM fue obtenido de las dos ultimas matrices de
caracteristicas. Esto completa el proceso de entrenamiento; posteriormente, se calculd la

exactitud de la clasificacion para cada matriz de caracteristicas en el proceso de prueba.

6.6 Analisis de Componentes Principales

Después, a la matriz de caracteristicas (mCA) de dimension mXn, se le hizo un
andlisis de componentes principales; a continuacién, se describe en pseudo-cddigo el

algoritmo descrito para realizarlo:

- mCQV = Matriz de covarianzas de mCA (dimensidn cxc)

- VEI = Eigen-vectores de mCOV

- dEIl = Eigen-values de vEI

- mCOM = dEI multiplicada por una matriz identidad de dimension ¢
- suma = Suma de los componentes de dEI

- mPCA = [sgqrt(mCOM); mCOM/suma ]

Del algoritmo descrito, se tienen dos valores importantes; VEI que es una matriz con
los eigen-vectores de la matriz de covarianzas, de dimension cXc, y mPCA que es una matriz
de dimension 2Xc. La segunda fila de la matriz mPCA se utiliza para conocer la relevancia,
0 importancia de cada uno de los eigen-vectores de la matriz VEI; quedan ordenados del

menos al mas importante, en una escala de 0 a 1.

Finalmente, se hace una reduccion de dimension a la matriz VEI, considerando sélo
el 98% de la informacion, con el menor nimero de vectores, por lo que se sélo se tomaron
en cuenta aquellos que contenian la mayor cantidad de informacion. Esto se hace para reducir

la dimensionalidad de la matriz de caracteristicas. Algunos autores como Guo et al., (2019)
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sugieren que con tomar los tres principales componentes es necesario; sin embargo por el

tipo de varianza que presentan las sefiales; tres componentes no son suficientes.

Mufioz et al., (2008) sefiala que un 80 0 90% podria ser una buena proporcion de la
varianza, alcanzada por incluso un solo componente; sin embargo, pueden existir mas

componentes que sean adecuados para explicar la estructura de las variables.

Akhmadeev et al., (2017) indican que retener el 97% del total de la varianza es
suficiente; mientras que Azar et al., (2014) y Waris et al., (2018) mencionan que el 99% es
mas adecuado. En este trabajo se realizaron algunas pruebas con 97%, 98%, 99% vy sin
eliminar vectores. Se encontrd que con 98% de la varianza con los vectores principales, los
resultados en la clasificacion son mejores que con 97%; y-no se encontraron diferencias
significativas al aumentar a 99%; sin embargo, si aumenta considerablemente el nimero de
vectores necesarios para alcanzarlo. De esta forma se busca garantizar una exactitud en la
clasificacion dentro del 5% de la mejor precisién lograda, como sugieren Matsumura et al.,
(2006) y, Camargo y Young, (2019).

En las siguientes lineas se describe con pseudo-cddigo utilizado para la reduccion de

la dimensionalidad a través de PCA:

suma =0
- i=¢c
- while (suma < 0.98)
o suma=suma+ mPCA(2,i)
o restarlali.
- end
- XPCA = matriz reducida a i columnas de VEI, comenzando por el Gltimo vector
- mtrain = mCA * xPCA

La dimension final de la matriz de entrenamiento (mtrain) es de m, por el nimero de

columnas que suman el 98% de la informacién (p), es decir, 70Xp.
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6.7 Algoritmo de clasificacion (SVMs)

El algoritmo de clasificacion, como se describio anteriormente, son las maquinas de
soporte de vectores. Para la implementacion de este algoritmo se utilizé una libreria
desarrollada para MATLAB® por Chih-Chung Chang and Chih-Jen Lin, llamada LIBSVM,

version 3.22.
La libreria cuenta con la opcidn de utilizar un “kernel”, los disponibles son:

- Lineal
- Cuadratico
- Polinomial

- Sigmoide

Para las pruebas se utilizo el tipo lineal, ya que es uno de los mas recomendados en
la literatura para sefiales EMG, sin embargo; mas adelante se hicieron pruebas para analizar

si es el que mas conviene al trabajo.

Por otra parte, la libreria también permite seleccionar el método para encontrar el
hiper-plano: a) optimizacion minima secuencial, b) programacion cuadréatica y ¢) minimos

cuadraticos. La opcion seleccionada para la clasificacion fue la de optimizacion secuencial.

El cddigo implementado en la libreria se describe a continuacion:

- model = svmtrain(e, mtrain, '-s 0 -t 0 -c 1");
- w=model.SVs' * model.sv_coef;

-« b'=-model.rho;

- if (model.Label(1) == -1)

3 W= -W’

- b=- X

Donde “e” es un vector de etiquetas de las muestras, para este caso es un vector

numerado con 10 numeros ‘1’, 10 nimeros ‘2’ y asi sucesivamente hasta 10 nimeros ‘7.
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7 Resultados y discusion

7.1 Comparativa de canales

Para definir el tamafio de ventana Optimo para hacer el analisis de la muestra, se
realizaron experimentos comparativos con ventanas de nimero de muestras (No.) 250,500
y 1000. Ademas, se comparo el resultado obtenido de la clasificacion partiendo de uno hasta
cuatro canales. La exactitud obtenida en la clasificacion con los canales individuales se
observa en la Tabla 7-1, en la fila inferior se muestra el promedio por cada grupo de muestras
en cada canal. En la tabla se observa que, en promedio, el canal VL tiene el mejor
comportamiento, mientras que el canal TA exhibe el promedio méas bajo en los tres tipos de
ventana analizados; el promedio al considerar las tres cantidades de muestras del canal VL
es de 80.1% y el del canal TA de 72.3%.
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Tabla 7-1. Exactitud obtenida por sujeto con cada canal.

Canal TA GM BF VL
No. 250 500 1000 250 500 1000 250 500 1000 250 500 1000
Mujer 1 71.4% | 70.0% | 74.3% | 75.7% | 80.0% | 71.4% | 65.7% | 54.3% | 64.3% | 72.9% | 65.7% |75.7%
Mujer 2 72.9% | 67.1% | 72.9% | 55.7% | 62.9% | 70.0% | 61.4% | 65.7% | 70.0% | 85.7% | 78.6% |84.3%
Mujer 3 64.3% | 70.0% | 64.3% | 71.4% | 81.4% | 78.6% | 88.6% | 87.1% | 82.9% | 65.7% | 75.7% |78.6%
Mujer 4 54.3% | 72.9% | 72.9% | 85.7% | 85.7% | 91.4% | 74.3% | 74.3% | 85.7% | 87.1% | 87.1% |92.9%
Hombre 1 82.9% | 88.6% | 85.7% | 84.3% | 87.1% | 88.6% | 85.7% | 87.1% | 91.4% | 78.6% | 84.3% |88.6%
Hombre 2 52.9% | 55.7% | 67.1% | 67.1% | 65.7% | 71.4% | 77.1% | 88.6% | 78.6% | 72.9% | 80.0% |80.0%
Hombre3 | 72.9% | 80.0% | 82.9% | 82.9% | 88.6% | 88.6% | 74.3% | 84.3% | 85.7% | 90.0% | 91.4% |95.7%
Hombre 4 78.6% | 85.7% | 82.9% | 78.6% | 88.6% | 82.9% | 77.1% | 78.6% | 84.3% | 74.3% | 81.4% |78.6%
Promedio 69.1% | 73.7% | 74.0% | 74.6% | 79.4% | 80.0% | 75.1% | 73.7% | 78.9% | 78.0% | 78.3% |84.0%
Promedio total 72.3% 78% 75.9% 80.1%
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Por otra parte, la exactitud obtenida de la combinacion de dos canales se muestra en

las Tablas Tabla 7-2 y Tabla 7-3; donde la penultima fila corresponde al promedio de los

resultados obtenidos por cada cantidad de muestras (Prom) y la Gltima el promedio de estos

(P Tot). En ellas se puede observar que la combinacion de los canales GM y VL exhibe la

exactitud con el mejor promedio, con 90.8%, mientras que los canales TA y VL tienenla

exactitud con el peor promedio, de 83.3%. Es facil notar que el mejor promedio incluye el

canal con el mejor desempefio; mientras que el peor promedio incluye al mdsculo con el

resultado mas bajo; ademas del de mejor resultado, lo que nos indica que hace mas dafio el

canal con el peor resultado comparado con el bien del canal con el mejor desempefio.

Tabla 7-2. Exactitud obtenida por sujeto combinando_dos:canales, parte 1.

Canales TAyGM TAyBF TAyVL
No. 250 500 | 1000 | 250 500 | 1000 | 250 500 | 1000
M1 |91.4% | 92.9% | 87.1% | 85.7% | 87.1% | 87.1% | 74.3% | 72.9% | 75.7%
M2 |814% | 78.6% | 81.4% | 72.9% | 75.7% | 80.0% | 84.3% | 82.9% | 81.4%
M3 |80.0% | 81.4% | 85.7% | 88.6% | 88.6% | 91.4% | 70.0% | 75.7% | 81.4%
M4 |857% | 87.1% | 88.6% | 81.4% | 82.9% | 84.3% | 85.7% | 91.4% | 95.7%
H1 90.0% | 95.7% | 97.1% | 91.4% | 97.1% | 98.6% | 88.6% | 94.3% | 95.7%
H?2 84.3% | 74.3% | 87.1% | 87.1% | 92.9% | 97.1% | 72.9% | 85.7% | 77.1%
H3 87.1% | 88.6% | 90.0% | 81.4% | 81.4% | 87.1% | 92.9% | 94.3% | 98.6%
H4 [92.9% | 97.1% | 92.9% | 90.0% | 95.7% | 95.7% | 82.9% | 92.9% | 91.4%
Prom | 85.7% | 87.1% | 88.0% | 84.0% | 86.3% | 88.3% | 80.6% | 83.4% | 86.0%
P Tot 86.9% 86.2% 83.3%
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Tabla 7-3. Exactitud obtenida por sujeto combinando dos canales, parte 2.

Canales GMyBF GMy VL BFy VL
No. 250 500 1000 250 500 1000 250 500 1000
M1 |814% | 75.7% | 77.1% | 92.9% | 88.6% | 92.9% | 80.0% | 77.1% | 84.3%
M2 | 729% | 72.9% | 81.4% | 87.1% | 84.3% | 88.6% | 85.7% | 80.0% | 82.9%
M3 |[84.3% | 84.3% | 91.4% | 82.9% | 85.7% | 88.6% | 91.4% | 94.3% | 94.3%
M4 | 87.1% | 84.3% | 88.6% | 90.0% | 95.7% | 97.1% | 90.0% | 92.9% | 92.9%
H1 |90.0% | 90.0% | 97.1% | 95.7% | 97.1% | 94.3% | 91.4% | 95.7% | 97.1%
H?2 84.3% | 87.1% | 92.9% [ 80.0% | 82.9% | 81.4% | 88.6% | 95.7% | 84.3%
H3 | 81.4% | 90.0% | 90.0% | 92.9% | 97.1%| 97.1% | 87.1% | 92.9% | 95.7%
H4 90.0% | 94.3% | 95.7% | 81.4% | 92.9% | 90.0% | 87.1% | 87.1% | 88.6%
Prom | 83.1% | 81.4% | 87.1% | 89.7% | 90.3% | 92.3% | 87.7% | 88.0% | 90.3%
P Tot 83.9% 90.8% 88.7%

Al combinar tres canales, los resultados obtenidos comparados con la exactitud de

dos canales, se muestran similares. La combinacién con el mejor desempefio es la que

contiene los canales GM, BF y VL, ya que omite el canal con el peor desempefio que es TA,

y es de 92.4%; mientras que la combinacion con el peor desempefio es la que omite la del

mejor resultado, es decir, aquella que no contiene el canal VL; y que, si contiene TA, el

promedio de exactitud obtenido es de 88.5%; significativamente mas baja que la omitida con

los canales que presentan la mejor sefial.
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Tabla 7-4. Exactitud obtenida por sujeto al combinar tres canales.

Canal TA, GMy BF TA,GMy VL GM, BFy VL

No. 250 500 1000 250 500 1000 250 500 1000

M1 |88.6% | 92.9% | 90.0% | 88.6% | 92.9% | 90.0% | 88.6% | 92.9% | 90.0%

M2 | 78.6% | 78.6% | 87.1% | 84.3% | 84.3% | 88.6% | 90.0% | 84.3% | 85.7%

M3 | 84.3% | 88.6% | 91.4% | 84.3% | 90.0% | 92.9% | 90.0% | 95.7% | 95.7%

M4 | 84.3% | 84.3% | 88.6% | 91.4% | 95.7% | 98.6% | 92.9% | 94.3% | 97.1%

H1 |[92.9% | 98.6% | 98.6% | 90.0% | 98.6% | 97.1% [ 94.3% | 97.1% | 97.1%

H2 |929% | 94.3% | 95.7% | 81.4% | 82.9% | 94.3% | 90.0% | 91.4% | 98.6%

H3 |[857% | 90.0% | 90.0% | 95.7% | 95.7% | 97.1% [ 90.0% | 97.1% | 97.1%

H4 |91.4% | 97.1% | 98.6% | 87.1% | 100.0% | 97.1% | 91.4% | 92.9% | 95.7%

Prom | 85.7% | 88.6% | 91.1% | 87.7% | 92.3% | 93.4% | 91.1% | 92.9% | 93.1%

P Tot 88.5% 91.1% 92.4%

Finalmente, en la Tabla 7-5 se muestra la combinacion de los cuatro canales, con un
promedio de 92%; realizando una comparacion con el desempefio de tres canales, se obtuvo
un promedio ligeramente inferior, de 0.4%, si se observa el mejor caso. De la misma forma,
al comparar con dos canales en el mejor caso, la diferencia es de 1.6%. Estos resultados
indican que es posible obtener buenos resultados desde dos canales; sin embargo, la variacion
todavia es bastante, depende principalmente del individuo que se observe, mientras que, al

considerarlos cuatro canales, los resultados fueron mas consistentes.
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Tabla 7-5. Exactitud obtenida por sujeto, utilizando cuatro canales.

Canales TA, GM, BFy VL
No. 250 500 1000

Mujer 1 88.6% 91.4% 90.0%

Mujer 2 81.4% 81.4% 87.1%

Mujer 3 90.0% 95.7% 95.7%

Mujer 4 91.4% 94.3% 98.6%
Hombre 1 95.7% 100.0% 98.6%
Hombre 2 92.9% 95.7% 100.0%
Hombre 3 97.1% 97.1% 98.6%
Hombre 4 94.3% 100.0% 97.1%
Promedio 89.4% 92.6% 94.0%

P Tot 92%
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7.2 Selectiva de caracteristicas

Los vectores seleccionados despueés de aplicar el método SMBLR se muestran en la
Tabla 7-6, mientras que los seleccionados por Relief se encuentran en la Tabla 7-7. En estas
tablas, cada columna representa los resultados obtenidos por un solo canal para cada

individuo.

Tabla 7-6. Seleccion de caracteristicas para cada sujeto con SMBLR utilizando MAV, ZC, SSC y WL.

Suieto MAV ZC SSC WL
J Cl C2 C3/ C4 Cl C2 C3 c4/Cc1/Ccz2|Cc3|c4a/c1|cz2|c3|c4
M1 X | X | X | X X X | X | X | X
M 2 X | X X | X | X X | X X | X
M3 X X | X [ X X X | X X | X
M 4 X I X | X | XX [ X | X | X X ' X
H1 X | X | X (XX | X | X | X X ' X
H?2 X I X [ X | XX | X | X [ X | X |X
H3 X [ X I X X | X | X | X X X X
HA4 XgX X [ X [ X | X | X X X X
Tabla 7-7. Seleccion de caracteristicas para cada sujeto con el algoritmo Relief utilizando MAV, ZC, SSCy
WL.
MAV ZC SSC WL
Sujeto
Cl/C2C3/C4 C1|C2 C3|C4 cCrL|Cc2|c3|c4|Ccr1|Cc2|c3 c4
M1 X X[ X X X | X X X | X | X | X XX
M 2 XX X X | X| X | X | X | X | X]| X | X
M3 X X X X X X X X | X | X|X]|X|X| X X
M 4 XI X X X | X| X | X | X | X | X]| X | X
H1 X[ X X X | X X X | X | X | X | XX
H2 XX X[ X[ X[ X X[ XX X X| X | X|X]|X
H3 X[ X X X | X X X | X | X | X XX
H4 X[ X[ X[ X X | X X X X| X | X|X]|X




En la Tabla 7-6 se observa que la técnica SMBLR solo selecciona las caracteristicas
que pertenecen a ZC, SSC y WL, mientras que los canales de MAV no fueron elegidos. En
la Tabla 7-7, se seleccionaron todos los canales de ZC, SSC y WL y solo unos pocos de
MAV. Esto implica que las caracteristicas de MAV representan menos informacion que las

otras tres analizadas.

Tabla 7-8. Exactitud obtenida para cada sujeto.

Exactitud de la clasificacion

Sujeto

Todos SBMLR Relief
Mujer 1 85.71 % 87.14 % 85.71 %
Mujer 2 75.71 % 71.43 % 75.71 %
Mujer 3 91.43 % 90.00 % 91.43 %
Mujer 4 92.86 % 91.43 % 92.86 %

Hombre 1 94.29 % 92.86 % 94.29 %

Hombre 2 90.00 % 85.71% 90.00 %

Hombre 3 91.43 % 91.43 % 91.43 %

Hombre 4 74.29 % 70.00 % 74.29 %

Promedio 86.96 % 85.00 % 86.96 %

Finalmente, en la Tabla 7-8, se muestran los porcentajes de la exactitud obtenida. Esto
demuestra que el promedio es muy similar si las caracteristicas de MAV se eliminan de la
matriz de la caracteristica para el caso SBMLR. Y si solo se eliminan algunos de ellos (con

Relief), se puede observar el mismo porcentaje.

Para SBMLR, se eliminaron cuatro vectores, incluso siete, y la exactitud obtenida
disminuyé menos del 2%. Por otro lado, con la técnica de Relief, los resultados eliminando
algunos vectores fueron los mismos que sin eliminar ningun vector; esto implica que no todos

los vectores tienen informacién importante del movimiento.
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El proceso de prueba se repitié utilizando todas las caracteristicas para ZC, WL y
SSC, y la exactitud obtenida se muestra en la Tabla 7-9. Los resultados son los mismos que

considerando las cuatro caracteristicas.

Tabla 7-9. Exactitud obtenida para cada sujeto utilizando ZC, WL y SSC.

Sujeto Exacti_tud
obtenida
Mujer 1 85.71 %
Mujer 2 75.71 %
Mujer 3 91.43 %
Mujer 4 92.86 %
Hombre 1 94.29 %
Hombre 2 90.00 %
Hombre 3 91.43 %
Hombre 4 74.29 %
Promedio 86.96 %

Los resultados de la Tabla 7-9 utilizan las primeras 10 repeticiones del movimiento
para entrenamiento del algoritmo y las siguientes 10 para pruebas del mismo, en otras

palabras, repeticion 1 a la 10 para entrenamiento y repeticién 11 a 20 para pruebas.
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7.3 Seleccion del kernel

Como ya se menciond, la libreria cuenta con la facilidad de variar el tipo de kernel a
utilizar. Para esta prueba se utiliz6 un vector aleatorio para la seleccion de los vectores de
entrenamiento; dejando los restantes para prueba. Los vectores quedan de la siguiente

manera.

- Prueba: [2,4,8,10,11,13,14,16,18,19]
- Entrenamiento: [1,3,5,6,7,9,12,15,17,20].

La Tabla 7-10 muestra los resultados obtenidos al variar el kernel; el promedio de la
exactitud obtenida con el kernel lineal es superior a los otros tres; por lo que es el kernel

propuesto para el algoritmo de este trabajo.

Tabla 7-10. Exactitud obtenida con diferentes kernel.

Kernel
Lineal | Polinomial RBF Sigmoide
Hombre 1 98.57 % 97.14% | 98.57%| 72.86%
Hombre 2 94.29 % 9285%| 94.29%| 8143%
Hombre 3 94.29 % 91.43%| 94.29%| 90.00 %
Hombre 4 84.29 % 78.57 % | 80.00% | 80.00 %

Sujeto

Mujer 1 88.57 % 64.29% | 91.43%| 88.57%
Mujer 2 88.57 % 7429%| 87.14%| 64.29%
Mujer 3 85.71 % 7714%| 81.43%| 62.86%
Mujer 4 90.00 % 80.00% | 82.86%| 75.71%

Promedio| 90.54 % 8196 % | 88.75% | 76.96%

7.4~Validacion del algoritmo

Para la validacion se utilizo el algoritmo disefiado con la misma base de datos,

disponible en linea, utilizada por Sapsanis et al., (2013), con las siguientes caracteristicas:

- Los experimentos consistieron en sujetar libre y repetidamente diferentes objetos para
generar movimientos esenciales de la mano.

- Lavelocidad y fuerza se dejaron a la voluntad del sujeto.
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- Se utilizaron dos electrodos superficiales colocados en el antebrazo, en los musculos
Flexor Carpi Ulnaris y Extensor Carpi Radialis, Longus y Brevis [7], el electrodo de
referencia en el centro; todos mantenidos en su lugar por bandas elasticas.

- Los datos se recopilaron de 5 sujetos sanos, 3 mujeres y dos hombres, con edad
aproximada de 20 a 22 afios.

- Se realizaron seis diferentes movimientos, a los cuales se les asigné un nombre de

una sola palabra, segun corresponda al objeto sostenido (Figura 7.1).

CYRINDARICAL GRASP

HOOK or SNAP
B —
PALMAR

SPHERICAL LATERAL

Figura 7.1. Descripcién grafica de los movimientos considerados.
- Cada movimiento fue realizado durante seis segundos.
- Se hicieron un total de 30 repeticiones de cada movimiento.
- Se grabaron dos canales de EMG.
- Lafrecuencia de muestro de 500 Hz.

De la misma forma que Sapsanis et al., las sefiales obtenidas de la base de datos
pasaron a traves de dos filtros, Notch para eliminar la frecuencia de 50 Hz, y un filtro

Butterworth pasa altas, eliminando las frecuencias menores a 15 Hz.

La Tabla 7-11 muestra una comparacion entre los resultados obtenidos por Sapsanis
etal., y los del algoritmo propuesto en este trabajo. En esta se puede observar que el algoritmo

mostré mejores resultados en la clasificacion de las sefiales para todos los sujetos de prueba.
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Tabla 7-11. Comparativa en exactitud con el trabajo de Sapsanis et al.

Sujeto _ Exactitud
Sapsanis et al. Autora
Mujer 1 87.25 % 90.00 %
Mujer 2 88.05 % 95.00 %
Mujer 3 85.53 % 90.83 %
Hombre 1 90.42 % 90.83 %
Hombre 2 94.8 % 97.50 %

En la segunda etapa de validacion, se hicieron diferentes experimentos, modificando

el orden de las repeticiones como entrada del algoritmo de entrenamiento y la prueba del

mismo. A continuacion, se muestran una serie de tablas con el nimero de repeticion utilizada

en entrenamiento y en pruebas para cada experimento, por cada uno de los sujetos de prueba.

El nimero de repeticion utilizada se obtuvo de forma aleatoria con el comando randi y la

semilla “shuffle”.

Tabla 7-12. Repeticiones utilizadas por experimento para Mujer 1.

EXp. Entrenamiento Prueba

1 1,3,5,6,7,13,16, 17, 19, 20 2,4,8,9,10, 11, 12, 14, 15, 18
2 1,2,5,7,9,12, 13, 15, 18, 19 3,4,6,8,10, 11, 14, 16, 17, 20
3 1,59, 10, 11,12, 13, 14, 15, 18 2,3,4,6,7,8,16,17, 19, 20
4 1,2,3,6,8, 11,13, 14, 15, 19 4,5,7,9, 10,12, 16, 17, 18, 20
5 1,3,4,6,7,10, 12, 16, 19, 20 2,5,8,9,11, 13, 14, 15, 17, 18
6 2,3,5,6,7,11, 12, 15, 16, 19 1,4,8,9, 10, 13, 14, 17, 18, 20
7 1,2,4,6,13, 16,17, 18, 19, 20 3,5,7,8,9,10,11, 12,14, 15
8 1,2,3,4,6,7,11,12, 14,19 5,8,9,10, 13, 15, 16, 17, 18, 20
9 1,7,12,13, 14, 15, 16, 17, 18, 19 2,3,4,5,6,8,9,10, 11, 20
10 1,6,11, 13, 14, 16, 17, 18, 19, 20 1,6, 11, 13, 14, 16, 17, 18, 19, 20
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Tabla 7-13. Repeticiones utilizadas por experimento para Mujer 2.

EXxp. Entrenamiento Prueba
1 2,7,9,11, 12,14, 15, 17, 18, 19 1,3,4,5,6, 8, 10, 13, 16, 20
2 1,2,3,6,11, 12,13, 16, 19, 20 4,5,7,8,9,10, 14,15, 17, 18
3 1,3,4,6,9,10, 13, 15, 16, 17 2,5,7,8,11, 12, 14,18, 19, 20
4 1,2,3,6,8,14, 16, 17, 18, 19 4,5,7,9, 10,11, 12, 13, 15,20
5 1,3,5,7,9, 11, 15, 18, 19, 20 2,4,6,8,10,12, 13, 14,16, 17
6 1,2,4,12, 13, 14, 16, 17, 18, 20 3,5,6,7,8,9, 10, 11, 15, 19
7 7,8,9,10, 11, 12, 13, 18, 19, 20 1,2,3,4,5,6, 14,15, 16, 17
8 1,4,5,6,9, 14, 15,17, 19, 20 2,3,7,8,10, 11,12, 13, 16, 18
9 1,5/7,8,9,10, 11, 14, 16, 20 2,3,4,6,12, 13,15, 17, 18, 19
10 1,3,6,8,12,13, 14, 15, 16, 17 2,4,5,7,9,10, 11, 18, 19, 20
Tabla 7-14. Repeticiones utilizadas por experimento para Mujer 3.
EXxp. Entrenamiento Prueba
1 1,2,5,6,9,11, 16, 18, 19, 20 3,4,7,8,10, 12,13, 14, 15, 17
2 2,4,5,6,7,11,12, 16, 18, 19 1,3,8,9, 10, 13, 14, 15, 17, 20
3 1,3,5,6,7,8, 13,14, 18, 19 2,4,9,10, 11, 12, 15, 16, 17, 20
4 1,4,8,9,10, 11, 12, 13, 17, 19 2,3,5,6,7,14, 15, 16, 18, 20
5 2,6,7,8,9,11,12,13, 14, 15 1,3,4,5, 10, 16, 17, 18, 19, 20
6 1,2,3,8,10,12,13,17, 19, 20 4,5,6,7,9,11, 14, 15, 16, 18
7 2,3,4,5,11, 14, 16, 17, 18, 20 1,6,7,8,9,10, 12, 13, 15, 19
8 2,3,6,7,9,11,12, 18, 19, 20 1,4,5, 8, 10, 13, 14, 15, 16, 17
9 1,2,6,7,9, 11, 13, 14, 15, 18 3,4,5,8,10, 12, 16, 17, 19, 20
10 1,4,6,8,12,13, 14,17, 18, 20 2,3,5,7,910,11, 15, 16, 19
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Tabla 7-15. Repeticiones utilizadas por experimento para Mujer 4.

Entrenamiento

Prueba

1, 3,10, 12, 13, 14, 16, 18, 19, 20

2,4,5,6,7,8,9,611, 15, 17

3,4,8,11, 13, 14, 16, 17, 18, 20

1,2,5,6,7,9, 10,12, 15, 19

2,3,6,8,9, 10, 13, 15, 19, 20

1,4,5,7,11,12, 14, 16, 17, 18

4,7,8,9,10, 12, 13, 15, 16, 19

1,2,3,5 6,11, 14,17, 18,20

1,2,6,8, 11, 14, 15, 16, 18, 20

3,4,5,7,9,10,12,13,17,19

3,4,6,8,9,10, 13, 15, 16, 19

1,2,5,7,11, 12, 14, 17, 18, 20

1,2,4,9, 11,12, 17, 18, 19, 20

3,5,6,7,8,10, 13,14, 15, 16

5,6,7,8,13, 14, 16, 18, 19, 20

1,2,3,4,5,9,10,11, 12, 15,17

1,4,7,9, 13,16, 17, 18, 19, 20

2,3,5,6,8, 10,11, 12, 14, 15

- m
Blo|oNlo|ug|sw/ N[ X
o

2,3,6,8,9,10,12,14,17,18

1,4,5, 7,11, 13, 15, 16, 19, 20

Tabla 7-16. Repeticiones utilizadas por experimento para Hombre 1.

m
o

Entrenamiento

Prueba

2,4,5,7,8,10, 12, 15,17, 19

1,3,6,9, 11, 13, 14, 16, 18, 20

1,2,3,6,9, 11, 15, 16, 18, 19

4,5,7,8,10,12,13, 14,17, 20

5,6,7,10, 13, 14, 16, 17,18, 19

1,2,3,4,8,9,11, 12, 15, 20

2,3,4,5,6,12,13, 15,19, 20

1,7,8,9, 10, 11, 14, 16, 17, 18

2,6,7,12, 13, 15, 16,17, 18, 20

1,3,4,5,8,9,10, 11, 14, 19

2,4,7,8,10, 11, 14,17, 19, 20

1,3,5/6,9,12, 13, 15, 16, 18

1,2,3,5,7,8,9, 12,18, 20

4,6, 10,11, 13, 14, 15, 16, 17, 19

5,6,7,9,10, 14, 16, 17, 18, 19

1,2,3,4,8,11, 12, 13, 15, 20

3,4,6,13, 14, 15, 16, 17, 18, 20

1,2,5,7,8,9, 10,11, 12,19

Blo|lo|Njo|u|~w|N| - X

1,4,7,8,9,13, 14, 16, 18, 20

2,3,5,6,10, 11, 12, 15, 17, 19
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Tabla 7-17. Repeticiones utilizadas por experimento para Hombre 2.

EXxp. Entrenamiento Prueba
1 2,6,8,11, 12,13, 16, 18, 19, 20 1,3,4,5,7,9, 10, 14, 15, 17
2 3,5,8,9,10,11, 13, 14,17, 19 1,2,4,6,7,12, 15,16, 18, 20
3 1,2,4,8,9,10, 11, 13,17, 20 3,5,6,7,12, 14, 15, 16, 18, 19
4 2,3,4,7,8,11,12, 15, 18, 19 1,5,6,9, 10, 13, 14, 16, 17,20
5 1,5,7,8,9,10, 13, 15,17, 19 2,3,4,6,11, 12, 14, 16, 18, 20
6 1, 3,11, 12, 16, 17, 18, 19, 20 2,4,5,6,7,8,9, 10, 14,15
7 2,4,6,7,13, 14, 15, 18, 19, 20 1,358,910, 11,12, 16, 17
8 1,2,3,4,7,9, 13,17, 18, 19 5,6,8,10,11,12, 14, 15, 16, 20
9 1,2,3,5,6,7,8, 13, 16, 20 4,9, 10, 11,12, 14, 15, 17, 18, 19
10 1,2,3,56,8,11,17, 18, 19 4,7,9, 10,12, 13, 14, 15, 16, 20
Tabla 7-18. Repeticiones utilizadas por experimento para Hombre 3.
EXxp. Entrenamiento Prueba

1 2,4,6,7,9,11,12, 16, 17, 18 1,3,5,8,10, 11, 14, 15, 19, 20
2 2,4,8,10, 11, 14, 15, 16, 17,19 1,3,5,6,7,9,12, 13, 18, 20
3 3,4,5,6,8,10, 11, 12,17, 20 1,2,7,9,13, 14, 15, 16, 18, 19
4 1,3,4,6,8,9, 14,15, 17, 18 2,5,7,10, 11, 12, 13, 16, 19, 20
5 1,2,3,6,11, 13, 14,17, 19, 20 4,5,7,8,9,10, 12, 15, 16, 18
6 1,3,4,7,8,10,14, 15,17, 19 2,5,6,9,11, 12,13, 16, 18, 20
7 2,3,4,8,9,11, 12, 13, 16, 17 1,5,6,7,10, 14, 15, 18, 19, 20
8 1,3,6,9,10, 11,12, 16, 17, 19 2,4,5,7,8,13, 14, 15, 18, 20
9 2,5,6,7,10, 12, 15, 16, 17, 19 1,3,4,8,9,11, 13, 14, 18, 20
10 1,2,5,6,7,9,11, 13, 14, 20 3,4,8,10, 12, 15, 16, 17, 18, 19
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Tabla 7-19. Repeticiones utilizadas por experimento para Hombre 4.

Entrenamiento

Prueba

1,2,5/6,7,8,11, 13, 16, 19

3,4,9,10, 12, 14, 15, 17, 18, 20

2,3,4,8,9,12, 13, 16,17, 19

1,5,6,7,10, 11, 14, 15, 18, 20

2,3,5,6,910,12, 14,17, 19

1,4,7,8,11, 13, 15, 16, 18, 20

1,4,9 11, 12, 13, 14, 15, 19, 20

2,3,5,6,7,8, 10, 16,17,18

1, 3,5, 8,10, 13, 14, 15, 19, 20

2,4,6,7,9,11, 12, 16,17, 18

1,2,5,6,7,9, 10, 11, 16, 20

3,4,8,12, 13, 14, 15,17, 18, 19

1,3,4,9, 10,12, 13, 16, 17, 19

2,5,6,7,8,11, 14,15, 18, 20

2,3,4,6,8,11, 12, 13, 16, 19

1,5,7,9,10, 14, 15,17, 18, 20

2,4,6,8,10, 12, 13, 16, 17, 19

1,3,5,7,9 11,14, 15, 18, 20

- m
Blo|oNjo|juo|sw[No|- X
o

1,7,9 10,11, 12,17, 18, 19, 20

2,3,4,5,6,8,13, 14,15, 16

Para un mejor anélisis de los datos obtenidos, se realizaron matrices de confusion en
cada una de las pruebas finales; anexando el célculo de la especificidad, sensibilidad,
exactitud y precision en las filas de la parte inferior de la matriz, para cada uno de los 7

movimientos ejecutados.

En otras palabras, de cada prueba hecha de cada sujeto se realizé una matriz de
confusidn, obteniendo un total de 70 matrices. La Tabla 7-20 tiene la matriz de confusion
promedio de la prueba 1 de los 8 sujetos de prueba; de la misma forma, de la Tabla 7-21 a la

Tabla 7-29 para las siguientes 9 pruebas.
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Tabla 7-20. Matriz de confusién de la prueba 1.

C1 C2 C3 C4 C5 C6 Cc7

C1 10 0 0 0 0 0
C2 0.3 8.9 0.3 0.4 0.1 0.1
C3 0 0.1 8.6 0.5 0.4 0.1 0.3
C4 0.1 0.6 0.1 8.5 0.3 0.3 0.1

C5 0.3 0 0.3 0.5 8.8 0.3 0
C6 0 0.5 0 0 0 9.3 0.3
C7 0 0 0.1 0 0 0 9.9
SPE 0.99 0.98 0.99 0.98 0.99 0.99 0.99
SEN 1.00 0.89 0.86 0.85 0.88 0.93 0.99
ACC 0.99 0.97 0.97 0.96 0.97 0.98 0.99
PPR 0.94 0.88 0.92 0.86 0.93 0.93 0.93

Los resultados en la sensibilidad de la Tabla 7-20 indican que el algoritmo no fue tan

efectivo al diferenciar entre los movimientos 3 y 4; y la precision confirma que el 4°

movimiento fue el peor clasificado; al tener un mayor nimero de falsos positivos.

Tiabla7-21. Matriz de confusion de la prueba 2.

C1 C2 C3 C4 C5 C6 C7

C1 IR 0 0 0 0.1 0 0
C2 8.9 0.5 0.3 0 0.1 0.3
C3 0.3 8.3 0.9 0.4 0.3
C4 0.1 0.4 0.9 8 0.4 0.3
C5 0.6 0 0.3 0.4 8.6 0.1 0
C6 0 0.5 0.3 0 0 9.3 0
C7 0 0 0 0 0 0 10
SPE 0.99 0.98 0.97 0.98 0.99 1.00 0.99
SEN 0.99 0.89 0.83 0.80 0.86 0.93 1.00
ACC 0.99 0.97 0.95 0.95 0.97 0.99 0.99
PPR 0.93 0.89 0.81 0.84 0.91 0.97 0.93
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Los resultados en la sensibilidad de la Tabla 7-21 indican que los movimientos 3y 4
fueron confundidos mas veces comparados con los otros movimientos, lo que es comprobado

con la precision, al obtener en estos movimientos el promedio mas bajo.

Tabla 7-22. Matriz de confusién de la prueba 3.

C1 C2 C3 C4 C5 C6 C7
C1 9.8 0 0 0.1 0.1 0
C2 0 9 0 0.5 0 0.5
C3 0 0.8 7.6 1 0 0.3 0.4
C4 0.1 0.3 0.3 8.9 0.3 0 0.3
C5 0.1 0.1 0.3 0.1 9.4 0
C6 0 0.5 0.1 0 0.4 9
C7 0 0.1 0 0 0 0 9.9

SPE 1.00 0.97 0.99 0.97 0.99 0.99 0.99
SEN 0.98 0.90 0.76 0.89 0.94 0.90 0.99
ACC 0.99 0.96 0.96 0.96 0.98 0.98 0.99
PPR 0.98 0.84 0.92 0.84 0.93 0.92 0.94

En la Tabla 7-22, los movimientos 3 y 4 tienen los promedios bajos, el movimiento 3
fue el que maés errores tuvo al clasificarse, ya que fue confundido con otros movimientos. Por
otra parte, la precision mas baja fue obtenida en los movimientos 2 y 4, ya que otras

repeticiones de otros movimientos fueron confundidos con estos dos.
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Tabla 7-23. Matriz de confusién de la prueba 4.

C1 C2 C3 C4 C5 C6 Cc7
C1 9.6 0 0 0 0.4 0
C2 0 9.1 0.4 0.4 0 0.1
C3 0 0.8 8.4 0.5 0.1 0 0.3
C4 0 0.9 0.6 7.4 0.6 0 0.5
C5 0.3 0 0.3 0.6 8.6 0.3
C6 0 0.5 0.3 0 0.1 9.1
C7 0 0 0.1 0 0 0 9.9

SPE 1.00 0.96 0.97 0.98 0.98 0.99 0.99
SEN 0.96 0.91 0.84 0.74 0.86 0.91 0.99
ACC 0.99 0.96 0.95 0.94 0.96 0.98 0.99
PPR 0.97 0.81 0.84 0.83 0.87 0.96 0.93

En la Tabla 7-23 el 4° movimiento tiene una sensibilidad de 0.74, 0.1 més baja que la
siguiente con la calificacion mas baja; es el movimiento con mas repeticiones confundidas
con el resto de los movimientos. Por otra parte, el movimiento con la precisién mas baja, fue
el 2°, ya que repeticiones de otros movimientos fueron confundidos con éste, principalmente

el movimiento 3y 4.
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Tabla 7-24. Matriz de confusion de la prueba 5.

C1 C2 C3 C4 C5 C6 C7
C1 10 0 0 0 0 0

c2 0.3 7.8 0.8 0.4 0.1 0.8

C3 0.1 0.4 9 0.1 0.1 0 03 '
C4 0.1 0.4 0.9 7.9 0.3 0 05
C5 0.3 0.1 0.3 0.4 8.9 0.1 0
C6 0 0.5 0.3 0 0 9.1 0.1
C7 0 0 0 0.1 0 0. 99

SPE 0.99 0.98 0.96 0.98 0.99 0.99 0.99
SEN 1.00 0.78 0.90 0.79 0.89 0.91 0.99
ACC 0.99 0.95 0.96 0.96 0.98 0.98 0.99
PPR 0.93 0.85 0.81 0.89 0.95 0.91 0.92

En la prueba 5 (Tabla 7-24), la matriz'de confusion indica que los movimientos 2, 3
y 4 mal clasificados, principalmente los movimientos 2 y 4, como se ve en la sensibilidad,
ya que muestra los resultados mas bajos. La precision del movimiento 3 fue el menos

consistente.

Tabla 7-25. Matriz de confusion de la prueba 6.

C1 C2 C3 C4 C5 C6 c7
C1 9.6 0 0 0 0.4 0 0
C2 0 8.6 0.3 0.5 0 0.5 0.1
C3 0 0 7.9 1 0.4 0.4 0.4
C4 0 0.3 0.3 8.8 0.3 0.1 0.4
C5 0.1 0.1 0.3 0.3 9.1 0.1
C6 0 0.6 0.1 0 0.3 9 0
C7 0 0 0.3 0 0 0 9.8

SPE 1.00 0.98 0.98 0.97 0.98 0.98 0.99
SEN 0.96 0.86 0.79 0.88 0.91 0.90 0.98
ACC 0.99 0.97 0.95 0.96 0.97 0.97 0.98
PPR 0.99 0.90 0.88 0.83 0.88 0.89 0.92
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En la prueba 6 (Tabla 7-25) las clases 2, 3 y 4 muestran valores de sensibilidad bajos;

sin embargo el movimiento 3 fue en el que més errores de clasificacion hubo. Ademas, en la

clase 4 la precision fue la mas baja, lo que indica que fue la clase mas dispersa.

Tabla 7-26. Matriz de confusion de la prueba 7.

C1 C2 C3 C4 C5 C6 C7
C1 9.9 0 0 0 0.1 0
C2 0 8.9 0.3 0.8 0 0.1
C3 0.1 0.3 8.6 0.3 0.5 0.1 0.1
C4 0.1 0.3 0.9 8 0.4 0 0.4
C5 0.6 0 0.1 0.4 8.8 0.1 0
C6 0 0.6 0.3 0 0.4 8.6 0.1
C7 0 0 0.1 0 0 0 9.9
SPE 0.99 0.98 0.97 0.98 0.98 0.99 0.99
SEN 0.99 0.89 0.86 0.80 0.88 0.86 0.99
ACC 0.99 0.97 0.96 0.95 0.96 0.98 0.99
PPR 0.92 0.89 0.84 0.85 0.86 0.96 0.94

En la Tabla 7-26 que tiene la prueba 7, la clase 4 mostro el valor mas bajo y las clases

3y 6 el valor mas bajo siguiente; sin embargo, la precisién confirma que la clase 3 fue la mas

dispersa.
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Tabla 7-27. Matriz de confusion de la prueba 8.

C1 C2 C3 C4 C5 C6 Cc7
C1 9.9 0 0 0 0.1 0 0
C2 0 8.8 0.5 0.4 0 0.3 0.1
C3 0 0.6 8.4 0.8 0 0.3 0
C4 0.1 0.4 0.4 8 0.8 0 0.4
C5 0.5 0 0.1 0.4 8.8 0.3 0
C6 0 0.3 0.3 0 0 9.3 0.3
C7 0 0 0.1 0 0 0 9.9

SPE 0.99 0.98 0.98 0.98 0.99 0.99 0.99
SEN 0.99 0.88 0.84 0.80 0.88 0.93 0.99
ACC 0.99 0.96 0.96 0.95 0.97 0.98 0.99
PPR 0.94 0.88 0.86 0.84 0.91 0.93 0.93

A pesar de que los valores de sensibilidad y precision de la prueba 8 (Tabla 7-27) no
son tan bajos como algunas otras pruebas, la clase 4 tiene el valor mas pequefio comparado
con las otras clases y la precision también indica que es el movimiento mas disperso en esta

prueba.

Tabla 7-28. Matriz de confusion de la prueba 9.

C1 C2 C3 C4 C5 C6 c7
C1 9.9 0 0 0 0.1 0
C2 0 8.5 0.9 0.5 0 0.1
C3 0.1 0 9.3 0.4 0.1 0.1
C4 0.3 0.3 0.3 8.1 0.3 0.4 0.5
C5 0.3 0 0.3 0.5 8.8 0.3
C6 0 0.6 0 0 0 9.4
C7 0 0 0.3 0 0 0 9.8

SPE 0.99 0.99 0.97 0.98 0.99 0.99 0.99
SEN 0.99 0.85 0.93 0.81 0.88 0.94 0.98
ACC 0.99 0.97 0.97 0.95 0.98 0.98 0.99
PPR 0.94 0.91 0.85 0.86 0.95 0.91 0.95
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La prueba 9 (Tabla 7-28) se comporta de forma similar que la prueba 8, con el

movimiento 4 con la sensibilidad mas pequefia; sin embargo, la clase méas dispersa es

indicada por la precision, y corresponde a la clase 3.

Tabla 7-29. Matriz de confusion de la prueba 10.

C1 C2 C3 C4 C5 C6 C7
C1 9.9 0 0 0 0.1 0
C2 0 8.3 0.1 0.9 0 0.8
C3 0.1 0.4 8.9 0.1 0.1 0.3 0.1
C4 0.3 0.5 0.8 7.3 0.6 0 0.6
C5 0.4 0 0.4 0.8 8.4 0.1 0
C6 0 0.4 0.1 0 0.1 9.3 0.1
C7 0 0.1 0.1 0 0 0 9.8
SPE 0.99 0.98 0.98 0.97 0.98 0.98 0.99
SEN 0.99 0.83 0.89 0.73 0.84 0.93 0.98
ACC 0.99 0.96 0.96 0.94 0.96 0.97 0.98
PPR 0.93 0.86 0.86 0.81 0.89 0.89 0.92

Durante la prueba 10, 1a clase 4 mostro el valor de sensibilidad méas pequefio; ademas

la precision indica que también esa clase es la mas dispersa.
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Tabla 7-30. Matriz de confusién promedio.

C1 C2 C3 C4 C5 C6 Cc7

C1 9.8 0 0 0 0.2 0 0
C2 0.1 8.7 0.4 0.5 0 0.3 0.1
C3 0.1 0.4 8.5 0.6 0.2 0.2 0.2
C4 0.1 0.4 0.5 8.1 0.4 0.1 0.4

C5 0.3 0 0.2 0.4 8.8 0.2 0
C6 0 0.5 0.2 0 0.1 9.1 0.1
C7 0 0 0.1 0 0 0 9.9
SPE 0.99 0.98 0.98 0.98 0.99 0.99 0.99
SEN 0.98 0.87 0.85 0.81 0.88 0.91 0.99
ACC 0.99 0.96 0.96 0.95 0.97 0.98 0.99
PPR 0.95 0.87 0.86 0.84 0.91 0.93 0.93

La matriz de confusion de la Tabla 7-30 muestra que, en general, el reposo (C7) es el

movimiento mas facil de identificar; con menos errores, seguido de la clase 1, con resultado
similar. EI movimiento 4 tiene casi 20% menos que el movimiento 1, lo que indica que es el
que tuvo mas problemas para identificarse, como lo indica la sensibilidad. Ademas, en la
precision, las clases 2, 3y 4-tienen los valores méas pequefios, lo que indica que son los
movimientos mas dispersos, lo que indica que tal vez se parezcan entre ellos, que los

movimientos musculares sean parecidos.
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Estadisticas por movimiento
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Figura 7.2. Gréfica con estadisticas de sensibilidad, especificidad, exactitud y precisién promedio, obtenidas
por cada'movimiento.

La grafica de la Figura 7.2 muestra que la clase 4 fue la que méas problemas causo en
la clasificacion. La sensibilidad tiene un valor significativamente mas pequefio en la clase 4,
comparada con las clases 1 y 7; de la misma forma que la precision, lo que indica la dispersién
en este movimiento. La especificidad y exactitud tienen los valores méas consistentes y mas
altos en todas clases, lo que indica que el algoritmo es capaz de clasificar correctamente y

ademas lo hace mas del 95% de los casos.
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Figura 7.3. Especificidad por movimiento.
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Figura 7.4. Sensibilidad con lineas de tolerancia por movimiento.
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Figura 7.6. Precision con lineas de tolerancia por movimiento.
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En las Figura 7.3, Figura 7.4Figura 7.5Figura 7.6 se muestran los promedios de la
Figura 7.2 de forma individual (especificidad, sensibilidad, exactitud y precision) y sus lineas

de tolerancia con el error obtenido en cada movimiento.

Especificidad
0.990
0.989
0.987
0.986
0.984
0.983
0.981
0.980 SPE® 0.980
0.978
0.977

0.975
P1 P2 P3 P4 P5 P6 P7 P8 P9 P10

Prueba

Figura 7.7. Gréfica de especificidad por prueba.

La gréafica de la Figura 7.7 muestra resultados de especificidad de la clasificacion
superiores.a 0.98, es otras palabras, mas del 98% en cada una de las pruebas; lo que indica
que, variar los vectores de entrenamiento y prueba no hacen una diferencia significativa en

la capacidad del algoritmo de diferenciar entre cada clase.
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Sensihilidad
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Figura 7.8. Gréfica de sensibilidad por prueba.

La sensibilidad de 0.88 a 0.91, como se ve en la gréfica de la Figura 7.8; variar los
vectores de entrenamiento y prueba no presentan una gran diferencia. Por otra parte, indican

que el algoritmo realiza méas del 88% de las clasificaciones de forma acertada.
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Exactitud
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Figura 7.9. Gréfica de.exactitud por prueba.

La exactitud por prueba mostrada en la grafica de la Figura 7.9, el valor mas pequefio
de 0.966, indica que el promedio de clasificacion del algoritmo es 96.6%; en otras palabras,

muy pocas veces realiza una clasificacion errénea.
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Figura 7.10. Grafica.de precision por prueba.

Finalmente, en la grafica de la Figura 7.10 se muestra el comportamiento de la

precision de la clasificacién, el valor minimo es de 0.879. Esto indica que el algoritmo

presenta un desempefio’ superior al 87.9% al clasificar de la misma forma. Las pruebas

mostraron que el desempefio del algoritmo es bueno a pesar de que los movimientos son

similares.

En resumen, el algoritmo disefiado para la clasificacion de sefiales EMG con base en

SVMs; propuesto en la Figura 6.13, utiliza los algoritmos especificos listados en la Figura

711.
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Figura 7.11. Algoritmo propuesto para la.clasificacion de sefiales de EMG.

8 Conclusiones

Este proyecto de tesis tuvo como proposito encontrar un algoritmo que utilice SVMs
que aumente la precisidn de la clasificacion, para poder utilizarse en el control de protesis.
Los métodos de seleccidon de caracteristicas ayudaron a determinar cuéales de ellas son
importantes a considerar para describir mejor el movimiento. Con base en estos resultados
obtenidos, se propusieron las caracteristicas y después de considerar algunos métodos de
reduccion de dimensionalidad, se defini6 que los PCAs eran los adecuados para el algoritmo

propuesto.

Utilizando el algoritmo propuesto se obtienen resultados de las clasificaciones del
100 % en la mayoria de los casos, por lo que se deduce que funciona y que ademas se cumplid
con el objetivo de estudio; ya que, comparado con otros algoritmos mencionados en la
literatura, exhibe en promedio mejores resultados. Ademas, se pudo observar que, para
obtener mejores resultados en la exactitud de la clasificacion, no es necesario s6lo agregar
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caracteristicas de las sefiales al azar; conviene tambiéen revisar si la caracteristica afiadida
describe la sefial de la mejor forma de acuerdo al uso que se le daré a la misma; para lo que
se usaron los algoritmos de seleccidn de caracteristicas. En un sentido similar, el uso de mas
canales para el analisis del movimiento no garantiza mejores resultados, es importante que la

sefial afladida tenga informacion importante.

Por otra parte, es valioso recalcar que, para extraer las sefiales de los musculos se
disefio una tarjeta de adquisicion de datos inalambrica; esto es, que se-comunica con la
computadora utilizando una sefial bluetooth, lo que facilita su procesamiento y le permite al
usuario portar con el sistema de adquisicion sin que se esté “unido” con cables a la
computadora. De la misma forma, en un futuro, las personas con amputaciones transtibiales
que deseen adquirir una protesis que utilice el sistema propuesto, podrian tener colocados los
electrodos en la pierna sin la necesidad de que éstos estén conectados a la protesis a traves

de cables, lo que es mas comodo y fécil de usar.
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