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Resumen

Existen muchos métodos para la seleccion de variables, sin embargo, muchos tienen ciertas limitaciones
cuando se manejan conjuntos de datos de grandes dimensiones. Es un problema estadistico interesante
identi car las variables mas relevantes en este tipo de escenarios, ademas del sinfin de aplicaciones que
se le puede dar en otras dreas. Este trabajo de tesis se centrara en un método de seleccién de variables
llamado ERGS, el cual efectda la seleccion asignando cierta relevancia o peso a cada una de ellas por

medio de la construccion de intervalos.



Summary

There are several variable selection methods, however many of them have certain limitations when it
comes to high-dimentional data sets. To identify the most relevant variables in this type of scenarios
is a very interesting statistical problem, furthermore there are endless aplications in other areas. This
thesis will focus on a variable selection method called ERGS. This does makes the variable selection
assigning certain relevance value or weight value to each of the variables by constructing e ective

ranges.



1. Introduccién

El poder de cémputo en los ultimos afios ha crecido, sin embargo, en muchas ramas de-la ciencia se
estan recolectando tantas variables o mediciones que los algoritmos que los procesan pueden llegar a
ser muy costosos computacionalmente; se debe contrastar la relevancia de incluir-la mayor cantidad

de variables contra el tiempo que lleva procesarlas para obtener resultados ttiles.

La seleccién de variables se puede aplicar en problemas de clasi cacién de unidades. En las cien-
cias 6micas (gendmica, metabolémica, protedmica, etc.) es relevante porque hay demasiadas variables

disponibles, lo cual di culta el analisis.

En este trabajo de tesis se profundizara sobre un método que se ha usado en este ambito de la
genomica, ERGS (e ective range based gene selection). [1], cuyo principio basico es asignar un mayor

peso a las variables que discriminan mejor entre las-diferentes clases.

Se comenzara con introduccién al tema donde se observara el problema de seleccién de variables
en diferentes 4reas, junto con teorfa estadistica; se hard una descripcién tedrica del método ERGS y
hara un andlisis practico en un ambito controlado con una simulacién y otro analisis en ambito real

con datos de una investigacion.

El capitulo 2 contiene la teorfa basica para el desarrollo de este trabajo, se abarcan temas como
la importancia de la reduccién de dimensién en una base de datos, el uso en otras areas, el problema

estadistico, algunos métodos y estrategias para la seleccién de variables y la evaluacion de la seleccion.

En el capitulo 3 se analiza la construcciéon y funcionamiento del algoritmo ERGS. Como este mé-
todo se retomé del articulo de Chandra & Gupta [1], en este capitulo también se reporta el trabajo

sobre cancer de colon donde los autorea aplicaron el algoritmo.

En el capitulo 4 se aplica una simulacién a variables uniformes construida por Wang & Gevertz [5]
para el analisis de los resultados que arroja el algoritmo, partiendo de un a base de datos y variable

de referencia controladas.



En el capitulo 5 se aplica el algoritmo de una manera no controlada, usando los datos de una aplicacién

practica sobre metabolitos de hombres y mujeres a ser utilizados en un diagnéstico de salud diferencial.

En el dltimo capitulo es dénde se concluye el trabajo considerando los detalles que se abarcaron

en los capitulos anteriores y una conclusién personal.



2. Antecedentes del problema

2.1. Seleccidén de caracteristicas
2.1.1. Reduccién de dimension

En al medida que hay mas informacién y sensores en sistemas, las bases de datos crecen y tienen
mas variables. Se debe reducir de dimensién sin perder informacién, es posible que con la misma base
de datos se puedan contestar diferentes preguntas ya que no-todas son utiles segun el objetivo de la
investigacion.

El que n p tiene un efecto negativo sobre el analisis exploratorio de los datos ya que casi ninguno
de los procedimientos multivariados funcionan adecuadamente. Este escenario puede implicar que se
tienen variables irrelevantes o redundantes, por lo que se'deben remover para poder tener una mejora en
la precisién de la clasi cacién, que no sea caro computacionalmente [1], evitar deteriorar el rendimiento

de algoritmos de aprendizaje [12] y lograr hacer experimentos mas rdpidos y menos costosos [5].

Analisis de datos masivos
Hoy en dia estamos viviendo en la época de la revolucién de los datos, esta expresion se re ere a la
masividad de los datos en cuanto a volumen, velocidad, variedad, veracidad y valor; las 5 V's. Esto lo

vemos re ejado ya que el 90 % de los datos que existen han sido creados en los ultimos dos afios como
lo escribe Jacobson en el 2013 [11].

= Volumen:al dfa se generan 2.5 quintillones de bytes de datos, es decir, 2,684,354,270 GB. Para
poderhacer un analisis de sentimiento sobre un producto, se deben analizar 12 terabytes de

informacién para obtener buenos resultados [11].

= Velocidad: Segun Visual Capitalist en el 2017 [15], en un minuto se genera mucha informacién
en el mundo. Algunos ejemplos son: 16 millones de mensajes de texto, 3.5 millones de busquedas
en Google, 900,000 inicios de sesiéon en Facebook, 452,000 tweets mandados, 156 millones de

correos electrénicos enviados, solo por mencionar algunos ejemplos.

» Variedad: a grandes rasgos existen dos tipos de datos, los datos estructurados y los no estruc-

turados. Los datos estructurados sonlos tipos de datos que siguen un patroén el cual es facil de



buscar; por otro lado los datos no estructurados se de nen como todo lo demas [16]. Un ejem-
plo de datos con estructura son los cédigos postales o la Clave Unica de Registro Poblacional
(CURP), ya que es una cifra que contiene nombre, apellido, fecha y lugar de nacimiento siguien-
do un orden especi co. Los datos no estructurados se encuentran en archivos de texto, audio,
imagen o video; una publicacién en cualquier red social estid contribuyendo a la generacién de

datos no estructurados.

= Veracidad: se re ere a la incertidumbre de los datos. En muchos casos la calidad y precisién
de la informacién es menos controlable. Por ejemplo los mensajes de la plataforma Twitter que

tienen abreviaciones, errores tipogra cos, lenguaje coloquial, etc.[19]

= Valor: se relaciona con el potencial de transformar la informacién en ganancia. Se enfoca en la
ciencia de datos tal como herramientas y métodos estadisticos y analiticos para la extracciéon de

conocimientos y toma de decisiones. [19]

El anilisis de datos masivos es mas que una simple cuestiéon de tamafio;es la oportunidad de encontrar
valor en diferentes tipos de bases de datos y contenidos, con el propdsito de contestar preguntas
que antes estaban fuera de alcance [11]. Por otro lado, se puede tener mucha informacién pero no
necesariamente es de utilidad por lo que muchas ciencias comienzan a aplicar métodos de clasi cacién
y seleccién de variables; sin embargo es crucial que se apliquen de manera cotrecta y se conozcan sus

limitaciones.

2.1.2. Aplicaciones

Estudios epidemioldgicos

En paises en vias de desarrollo ubicados en Aftica, se implement6 un programa para combatir la
malaria. Via mensaje de texto SMS:los trabajadores de salud contestaban una encuesta para alertar a
los funcionarios sobre brotes de esta enfermedad en diferentes regiones, esto para anticipar la cantidad
de medicamento necesatio y evitar la escasez. Asi es como la recoleccion de datos contribuye con los
servicios de salud en un pafs.
Se debe de tener.muy claro las variables que in uyen sobre estos brotes de malaria, ya que cada
encuesta tiefie un.-Costo y, aunque esto no representa una gran cantidad para un gobierno, se deben
buscar maneras para e cientar costos en relacién a la informacién obtenida [14].
Medir el estado de salud de una persona implica una enorme cantidad de variables, sin embargo con
métodos de seleccion se pueden identi car aquellas variables que responden a la enfermedad de malaria

y elaborar las preguntas en consecuencia dirigidas a la ciudadania.

Metabolémica
De acuerdo con el Diccionario de Oxford [18], la metabolémica es el estudio cienti co de un conjunto

de los metabolitos presentes en un organismo, célula o tejido. El objeto de estudio de esta ciencia son



los biomarcadores, es por eso que al hacer la seleccién de los mismos se puede llegar a diagnosticar,
monitorear y/o predecir el riesgo a cierta enfermedad.
Al combinar dos o mas biomarcadores es posible generar un diagnéstico mas preciso e incluso distinguir

entre diferentes enfermedades similares.

Genémica

La clasi cacion de la expresion de los genes juega un papel importante en la prediccion y diagnéstico
de enfermedades, sin embargo es necesario hacer una seleccién de genes en primera instancia. Para
bases de datos de este tipo es muy comun el uso de métodos de seleccién de variables porla cantidad
de genes que poseen los seres humanos, animales y otros objetos de estudio de esta ciencia.
No todos los genes contribuyen para hacer una clasi cacién e ciente de las muestras, se necesita un
algoritmo robusto de seleccién de estos para identi car los que son importantes,los cuales ayudaran a

clasi car la muestra e cientemente [1].

2.1.3. Problema estadistico

Por la mayor parte del siglo veinte, los principales problemas practicos consistian en tener un gran
numero de unidades o casos (#) y un numero limitado o jo dewvariables (p), esto dadas las limitaciones
de poder cémputo y de visualizacién gra ca.

Sin embargo, en los dltimos veinte aflos comenzaton a surgir problemas practicos que demandaban la
evolucién de nuevas tecnologias para la adquisicion de datos y de instalaciones computacionales que
ya estaban en evolucién.

En términos de teorfa asintética, estas nuevas aplicaciones practicas asumen que para una base de
datos considerada como una matriz de dimensiéon n X p, el numero de variables p tiende mucho mas

rapido a in nito que el nimero de sujetos n, o bien ambas tienden a in nito con la misma razén [4],
por lo que muchas herramientas estadisticas tradicionales y computacionales no son utiles.

Herramientas estadisticas tradicionales

Debido a los problemas que conlleva el escenario en que n p es necesario reducir el numero de
variables a un subconjunto de variables para poder cumplir con las expectativas y objetivos de interés.
Por ejemplo, en regresion lineal se tienen datos sobre n individuos en forma de parejas donde xi es la

vatiable predictora y y: es una respuesta tal que {x; yi; i = 1, ..., n}. La relacién de estas parejas esta
dada por
yi= 1+ foxi + i
4 . : _ . .
donde los términos de etror si ~ N 0, o son independientes. Asi, la relacién entre la vatiable pre-

dictora y la esperanza de la respuesta sigue una linea recta con ordenada al origen f1 y pendiente f»;
es decir,

E vilx) = p1 + Boxi



Este modelo recibe el nombre de regresion lineal simple, ya que solamente hay una variable predictora,
los dos parametros f1 y f2 son constantes desconocidas que se deben de estimar. Existe una notacién
matricial dada por

y=Xp +s

donde el vector y de dimensién n X 1 contiene las respuestas, el vector ff contiene p parimetros en

general excepto ¢, el vector s contiene el ruido y X es las llamada matriz de disefio de dimension nX p.
Para la regresion lineal simple, la primer columna de X tiene el valor de 1 para todas las entradas.

La forma estandar de estimar S y f», es usando minimos cuadrados y obtener

. >
S = arg Igin i p — poxi)?,

esto signi ca que f minimiza la suma de cuadrados del lado derecho. La notacion en general esta dada
por

5 . 2

= argménlly - XBl3.
Como se tomd comg supuesto que s era Normal y sea [ la matriz identidad n X n, esto implica

que y ~ Nn Xﬂ o’I , donde Nn es una distribucién normal multivariada. Por lo que la funcién de
densidad conjunta de probabilidad para y es

- ) ZZZ
p(YIX. )= V—exp -
o 2w 2

o

Esto se puede ver como una funcién de los parametros, es decir, y recibe el nombre de funcién de

verosimilitud. Sea B es el estimador maximo verosimil de B dados por

B = argmixp (41X 9).

Ahora, ﬂA’ satisface
XTX[ = XTy

-~ . I
B="xrx "' xTy
siy sélosi XT.X es invertible. Mas adn,

- - ; I
ﬁ ~ Np ﬁ, 02 XTX

desde un punto de vista frecuentista, las estimaciones de intervalos para f§ pueden obtenerse con una

modi cacién sutil si 6 debe ser estimada. En general, para muchos escenarios de maxima verosimilitud
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respecto a modelos paramétricos que involucran un nimero jo p — 1 variables y p parametros en f,
con un gran numero de variables, casi seguramente

. z
B~Nv B.25 .

para una cierta mattiz Xg.

Pero, ¥spor qué no se puede usar la regresion lineal tradicional en el escenario p > n?

El problema es que una caracteristica necesario para el analisis de regresion lineal es que X7 X sea
invertible, esto sucede solamente si p < n. Si p > n entonces X7 X es una matriz singular por lo que
los parametros f no pueden ser estimados de manera unica.

Una forma de solucionar esto y evadir el problema de la singularidad de la mattiz X7 X es mediante
un método de regularizacién conocido como minimos cuadrados penalizados 0 mdaxima verosimilitud
penalizada [4].

Un ejemplo de esto es la regresion Ridge, cuya solucién se puede escribir dela siguiente forma
A -
f="XTX+ ' XTy

Podemos ver que la constante A es la que controla el valor de § ya que si A — o0 entonces S disminuye

-0z
p= 1 XTy

A
=1_XTy.
A

. >
De esta forma, se busca 4 tal que’ X7 X + AI sea invertible [4].

2.2. Estrategias de bisqueda para la seleccidn de variables

Varios estudios demuestran la importancia de métodos de selecciéon de variables para identi car las
aquellas que son informativas. Segun Chandra & Gupta (2011) [1], los métodos de seleccion de va-
riables pretenden remover las variables redundantes e irrelevantes para mejorar la exactitud de una
clasi cacién; ademas de facilitar el trabajo de computo. A continuacién se presentan algunos enfoques

de estas estrategias y ejemplos particulares de cada uno.

2.2.1. Enfoque wrapper

Hste método es bastante costoso computacionalmente, ya que se usa un subconjunto inicial de variables
que se modi ca hasta obtener el mejor subconjunto.
Se usa un algoritmo de aprendizaje para que, con base a un criterio, se decida si se agregan o remueven

variables del subconjunto. El proceso se muestra en la Figura 1.

11



Conjuto de Generar un Algoritmo de Mejor
variables subconjunto aprendizaje subconjunto

Figura 1: Método de envoltura.

Envoltura hacia adelante
Este tipo de selecciéon de variables consiste en‘comenzar con un subconjunto vacio, en los pasos
subsecuentes se agrega la variable que mejore el critetio. Esto se continia hasta que la adicién de una

nueva variable no sea importante para el criterio. El proceso se muestra en la Figura 2.

Esta variable
se agrega al
subconjunto
Agrega la Se ha
Conjuto sin variable que : obtenido el

variables mas abone al mejor
criterio Esta variable Se han subconjunto
no se agrega agotado todas
al las demas
subconjunto variables?

Figura 2: Método de envoltura hacia adelante.

Envoltura hacia atras
El diagrama del proceso para este método es muy similar al método anterior pero, en este caso, se
comienza al contrario. De inicio se tienen todas las variables, en cada iteracidén se remueve la variable

que menos reste al criterio hasta que no se observe una mejora. El proceso se muestra en la Figura 3.
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Conjuto con
todas las
variables

Esta variable
se guita del
subconjunto

Quita la
variable que
menos abone
al criterio
Esta variable
se deja en el
subconjunto

Se han
agotado todas
las demas

Se ha
obtenido el
mejor
subconjunto

variables?

Figura 3: Método de envoltura hacia atras.

Envoltura por pasos
Es la combinacién de los dos métodos en envoltura antes mencionados. Se agregan las variables una
a la vez, sin embargo, después de que se agrega una variable se evalta a todas las variables que estin

en el modelo y se elimina a cualquiera que no sea importante para el criterio.

2.2.2. Enfoques incrustados

Este enfoque realiza la seleccién de variables durante el proceso de entrenamiento de un algoritmo
de aprendizaje [8]. Se busca reducir el tiempo. de cémputo que se usa para reclasi car diferentes
subconjuntos, como en los métodos de envoltura. El enfoque principal es incorporar la seleccién de

variables como parte del proceso de entrenamiento [6].

Validacion cruzada anidada en modelacion del algoritmo de aprendizaje
La validacién cruzada anidada puede ser usada en el caso de que se tenga un pequefio tamafio

muestral. El proceso es el siguiente:

1. Se divide el conjunto de datos aleatoriamente en dos subconjuntos, uno de entrenamiento (train)

y uno.de prueba (test).

2. Se usa un algoritmo de aprendizaje de forma iterativa para la seleccion de caracteristicas, sola-

mente para el conjunto de entrenamiento.
3..Se usa la validacién cruzada para evaluar el modelo con los posibles subconjuntos de variables

Como resultado se obtiene un modelo éptimo, el cual es evaluado usando el conjunto de datos de

prueba. Los pasos 1 y 2 se repiten N veces, tal que hagan N evaluaciones 6éptimas del modelo [3].
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2.2.3. Enfoque de ltrado

Este es el enfoque comunmente usado, el cual selecciona caracterfsticas sin involucrar algoritmos de
minerfa de datos, los algoritmos de ltrado son evaluados basados con en base a cuatro criterios:
distancia, informacioén, dependencia y consistencia [1].

Esta estrategia ordena las variables sin usar algoritmos de aprendizaje, depende de las caracteristicas
generales de los datos [2].

En la mayoria de los casos se calcula la relevancia de las variables dandoles una puntuacion (o peso),
se ordenan y las g p variables con puntuacién alta son consideradas como el subconjunto lItrado
del conjunto de todas las caracteristicas.

Después, se aplica un algoritmo de aprendizaje usando a este subconjunto obtenido como la entrada
(Cakmak 2015) [2].

Una de las maneras mas e cientes para evaluar el desempefio de un subconjunto de ¢ variables y saber
si se eligié correctamente el valor de ¢, es midiendo su capacidad de prediccién esto se puede determinar
por medio de las curvas de ROC.

Aun con las curvas de ROC no hay ninguna garantia teérica’ que las principales g variables serd el

subconjunto 6ptimo. Las curvas ROC se explicaran mas adelante [3].

Estadistico ¢ de Student

El t-estadistico es un método de ltrado usado en problemas de dos clases, por lo que en este caso
[ =1, 2. Tenemos que u; y gj denotan la media y desviacién estandar para la j-ésima caracteristica y
la I-ésima clase, respectivamente. Ademds nes el nimero de muestras en la /-ésima clase; entonces el

estadistico ¢ para cada variable se calcula como se sigue

X)) = w4 s
(0'1)2 /.t (0'2)2 /nz

Al igual que en los otros'métodos de ltrado se buscan los mayores valores del estadistico ¢ de las

variables [2]. Lo que requiere el estadistico # para tener un valor relativamente mayor es que

- 2 - 2
lur — ol > () /1 + ()/my

es decir, que la distancia entre las medias sea mayor que una varianza combinada. De esta manera se

identi ca a las variables que estén alejadas entre si.
El t-estadistico inicialmente se disefié para examinar las diferencias entre dos muestras independientes

y pequefias que tengan distribucién normal y homogeneidad en sus varianzas. La idea intuitiva sobre

esta pruebademuestraque existe una curva que describe el comportamiento de la diferencia de medias
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y permite calcular el 4rea bajo la curva que representa la probabilidad de la diferencia entre ellas.[17]

Esta prueba es poderosa, que aunque una de las muestras no tenga distribuciéon normal pero la otra
si y la razén de la varianza mas grande a la mas pequefia sea chica, esta prueba resulta adecuada al

comparar dos medias.[17]

Fisher Score

Este tipo de puntuacién se le conoce como el indice de Fisher y su proposito es-encontrar un
subconjunto de variables tales que las distancias de los datos dentro de cada clase sean las‘menores y
las distancias de los datos entre las clases sean mayores, en la medida de lo posible.

Este criterio se calcula con la proporcion entre la varianza entre clases y la varianza dentro de cada
clase,

.= - P2}

FS Xi = 417 My~
= :
=17

]
e
X o' X
donde el conjunto mugstra de la j-ésima clase X7 = x/, X/, ..., ), con nj ¢s el nimero de muestras;

en la j-ésima clase, ut es la media para la j-ésima clase con la correspondiente i-ésima variable y ot
es la desviacién estandar para la j-ésima clase con la correspondiente i-ésima variable.

Una vez que se calcularon los FS para cada variable se ordenan de forma descendiente y se consideran
las primeras g variables con rangos mayores [2] . El valor de ¢ varfa dependiendo del objetivo de la

investigacion.

LDA
El analisis de discriminantes lineales (LDA) tiene como objetivo construir combinaciones lineales de
variables que permita recuperar las categorias respuesta en un conjunto de datos.

A grandes rasgos, para hacer el analisis

1. Calcular los vectores de medias p-dimensionales para las diferentes categorias de una base de

datos.

2. Calcularlas matrices de dispersion, tanto la matriz entre categorias como la matriz dentro de la

misma categoria.

3. Calcular los cigenvectores (ey, e, . . ., ep) correspondientes a sus eigenvalores (41, 42, ..., 4p) de
ciertas matrices de dispersion.

4. Otdenar los eigenvectores de forma descendiente segun el valor de sus eigenvalores y elegir los

g eigenvectores con los mayores eigenvalores para formar una matriz W de p X k, donde cada
columna representa un eigenvector.

15



5. Usar W para transformar las muestras a un subespacio nuevo. Esto puede ser ¥ = X X W donde

X es una matriz de n X p que representa las n muestras y Y el espacio de n X g muestras en el
subespacio nuevo.

Aunque es un buen método tiene algunas limitaciones, una de éstas es que si las distribuciones con
signi cativamente no Normales entonces las proyecciones no van a re ejar las estructuras complejas

de la clasi cacién de los datos.
Otro problema se da con un pequefio tamafio muestral, porque se necesita calcular la-inversa de la

matriz de dispersion interclase, la cual es singular cuando el nimero de muestras de entrenamiento es

menor que el nimero de variables [8].
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3. Método ERGS

3.1. Introduccion

Efective Range Based Gene Selection es un algoritmo que se basa en amplitudes efectivas, es un
método de ltrado ya que al crear estas amplitudes se obtienen puntuaciones o pesos que distinguen a
las variables mas relevantes; ademas ERGS también es un método supervisado ya que se trabaja con
una variable de referencia.

A diferencia de la mayoria de los algoritmos de seleccién-de vatiables mas populares, el ERGS no
requiere de una estrategia iterativa de busqueda para la generacién de subconjuntos. El principio
basico del algoritmo es que se le asigna un peso mayor a las variables que discriminan las clases con
mayor claridad, esto se hace con todas las variables dela base de datos.

El calculo de las amplitudes efectivas, en parte, se basan en la desigualdad de Chebyshev, la cual es

cierta para todas las distribuciones y se de ne como
1

P (|X = pyl = yoy) < >

esta desigualdad es cierta para toda distribucién y el valor de y = 1.732 dado que las amplitudes
contienen, al menos dos tercios‘de los casos.

El objetivo es poder seleccionar a las variables que mejor distingan a las diferentes clases; esto se
va a determinar por los valotes de wi de cada variable. A continuacién, en las secciones 3.2 y 3.3
se van a de nir las amplitudes y a explicar el algoritmo ERGS segin Chandra & Gupta (2011) [1],

respectivamente.

3.2. Denicion de las amplitudes

Antes de desarrollar el algoritmo se deben de nir:
* X={X, X, ..., Xa} conjunto con n casos en d variables.
* C={Cj} el conjunto de clases donde j =1, 2, . . ., L

* pjdenota la probabilidad de la j —ésima clase Cj, esta probabilidad estd directamente relacionada
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con el numero de sujetos que contenga cada clase, i.e.

Numero de sujetos en la clase &

k= - ,
P Numero de sujetos

_ Nuamero de sujetos en la clase k

n

» uij denota la media para la caracteristica Xi en la clase Cj
= ogjj denota la desviacién estandar para la caracteristica Xiy la clase Cj

= Rjj denota la amplitud efectiva para la i-ésima caracteristica Xi y j-ésima‘la clase Cj, y se

calcula como se sigue

!
Rij = T Ty
=[uy — @ = p)yoi, py + (1 = pj) yoyl .
Se puede ver que ry; = pi — (1 —pj)yoy es la cota inferior de la amplitud y » = = 45 +
17
(1 — pj) yoij es la cota superior de la amplitud.

3.3. Algoritmo

1. Calcule los rangos efectivos Rjj para todas las clases Cjy cada caracteristica Xi.

2. Otdene de forma ascendiente los 77"y de la misma manera los 7.
i i

3. Calcule el area de traslape (OA4:) entre clases para la caracteristica Xi usando la siguiente férmula

= =
OA; = ¢i(i, k)
=1

donde
. S
$i(j, k) = DoA

f— Lo+ -
T Sl

en otro caso

4. Calcule el coe ciente de area AC:

OA;
AC; = z z.

max r§j —min 3

5. Calcule el coe ciente de area normalizado NAC;

NAC A i =1,2 d
P = araj =1,2,...,d.
max (4Cj) P
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6. Calcule los pesos, denotados por wi, para cada caracteristica Xi, como
wi=1— NACi.

7. Seleccione las caracteristicas X tales que wi > 6, donde 8 es un valor umbral determinado

dependiendo de las necesidades del estudio.

Sepuede observar que sigijincrementa entonceslos pesos wiparaestas variables disminuyen, esto es

por que

oijincrementa == Rjincrementa
==  (OA; incrementa
== AC;incrementa

==  w;decrementa.

Por esta razén Rij considera la dispersion para el valor que asignara a los wi, ya que oy se reduce

proporcionalmente al multiplicarse por (1 — pj), donde 0. < p; < 1, asi se calculan pesos menores
para estas variables. Esto no implica que los valores de Rjj estén exentos de ser afectados por valores
atipicos, ya que también se calculan a partir de los valores de i que son una medida de tendecia
central.

Los autores no dejan en claro el hecho de que se quieran incluir *gle los datos ni se demuestra el valor
de y se cumple para cada clases de todas las variables.

3.4. Colon

En el articulo de Chandra (2011) [1] se evalia el método ERGS en diferentes bases de datos, en dos

de estas reporta los resultados encontrados. Las bases de datos tiene las siguientes caracteristicas:

= Colon: 62 muestras de células epiteliales de colon de pacientes con cancer de colon. Las muestras
consisten en biopsias tumorales recolectada de tumores y biopsias normales recolectadas de partes
sanas del colon del mismo paciente. Cada gen representa una variables y el nimero de genes en
la base de datos es de 2000.

s MLL: este conjunto llamado, Leucemia de Linaje Mixto contiene 72 muestras de 12,582 genes.
Las muestras consisten en tres tipos de leucemia, 24 muestras de ALL, 20 muestras de MLL y
28 muestras de AML.

Después de implementar el método ERGS se presentan los 10 genes seleccionados para la base de datos

de colon se puede ver en la Tabla 1 y para MLL en la Tabla 2.
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Colon
Numero de acceso del gen  Nombre del gen  Descripcidn del gen

HO08393 Hsa.6814 COLLAGEN ALPHA 2(XI) CHAIN (Homo sapiens)

X63629 Hsa.2928 H.sapiens mRNA for p cadherin.

M22382 Hsa.831 MITOCHONDRIAL MATRIX PROTEIN P1 PRECURSOR (HUMAN)
R36977 Hsa.549 P03001 TRANSCRIPTION FACTOR IIIA

T56604 Hsa.6472 TUBULIN BETA CHAIN (Haliotis discus)

H40095 Hsa.773 MACROPHAGE MIGRATION INHIBITORY FACTOR (HUMAN)
U30825 Hsa.5971 Human splicing factor SRp30c mRNA, complete cds

T47377 Hsa.3016 S-100P PROTEIN (HUMAN)

J05032 Hsa.601 Human aspartyl-tRNA synthetase alpha-2 subunit mRNA, complete cds
Mo63391 Hsa.8147 Human desmin gene, complete cds

Tabla 1: Las 10 variables mas importantes para el proceso de clasi cacién identi cadas por el algoritmo
ERGS para el conjunto de datos de cancer de colon.

T_eucemia de linaje mixto (MLL)

Numero de acceso del gen Nombre del gen  Descripcidn del gen

328447_at HS.21 1 582 enl|[UG|Hs#S417769 Homo sapiens myosin light chain kinase (MLCK) mRNA, complete cds
1 389_2.1: HS.1298 gnlUGHSs#S1945 Human common ALL antigen (CALLA) mRNA, complete cds
36239_at HS.2407 enlUGHSs#S226199 H.sapiens mRNA for oct-binding factor
37539_at Hs.79219 gnlUGHs#S1569334 Homo sapiens mRNA for KIAA0959 protein, partial cds
39931_at Hs.38018 gnlUGHs#S952957 Homo sapiens mRNA for protein kinase, Dyrk3
266_s_at HS‘278667 enlUGHSs#S885 Homo sapiens CD24 signal transducer mRNA, complete cds and 3 region
32579_at HS.7802 enlUGHSs#S6032 Human transcriptional activator (BRG1) mRNA, complete cds
963_2.1: HS.166091 gnlUGHSs#S5776 H.sapiens mRNA for DNA ligase IV
35260_at HS.52081 gnlUGHs#S1367627 Homo sapiens mRNA for KIAA0867 protein, complete cds
32872_at Hs.202685 gnlUGHs#S1368108 Homo sapiens mRNA; cDNA DKFZp5641083 (from clone DKFZp5641083)

Tabla 2: Las 10 variables mas importantes para el proceso de clasi cacién identi cadas por el algoritmo
ERGS para el conjunto de datos-de leucemia.

Después de mostrar estos resultados, en el articulo [1] se asegura que estos resultados fueron corres-
pondientes alos resultados probados clinicamente.

Se hicieron los programas (Anexos) para ambas bases datos, para la de cancer de colon , se obtuvieron
los mismos 10 genes mas relevantes en el mismo orden; sin embargo, usando los datos de MLL se
recuperaron 4 de los 10 genes mas relevantes reportados en el articulo, dos en el mismo orden y dos

en diferente orden. Los resultados se muestran en la Tabla 3 y Tabla 4.
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Colon
Resultados Chandra  Resultados programa

Hsa.6814 Hsa.6814
Hsa.2928 Hsa.2928
Hsa.831 Hsa.831
Hsa.549 Hsa.549
Hsa.6472 Hsa.6472
Hsa.773 Hsa.773
Hsa.5971 Hsa.5971
Hsa.3016 Hsa.3016
Hsa.601 Hsa.601
Hsa.8147 Hsa.8147

Tabla 3: Comparacién de resultados para datos de colon:

MILL
Resultados Chandra Resultados programa
328447 _at 328447 _at
1389 _at 1389 _at
36239 _at 34168_at
37539_at 753_at

39931_at 37576_at
266_s at 38299_at
32579._at 32551_at
963_at 36239 _at
35260_at 37187 _at
32872_at 37539_at

Tabla 4: Comparacion de resultados para datos de MLL.

No fue posible reproducir los resultaods del articulo [1] con el algoritmo ERGS y no se obtuvo respuesta

por parte del autor cuando se le pregunt6 sobre los detalles de la implementacién.
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4. Simulacion

Se desea probar el algoritmo ERGS con un ejemplo de simulacién con el propésito de evaluarlo con

condiciones controladas. Se va a construir una matriz M de 62 X 2000 para simular la dimensién de la
base de datos de cancer de colon pero compuesta de variables uniformes, se vana extraer aleatoriamente
X1, X2 y X, estas variables uniformes se van a transformar en Y1, Y2, y Y3y se van a regresar a M ;
por otro lado Y1,Y> y Y3 se usaran para generar la variable de referencia determinada por las funciones
SN0 8,2 v . Una vez contando con la construccion de My de la variable de referencia, es
aplicara el algoritmo ERGS; lo que deberfa de esperarse es que se tecuperaran las variables Y1, Y2y
Y3 como las variables con mayor in uencia sobre la variable de referencia, ya que desde un principio
asi fue como se construyo.
Para estas simulaciones se construyé la variable respuesta por medio de las funciones propuestas por
Wang y Gevertz (20106) [5], tres funciones aditivas y tres funciones de interaccion. La razén por la cual
en este articulo se usaron estos escenarios fue porque crefan que los datos simulados les ayudarfan a
encontrar el mejor método para elegir los genes correctos en su estudio sobre el cancer; en este caso se
van a usar los datos simulados para probar un solo método, esto ayudara a observar su comportamiento

y robustez.

4.1. Variables

Inicialmente las variables que se toman de la matriz de variables uniformes son X1 ~ U (0, 10), Xo ~
U (0, 10) y X3 ~ U (0, 10), ademas las transformaciones que se les aplicaran estan dadas por Y1 = X,
Y> =X1+0.35%, Y3 =Y,+0.35Z3 y Y4 = Y5+ 2 Vo5t 'ledonde Z, = 2X, , Z3 = 3X3 y e ~ N (0, 1).

A continuacién sehard el desarrollo de Y5, Y3y ¥4 segin la dependencia entre las variables para que

las variables queden en términos de distribuciones uniformes iniciales.

Y>=X1+0.35%
=X; + 0.35 (2X2)
=X +0.7Xz
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an, Yo=X1 + O.7X2.

Y3 =X>+ 0.35%4;
X1 +0.7X> + 0.35 (3)(3)
1.05X; + X1 + 0.7X2

an, Y3=X1 + O.7X2 + 1.05)(3.

2 2 1
Ya= - Y1+ Yo+ -e
2 3 1
=-X1+ - (X] +0.7X2)+3£
1

=-X1+ X2+ e
3 15 3

y asi, Ya= X1+ Xop+ e
3 15 3

4.2. Funciones

Ahora para la construccién de la variable referencia que a partir de Y, Y2 y Y3 se estableceran las

funciones aditivas_f1, /2 y_f3 y las funciones de interaccién gi, g2y gs, todas éstas generan una respuesta
con dos clases, es decir, j = 1, 2. En seguida se muestra cada una y su desarrollo.

4.2.1. Funciones aditivas

Para £/ 0
Dl, Si2Y1+3Y2+4Y3+S>Cl

Ji=
Jo

, en otro caso

Sir2Yi+3h +4Y;5+s
=2X; +3 (X1 + 0.7X0) + 4 (X1 + 0.7X2 + 1.05X3) + s
=2X; +3X1 + 21Xz +4X1 +2.8X2 + 4.2X5 + 5
=9X] + 4.9X2 + 4.2X5 + 5,

donde'c; = 88.4ys ~ N (0, 1) es un término de ruido.
Para f;

DD1., SiY12+Y22+Y3>(22
/2= Y0, enotro caso
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LY+ Y+ Y,
1 2

=X+ (X1 + 0.7X2)* + Xi + 0.7X2 + 1.05X;3
=X+ X2+ 1.4X1.X0 + 0.49X> + X1 + 0.7X> + 1.05X;
1 1

= 2X] + X1-1.4X1.Xz + 1.19X> + 1.05X;,
dondec; =95.
P
ara_f3 0
Si=" si(Yi—u)?+(Ya— u) + (Vs — u3) >c3
0

O, en otro caso

S M=)+ (Y= w)+ (Vs — w3)
=(Xi — )+ X0+ 07Xz — w2) + (X1 + 0.7Xz + 1.05X3 — u3)
= (X1 — m)* + 2Xi + 1.4X0 + 1.05X3 — w2 = ps
=(X; — 5)%+2X] + 1.4X> + 1.05X; — 8.3 —13.6
= (X1 — 5) +2X] + 1.4X; + 1.05X; — 21.9

donde ¢3 = 4.9, u1 =5, u2 = 8.3 y u3 = 13.6.
4.2.2. Funciones con interaccion
Para g 0

1, siVYi+ b+ G+ Y h+Y s+ LY+ VLY >k

& =
Yo

, en otro caso

g1 Yi+ L+ 3+ Y+ Y1+ Y5+ Y1 00);

=X1+ (X1 +0.7X) + (X1 + 0.7X2 + 1.05X3) + X1 (X1 + 0.7.X2) + X1 (X1 + 0.7X2 + 1.05X3) - - -

-+ (X] + O.7X2) (X1 + O.7X2 + 1.05X3) +Xi (X1 + O.7X2) (X1 + O.7X2 + 1.05X3)

=X1+X1 +0.7X+ X1 +0.7X + 1.05X: + X2 + 0.7.X1. X0 + X2+ 0.7X1 X2 +1 — O5X1.Xs + « - -
1 1

=X+ 1.4X2X; + 1.05X2X; + 3X% + 0.49X1.X% + 0.735X1.0CX; + - -
1 1 1 1 2

2
-+ 2.8X1X0 + 2.1.X1G + 3X) + 0.49X, + 0.735X2X5 + 1.4X> + 1.05X5,

donde k; = 698.
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Para g

O
Dl, siVi Yo -Y3-Yi>hk
g2=D
0, en otro caso
g22Y1'Y2'Y3'Y4 - 12
=X (X +0.7X)(X +0.7X +1.05X) AX +—Z =
1 1 2 1 2 3 1 X+ e
3 15 3

= )(31(1.33)(1 +1.4X3) + X2 (X7 (2.33X1 + 1.47X3) + X5 (0.22X1.X2 + X1 (1.3X1 + 0.34X3))) .

donde k; = 6000.
Para g3

0
Dl, si Y1Y2>k3yY3<k4
83 =
0, en otro caso
g
=X (X] + O.7X2)
=X+ 0.7X,.X>
y
Y; = X1+ 0.7X2 + 1.05X;,
es decit, O
Dl, si le + 0.7X1.X2 > k3 yXl + 0.7X2 + 1.05X5 < ka4
&= DO, €n otro Caso,

donde k3 = 10.5 y k4 = 17. Lios valores de ciy kj en cada caso se determinaron para asegurar que las
muestras estan relativamente balanceadas.

Por los desarrollos anteriores, es mas simple detectar:

= Que la variable X7, X7 y X; son las que tienen mayor peso para las funciones_f1, /7, g1 y &
cuando éstas toman el valor de 1.

= Para la funcién f5; X1, X2 y Xs si tienen in uencia cuando la funciéon toma el valor de 1;
sin embargo, cuando los valores de X1 son cercanos a la media poblacional u esta variable no
contribuye signi cativamente.

= Parala funcién g, lo que sucede es una sobre expresion de los genes que interactuan (X y X2)
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emparejado con una expresiéon (Xz). No es claro que X; tenga la mayor in uencia sobre g3
dado que, X3 tiene mas peso sobre la segunda condiciéon (< k3) y se requiere que se cumplan
ambas condiciones para que g3 = 1.

4.3. Programa

El programa para hacer esta simulacién sigue el siguiente proceso:

= De ne una matriz M de 62 X 2000 de variables U (0, 10) que, para continuar con la notacion en

la siguiente seccidn, estas vatiables se llamarin mj paraj ={1,2,3,...,2000}.

= Genera una variable llamada pos para determinar aleatoriamente qué variables m; se van a

extraer de la matriz M .

» Estas variables se van a nombrar X1, X> y X3, donde X1 es la variable ndimero pos[1] de la

matriz M , Xz es la variable nimero pos[2] de la matriz My X; es la variable nimero pos[3]
de la matriz M.

= Se realizan las correspondientes transformaciones para-obtenetr V), Y2, Y3y Y4, cabe aclarar que
Y4 es una variable que se genera a partir de Y1y Y2, no se extrae de M .

« Ahora se aplica el algoritmo ERGS

El c6digo se encuentra en la seccién de Anexos.

4.4. Resultados

4.4.1. Funciones fi, 1, &1y &

Recordando que estas funciones en términos de X1, X» y X3 son:

O

P Ui, sioX) +4.9X + 4.2X; +s >88.4

=

DO, en otro caso
U, si2X + X1:1.4X.X + 1.19Xs + 1.05X; > 95

Si= !
DO, en otro caso
i X3+ 1.4X%X) + 1.05X°XG + 3X7 + 0.49X1.X7 4 0.735X1.X:.X5 -+

gL= <+ 28X + 2.1X0X; + 3X1 + 0.49X% 5+ 0.735X2X5 + 1.4X5 + 1.05X; si > 698

o, en otro caso

Uy si X3 (1.33X1 + 1.4X3) + Xo (X1 (2.33X1 + 1.47X3) + Xz (0.22X1.X; + X (1.3X1 + 0.34X3))) . > 6000

, en otro caso
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El histograma de la Figura 5, muestra un ejemplo del comportamiento de los datos con la simulacion
f1, este comportamiento es similar cuando se hace la simulacién usando las funciones_f7, g1 y g2. Sean
Wm el conjunto de los valores de los pesos calculados por el método en orden descendiente y Wmi el
conjunto de las posiciones en M de las variables correspondientes a los pesos de Wm. Como el orden

en estos cojuntos es relevante, se usara el super indice j para indenti car los valores dentro de los

conjuntos Wmy Wmi donde j ={1,2,3,...,2000} .

El histograma de pesos Wm detectados por el método ERGS estan concentrados la mayorfa en valores
bajos, esto es por la poca relevancia de la mayoria de las variables. La variable con mayor peso se

detecta facilmente alejada de los demds, hasta el extremo derecho del histograma.

Para este caso en particular usando_f7, tenemos que la variable que determina qué variables se van a
extraer de la matriz M es la siguiente,

pos ={1435, 530, 1658}

entonces X| = mpos, = Mi43s, €s decir, X; es la variable nimero 1435 de la matriz M ; X2 = mpos, =
ms30, es decir, Xz es la variable namero 530 de la mattiz M y X3 = mpos; = miess, €s decir, X3 es la
variable numero 1658 de la matriz M . El algoritmo ERGS deberia detectar a X, X> y X3 como las
variables con mayor peso, ya que son éstas con las que se construye la variable respuesta mediante la
funcion_f7.

Después de hacer las transformaciones correspondientes con f7 y aplicar el algoritmo ERGS, se obtiene
Wm que es la variable de los valores de los pesos en orden descendiente
Wm =1, 0.6450959, 0.6333690, 0.6282232, . ..

se obtiene Wmi que es la variable que contiene la posicién en la matriz M de las variables correspon-

diente a su respectivo peso en el conjunto Wm
Wmi = 1435, 689, 530, 1658, . . .,

esto quiere decir que la variable 1435 tiene peso de 1, la variable 689 tiene peso de 0.6450959, la variable
530 tiene peso de 0.6333690, la variable 1658 tiene peso de 0.6282232 y asi sucesivamente. En este caso,
el método fue exitoso, dado que las variables 1435, 530 y 1658 fueron detectadas dentro de los mayores
pesos y éstas son miazs = X1, ms3o = Xo y miess = X3; las variables con las que se construy6 la

variable respuesta.
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Variables

o7 03 0g 10

Figura 4: Variables por nimero de posicién en la matriz contra su peso correspondiente.
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Figura 5: Histograma de pesos usando_f7.

Al observar mas a detalle el histograma con sélo los 20 mayores pesos, se distingue la variable mi43s
con mayor peso con mayor facilidad (Figura 6), ademas en la Figura 4 se puede corroborar la frecuencia
que muestran los histogramas y se resaltan las variables Xi, X> y X3 que fueron detctadas.
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Figura 6: Histograma usando la funcién_#1 considerando los 20 pesos mayores wi.

As{ es como gra camente podemos-obsetrvar que, en efecto, se detectan Xi, Xz y X3 que fueron
construidas para ser las de mayor in uencia sobre la variable respuesta.

4.4.2. Funcién f5

Recordando que esta funcién en términos de Xi, Xz y Xz es:

U1 sl (X0 - 5 + 2X0 + 1.4X) + 1.05X; — 21.9 > 4.9
O
o,

5

en otro caso

Por otro lado, para la simulacion usando_f3, los pesos de las variables no tienden a valores tan bajos
como en la simulacién antes mencionada. Diversas variables tienden a ser relevantes, esto lo podemos
observar en la Figura 7. Para este caso en particular usando_f5, tenemos que la variable que determina

qué variables se van a extraer de la matriz M es la siguiente,

pos ={297, 220, 132}
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entonces X1 = mpos; = Mooy, €s decit, X1 es la variable numero 297 de la mattiz M ; X2 = mpos, =
mao, es decir, X» es la variable numero 220 de la matriz M y X3 = mpos; = mi3, es decir, X3 es
la variable numero 132 de la matriz M . El algoritmo ERGS deberfa detectar a X1, X2 y X3 como las
variables con mayor peso, ya que son éstas con las que se construye la variable respuesta mediante la
funcion_f5.

Después de hacer las transformaciones correspondientes con_f3 y aplicar el algoritmo ERGS, se obtiene
Wm que es la variable de los valores de los pesos en orden descendiente

Wm = 0.7620462, 0.74923130, 0.7094006, 0.6986233, . ..

se obtiene Wmi que es la variable que contiene el nimero (o nombre) de las variables cotrespondiente

a su respectivo peso en Wm
Wmi=1983, 1708, 611, 282,.. .,
los valores de los pesos de las variables Xi, X> y X3 resultaron ser
W2 =0.5799801,

W3 =0.4540688 y

W% = 0.5669151

respectivamente, donde

Wi =297,
Wy =220y
W2 =132.

Dicho de otra forma, la variable mso; fue la 22. variable mas relevante, la variable m2,0fue la 89-

variable mas relevante y la variable m 3 fue la 25- variable mds relevante con sus respectivos pesos

Winger = 0.5799801
Wingae = 0.4540688
Wins2 = 0.5669151

El histograma de la Figura 7 nos muestra que los pesos de las variables Xi, X> y X3 son menores
que 0.6, que es donde comienza a haber mayor frecuencia, es decir, la mayoria de las variables tiene
un peso menor que 0.6.. Esta simulacién no fue tan exitosa como las anteriores, sin embargo, de 2000
variables detecté a X1y a Xadentro de las 25 mas relevantes.
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Figura 7: Histograma de pesos usando_f5.

4.4.3. Funcion g3

Recordando que esta funcion en términos de Xi, Xz y X es:

H1 s X+ 07X > 105 y Xi + 0.7X0 + 1.05X; < 17
&3 =
0, en otro Caso,

Para este caso en particular usando g3, tenemos que la variable que determina qué variables se van a
extraer de la matriz M es la siguiente,

pos = {378, 1742, 1013},

entonces X1 = mpos, = ma7s, es decir, X7 es la variable numero 378 de la matriz M ; Xo = mpos, =
mi742, es decir, Xo es la variable nimero 1742 de la matriz M y X3 = mpos; = mio13, es decir, X3 es
la variable numero 1013 de la matriz M. El algoritmo ERGS deberia detectar a X1, X2 y X3 como las
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variables con mayor peso, ya que son éstas con las que se construye la variable respuesta mediante la
funcion gs.

Después de hacer las transformaciones correspondientes con g3 y aplicar el algoritmo ERGS, se obtiene
Wm que es la variable de los valores de los pesos en orden descendiente

Wm = 0.7894975, 0.7037191, 0.6727974, 0.6394442, . ..

se obtiene Wmi que es la variable que contiene el nimero (o nombre) de las variables correspondiente

a su respectivo peso en Wm
Wmi = 1013, 884, 1142, 1187, . . .
Los resultados son:

» La variable X3, tiene un peso de 0.7894975 y fue la variable mas relevante de acuerdo con el
algoritmo ERGS.

= La variable X7, tiene un peso de 0.5973526, sin embargo, X | fue la 12. variable mas relevante.
» La variable X5, tiene un peso de 0.4298197, sin embargo, X fue la 355. variable mas relevante.

Gra camente, el histograma de pesos esta centrado en 0.4 esto indica que la concentracién de pesos se
centra en valores poco relevantes, Figura 8.

Figura 8: Histograma de pesos usando gs.
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En la Figura 9 se muestran las 20 variables con mayor peso, aqui se encuentran X3 y X

Figura 9: Histograma usando g3 con los 20 mayores wi.

De las tres variables que se debieron de haber detectado con este método, se detectaron 2 dentro de las
12 variables con mayor relevancia. Esta funcién no fue tan exitosa como_fi, /2, g1 v &, ya que X se
identi c6 como la variable ndmero 355 mas relevante de 2000 variables.

4.5. Conclusion simulacion

Estas simulaciones se verfan re ejadas mas precisamente para un método de envoltura dadas las va-
riables 'que se construyen desde el inicio, unas dependen de otras. Sin embargo, si es posible ver el
éxito-del método ERGS, que es un método de ltro, dado que detecta la variable que in uye sobre la

variable de referencia que se genera y sobre las vatiables construidas dependientes de ésta.
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5. Aplicacion

5.1. Descripcion

El estudio en el que esta tesis se apoyard para poder aplicar el método ERGS, fue realizado por
la Facultad de Quimica de la Universidad Auténoma de Querétaro; el propésito del estudio fue con
nes ajenos a este trabajo, sin embargo resulta interesante dadas las dimensiones de las bases de datos
ademas de que las variables implicadas son metabolitos tomados de una poblaciéon de 44 mujeres y 51

hombres.

La forma de ambas bases de datos es la siguiente: la primera columna llamada numero corresponde a
un identi cador de cada sujeto, la segunda columna llamada FACTOR GPOS corresponde a la varia-
ble respuesta o variable referencia y, tanto para la poblacion de mujeres como la de hombres, tienen
5 clases; las demas columnas son las mediciones de los metabolitos de cada sujeto con sus respectivos

nombres.

La base de datos de mujeres tiene dimensién 44 X 94 y la base de datos de hombres de 51 X 95, siendo
cada variable es un metabolito; ambas variables respuesta tienen las clases: BF %, BP, HDL-c, Healthy
y TG. Los datos que son-iguales a cero representan una ausencia de registro de resultados.

Se aplicé el método ERGS para las dos bases de datos, los resultados se muestran en las siguiente

secciones.

5.2. Metabolitos de mujeres

En la Tabla 5, se muestran las diez variables con mayores pesos y los valores de éstos
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Relevancia Variables wi

1 Stearic.acid 0.8904811
2 Corticosterone 0.8511226
3 Gamma.Glutamyl.phenylalanine  0.8358236
4 Nervonic.acid 0.8339311
5 Lignoceric.acid 0.8336201
6 Erucic.acid 0.8043068
7 PC..18.0.18.2. 0.8023021
8 Arachidic.acid 0.8000730
9 TAG..16.0.16.0.16.0. 0.7917410
10 TAG..20.0.20.0.20.0. 0.7903822

Tabla 5: Las 10 variables con mayor peso.

Para visualizar el comportamiento de estas variables se construyeron diagramas de caja de cada una,

véase la Figura 10.

!tearlc.am! !ortlcosterone phenylalanine !ervonlc.au! !lgnocerlc.au!

Erucic.acid PC..18.0.18.2. Arachidic.acid TAG..16.0.16.0.16.0. TAG..20.0.20.0.20.0.
L]

Figura 10: Diagramas de caja de las variables de los metabolitos de mujeres con mayor peso.

Cabe aclarar que la linea azul en cada gra ca representa la media para cada caso, esto es para observar

como los datos atipicos tienden a crear una mayor separacion entre la media y la mediana.
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Cada variable estd en su propia escala dada la forma de medicién de cada metabolito, por esta razon,

la Tabla 6 muestra un resumen de los valores mas relevantes de cada variable.

Nombre de la variable

Minimo ler Cuantil Mediana Media 3er Cuantil Miximo
Stearic.acid 96,988 1,360,775 4,184,144 6,774,083 9,070,378 36,564,634
Corticosterone 75,154 286,078 564,831 896,023 761,310 11,033,524
Gamma.Glutamyl. p 67,411 519,788 3,971,595 3,449 223 5,591,451 8,901,095
Nervonic.acid 6,824,724 7,965,791 21,550,722 21,368,807 32,625,726 44.754,968
Lignoceric.acid 10,434,753 17,317,190 28,087,818 26,670,985 36,911,094 42,186,576
Erucic.acid 3,134,526 10,747,241 13,267,110 17,402,933 19,126,554 123,903,672
PC..18.0.18.2. 0 557,323 1,056,274 3,439,297 4,592,937 26,194,036
Arachidic.acid 2,860,038 3,615,588 11,157,982 13,009,914 19,529,529 33,028,934
TAG..16.0.16.0.16.0. 772,976 1,226,627 2,366,146 2,863,041 4,255,563 8,542,759
TAG..20.0.20.0.20.0. 144,281 616,446 1,174,317 1,215,017 1,780,764 2,849,390

Tabla 6: Resumen de medidas por variable.

Las variables resaltadas en la tabla anterior, Stearic.acid, Corticosterone, Erucic.acid y PC..18.0.18.2.
contienen datos atipicos, esto se puede detectar por lasgra cas de la Figura 10 y los valores en la Tabla

6,dado quelas cajas muestran dénde se encuentran la mayoria de los datos y los puntos sonlos atipicos.

En el caso de PC..18.0.18.2. resulta tener datos atipicos y su diagrama de caja pierde su forma cuadra-

da porque, de sus 45 observaciones, el valor de 10 de estas es cero mientras que su maximo es 26,194,036.

Se quitaron los datos atipicos de cada variable y se repitié el algoritmo, para saber si estos datos
atipicos afectan la relevancia delos metabolitos de los hombres segun el método ERGS.

Stearic acid

Su diagrama de.caja original individual se muestra en la Figura 11.
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Figura 11: Diagrama de caja de la variable Stearic acid para la base de datos de mujeres.

el cual se detecta como la variable con mayor televancia con un peso de wi = 0.8904811, sin embargo,
se pueden observar algunos atipicos. Ahora se procedera a quitar estos valores atipicos mientras se
registra el cambio de relevancia para la'variable Stearic acid en la Tabla 7.

Orden de relevancia \ Peso asignado wi

Con todos los objetos
1 | 0.8904811
Quitando objeto 28 con valor de 36, 564, 634

3 | 0.8437433
Quitando el objeto 26 con valor de 25, 650, 045

7 | 0.7979616
Quitando el objeto 25 con valor de 24, 792, 232

10 | 0.7479771
Quitando el objeto 21 con valor de 18, 526, 645

16 | 0.7138754

Tabla 7: Cambio de orden de relevancia y wi de la variable Stearic acid.

Asi vemos la variable Stearic acid habia sido detectada como la mis relevante con un w; de 0.8904811
y quitando los valores atipicos fue identi cada con una relevancia de 16 y un wide 0.7138754.
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Corticosterone

Su diagrama de caja individual se muestra en la Figura 12.

4e+06 6e+06 B8e+06 1e+07
1 1 1 1

2e+06
1

0e+00
|

Figura 12: Diagrama de caja de la variable Corticosterone para la base de datos de mujeres..

el cual se detecta como la segunda vatiable con mayor relevancia con un peso de w2 = 0.8511226.
Ahora se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la
variable Corticosterone en la Tabla 8.

Otrden de relevancia | Peso asignado wi
Con todos los objetos
2 | 0.8511226
Quitando el objeto 29 con valor de 11, 033, 524
10 | 0.7741171
Quitando el objeto 23 con valor de 4, 791, 405
36 | 0.5001073

Tabla 8: Cambio de orden de relevancia y wi de la variable Corticosterone.

Asi vemos la variable Corticosterone originalmente se detecté como la segunda variable mas relevante
con un peso de 0.8511226, sin embargo, quitando los valores atipicos fue identi cada con una relevancia
de 36 y un peso de 0.5001073.
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Erucic Acid

Su diagrama de caja individual se muestra en la Figura 13.

}

0.0e+00 2.0e+07 4.0e+07 6.0e+07 80e+07 1.0e+08 1.2e+08
1

Figura 13: Diagrama de caja de la variable Erucic Acid para la base de datos de mujeres..

el cual se detecta como la sexta variable con mayor relevancia con un peso de 0.8043068. Ahora se
procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable
Erucic Acid en la Tabla 9.

Otden de relevancia \ Peso asignado wi
Con todos los objetos
6 | 0.8043068
Quitando el objeto 19 con valor de 123, 903, 672
21 | 0.6410578
Quitando el objeto 24 con valor de 34, 807, 356
30 | 0.5828769

Tabla 9: Cambio de orden de relevancia y wi de la variable Erucic Acid.

As{ vemos la variable Erucic acid, que habia sido detectada como la sexta mas relevante con un peso
de 0.8043068, quitando los valores atipicos fue identi cada con una relevancia de 30 y un peso de
0.5828769.
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PC 18:0 18:2

Su diagrama de caja individual se muestra en la Figura 14.

1.0e+07 1.5e+07  2.0e+07  2.5e+07
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Figura 14: Diagrama de caja de la variable PC-18:0 18:2 para la base de datos de mujeres.

esta variable se detecta como la séptima variable con mayor relevancia con un peso de 0.8023021.
Ahora se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la
variable PC 18 : 0 18 : 2 en la Tabla 10.
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Orden de relevancia | Peso asignado wi

Con todos los objetos
7 | 0.8023021
Quitando el objeto 31 con valor de 26, 194, 036
5 | 0.8205216
Quitando el objeto 38 con valor de 12, 010, 598
6 | 0.7967582
Quitando el objeto 39 con valor de 10, 909, 637
5 | 0.7774904
Quitando el objeto 41 con valor de 10, 866, 892
10 | 0.7754468
Quitando el objeto32 con valor de 10, 697, 456
16 | 0.7637212
Quitando el objeto 29 con valor de 9, 459, 968
30 | 0.5828769

Tabla 10: Cambio de orden de relevancia y wi de la variable PC 18:0 18:2.

Asf vemos la variable PC 18:0 18:2 habia sido detectada como la septima mas relevante con un peso de
0.8023021 y quitando sus atipicos fue identi cada con una relevancia de 30 y con un peso de 0.5828769,

menor que el que tenia originalmente.

5.3. Metabolitos de hombre

A continuacién, en la Tabla 11, se muestran las diez variables con mayores pesos y los valores respectivos

Relevancia Variables wi
1077 CER..16.1.22.1. 0.9855936
2 Gamma.Glutamyl.tryptophan | 0.9407838
3 Gamma.Glutamyl.glutamate | 0.9186337
4 TG..16.1.16.1.16.1. 0.8869246
5 TAG..16.0.16.0.16.1. 0.8695870
6 DG..18.1.18.1. 0.8653974
7 Gamma.Glutamylhistidine | 0.8374600
8 Lignoceric.acid 0.8310170
9 Corticosterone 0.8117083
10 Linoleoyl.carnitine 0.8081242

Tabla 11: Las 10 variables con mayor peso.

Para visualizar el comportamiento de estas variables se construyeron diagramas de caja de cada una,

véase la Figura 15.
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Figura 15: Diagramas de caja de las variables encontradas.

Lalinea azul en cada gra ca representa la media, esto.es para observar como los datos atipicos tienden
a crear una mayor separacion entre la media y la mediana.

I.a Tabla 12 muestra un resumen de los valores mas relevantes de cada variable.

Nombre de la variable Minimo  ler Cuantil  Mediana Media 3er Cuantil Miximo
CER..16.1.22.1 48922 172549 247326 1009876 324835 38417732
Gamma Glutamyl tryptophan 98401 266391 366380 782809 744553 12508780
Gamma Glutamyl glutamate 117833 183280 231429 365217 319127 4489268
TG..16.1.16.1.16.1. 10538630 15068212 21789732 21120761 25422706 35273008
TAG..16.0.16.0.16.1. 3147520 6205473 8966154 9891025 11342981 21644901
DG..18.1.18.1. 404633 29090306 37057264 38654846 39910406 281049199
Gamma.Glutamyl.histidine 66796 231236 565636 1009852 1477171 9291171
Lignoceric.acid 14630709 17129332 29038660 27367782 36230184 42686460
Corticosterone 15638 189535 349624 614603 763814 5789884
Linoleoyl.carnitine 139051 305206 559916 946793 1178808 5428702

Tabla 12: Resumen de medidas por variable.

Las variables resaltadas en la tabla anterior, CER..16.1.22.1, ttamma.ttlutamyl.tryptophan, ttamma.ttlutamyl.glutamate
TAtt..16.0.16.0.16.1, D#1..18.1.18.1., ttamma.ttlutamyl. histidine, Corticosterone y Linoleoyl.carnitine
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contienen datos atipicos, esto se puede detectar por las gra cas de la Figura 15 y los valores en la Tabla
12.
Se quitaron los datos atipicos de cada variable y se repiti6 el algoritmo, para sabe si estos datos atipicos

afectan la relevancia de los metabolitos de los hombres segin el método ERGS.

CER..16.1.22.1

Su diagrama de caja original individual se muestra en la Figura 16.

2e+07 3e+07
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Figura 16: Diagrama de caja de la variable CER..16.1.22.1 para la base de datos de hombres.

esta variable se detecta como la variable con mayor relevancia con un peso de 0.9855936. Ahora se
procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable
CER..16.1.22.1 en la Tabla 13.

Orden de relevancia | Peso asignado wi

Con todos los objetos

1 | 0.9855936
Quitando 6 atipicos mayores a 465, 000
95 | 0.0000000

Tabla 13: Cambio de orden de relevancia y wi de la variable CER..16.1.22.1.
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Asi vemos la variable CER.16.1.22.1 habia sido detectada como la variable mas relevante con un peso
de 0.9855936 y quitando sus atipicos fue identi cada con una relevancia de 95 y con un peso de 0,

mucho menor que el que tenfa originalmente.

Gamma.Glutamyl.tryptophan

Su diagrama de caja original individual se muestra en la Figura 17.
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Figura 17: Diagrama de caja de la variable Gamma.Glutamyl.tryptophan para la base de datos de
hombres.

esta variable se detecta como la segunda variable con mayor relevancia con un peso de 0.9407838.
Ahora se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la

variable ttamma.ttlutamyl.tryptophan en la Tabla 14.

Orden de relevancia \ Peso asignado wi

Con todos los objetos
2 | 09407838

Tabla 14: Cambio de orden de relevancia y wi de la variable Gamma.Glutamyl.tryptophan.
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Se quitaron todos los valores mayores a 620, 000, asi es como se eliminaron todos los valores atfpicos.
Una vez que no se tienen atipicos los calculos del algoritmo fallas por la cantidad de NAs que se
presentan.

Asivemos la variable Gamma.Glutamyl.tryptophan habia sido detectada como la 2 mas relevante con

un peso de 0.9407838 y quitando sus atipicos el algoritmo falla para calcular su relevancia y su peso.

Gamma.Glutamyl.glutamate

Su diagrama de caja original individual se muestra en la Figura 18.
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Figura 18: Diagrama de caja de la variable Gamma.Glutamyl.glutamate para la base de datos de
hombres.

esta variable se detecta como la tercer variable con mayor relevancia con un peso de 0.9186337. Ahora
se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable

ttamma.ttlutamyl.glutamate en la Tabla 15.

Orden de relevancia | Peso asignado wi

Con todos los objetos
3 | 0.9186337

Tabla 15: Cambio de orden de relevancia y wi de la variable Gamma.Glutamyl.glutamate.
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Se quitaron todos los valores menotres a 340, 000, asi es como se eliminaron todos los valores atipicos.
Una vez que no se tienen atipicos los calculos del algoritmo fallas por la cantidad de NAs que se
presentan.

Asi vemos la variable Gamma.Glutamyl.glutamate habfa sido detectada como la 3 mas relevante con

un peso de 0.9186337 y quitando sus atipicos el algoritmo falla para calcular su relevancia 'y su peso.

TAG..16.0.16.0.16.1.

Su diagrama de caja original individual se muestra en la Figura 19.
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Figura 19: Diagrama de caja de la variable TAG..16.0.16.0.16.1. para la base de datos de hombres.

esta variable se detecta como la quinta variable con mayor relevancia con un peso de 0.8695870. Ahora
se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable
TA1t..16.0.16.0.16.1. en la Tabla 16.
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Orden de relevancia | Peso asignado wi

Con tod.os los objetos

5 | 0.8695870
Quitando los valores menores a 16, 000, 000
35 | 0.6550171

Tabla 16: Cambio de orden de relevancia y wi de la variable TAG..16.0.16.0.16.1..

Asi vemos la variable TAG..16.0.16.0.16.1. habfa sido detectada como la quinta variable mas relevante
con un peso de 0.8695870 y quitando sus atipicos fue identi cada con una relevancia de 35 y con un

peso de 0.6550171, menor que el que tenia originalmente.

DG..18.1.18.1.

Su diagrama de caja original individual se muestra en la Figura 20.
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Figura 20: Diagrama de caja de la variable DG..18.1.18.1. para la base de datos de hombres.

esta variable se detecta como la sexta variable con mayor relevancia con un peso de 0.8653974. Ahora
se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable
Dtt..18.1.18.1. en la Tabla 17.

48



Orden de relevancia | Peso asignado wi

Con todos los objetos

6 | 0.8653974
Quitando los valores menores a 740000 y mayores que 60000000
85 | 0.3312495

Tabla 17: Cambio de orden de relevancia y wi de la variable DG. 18.1.18.1.

Asi vemos la variable DG..18.1.18.1. habia sido detectada como la 6 mas relevante con un peso de
0.8653974 y quitando sus atipicos fue identi cada con una relevancia de 85 y con un peso de 0.3312495,

menor que el que tenia originalmente.

Gamma.Glutamyl.histidine

Su diagrama de caja original individual se muestra en la Figura 21.
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Figura 21: Diagrama de caja de la variable Gamma.Glutamyl.histidine para la base de datos de hom-
bres.

esta variable se detecta como la séptima variable con mayor relevancia con un peso de 0.8374600.
Ahora se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la

variable ttamma.ttlutamyl. histidine en la Tabla 18.
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Orden de relevancia | Peso asignado wi

Con todos los objetos

7 | 0.8374600
Quitando los valores mayores que 6, 000, 000
27 | 0.6745086

Tabla 18: Cambio de orden de relevancia y wi de la variable Gamma.Glutamyl.histidine.

Asivemos la variable Gamma.Glutamyl.histidine habfa sido detectada como la 7 mas relevante con un
peso de 0.8374600 y quitando un atipicos fue identi cada con una relevancia de 27 y con un peso de

0.6745086, menor que el que tenfa originalmente.

Corticosterone

Su diagrama de caja original individual se muestra en la Figura 22.
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Figura 22: Diagrama de caja de la variable Corticosterone para la base de datos de hombres.

esta variable se detecta como la novena variable con mayor relevancia con un peso de 0.8117083. Ahora
se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable

Corticosterone en la Tabla 19.
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Orden de relevancia | Peso asignado wi

Con todos los objetos

9 | 0.8117083
Quitando los valores mayores que 1, 300, 000
52 | 0.4789272

Tabla 19: Cambio de orden de relevancia y wi de la variable Corticosterone.

Asi vemos la variable Corticosterone habifa sido detectada como la 9 mas relevante con un peso de
0.8117083 y quitando sus atipicos fue identi cada con una relevancia de 52 y con un peso de 0.4789272,

menor que el que tenia originalmente.

Linoleoyl.carnitine

Su diagrama de caja original individual se muestra en la Figura 23.
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Figura 23: Diagrama de caja de la variable Linoleoyl.carnitine para la base de datos de hombres.

estavariable se detecta comola décima variable con mayor relevancia conun peso de 0.8081242. Ahora
se procedera a quitar los valores atipicos mientras se registra el cambio de relevancia para la variable

Linoleoyl.carnitine en la Tabla 20.
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Orden de relevancia | Peso asignado wi

Con todos los objetos

10 | 0.8081242
Quitando los valores mayores que 2, 500, 000
26 | 0.6815816

Tabla 20: Cambio de orden de relevancia y wi de la variable Linoleoyl.carnitine.

Asivemoslavariable Linoleoyl.carnitine habia sido detectada como la 10 mas relevante con un peso de
0.8081242 y quitando sus atipicos fue identi cada con una relevancia de 26 y con un peso de 0.6815816,

menor que el que tenfa originalmente.

5.4. Conclusiéon sobre la aplicacion

Tanto en el caso de los metabolitos de mujeres como en el caso de los hombres, sucedié que los valores
atfpicos tuvieron mucha in uencia sobre los resultados del método ERGS en estas bases de datos.
Primero se calcularon los pesos de las variables, después se detectaron valores atipicos y se eliminaron;
se volvio a aplicar el método ERGS pero ninguna variable recuperé el valor de su peso. Esto indica
que no se debe aplicar este método sin haber hecho una limpieza de atipicos a cualquier base de datos.
El articulo de Chandra & Gupta [1] asevera.que el algoritmo es robusto ante atipicos, estos ejemplos

muestran que tal aseveracion carece de fundamento.
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6. Conclusion

Las conclusiones que se hacen en en el articulo de Chandra y Gupta [1] sobre este algotitmo-son:
a. Se seleccionaron las variables de mayor peso con el propésito de clasi cacion.
b. El método ERGS anula el efecto de los valores atipicos y grandes varianzas.

c. El algoritmo ERGS no requiere una estrategia de busqueda computacionalmente extensiva ni cri-

terios de evaluacién a diferencia de otros algoritmos de seleccién de variables.
d. El algoritmo ERGS es rapido, sencillo de implementar y no.requiere supuestos de distribucion.

Sin embargo, algunas de estas conclusiones se hicieron-de forma particular para el articulo de Chandra
y Gupta ya que algunas fueron refutadas en este trabajo. Los siguientes puntos son las conclusiones
de este trabajo de investigacién sobre cada conclusién del articulo de Chandra y Gupta [1] respectiva-

mente.

e. El algoritmo ERGS, a través de los rangos efectivos, selecciona un subconjunto de variables con el
mayor peso, sin embargo en el atticulo no se da una prueba como tal de la clasi cacién después
de la eleccién de estas variables, unicamente se usa el mismo ejemplo particular para mostratlo.
Para poder hacer esta a rmacién se deberfa probar que la seleccién de variables para cualquier

conjunto de datos da.pie a una buena clasi cacion.

f. Esta segunda conclusiéon no es una buena generalizacién, ya que en la seccién 5, se aplicd el método
sobre dos bases de datos en las cuales el hecho de que hubiera atipicos cambié el subconjunto de
variables con los mayores pesos. Los atipicos si tienen un efecto sobre el resultado de la aplicacion
del algoritmo ERGS.

g. Computacionalmente el algoritmo es sencillo de implementar y no requiere de la busqueda de los
criterios de evaluacion ya que el ERGS recae sobre la construccion de los intervalos, los cuales
se construyen con parametros mencionados en la seccién 3. Se deben de tomar algunas medidas
previas al andlisis porque los intervalos que se construyen a partir de uj la cual es una medida

de tendencia central que puede ser alterada por los valores atipicos de una variable.
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h. Considerando el punto anterior, si los intervalos se construyen de forma simétrica usando la media
para cada clase de cada variable entonces si es relevante saber qué forma tiene la distribucion
antes de aplicar el algoritmo, esto con el propésito de saber como le va a afectar esta construccion
de las amplitudes a los resultados del algoritmo ERGS. La media es una medida sensible a los
atipicos y la varianza puede llegar a ser mayor por los atipicos; esto puede afectar en el cilculo

de las amplitudes haciéndolas mas gradese de lo que deberian o sesgadas hacia algun lado.
Las recomendacioes que se hacen para poder implementar el método son:

i. Normalizar: en bases de datos con donde p n es muy comun que la distribucién-de éstos no
sea normal y si este es el caso, las amplitudes pueden llegar a ser mas grandes y el traslape de
éstos pude llegar a ser mayor a lo qu deberia; por esta razén se debe considerar la forma de
los datos y, en caso de que no presenten una distribucién simétrica, entoces se debe aplicar una

transformacion para simetrizar la distribucién antes de aplicar el método ERGS.

j. Limpar atipicos: como se mencioné en el punto £, los atipicos afectan la robustéz del algoritmo.
Con la ayuda de un anilisis exploratorio, de debe hacer una limpieza a las bases de datos antes
de aplicar el método ERGS.

k. Analizar como cambian los wicambiando el valor de y: como se mencioné en la seccion 3.3 se usa
y = 1.732 para garantizar que se incluyan el 66.7 % de los datos, sin embargo, no se presentan
prueba sobre esta a rmacioén, por esta razén se sugiere justi car el valor de y y analizar cémo

este cambio afecta a los pesos.

Ademas de las conclusiones sobre el método ERGS y lo que implica; en lo personal este trabajo me
hizo ver lo amplio que puede llegar a ser la estadistica; a tal grado que puede llegar a in uir sobre la
salud de las personas, habiendo-estudiado en la Facultad de Ingenierfa, nunca pensé que la estadistica

pudiera tener una responsabilidad social.

Por otro lado, me quedo con algo de preocupacién al ver que investigaciones tan importantes co-
mo las citadasien esta tesis, tengan detalles tedricos que no se estin considerando ni para el proceso
de investigacién ni se reporten como limitaciones o condiciones iniciales. Esto re eja lo indispensable

que es el trabajo entre diferentes areas y la comunicacién de la informacién.

Considero que si mejoré como estadistica después de haber concluido este trabajo de investigacion, .
Mejoré la parte tedrica en cuanto a lo que fue necesario para el desarrollo de este trabajo, sin embargo,
lo:mas valioso que rescato es la importancia del trabajo interdiciplinario. Es de suma importancia que
un estadistico haga un uso consiente de todas sus habilidades para poder resolver los problemas de

areas ajenas a la suya, esto lo llevo conmigo muy presentemente al ambito laboral.
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La formacién que tenemos en la Licenciatura en Matematicas Aplicadas si contempla la redaccion
e investigacién como asignaturas, sin embargo, me perece que hacer propio un trabajo de investigaciéon
a esta profundidad e importancia personal, potencializa estas habilidades de un nivel mucho mayor.
Este trabajo me deja en claro el arduo trabajo que es la investigacion, lo dificil que es el manejo de
tiempos y la importancia de la correcta comunicacién de ideas; no Gnicamente ser claro para uno mis-
mo, sino para cualquier académico que lea. Aun queda mucho por mejorar pero agradezco a mi asesor

y sinodales que tuvieron la paciencia y tiempo para ayudarme en estos ambitos.
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Anexos
Cobdigo para base de datos de colon

library (MASS)
library (boot)
library (parallel)
library (scatterplot3d)
library (plsgenomics)
data(Colon)
N<=dim(Colon$X) [1]
d<~dim(Colon$X) [2]
gamma<—1. 732
c<-Colon$Y
e (17,727
L<-length (unique(c))
L==length (C)
#PROBABILIDADES
p<-matrix (0, 1, L)
for(z in 1:L){

y=0

for(k in 1:N)

if(clk]==C[z]) y<{-y+l
plz]<-y

}
p<—p/N
#MU
mu<-matrix (0, d, L)
for (caract in 1:d) {
for(k in 1:L){
s=0
for(i in 1:N)
if(c[i]==C[k]) s<-s+Colon$X[i, caract]
mu[caract, k]<-s/summary (as. factor (c)) [k]

}
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#DESVIASION ESTANDAR
sd<{-matrix (0, d, L)

for (caract in 1:d) {

for(k in 1:length(C)) {
s=0
for(i in 1:N)

if(c[i]==C[k]) s<-s+(Colon$X[i, caract]—mulcaract, k]) "2
sd[caract, k]<-sqrt (s/ (summary (as. factor (c)) [k]-1))

}

}

#AMPLITUDES

Rmenos <- matrix(0, d, L)
Rmas <- matrix(0,d, L)
for(j in 1:L){

for(i in 1:d) {

Rmenos[i, jl=muli, j1- (1-p[j]) kgammaksd[i, j]
Rmas[i, j]=mu[i, j]+(1-p[j])*gamma*sd[i, j]

}
#ORDEN
for(i in 1:d) {

Rmenos[i, 1<-sort(Rmenos[i, ])
Rmas[i, ]<{-sort(Rmas[i, ])

}
#FUNCTON . PHI
phi<{-funetion(i, j, k) {

if (Rmas[i, j]>Rmenos[i, k]) rphi<-Rmas[i, j]-Rmenos[i, k] else rphi<-0

return (rphi)}
#AREA DE TRASLAPE
0A<-matrix(0,d, 1)
t=1

for(i in 1:d) {
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oa<-matrix(0,L, L)
for(j in 1:(L-1)) {
for(k in (j+1):L) {
oal j, k]<-phi (i, j, k) t=t+l

}
OA[1, ]<-sum(oa)

}

#COEFICIENTE DE AREA
AC<{-matrix (0, d, 1)
Max<-matrix (0, d, 1)
min<{-matrix (0, d, 1)
for(i in 1:d) {

Max[i]<-max Rmas[i, ])
min[il<-min (Rmenosl[i, ])
AC[1]<-0A[i]/ Max[i]-min[i])

}

#COEFICIENTE DE AREA NORMALIZADO
NAC<{-matrix (0, d, 1)

for(i in 1:d) {

NAC[i]<-AC[i]/max (AC)

}

#CALCULAR LOS PESOS
wl-matrix (0, d, 1)
for(i in 1:d){

wli]<-1-NAC[i]

}
W<-sort (w, decreasing = TRUE, index. return=TRUE)

W$x[1, 10]
Colon$gene. names[W$ix[1:10]]

Coddigo para base de datos MLL

MLLread=read. csv(”"C:\\MLLdata. csv”)
attach (MLLread)
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dim(MLLread)

c<-as. character (name)
MLL<{-MLLread[, -1]
dim(MLL)

N <= dim(MLL) [1]

d <~ dim(MLL) [2]
gamma <- 1.732

C <- unique(c)

L <- length(unique(c))
#PROBABILIDADES
p<-matrix (0, 1,L)
for(z in 1:L){

y=0 for(k in 1:N)
if (clk]==C[z]) y<-y+1 plz]<-y

}

p<-p/N

#MU
muu<-matrix (0, d, L)
for(v in 1:d) {

muu v, 1]<-mean (MLL[1:24, v])
muulv, 2]<{-mean (MLL[25:44, v])
muulv, 3]<{-mean (MLL[45:N, v])

}

#DESVIASTON ESTANDAR
sdd<-matrix (0, d, L)
for (v in 1:d){

sdd[v, 1]<-sqrt (var (MLL[1:24, v]))
sddlv, 2]<-sqrt (var MLL[25:44, v]))
sdd[v, 3]<-sqrt (var (MLL[45:N, v]))

}

#AMPLITUDES

Rmenos <- matrix(0, d, L)
Rmas <- matrix(0,d, L)
gamma<—1. 732

for(j in 1:L){
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for(i in 1:d) {

Rmenos[i, jl=muuli, j]- (1-p[j])*gammaksdd[i, j]
Rmas[i, jl=muuli, j1+(1-p[j]) *gammaxsdd[i, j]

}
#ORDEN
for(i in 1:d) {

Rmenos[i, ]<-sort (Rmenos[i, ])
Rmas[i, ]<-sort (Rmas[i, ])

}
#FUNCION PHI
phi<{-function (i, j, k, Rmenos, Rmas) {

if (Rmas[i, j]1>Rmenos[i, k]) rphi<-Rmas[i, j]-Rmenos[i, k] else rphi<-0

return(rphi)}
#AREA DE TRASLAPE
0A<-matrix(0,d, 1)
t=1
for(i in 1:d) {

oa<-matrix(0,L, L)

for(j in 1:(L-1)) {

for(k in (j+1):L) {
oal j, kl<+phi(i, j, k, Rmenos, Rmas) t=t+1

1
0Ali, ]<=sum(oa)

}

#COEFICIENTE DE AREA
AC<{-matrix (0, d, 1)
Max<-matrix (0, d, 1)
min<{-matrix (0, d, 1)
for(i in 1:d) {

Max[1i]<-max (Rmas[i, ])
min[il<-min (Rmenos[i, ])
AC[1]<-0A[i]/ Max[i]-min[i])
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}

#COEFICIENTE DE AREA NORMALIZADO }
NAC<{-matrix (0, d, 1)

for(i in 1:d) {

NAC[i]<-AC[i]/max (AC)

}

#CALCULAR LOS PESOS
w<-matrix (0, d, 1)
for(i in 1:d){

wli]<-1-NAC[i]
}

W<-sort (w, decreasing = TRUE, index. return=TRUE)
W$x[1:10]

W$ix[1:10]

colnames (MLL) [W$ix[1:10]]

Codigo para la base de datos de metabolitos de mujeres

MMread=read. csv("C:\\MetabolitosMujeres. csv”)
attach (MMread)
MMread<{-MMread[, -1]
varef<{-MMread][, 1]
MM<{-MMread[, —1]

N <= dim(MM) [1]

d <= dim(MM) [2]

gamma <- 1.732
L<-length (unique (varef))
#PROBABILIDADES
p<-rep(0, L)

for(z in 1:L) {

plz]<-(summary (varef) /N) [z]

}

p
&MU

mu<-matrix (0, d, L)
for(v in 1:d) {
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mulv, 1]<-mean (MM[1:10, v])
mulv, 2]<-mean MM[11:20, v])
mulv, 3]<-mean (MM[21:28, v])
mulv, 4] <-mean MM[29:37, v])
mulv, 5]<-mean (MM[38:N, v])

}
#DESVIASION ESTANDAR

sdd<-matrix (0, d, L)
for(v in 1:d) {

sdd[v, 1]<-sqrt (var (MM[1:10, v]))
sdd[v, 2]<-sqrt (var (MM[11:20, v]))
sdd[v, 3]<-sqrt (var (MM[21:28, v]))
sdd[v, 4]<-sqrt (var (MM[29:37, v]))
sdd[v, 5]<-sqrt (var (MM[38:N, v]))

1

#AMPLITUDES

Rmenos <- matrix (0, d, L)
Rmas <- matrix(0, d, L)
gamma<—1. 732

for(j in 1:L){

for(i in 1:d) {

Rmenos[1i, jl=muli, jl-(1-p[j]) *gammaksdd[i, j]
Rmas[i, jl=muli, j]#+ (1-p[j]) *gamma*sdd[i, j]

}
#ORDEN
for(i in 1:d) {

Rmenos[i, ]<-sort (Rmenos[i, ])
Rmas[i, ]<{-sort (Rmas[i, ])

}
#FUNCION PHI
phi<{-function(i, j, k, Rmenos, Rmas) {

if (Rmas[1i, j]>Rmenos[i, k])
rphi<-Rmas[i, j]-Rmenos[i, k] else rphi<-0 return(rphi)
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}

#AREA DE TRASLAPE

0A<-matrix (0, d, 1)

t=1

for(i in 1:d) {
oa<-matrix (0, L, L)
for(j in 1:(L-1)) {

for(k in (j+1):L) {

oal j, k1<-phi (i, j, k, Rmenos, Rmas)
t=t+1

}
OA[i, ]<{-sum(oa)

}

#COEFICIENTE DE AREA
AC<{-matrix (0, d, 1)
Max<{-matrix (0, d, 1)
min{-matrix (0, d, 1)
for(i in 1:d) {

Max [i]<-max (Rmas[i, ])

min[i]<-min (Rmenos[i, ])
AC[1]<-0A[i]/ (Max[i]-min[i])

}

#COEFICIENTE DE AREA NORMALIZADO
NAC<{-matrix(0,d, 1)

for(i in 1:d) {

NAC[i]<-AC[i]/max (AC)

}

#CALCULAR LOS PESOS

w<-matrix (0, d, 1)

for(i in 1:d) {
w[i]<-1-NAC[i]

}

W<-sort (w, decreasing = TRUE, index. return=TRUE)
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W$x[1:10]
W$ix[1:10]
colnames (MM) [W$ix[1:10]]

Codigo sobre la simulacion

N<-62

d<=2000

M<{-matrix (runif (N*d, 0, 10), N, d)

pos<—sample (d, 3)

#tpos<-sample(d, 4) ttpara fB2

X1<-ML, pos[1]]

X2p<-M[, pos[2]]

X3p<-M[, pos[3]]

72<=2%X2p

73<=3*%X3p

X2<=X140. 35%Z2

X3<=X2+0. 35%Z3
X4<-2/3%X1+2/3*X2+1/3%rnorm(1, 0, 1)

mul<-mean (X1)

mu2<-mean (X2)

mu3<-mean (X3)

mu2p<-mean (X2p)

mu3p<-mean (X3p)

cA1<-88. 4

cA2<-95

cA3<-4.9

cB1<-698

cB2<-6000

cB31<=10. 5

cB32<=17

fAT<—as. numeric (2%X1+3%X2+4*%X3+rnorm(1, 0, 1) > cAl)
fA2<-as. numeric (X1 2+X2 2+X3 > cA2)

fA3<-as. numeric (((X1-mul) ~2+ (X2-mu2) + (X3-mu3)) > cA3)
fB1<-as. numeric (X1+X2+X3+X1#X2+X1*X3+X2*X3+X1*X2%X3 > cB1)
fB2<-as. numeric (X1*X2*X3%X4 > cB2)

fB3<-as. numeric ((X1%X2 > cB31) & (X3 < cB32))
#FUNCION

varef<-fA3
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MM<-matrix (NaN, N, d)
cc=1
for(ill in 0:1)

for(j in 1:N)
if (varef[j] == il1) {
W [ce, J1<-M[], ]
cc=cctl

#MM

varef<{-sort (varef)

L<{-length (unique (varef))
#PROBABILIDADES

p<-rep(0, L)

p[1]<-(length (varef)—sum(varef))/N
pl2]<-sum(varef) /N

#MU

mu<-matrix (0, d, L)

for(v in 1:d) {

mulv, 1]<{-mean (MM[1: (1ength (varef)-sum(varef)), v])
mulv, 2] <{-mean (MM[ (length (varef)-sum(varef)+1) :N, v])

}

#DESVIASION ESTANDAR
sd<-matrix (0, d, L)
for(v in 1:d) {

sdlv, 1]<-sqrt (var MM[1: (1length (varef)—-sum (varef)), v]))
sd[v, 21<-sqrt (var MM[ (length (varef) —sum (varef) +1) :N, v]))

}

#AMPLITUDES

Rmenos <- matrix (0, d,L)
Rmas <- matrix(0,d, L)
gamma<-1. 732

for(j in 1:L){

for(i in 1:d) {

Rmenos[i, jl=muli, j1-(1-p[j]) *gammakxsd[i, j]
Rmas[i, jl=muli, j]+(1-p[j])*gamma*sd[i, j]
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}
#ORDEN
for(i in 1:d) {

Rmenos[i, ]<-sort (Rmenos[i, ])
Rmas[i, ]<{-sort (Rmas[i, ])

}
#FUNCION PHI
phi<{-function (i, j, k, Rmenos, Rmas) {

if (Rmas[i, j]1>Rmenos[i, k]) rphi<-Rmas[i, j]-Rmenos[i, k]*else rphi<-0

return(rphi)}

#AREA DE TRASLAPE

0A<-matrix(0,d, 1)

t=1

for(i in 1:d) {
oa<-matrix (0, L, L)
for(j in 1:(L-1)) {

for(k in (j+1):L) {

oal j, k]<-phi (i, j, k, Rmenos, Rmas)
t=t+1

}
OA[1, ]<-sum(oa)

}

#COEFICIENTE DE AREA
AC<{—matrix (0, d, 1)
Max<-matrix (0, d, 1)
min{=matrix (0, d, 1)
for(i in 1:d) {

Max[i]<-max (Rmas[i, ])
min[i]<-min(Rmenos[i, ])
AC[1]<-0A[i]/ Max[i]-min[i])

}
#COEFICIENTE DE AREA NORMALIZADO
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NAC<-matrix (0, d, 1)
for(i in 1:d) {

NAC[i]<-AC[i]/max (AC)

}

#CALCULAR LOS PESOS
w<-matrix (0, d, 1)
for(i in 1:d) {

wli]<-1-NAC[i]

}
W<-sort (w, decreasing = TRUE, index. return=TRUE)

W$x[1:10]
W$ix[1:30]
pos
t<{-rep (0, length (pos))
for(h in 1:length(pos))
for (r in 1:d)
if (W$ix[r]==pos[h])
t[h]<-r
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