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RESUMEN

El monitoreo de la calidad del aire es un problema que se ha vuelto elemental para
la humanidad, ya que cuando la calidad del aire es deficiente, constituye una
amenaza seria para la salud, concretamente, el material particulado es uno de los
contaminantes con mayor impacto en la calidad del aire. El material particulado se
encuentra compuesto de particulas de materia solida y liquida que es causante de
enfermedades del sistema respiratorio y cardiovascular, esto debido a su tamafio,
en el orden de los micrébmetros (um), y que se clasifica como PM10 (10 um) y
PM2.5(2.5um), ademas cabe mencionar que su comportamiento ha demostrado ser
no lineal.

Dada la complejidad del problema, la Inteligencia artificial es una herramienta ideal
para encontrar una solucion, en el presente trabajo, el objetivo principal es la
optimizacién de un modelo base, en este caso generado por el método ANFIS, para
predecir la concentracion de particulas contaminantes, en especifico PM10,
utilizando algoritmos de inteligencia de enjambre. Especificamente, se utiliza BFOA
para la optimizacion, demostrando que es posible disminuir el error del modelo
ANFIS. Y es por esto que, para comprobar la efectividad del modelo propuesto, se
llevaron a cabo varios experimentos con los datos y los parametros propios del
algoritmo BFOA, esto, con el fin de en un futuro poder utilizar este método para

generar herramientas de prediccion del comportamiento del material particulado.

(Palabras clave: Contaminacion del aire, algoritmo de optimizacion de forrajeo

por bacterias (BFOA), Inteligencia de enjambre, ANFIS)



SUMMARY

The monitoring of air quality is a problem that has become essential for humanity,
when air quality is poor, it constitutes a serious threat to health, specifically; the
particulate matter is one of the pollutants with the greatest impact in air quality. It.is
composed of particles of solid and liquid matter being the causative agent of
diseases of the respiratory and cardiovascular system, due to its size, in the order
of micrometers (um), and which is classified as PM10 (10 ym) and PM2.5 (2.5um).
In addition, it is also worth mentioning that its behavior has been shown to be non-

linear.

Given the complexity of the problem, artificial intelligence is an ideal tool to get a
solution, in the present work; the main objective is the optimization of a base model,
in this case, generated by the ANFIS method, to predict the concentration of pollutant
particles, in specific PM10, using swarm intelligence algorithms. Specifically, BFOA
is used for optimization, demonstrating that it is possible to reduce the error of the
ANFIS model. For this reason, in order to verify the effectiveness of the proposed
model, several experiments were carried out with the data and own parameters of
the BFOA algorithm, with the purpose of using this method in the future to generate

predictive tools for the behavior of particulate matter.

(Key words: Air pollution, Bacterial Foraging Optimization Algorithm (BFOA),

swarm intelligence, ANFIS)



1. INTRODUCCION

La calidad del aire es un tema de vital importancia para la salud, que data desde el
episodio de Londres en 1952, en el cual llegaron a morir alrededor de 12,000
personas por la excesiva contaminacion del aire, y aunque no se ha repetido un
episodio tan agudo, si han existido algunos otros eventos de contaminacion
ambiental de gravedad como el ocurrido en Augsburgo (Alemania) en 1985 que tuvo
una duracion de 5 dias, fue que entonces el monitoreo de la contaminacién se centré
en registrar las variaciones diarias y su relacién con la mortalidad y otros asuntos
de salud publica como el ingreso a los hospitales por complicaciones en las vias
respiratorias. Desde entonces los contaminantes que son monitoreados incluyen
gases como: el ozono (0O3), didxido de nitrégeno (NO2), diéxido de azufre (SO2) y
material particulado (PM 2.5 y PM10) (Brunekreef,2002).

El material particulado (MP) o particulas atmosféricas, son pequefias piezas de
materia suspendidas en la atmoésfera que bien pueden ser materia sélida o
pequefias gotas, cuyo origen puede ser por procesos naturales (polen, erosiéon
terrestre, etc.) o puede ser originado a partir de las actividades humanas
(construccién, actividad industrial, etc.), (Kelly, 2012). Asi mismo el material
particulado se desprende directamente de la fuente, o se origina por reacciones

quimicas ocurridas directamente en la atmésfera.

Las particulas atmosféricas se pueden clasificar segun su tamafo, hay particulas
con un diametro atmosférico de 10 ym (micras de metro) llamadas PM10 y otras
mas finas que son de 2,5 ym (PM2.5), es decir son incluso mas pequefias que un
cabello humano, figura 1.1, lo que las hace adecuadas para ser inhaladas facilmente
por los seres humanos y causar graves problemas de salud en las vias respiratorias.

y sistemas cardiovasculares (Brook, 2010).

Es importante destacar que, aunque se monitorean gases como el ozono (0O3),
diéxido de nitrégeno (NO2), didxido de azufre (SO2) y PM10 como parte de los

contaminantes atmosféricos, PM10 ha demostrado en ser uno de los contaminantes
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que causan mayores problemas de salud, incluso siendo un factor de mortalidad en
un sector de la poblacion (Tellez, 2000) de ahi la importancia del desarrollo de

herramientas mas precisas para modelar su concentracion en el medio ambiente
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Figura 1.1 Comparativa del tamafio de particulas atmosféricas y otros materiales (@daptado de
Alley, 1998)

El comportamiento de las particulas atmosféricas no se puede modelar de manera
sencilla ya que depende de factores atmosféricos propios de cada region, asi como
de la actividad humana que se desarrolla en esa zona es por eso que se ha recurrido

a algoritmos y técnicas que manejen comportamientos complejos y no lineales.

El desarrollo de un modelo capaz de predecir de manera eficaz el comportamiento
del material particulado es de vital importancia en un mundo donde la actividad

humana aporta cada dia mas y mas material nocivo para la salud de la poblacion
9



mundial y es por eso que se desea contar con una herramienta de prediccion que
sea certeray que emita alertas que permitan informar cuando el material particulado

suspendido en la atmésfera han alcanzado un nivel nocivo sobre todo para la

poblacion vulnerable.
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2. MARCO TEORICO

En la ultima década se han desarrollado modelos para realizar predicciones de la
concentracion de contaminantes basados en Inteligencia Artificial, con el objetivo de
mejorar su certeza, las técnicas que se han utilizado son redes neuronales
artificiales (Moustris et al 2009, Alkasassbeh et al 2013, Cortina-Januchs et al
2015), logica difusa de tipo 2 (Zarandi et al 2012), Algoritmo de optimizacion de
Colonia de Hormigas (Aceves-Fernandez et al, 2015), éste ultimo arrojo resultados
alentadores acerca del funcionamiento del algoritmo de Colonia de Hormigas con

un 90% de certeza en el mejor caso.

El algoritmo de Colonia de Hormigas pertenece a los algoritmos de Swarm
Intelligence o Inteligencia de Enjambre (Beni, 1989) en donde un conjunto de
agentes trabajan interactuando entre si y su‘medio para lograr un comportamiento
integral con cierto grado de complejidad que no hubiera podido lograr de manera
individual cada agente y asi encontrar soluciones como conjunto, estos algoritmos
estan inspirados principalmente en comportamientos naturales como una colonia de

hormigas, colonia de abejas o de una colonia de bacterias.

En este trabajo se va a implementar el algoritmo de Optimizacion de Forrajeo
bacteriano (Bacterial Foraging Optimization o BFO), el cual esta inspirado en la
manera en que la bacteria E. Coli realiza su proceso de alimentacion y reproduccion
(Passino, 2002), para crear un modelo para buscar una prediccion eficaz sobre el

comportamiento del material particulado.

El algoritmo de optimizacion BFO se considera un algoritmo de optimizacion global
ya que en los trabajos en donde se ha aplicado se ha demostrado su eficiencia en
diversas areas, por ejemplo su aplicacion en el campo en la ingenieria eléctrica y
de control donde ha sido aplicado frecuentemente, como en encontrar la ubicacion
y control 6ptimos de un controlador de flujo de potencia unificado (Tripathy, 2007),
asi mismo en la misma area, para desarrollar un controlador de frecuencia de carga

(Ali, 2011), para resolver problemas de programacion de horarios (Wu et al 2007),
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en el reconocimiento de patrones (Dasgupta et al 2008), otra aplicacién ha sido en
la prediccion de los indices bursatiles, en donde se probé que el algoritmo de BFO
tiene mayor eficiencia que los algoritmos genéticos utilizados en el mismo problema
(Majhi, 2009), asi mismo, se ha utilizado en la planificacion de una red de
comunicacién de Identificacion por Radiofrecuencia (RFID) que fuera precisa 'y
confiable, en dicho trabajo el desempefio de BFO fue comparado con algoritmos
genéticos y Optimizacion de enjambre de particulas (PSO), y cuyos resultados
mostraron la superioridad de BFO (Chen, 2010), entre otros. Es por esto, que el
algoritmo de BFO ha ganado popularidad, ya que ha mostrado mejores tener mejor
desempenfo en diversas areas, incluso comparado con respecto a otros algoritmos

de inteligencia de enjambre.

El utilizar un algoritmo que cuenta con varios-agentes o de inteligencia de enjambre
como lo es el algoritmo BFO nos da la oportunidad de encontrar una solucién 6ptima
ya que se trata de varios agentes, relativamente simples, explorando el area de
estudio, teniendo asi mayor probabilidad de encontrar los valores 6ptimos globales
evitando asi el problema de estancarse en una solucion local como sucede con otros
meétodos como las redes neuronales, ademas de que son sistemas robustos,
flexibles y sin un control central que emita érdenes a los agentes del sistema (Yang,
2013).

En la tabla 2.1 se presenta una lista de los trabajos hechos en el area del analisis
del comportamiento de las particulas atmosféricas utilizando técnicas de inteligencia
artificial, entre ellas se encuentran las Redes neuronales, l6gica difusa y el algoritmo
de Colonia de Hormigas (ACO), éste ultimo pertenece a los algoritmos de
inteligencia de Enjambre al igual que el algoritmo BFO, el cual sera aplicado en este
trabajo para obtener un modelo para las particulas PM10, cabe mencionar que no
se ha encontrado un trabajo parecido en la literatura en el que se haya aplicado en

el problema de modelado del comportamiento de particulas atmosféricas.
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Tabla 2.1 Estado del arte de Inteligencia Artificial en aplicaciones ambientales
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3. HIPOTESIS Y OBJETIVOS

3.1 Hipdtesis

El algoritmo de optimizacion de forrajeo bacteriano sera capaz de encontrar un
mejor modelo para predecir el comportamiento de las particulas atmosféricas, ya
que al tratarse de un algoritmo que trabaja con una poblacién de agentes que
trabajan de manera colectiva para encontrar la mejor solucién, asi mismo es
pertinente mencionar que el algoritmo ha demostrado tener mejores resultados que

otras técnicas de inteligencia artificial en otras aplicaciones.

3.2 Objetivo General:

Generar un modelo capaz de predecir el comportamiento de las particulas
atmosféricas de manera certera y que mejore los resultados obtenidos con las

técnicas y algoritmos que ya han sido implementados para este problema.

3.3 Obijetivo Particular:

e Obtener/adquirir los datos que seran utilizados como datos de entrenamiento
y procesarlos para que sean aptos para ser analizados con el algoritmo de
BFO.

¢ - Implementar el algoritmo de Bacterial Foraging utilizando la variante que ha

mostrado mejores resultados.
e Crear modelo de prediccion basado en método.

e Comparar resultados con otros métodos aplicados anteriormente en el

mismo problema.
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4. MATERIALES Y METODOS

4.1 Datos

Los datos utilizados para construir el modelo fueron tomados de la base de datos
del Sistema de Monitoreo Atmosférico (SIMAT), institucion responsable de la
medicion de los niveles de contaminantes atmosféricos en la Ciudad de México y
Area Metropolitana (SIMAT, 2019). El SIMAT tiene a su vez un subsistema, la Red
Automatica para el Monitoreo Atmosférico (RAMA), que cuenta con equipo de
medicion continua de contaminantes atmosféricos, dioxido de azufre, mondxido de
carbono, dioxido de nitrégeno, ozono, PM10 y PM2.5. Asi mismo se tomaron datos
de la Red de Meteorologia y Radiacion Solar (REDMET) que también forma parte
del SIMAT, de este subsistema se utilizan los. datos de Temperatura (TMP),
humedad relativa(RH), direccion del viento (WDR) y Velocidad del viento (WSP),
estos datos forman parte de los factores para modelar la concentracion del
contaminante(REDMET,2019).

En la tabla 4.1 se encuentra la informacién de los datos usados para construccion

del modelo y sus unidades de medicion.

Dato Unidad de medicion Subsistema
PM10 Mg/m3. RAMA

TMP Grados Celsius (°C) REDMET
RH Porcentaje (%) REDMET
WDR Grados Azimut REDMET

WSP Metros/segundo(m/s) REDMET
Tabla 4.1. Datos para generar el modelo

El SIMAT tiene distribuidas las estaciones de monitoreo por diferentes zonas de la

ciudad, pertenecen al subsistema RAMA, estas estaciones de monitoreo recolectan
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informacion de las concentraciones de los contaminantes y condiciones

atmosféricas cada hora.

Figura 4.1. Mapa de las estaciones de RAMA, Fuente: (SIMAT,2018)

En la figura 4.1 se pueden observar las estaciones de monitoreo. El criterio para la
seleccion de las estaciones cuyos datos se utilizaron para la construccion del
modelo, fue tomando en cuenta aquellas que tenian mayor cantidad de datos

validos para el aio 2016, y las estaciones se listan en la tabla 4.2.
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Clave Nombre Alcaldia o municipio Entidad

CHO Chalco Chalco Estado de México
CUA Cuajimalpa Cuajimalpa de Morelos CDMX
CUT Cuautitlan Tepotzotlan Estado de México
FAC FES Acatlan Naucalpan de Juarez Estado de México
HGM Hospital General de México Cuauhtémoc CDMX
MGH Miguel Hidalgo Miguel Hidalgo CDMX
SAG San Agustin Ecatepec de Morelos Estado de México

Tabla 4.2. Estaciones de Monitoreo

4.2 Construccion del modelo

El planteamiento de este trabajo es la optimizacion de un modelo existente (modelo
base), aplicando el algoritmo de optimizacion de forrajeo bacteriano (BFOA, por sus

siglas en inglés) como método de optimizacion.

La idea principal de la optimizacion del modelo utilizando BFOA, es tomar un modelo
ya existente (ANFIS) cuya precision puede ser mejorada utilizandolo como punto de
partida, es decir, se usan los datos generados por el modelo ANFIS, a partir de este
modelo se generan de forma aleatoria las posibles soluciones al problema y el
algoritmo optimizador BFO se encarga de ir buscando las soluciones que se

desempefien mejor para nuestro modelo.

El modelo fue validado utilizando los datos de las mismas estaciones del afio 2015

y del afio 2017 para evaluar el desempefio del modelo.

4.2.1 Sistema adaptativo de inferencia neurodifusa (ANFIS)
La propuesta de modelo base es un modelo generado por un Sistema Adaptativo
de Inferencia Neurodifusa, ANFIS (por sus siglas en inglés). ANFIS es un tipo de

red neuronal artificial que contiene un sistema de inferencia difusa Takagi-Sugeno.
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El Sistema de inferencia difusa (FIS) se construye dado un conjunto de datos de
tipo entradas/salida, asi mismo contiene funciones de membresia propias de los
sistemas difusos y cuyos parametros se ajustan utilizando un algoritmo de
retropropagacion, que puede ser usado en combinacién con un método de minimos
cuadrados (Jang,1993).

Un FIS puede definirse como un conjunto de reglas difusas de tipo SI-ENTONCES
(if- then), estas reglas tienen la forma S| A ENTONCES B, donde A'y B son etiquetas
de conjuntos difusos (Jang,1993). Estas reglas difusas encapsulan la forma

imprecisa en que los humanos toman decisiones, como se muestra en la figura 4.2.

Capa de Capa de Capa de
implicacion normalizacion defuzzificacion

7- Capa de combinacion
\

! i
\ /
f 1 !
/ \ /
| \ /
/ / ",
f ! pS
I i N
\ / U Salid
\ / ke o ) v Salida
{ \/
/
7
.’I ". [/ .
i \ { 5 .,f'.
> M F}'l \a / \ /
\ / \ 7
\..‘ ,"J \ 7
/ \ i
7 ]
# & i
_— o

Figura 4.2. Estructura de ANF'S Fuente: adaptado de (Abdulshahed,2015)

Capa difusa

]

B

Tomaremos como ejemplo un conjunto de datos con dos entradas (x, y) y una salida
f. Asi mismo ANFIS utiliza 5 capas para construir el modelo, cada una de estas
capas contiene varios nodos, algunos son adaptativos (nodos cuadrados en la figura
2) o fijos (nodos circulares) (Abdulshahed,2015).
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4211 Capa 1
Esta se conoce como la capa difusa y se encarga de convertir las entradas del
modelo en conjuntos difusos a través de las funciones de membresia (MF), las

funciones del nodo se describen de la siguiente manera

01; = Wyui(Xy)parai=1,2 (4.1)
01 = ug,_,(Y1)parai= 3,4 (4.2)

Donde X; y Y; son los nodos de entrada , A y B son las etiquetas lingUisticas
asociadas a los nodos de entrada , y u(X;) y u(¥;) sonlas funciones de membresia
(MF), existen diferentes tipos de funciones de membresia. Los parametros en esta

capa se llaman parametros de premisa (Singh, 2012).

4.21.2 Capa 2
Los nodos en esta capa son fijos y se etiquetan con I1, la funcién en cada nodo se

multiplica por las sefales de entrada, esto produce una sefal de salida.
Es representado por la siguiente formula:

Oz = w; = pu(X9). pg,_, (Y1) parai=1,2 (4.3)
Donde 0,; es la salida de esta capa y la sefial de salida w; representa la fuerza de

disparo de laregla. La fuerza de disparo se define como el peso de cada regla.

4.2.1.3 Capa 3.
En esta capa los nodos también son fijos, estan etiquetados con N, y su funcion es
normalizar la fuerza del disparo calculando la proporcién de la fuerza de disparo del

nodo i-€simo para sumar la fuerza de disparo de todas las reglas.

Wi

O3; =w = parai=1,2 (4.4)

wi+wsy
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Donde 03; es la salida de la capa 3 'y w es la fuerza de disparo pero ya

normalizada.

4214 Capa4

Los nodos de esta capa se adaptan y se definen como

O4; =W, f;parai=1,2 (4.5)

Donde f;y f,son las reglas difusas SI- ENTONCES definidas de la siguiente

manera:
e Reglal.SIX,esA;y Y, esBy, ENTONCES fi=p1 X1+ ¢ i+ 1y (4.6)
e Regla2.SIX,esA,y Y,esB,, ENTONCES f, = po2 X1+ qu Y1+ 1y (4.7)

Donde p;,q;yr; son parametros establecidos y referidos como parametros
consecuentes.

4.2.1.5 Capa b,
En esta capa los nodos son fijos, estan etiquetados con ) y su funcién es calcular

la salida total y que se define por:
N o o ZiWifi _ .
Os; = Liw,. fi === = four = salida total (4.8)

ANFIS tiene una regla de aprendizaje muy sencilla, que es la "propagacion hacia
atras", esta regla calcula las sefales de error de forma recurrente, comenzando

desde la capa de salida (Capa 5) hacia los nodos de entrada (Capa 1).

4.3 Optimizacion del modelo

La parte de optimizacion del modelo se llevara a cabo con el algoritmo de
optimizacion forrajeo bacteriano BFOA (por sus siglas en inglés). BFOA es un
algoritmo que simula el proceso de forrajeo de una bacteria real, la cual logra su

locomocion en el medio ambiente a través del movimiento de sus flagelos, este

23



movimiento genera las operaciones basicas del forrajeo que son el nado y el giro.
Para realizar la operacion de giro, las bacterias giran sus flagelos en el sentido de
las manecillas del reloj, si el ambiente es nocivo, la bacteria va a dar mas giros para
encontrar nutrientes, en cambio si los flagelos giran en el sentido contrario a las
manecillas del reloj la bacteria va a realizar la operacion de nado o avance, si el
ambiente es propicio para la bacteria entonces el movimiento de nado abarcara

mayores distancias, (Hansen,2008).

Las operaciones de nado y giro forman parte del proceso de quimiotaxis (figura 4.3),
en el cual la bacteria va a buscar moverse en un ambiente con nutrientes suficientes,

evitando zonas nocivas.

Si el ambiente tiene suficientes nutrientes y una temperatura adecuada, entonces la
bacteria se reproducira dividiéndose en dos, creando una réplica de si misma,
formando asi una colonia de bacterias. Sin embargo, si la colonia se ve amenazada
por un ataque o hay un cambio en el ambiente, como el que los nutrientes se estén
terminando, entonces un grupo de bacterias sera dispersado hacia otras areas del

ambiente o son eliminadas, este evento es llamado eliminacién-dispersion.

Rotacion
a contra reloj

A

T waoo ol

GIRO

Rotacion sentido del reloj

Figura 4.3. Quimiotaxis de una bacteria traducido de (Das, 2009)
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Supongamos que tenemos un problema en donde buscamos encontrar el minimo
de J(B) donde 6 € Rp (en donde 6 es un vector p-dimensional) pero ignoramos la
naturaleza del gradiente VJ (8) porque no tenemos una descripcion analitica o

mediciones de VJ(8).

Entonces el algoritmo BFO es una implementacion artificial de los mecanismos
principales de una colonia real de bacterias E. Coli, los cuales son: quimiotaxis,
formacion de la colonia o proceso de enjambre, reproduccion y eliminacion-
dispersidon, con los cuales se aspira a resolver el problema de optimizacidén sin
gradiente. Para explicar concretamente en qué consiste una bacteria virtual dentro
de BFOA, es que representa una solucion de prueba, que se va mover en el espacio

de busqueda para ubicar el éptimo global (Das, et al. 2009).

Para la implementacion del algoritmo es necesario definir algunos parametros

siendo estos:

p: Dimensioén del espacio de busqueda

S: Bacterias que forman la poblacion

Nc: Pasos quimiotacticos

Ns: Longitud de nado

Nr: pasos de reproduccion

Ne: Eventos de eliminacion dispersion

Ped: Probabilidad de que una bacteria sea eliminada o dispersada

C (i): Tamano del paso tomado en una direccion aleatoria especificada por el giro.
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Si un paso quimiotactico se define como un giro seguido de otro giro, o un giro
seguido de un nado, entonces j es el indice del paso quimiotactico, k sera el indice

del paso de reproduccion, y | es el indice del evento de eliminacidn dispersion.

Entonces digamos que P(j, k,1) = 6'(j, k,)donde i = 1,2,..,S es la posicién de
cada miembro en la poblacidbn de S bacterias que se encuentran en el paso
quimiotactico j-ésimo, el paso k-ésimo de reproduccién y el evento |-ésimo de
eliminacién-dispersion, entonces a cada posicion 6i(j, k,1) se le puede asociar un
costo J(j, k, ) que se busca optimizar. Cada etapa de BFOA se describe brevemente

a continuacion.

4.3.1.1 Quimiotaxis:

Anteriormente se establecié que 6%(j, k,)donde i = 1,2,...,S es la posicion de cada
miembro de la poblacion de S bacterias en el paso quimiotactico j-ésimo, el paso k-
ésimo de reproduccion y el evento |-ésimo de eliminacion-dispersion, asi mismo C(i)
es el paso tomado en una direccién aleatoria es decir, es lo que especifica el giro,
entonces el movimiento de quimiotaxis artificial se representa con:

0i(j,k, 1) = 0(j,k, 1) +C(i)% o

Donde A es un vector que contiene una direccion aleatoria cuyos elementos se

encuentran entre [ -1,1].

4.3.1.2 Enjambre:

Las células reales responden a estimulos quimicos para formar grupos de células o
enjambres, y asi viajar como colonia en el ambiente, cuando las células son
estimuladas por un alto nivel de succinato, entonces lanzan un aspertato que es un
atrayente que ayuda a que formen el enjambre en patrones concéntricos con una

alta densidad de bacterias. En las bacterias artificiales de BFOA las sefales de
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célula a célula para formar el enjambre y asi lograr la inteligencia colectiva, se

representan de la siguiente manera:

]cc (9' P(i; k: l)) = Zf:l[_dattractantexp(_Wattr'actant an:1(9m - ern)z)] +
f:l[_hrepellant exp(_Wrepellant an=1(9m - 91211)2)] (4-10)

Donde J.. es la sefial que se enviara entre las bacterias para formar el enjambre y
su valor se agregara a la funcion objetivo que sera minimizada, asi mismo
Wareractane €S 12 cuantificacion de la tasa de difusion del atrayente, dgitractant €S
una cuantificacion del agente de atraccion que se va a liberar, de la misma manera
una célula repele a cualquier célula cerca en el sentido de que no es fisicamente
posible tener dos células en la misma ubicacidén para modelar esto se utiliza la altura
del repelente h,.peiqane Que es la magnitude de su efecto y cuyo valor se define
COMO hyeperiant = dattractant » Y S€@ Wrepeniant 1@ medida de la tasa de difusion del
repelente. Estos son coeficientes que deben escogerse de manera adecuada de

acuerdo a nuestro espacio de busqueda.

4.3.1.3 Reproduccion.

El criterio general para esta etapa es que las bacterias menos saludables deben
morir mientras las bacterias mas saludables, que son las que tienen un valor mas
bajo en la funcion objetivo, se van a reproducir dividiéndose en dos, manteniendo el

tamafio de la poblacion constante.

4.3.1.4 Eliminacion/dispersion
Para simular los eventos de dispersién y eliminacion, se eliminan un grupo de
bacterias de manera aleatoria con una pequefia probabilidad, y se inicializan los

reemplazos de manera aleatoria sobre el espacio de busqueda.

La figura 4.4 muestra el diagrama de flujo del algoritmo BFOA.
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Incremertar el
indice i de la
bactenia i=i+1

Inicialzar todas las

vanables, los contadores
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del ciclo de eliminacion/ Calaular el valor de la funcidn objetivo
dispersion parma la i-ésima bacteria Xij,k |
I=1+1 afadiendo la célula al efecto de
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Girar[hacer gue la bacteria i-ésima tome
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Aumentar el B giro deltd i} generado
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reproduccion
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largo de la direccidn del mismo

vector de giro delta(il)

Figura 4.4. Diagrama de flujo BFOA.
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4.3.1.5 Pseudocddigo BFOA.
Paso 1.- Inicializar parametros S, p, Nc, Nr, Ns, Ned, Ped, 0',C(i)(i=1,2...S)

Paso 2.- Ciclo de eliminacion-dispersion: |=1+1

Paso 3.- Ciclo de reproduccion: k=k+1

Paso 4.- Ciclo de quimiotaxis: j=j+1

a)

b)

f)

g9)

Para i=1,2...S tomar un paso quimiotactico para la bacteria i de la siguiente
manera.

Calcular costo J(i, ], k, 1)

Sea J(i,j,k,1) =J(i,j, k1) +J.c(6,P(;k,D))  donde J.. es el perfil de
atraccion/repelente definido en (2).

Sea .t = J(i,j, k, 1) para guardar este valor, dado que podria encontrarse
un costo mejor en la siguiente ejecucion del algoritmo.

Giro: se genera un vector aleatorio A(i) € R? donde cada elemento
A, (iD),m = 1,2,...,p €s un numero aleatorio entre [-1,1]

Movimiento: Sea

0'G, k1) = 6°G, K, 1) + C(O) oo

Lo cual resulta en un paso de tamafo C(i) en la direccién del giro para la
bacteria i

Se debe de calcular el costo J (i, j, k, 1) siendo

J@g kD) =gk D) + (6, PG, K, D)

Nado

Contador para la longitud de nado m=0

Mientras m<Ns

m=m+1

siJ(i,j+ 1,k 1) <]t €ntonces Jiur =J0,j+ 1L,k Dy
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. . [ 7 ] A '
0'G+ 1Lk =06'GkD+ CO)J%))M)

Usar 6'(j + 1, k,1) para calcular J(i,j + 1, k, 1) como en f)
De lo contrario m=Ns, fin del ciclo mientras.

h) Ir a la siguiente bacteria (i+1), ir a b)
Paso 5.- Si j<Nc ir al paso 4 dado que la bacteria no ha terminado su ciclo de vida
Paso 6.- Reproduccidn:

a) dados ky | para cada i=1, 2, ..., S entonces
Jhearen = L)<t (6 ke, D) (4.11)

Representa la salud de la bacteria, es decir cuantos nutrientes obtuvo durante
su ciclo de vida y que tanto éxito tuvo para evitar sustancias nocivas. Ordenar
bacteria y parametros de quimiotaxis en orden ascendente del costo Ji.qitn,

en donde un mayor costo significa una salud mala.

b) Las bacterias S, con el valor mas alto de J,..;:n mueren y las restantes con
los mejores valores se dividen, creando copias y colocadas en el mismo

lugar que las bacterias que les dieron origen.

Paso 7.- si. k<Nr ir al paso 3, lo cual significa que n o se han realizado los pasos de
reproducciéon especificados en la inicializacion de parametros, asi que se inicia la

siguiente generacién del ciclo de quimiotaxis.

Paso 8.- Eliminacion-dispersion: para i=1,2..., S se tiene la probabilidad Ped de

eliminar/dispersar cada bacteria para mantener la poblaciéon de bacterias constante.

Cuando una bacteria se elimina, se dispersa otra en una ubicacion aleatoria en el

dominio de optimizacion.

Si I<Ned, entonces ir al paso 2, de lo contrario terminar.
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4.4 Metodologia Propuesta

En la figura 4.5, se presentan los pasos que conforman la metodologia para obtener

el modelo optimizado, los cuales son los siguientes:

Adquisicion de datos: Los datos en bruto necesarios para crear el modelo son
obtenidos de una base de datos. El 10% de los datos totales se omitié del modelo
de manera aleatoria para validar la precision del modelo, pero sin caer en el
overfitting del modelo o sesgar los resultados. Estos datos seleccionados al azar
se eligieron teniendo en cuenta una distribucion uniforme durante todo el mes

para garantizar la coherencia de los datos de la prueba.

Filtrado de datos: La base de datos contiene algunos datos no validos, o que
pudieran ser parciales, y que deben de ser filtrados para no genera un modelo
sesgado o incierto. En la figura 4.5 se observa una muestra de los datos usados
para construir el modelo, en las celdas marcadas en rojo se ve el ejemplo de los
datos que la estacidn no pudo registrar por alguna falla en el sistema de
monitoreo y de manera automatica le asigna un valor de -99 que debe ser filtrado

ya que no corresponde a un dato real.

FECHA  HORA.__RH TMP  WDR WSP |BNHOM
13/01/2016 1 -99 99 315 22 28
13/01/2016 2 -99 99 27 2 55 RH  Humedad Relativa
13/01/2016 3 99 99| 13 2 59 TMP  Temperatura
13/01/2016 4 -99 -99 348 2 56 WDR  Direccidn del viento
13/01/2016 5 -99 99 336 23 56 WsP  Velocidad del viento
13/01/2016 6 -99 99 135 27 54 PM10 Concentracién PM10
13/01/2016 7 -9 99 185 21 48
13/01/2016 8 -99 99 191 37 46

Figura 4.5. Muestra de los datos
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3. Entrada de datos: una vez que los datos han sido revisados y son validos,
entonces pueden ser alimentados al modelo. Este modelo preliminar o base es
el generado por ANFIS. Para generarlo se utilizaron las aplicaciones Fuzzy Logic
y Neuro Fuzzy Designer de Matlab® que contienen una interfaz grafica para
generar modelos basados en conjunto de datos de tipo entradas/salidas. Enla
figura 3.6 se muestran las interfaces del editor de funciones de membresia, de
l6gica difusa y la aplicacion de Neuro fuzzy designer necesarios para construir el

modelo desde las aplicaciones.

_ - T RieoroFarsy e T = = s 5 | =~
4] Membership Function Editor: Flg 3 - = =N Fle Edit View
Package A . Uud
= File Edit View e
! ! p—
FIS Variables R = | e
D:»
m ] mft mf2 mf3 #ofinputs: 4
AL ot outputs: 1
RH_ PM1D *of input mfs:
Lo 3333
tipg #oftrain data
thig e pairs: 739
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Jpg WOR
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EEEEE P9 input variable "RH"
‘‘‘‘‘ fig Structure
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3-920 polf L o Training -
intelligence.p| ‘ Renamed FIS to "FIS1" | - @ Error Tolerance: o
o 2 P e Dt O =i =i - 70 o o
e ______ ) ) ) Grid pariion ~ | || O Testing data
at| File Edit View 1| Checking @1 worksp. Epachs:
A e i ) Sub. clustering n ) Checking data
; —
. e LoadData Clear Data. Generate FIs | Tantow | cstiow |
B Bl o
i e ] S )
a une P
2
‘ FIS Name: Fist FIS Type geno
JAnd method Iﬂ"d - Current Variable
153 M Na
5[ | o metnoa proor me.
— -
Impication & 3
T Range
. Agsregation -
Defuzzifcafion . = =
Neuro-Fuzzy wraver | had |
Designer \ ‘ Ready ‘

Figura 4.6. Herramienta Neuro-Fuzzy designer

Estas aplicaciones también contienen funciones para generar el modelo fuera de la

interfaz grafica del modelo FIS (generado por ANFIS).

4. Fuzzificacion: Es el proceso de convertir en los datos de entrada en un valor
linguistico, este depende de las funciones de membresia. En este caso se utilizaron
funciones de membresia generalizadas en forma de campana, figura 4.7.

32



La funcion de campana depende de tres parametros a, b y ¢, y esta dada por.

fGabc) =——p (4.12)
1+ |

|x—c
a

Evaluacion de las reglas: las reglas del modelo son evaluadas con respecto a las

reglas difusas y los valores de las funciones de membresia.

4 Rule Editor: fis7 l=®] =

File Edit View Options

1.1f (HR is in1mf1) and DR is in3mf1) and (WSP is indmf1) then (PM10 is outimf1) (1)
2_If (HR is in1mf1) and (TWP is in2mf1) and (WOR is in3mf1} and (WSP is indmf2) then (PM10 is out1mf2) (1)
3.1 (HR is in1mf1) and (TMP is in2mf1}) and (WOR is in3mf2) and (WSP is indmf1) then (PM10 is outtmf3) (1)
4.1f (HR is in1mf1) and (TMP is in2mf1} and (WOR is in3mf2) and (WSP is in4mf2} then (PM10 is outi mf4) (1)
5. If (HR is in1mf1) and (TMP is inZmf2) and (WOR is in3mf1) and (WSP is indmf1) then (PM10 is outtmf3) (1)
6. If (HR is in1mf1) and (TP is in2mf2) and (WOR is in3mf1) and (WSF is in4mf2) then (PM10 is outimis) (1)
7. If (HR iz in1mf1) and (TWP i in2mf2} and (WOR iz in3mf2} and (WSP iz indmf1) then (PM10 iz out1mfr) (1)
8. If (HR is in1mf1) and (TMP is in2mf2} and (WOR is in3mf2) and (WSP is in4mf2} then (PM10 is out! mfEj (1} b
8. If (HR is in1mf2) and (TMP is in2mf1) and (WOR is in3mf1) and (WSP is indmf1) then (PM10 is out! mf3) {1}

10. If (HR is in1mf2) and (TWP is inZmf1) and (WOR is in3mf1) and (W3P is indmfZ) then (PM10.is outimfi0) (1)

11. If (HR i= in1mf2) and (TMP iz in2mf1} and (WOR iz in3mf2) and (WSP iz indmf1} then (PM10 iz outimfT1) (1) -

v

\U 2

m

HRis TMPis

out1mf2 ‘El

=
Renamed FIS to "fis7™ m\ ‘

Figura 4.7. Reglas del modelo ANFIS

Defuzzificacion: EI método de defuzzificacion utilizado fue el de promedio

ponderado de todas las salidas de reglas.

Modelo Sistema de inferencia Difuso: Una vez que se completaron los pasos de
evaluacion y defuzzificacion, el modelo se construye con las ecuaciones propias

de ANFIS expresadas en la seccién de construccion del modelo.

Definiciéon del espacio de busqueda: Un espacio de busqueda se define como
todas las soluciones factibles dentro de nuestro problema, es asi que para

encontrar el espacio de busqueda en donde se va a optimizar el modelo utilizando
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el BFOA tenemos que visualizar que en esta propuesta se busca minimizar la
diferencia entre el modelo generado con ANFIS y los datos reales, es por esto
que nuestro espacio de busqueda debe de encontrarse primero, entre los datos
validos para los factores ambientales Humedad relativa, temperatura, direccion y
velocidad del viento asi como también dentro de los valores factibles de PM10,
ya que dada la naturaleza del problema, otra forma de definir el espacio de

busqueda es muy dificil ya que las posibilidades son muy amplias.

Generacion de la poblacion: se deben de generar la poblacién con S bacterias,
en posiciones iniciales aleatorias dentro de un rango de posibles valores que
puedan tener los datos reales para la hora en que se estan generando las
bacterias. El objetivo es realizar experimentos-utilizando diferentes valores de S
para determinar cobmo afecta el tamafo de la poblacion al modelo optimizado.

Se utilizaron los modelos de ANFIS generados con los datos de siete estaciones
que contaban con suficientes datos para construir y optimizar el modelo, se
tomaron los datos del mismo periodo de tiempo y asi generar el espacio de
busqueda donde las bacterias van a minimizar la diferencia, como se muestra en
la figura 4.8. Por lo tanto, la generacion de la poblacion inicial de bacterias se
hizo de manera aleatoria, tomando como referencia el rango de los datos de cada

dia del mes de las 7 estaciones.
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Figura 4.8. ANFIS de 7 estaciones

Inicializacion de parametros: Los parametros de BFOA se deben inicializar, estos
parametros incluyen inicializar los contadores de los ciclos de
eliminacién/dispersion j, reproduccion k, quimiotaxis I, y el indice s de la bacteria
i,-asi como los parametros de atraccion y repelente (Wuttractants Qattractants
hyepetiants Wrepenant )» Que son los que generan el efecto de enjambre, en este

caso se utilizaron los valores de dgitractant = 0.05 Wattractane = 0-15,

hrepellantzdattractant, Wrepellant =10

Estos valores fueron seleccionados de acuerdo a estudios realizados por otros

autores (Passino, 2002) mismos que recomiendan se seleccionen, por ejemplo
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10.

11.

la altura o magnitud del repelente debe ser igual al ancho de la sefal de
atraccion para evitar tener dos bacterias en el mismo punto y esto se modela
haciendo que hyeperiant=Aattractant, POT Otro lado, también recomienda que la
senal de atraccidn sea muy pequefia en comparacion a los valores de
concentracion de nutrientes en nuestro espacio de busqueda y por eso el
repelente debe ser lo suficientemente grande para evitar que las bacterias estén

muy cerca.

Calculo de la funcioén objetivo: Se debe de calcular el criterio que nos dira que
tan saludable esta nuestra bacteria, en este algoritmo se agrega el calculo del
factor de enjambre Jcc con la ecuacion (4.10) y-agregarse al costo J de la bacteria

en la posicion actual.

Actualizar posicion de las bacterias: Se hace una actualizacién de las bacterias
de acuerdo al costo de la bacteria en la posicion actual y comparando la posicion
siguiente, para lograr esto se calcula el giro de la bacteria y se realiza un nado
en esa direccidn, se calcula el costo de la nueva posicion, si esta tiene menor
costo entonces se convierte en la mejor posicion de la bacteria y se sigue
moviendo en esa direccion, de lo contrario si termina el ciclo de nado y no
encontr6 una mejor posicion significa que no estd ubicada en un ambiente

adecuado y continua con la siguiente bacteria.

Se realizan los eventos de reproduccion, dispersion y eliminacién en donde la
mitad mejor de la poblacidén se reproduce, es decir se hace una copia exacta de
las bacterias con menor costo total y la otra mitad es reemplazada por bacterias
generadas aleatoriamente, al igual un grupo con probabilidad baja son

dispersadas en el espacio de busqueda de manera aleatoria.
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12.

13.

Si los ciclos del algoritmo BFO han sido completados, se cumplen los criterios de
optimizacién, es decir las bacterias han convergido a un valor para el dato actual,
en este caso, se refiere al valor de la concentracion de PM10 para esa hora, el
criterio para determinar que las bacterias han convergido es por medio de los
parametro de Nre y Ned, que son los eventos que influyen en la convergencia del
algoritmo (Brabazon, 2018). Lo siguiente es regresar al paso 8 pero tomando los
datos correspondientes de la siguiente hora, asi hasta que se terminen los datos

del mes.

Modelo optimizado: si los ciclos del algoritmo BFO 'y de las horas del mes han
sido completados y se cumplen los criterios de optimizacion se dice que se ha

creado un Modelo Optimizado.

En la figura 4.9 se muestra el diagrama de flujo de la metodologia propuesta para

la obtencién del modelo optimizado.
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5. RESULTADOS Y DISCUSION

5.1 Resultados

Para ilustrar la complejidad del problema en la figura 5.1 se pueden observar los

datos reales de concentracion de PM10 y su comportamiento no lineal.
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Figura 5.1. Concentracion de PM10 enero 2016 estacion FAC

Para explicar un poco mas acerca de la complejidad de los datos es necesario
hablar de la variabilidad de los datos provenientes de las diferentes estaciones de
monitoreo, esta variabilidad tiene origen en la naturaleza del fendmeno del
comportamiento de las particulas atmosféricas, en la tabla 5.1 se pueden observar
algunas medidas de dispersion de tres estaciones, como muestra de esta
variabilidad, en ella la desviacion estandar nos indica que los datos se distribuyen

en un rango mas amplio.

Estacion Minimo Maximo Rango Desviacion estdndar Media

hgm 5 196 191 30.74678334 | 46.325452
fac 1 264 263 36.87219649 | 45.9357045
sag 3 238 235 34.85784066 | 58.5607094

Tabla 5.1. Variabilidad de los datos de entrenamiento
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La complejidad de los datos de entrenamiento, se puede observar facilmente en las

veces en que los factores atmosféricos pueden presentar valores muy alejados

entre si y aun asi la concentracion del contaminante, PM10, es la misma que con

otra configuracion de factores ambientales, esta variabilidad se presenta incluso en

la misma estacion, tabla 5.2, y asi como también se presenta en la concentracion

de PM10 en la misma hora en diferentes estaciones, tabla 5.3.

FECHA  HORA WDR WSP PM10

01/08/2016 1 75 13.3 118 2 24

05/08/2016 20 77 17.1 319 3.7 24

06/08/2016 16 65 20.6 108 2.1 24

13/08/2016 13 39 22.9 327 1.6 24

13/08/2016 15 32 25.1 327 1.8 24

15/08/2016 6 83 12.2 107 1.2 24

15/08/2016 23 90 15.6 158 1 24

16/08/2016 21 91 15.6 125 0.8 24

Tabla 5.2. Variabilidad de los datos y sus factores ambientales

Estacion ‘ Fecha TEMP WSP WDR PM10

sag 02/01/2015 1 75 17.4 95 1.2

mgh 02/01/2015 1 74 15.7 330 2.2

hgm 02/01/2015 1 86 14.3 98 0.4 1
fac 02/01/2015 1 88 14.2 214 1 17

Tabla 5.3. Variabilidad entre estaciones mismo dia y hora

Una vez establecida la complejidad del problema, podemos expresar que el

proposito de utilizar el método de optimizacion BFOA es la reducciéon del error que

existe al aplicar el modelo creado con ANFIS, es por eso que los experimentos que

se realizaron estan orientados a probar la eficiencia del algoritmo BFO vy las

diferentes configuraciones de sus parametros.
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Es importante calcular el error que se obtiene al utilizar ANFIS para crear el modelo,
el cual se puede observar en las figuras 5.1y 5.2, y que posteriormente servira para
hacer la comparacion con el modelo optimizado. La cuantificacién del error entre los
datos reales y los calculados por el modelo ANFIS se llevo a cabo utilizando la raiz
del error cuadratico medio (RMSE por sus siglas en inglés) que es un método
historicamente utilizado para medir la precisibn de los prondsticos de datos
(Hyndman, 2006).

En el caso del modelo generado con ANFIS se obtiene un RMSE= 24.147, el cual
se espera sera minimizado con BFOA, es por eso que se comparara con el modelo
generado con ANFIS para establecer si el modelo optimizado con BFOA presenta
mejores resultados con respecto a una técnica basada en redes neuronales y l6gica

difusa como lo es ANFIS.

En cuanto a la optimizacién del modelo, el objetivo es generar un modelo mas
preciso, y esto podria lograrse variando los parametros propios del algoritmo de
optimizacién de Forrajeo de Bacterias, como lo son el numero de bacterias que se
moveran en el espacio de busqueda, la cantidad de pasos de quimiotaxis y de pasos
de reproduccion, sin. embargo, la variacion en los parametros de BFOA podria
generar un alto costo computacional, dada la naturaleza de BFOA, ya que es un
algoritmo que cuenta con ciclos anidados, es por eso que también se tomd en
cuenta en'los experimentos el tiempo de procesamiento de cada configuraciéon de
parametros. Como contexto para las pruebas de tiempo de ejecucion, se utilizd una
PC con Windows 7, de 64 bits, Procesador Intel Core i3-2100 3.10 GHz y memoria
RAM de 12Gb.
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Figura 5.3. Detalle del error del modelo generado con ANFIS (¢reacion propia)
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El problema de usar ANFIS para generar un modelo de concentracion del
contaminante son que los valores obtenidos con ANFIS, presentan grandes
diferencias en comparacién con los valores reales, en la figura 5.3, se observa un
acercamiento de la figura 5.2, para poder observar a detalle como en la hora 466
para el modelo ANFIS (linea naranja) la concentracién es de 58.34 ug, sin embargo,
la concentracion real (linea azul) fue de 94 ug, el error de la prediccion ya no es
desestimable, y es pertinente notar que este fendbmeno no se presenta
exclusivamente en esa hora, en las horas 13, 469, 601, y de la-hora 661 a la 686
se observan un errores de grandes proporciones, esto, sin tomar en cuenta en
donde el error es moderado aunque no insignificante, el error neto para cada una

de las horas del mes también se puede apreciar en la figura 5.4.

error del modelo ANFIS

120
100
80

60

40

Concentracién PM10

20

Figura 5.4. Error del modelo generado con ANFIS.

5.1.1 Variacién del numero de bacterias
El numero de bacterias en la poblacién S es tal vez el primer parametro en el cual

se piensa a la hora de elegir qué configuracion se le dara al algoritmo dado que
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cada una de las bacterias representa una posible solucion al problema de

optimizacion.

Aunque hay que tomar en cuenta que al aumentar el tamafio de S también puede
aumentar el tiempo de ejecucion. Sin embargo, si S tiene un valor grande y al
distribuir la poblacion inicial de manera aleatoria en el espacio de busqueda, se tiene
una probabilidad mayor de que algunas de esas bacterias hayan quedado
posicionadas cerca de un punto 6ptimo, y que durante la ejecucién del algoritmo es
también mayor la probabilidad de que haya una mayor densidad de bacterias en
dicha region 6ptima, ya sea porque se desplazaron ahi por medio del proceso de
quimiotaxis o porque se reprodujeron otras bacterias que ya estaban ahi desde el

inicio.

Los valores propuestos para experimentar con el numero de bacterias fueron S =
{10, 50, 100, 200, 500}, en la tabla 5.4 se puede observar como la cantidad de
bacterias influye la obtencién de un modelo optimizado al obtener una medicién
menor del error (RMSE), no obstante, es importante sefalar como el efecto que
tiene el tamafo de la poblacién S en la obtencion del error tiene una razén de cambio
mayor cuando la poblacién es menor a 50 y después de ese valor la razdn de cambio
va disminuyendo y va llegando a su limite, figura 5.5, en la configuracion mostrada
en la tabla es de RMSE ~ 3.75.

Asi.mismo, se puede observar que por la naturaleza de BFOA, ya que es un
algoritmo que cuenta con ciclos anidados, el tiempo de ejecucion aumenta de
manera considerable, y aunque el error se ve reducido al aumentar el tamafo de la
poblacion, figura 5.6, esta diferencia en la optimizacién no parece importante,

tomando en cuenta los recursos computacionales que requiere su calculo.
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Bacterias RMSE tiempo/seg
10| 19.8851195 419.84

50 10.1072| 2268.786

100 | 7.07398003| 4185.117

200| 5.32684396| 8062.675

500 | 3.75769854 | 20625.8073

Tabla 5.4. Relacién de cantidad de bacterias, RMSE y tiempo de ejecucion

RMSE ANFIS/BFO
25

20

0 50 100 150 200 250 300 350 400 450 500
BACTERIAS

Figura 5.5. Error RMSE de acuerdo a la poblacién S

De igual modo, se puede observar en la figura 5.6, que la relacién del tiempo de
ejecucion con respecto al tamafio de la poblacion tiene un comportamiento lineal, el
cual se mantiene en las diferentes variaciones de la poblacion S, dicho
comportamiento es importante, ya que nos da un mejor panorama de la relacién de

las bacterias con el tiempo de ejecucidn del algoritmo y ademas puede servir para
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calcular una aproximacion del tiempo que podria tardar con otros tamafios de la

poblacion S.

Tiempo de ejecucion
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0 50 100 150 200 250 300 350 400 450 500
BACTERIAS

Figura 5.6. Tiempo de ejecucion y el nimero de bacterias (¢reacion propia)

5.1.2 Variacion de los pasos de quimiotaxis
Ahora bien, cuando aumentamos los pasos de quimiotaxis, es decir, Nc tiene un

valor grande, lo cual resulta en un mayor avance de optimizacion al tener mas
oportunidades de llegar a un punto 6ptimo. Es por lo anterior, que en la figura 5.7
podemos observar una disminucion en el error cuando Nc=10 y en especial cuando
la poblacién S es mayor (S=500), pero, esto supone también un mayor tiempo de
ejecucion, en la figura 5.8, si se compara la diferencia en el RMSE entre Nc=6 y
Nc=10 para el mismo numero de bacterias, se puede observar en la tabla 5.5, que
si existe influencia al aumentar el numero de Nc pero no es de gran impacto su
influencia en el resultado final. En cambio, si elegimos que el tamafio de Nc muy
pequefo, el algoritmo va a depender de mas de la suerte, ya que la poblacion se
genera de manera aleatoria, asi como también dependera de la reproduccion de las
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mejores bacterias, incluso en algunos casos, podria quedar atorado en un minimo

local (convergencia prematura).

Nc = Pasos de quimiotaxis
) —e—Nc3 —e—Ncs Nc 10

RMSE

BACTERIAS

Figura 5.7. Diferentes valores para Nc (pasos de quimiotaxis)
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Figura 5.8. Tiempo de ejecucién para diferentes valores para Nc
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Bacterias ‘Nc:3 Nc=6 Nc=10
10| 20.9758077 | 20.78511952 | 20.4111207
50| 10.269331|10.10720003 | 9.48635717
100 7.65544865 | 7.073980025 | 6.91341043
200|5.98221459 | 5.326843964 | 4.92607912
500 | 4.09642276 | 3.757698536 | 3.11426491

Tabla 5.5. Valores de Nc y el error RMSE

5.1.3 Variacion de los pasos de reproduccion
Los pasos de reproduccion, Nre, dan un indicativo de como el algoritmo ignora las

regiones con pocos nutrientes, y se va enfocando en las regiones con alto contenido
nutricional para la bacteria, es decir, si esta encontrando mejores soluciones, dado
que las bacterias en regiones malas mueren y las bacterias que estan en buenas
regiones suelen reproducirse con mayor velocidad. Sin embargo, Nre depende de
los pasos quimiotacticos Nc, sélo es cuando Nc tiene un valor lo suficientemente
grande, que el valor de Nre es mas significativo a la hora de encontrar mejores
soluciones. Cabe agregar que, si Nre es muy pequefio, el algoritmo converge de
manera prematura, y sipor el contrario el valor de los pasos de reproduccion es muy

alto, aumenta de manera clara el tiempo de ejecucion.

En la figura 5.9, se puede apreciar que el valor de Nre realmente contribuye a la
optimizacién del modelo al aumentar, aunque llega un punto, en este caso es
cuando Nre=12, en donde la optimizacion ya no mejora y el error empieza a
estacionarse, aunque Nre aumente a 20 la diferencia ya no es significativa, tabla
5.6.
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Variacion de Nre
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Figura 5.9. Variacion de Nre con respecto al error RMSE

RMSE Nre
16.2904319 2
7.34944189

3.48697112 8
2.31757197 12
2.09039254 20

Tabla 5.6. Valores de Nre y RMSE

Por otro lado, se mencionaba que Nre depende de que Nc tenga valores grandes
para.que los cambios de la variable de pasos de reproduccién sean significativos,
sin embargo en la figura 5.10, se puede ver que cuando Nc= 10 es donde se ve una
mejora significativa, y en especifico para los valores de Nre={2, 4 , 8}, en los valores
de Nre={12 , 20} la diferencia no es tan significativa ya que por la naturaleza del
algoritmo empiezan a converger al valor minimo obtenido con esa configuraciéon

para el problema planteado en este trabajo.
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En cuanto al tiempo de ejecucion, en la figura 5.11 se muestran los tiempos para
los diferentes valores de Nre en combinacién con Nc, en esta grafica se puede
observar que indudablemente la duracién de la ejecucibn aumenta de manera
significativa al aumentar los valores de ambas variables, reproduccion y pasos de
quimiotaxis, para los pasos de quimiotaxis se nota el aumento sobre todo en los
valores de Nc=8 y Nc=10, y en cuanto a los pasos de reproduccién hay una
diferencia considerable entre los valores Nr=12 y Nre=20, la cual debe de tomarse
en cuenta a la hora de seleccionar los parametros, ya que la mejora en la
optimizacién no es muy grande en cuanto al valor del error pero si aumenta mucho

el tiempo, figura 5.12.
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Figura 5.10. Variacion de Nre y Nc con respecto a sus respectivos errores RMSE
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Figura 5.11. Costo de tiempo de variacion de Nre y Nc

Complejidad computacional (tiempo)

[ | [ |
Nre=12 Nre=20

B Tiempo/min  BRMSE

Figura 5.12. Costo/beneficio de Nre
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5.1.4 Variacion de los eventos de eliminacion/dispersion

El valor de los eventos de eliminacion/dispersion, Ned, se refiere a cuantas veces
se eliminara un grupo de bacterias y se generaran nuevas bacterias en posiciones
aleatorias en todo el espacio de busqueda, por eso es que un valor bajo para Ned
no tendra que basarse en los eventos aleatorios de eliminacién/dispersién para
encontrar regiones favorables, pero, un valor mayor de Ned permitira que las
bacterias puedan tener acceso a mas regiones del espacio de busqueda en las
cuales podrian encontrar mayores concentraciones de nutrientes, aunque hay que
tomar en cuenta que al aumentar la cantidad de estos eventos puede aumentar el

tiempo de ejecucion.

Como resultado de las pruebas que se realizaron con diferentes valores para Ned,
se puede apreciar en la figura 5.13, que el aumento de Ned contribuye al resultado
de obtener un error menor en el modelo optimizado. Sin embargo, se puede
observar en la grafica, que para cuando el tamafo de poblacion es mayor, la
contribucion de Ned ya no es tan significativa, ya que el valor del error para cuando
Ned=10 esta muy cerca del error cuando Ned=16, ya que el algoritmo esta
convergiendo en el valor limite, tabla 5.7, pero el tiempo de ejecucion aumenta de
manera considerable, figura 5.14, lo cual debe tomarse en cuenta para seleccionar

el valor del parametro.
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Figura 5.14 Tiempo de ejecucion de Ned

Ned '5=10 $=100

2

21.9864716

8.53933847

4

14.1218685

2.93864778

10

7.00605537

1.12131925

16

4.17984705

1.18270545

53

Tabla 5.7. Valores de Ned y RMSE




5.1.5 Variacion del tamafio del paso tomado durante el giro

C(i), donde i=1,2...S, se define como el tamafio del paso tomado en una direccién
aleatoria especificada por el giro. Se podria decir que C(i) es el tamafo del paso
con el que avanza el algoritmo BFO, esto lo hace uno de los parametros principales
para experimentar utilizando diferentes valores, dado que una pregunta importante
que se plantea es ¢ Cuales deben de ser los valores que puede tomar C(i)? Una
respuesta puede ser que podemos tomar los valores que utiliza una bacteria real,
pero podrian ser no aptas para el problema de optimizacion planteado en este
trabajo. Sin embargo, se puede intuir que si los valores del paso C(i) son muy
grandes, y ademas el valor 6ptimo se encuentra dentro de un valle con bordes muy
pronunciados, la busqueda podria saltar el valle sin detenerse, o también puede
omitir minimos locales nadando a través de ellos. En cambio, si los valores de C(i)
son muy pequefios, la convergencia se hace mas lenta, pero si se encuentra con un

minimo local durante la busqueda no se desvia demasiado de él.

En la figura 5.15 se puede observar como el valor de C(i) al tomar valores diferentes
si afecta en el resultado que obtiene el algoritmo, en esta configuracion en
especifico, alcanza su valor 6ptimo siendo C(i)= 4 con un RMSE=6.7, tabla 5.8,
después de ese valor, el error va aumentando considerablemente, por ejemplo
cuando C(i)=30, el error es incluso mayor que el que se obtiene con el modelo sin
optimizar, tabla, como se esperaba, al ser mas grande el paso, es mas facil que
pase de largo por regiones con altos nutrientes si estas se encuentran dentro de un

valle.

0.05|21.4181091
0.1|20.4720087
0.5]17.2198997
1(12.8932434
2|9.96778264
416.79533526
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8| 10.29197
20(22.7732265
30| 34.1248308

Tabla 5.8. Diferentes valores de C(i)

Variacion de C{i)
40
39 34,1 2483082
30

25

20

RMSE

4, 6.795335264

Cli)

Figura 5.15. Variacion del tamario de paso tomado durante el giro

5.1.6 Configuracién en conjunto de los parametros
En las secciones anteriores se explicaron los parametros mas significativos y los

efectos que tienen cada uno de ellos en la obtencion del modelo optimizado, y
basados en dichos resultados, se seleccion6 la configuracion adecuada de los
parametros que nos ayudaran a obtener el modelo optimizado para las
concentraciones del contaminante PM10, evitando que la configuracion tenga un

tiempo de ejecucion elevado.

La configuracion final, propuesta para el modelo optimizado con BFO se muestra en
la tabla 5.9.
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Valor

S 300
Nc 10
Ned 10
Nre 12
C(i) 4

Tabla 5.9. Configuracion final de parametros

Enlafigura5.16 se muestra una comparativa entre los errores del modelo generado
con ANFIS y el modelo optimizado con BFOA para cuando el tamano de la
poblacién S varia, siendo S=10y S=100, igualmente en la figura 5.17 se muestra el
error por cada hora del mes, correspondiente al método ANFIS con respecto a los
datos reales (linea azul), en comparacion con‘la tasa de error del modelo optimizado
ANFIS/ BFOA respecto a los datos reales (linea naranja), esta comparacion
demuestra que al ser menor su tasa de error, el modelo optimizado con BFOA, se
ajusta mejor a los datos reales que el método ANFIS por si solo, en la tabla 5.10 se
presentan los errores calculados con RMSE, de cada modelo para cada uno de los

diferentes valores de la poblaciéon S.

RMSE
S ANFIS RMSE BFOA
S=10 25.1144672 | 4.62980105
S$=100 25.1144672 | 2.32101394

Tabla 5.10. RMSE para ANFIS y BFOA
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Figura 5.16. Errores de ANFIS y Optimizado con BFOA con poblacion diferente

Error Modelo ANFIS vs Error Modelo Optimizado ANFIS/BFOA

Error ANFIS

Error BFOA
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Error
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Figura 5.17. Comparacion de errores del Modelo ANFIS y Modelo optimizado BFOA/ANFIS
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En la figura 5.18 se muestra la diferencia de errores entre dos modelos optimizados
con BFOA, pero con diferentes tamafios de poblacion S, en donde se puede
apreciar que el valor significativo sigue siendo el tamafo de S, ya que vemos que

incluso se reducen errores de gran magnitud (figura 5.18, etiquetado 49.93).

Error BFOA —5=10 —%8=100
60
50 49.937347
40
o
30
20
10
) .‘“I 'f““ "‘\'\\(““ }"‘11)\ |)"} ‘ ‘“{JI "1 l1 '\‘1(““"\‘] Ni“l |‘J‘ w‘.l“ l(" L I M’r “ ‘w“l lli.‘ 'w‘wl"‘hy("w” ‘M’l }ﬂ
- cdmDOx aNNNNNmim:}mm%vvvvvv%gmmmmm«)%\o\o@\o%r\

Figura 5.18. Comparacioén de errores de Modelo optimizado BFOA/ANFIS con variacion

en la poblacion S

De igual modo, en la figura 5.19, se muestra una comparativa entre los datos
reales, el modelo generado con ANFIS y el modelo optimizado con la metodologia
propuesta en el presente trabajo, en esta grafica se puede observar como el
modelo optimizado BFOA/ANFIS se ajusta a los datos reales del comportamiento
de la concentracion de PM10, de forma que en algunas partes de la grafica es
indistinguible un punto de otro, haciendo visible que la diferencia o error es menor

que el existente con ANFIS.
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Figura 5.19. Comparacion Modelo optimizado BFOA/ANFIS vs. Datos reales vs. ANFIS

Aunque cabe mencionar que el tiempo de ejecucidn en minutos (como se muestra
en la figura 5.20 y tabla 5.11), sigue siendo un factor que podria ser un obstaculo
para obtener un modelo optimizado si no se cuentan con los recursos de

procesamiento necesarios.

tiempo /min
80

70
60
50
40
30
20

Tiempo (minutos)

0 20 40 60 80 100
Bacterias S

Figura 5.20. Tiempo de ejecuciéon del Modelo optimizado BFOA/ANFIS
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Tiempo

/min S
6.83141069 10
69.8039942 100

Tabla 5.11. Datos de ejecuciéon en minutos del Modelo BFOA/ANFIS

5.2 Discusion de resultados

En la seccion 5.1 se establecio la variabilidad de los datos de entrenamiento, y por

lo tanto podria decirse que es por eso que los modelos, tanto el modelo generado

con ANFIS, figura 5.21, y el modelo Optimizado con BFOA presentan una

variabilidad inherente al problema.

ANFIS de 7 estaciones

200

cidn de PM10 (ugim3a)

——sag
—mgh
cho
——cua
cut
—fac
hgm

Figura 5.21. Variabilidad de los modelos ANFIS para diferentes estaciones
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Una vez establecida la variabilidad de los modelos, se concluye que la utilizacion
del algoritmo de forrajeo bacterianos, BFOA, resultd ser util para la optimizacién del
modelo de concentracion de PM10, es decir, la aportacion de este trabajo es el uso
exitoso de BFOA aplicado a un problema ambiental, ya que ha sido aplicado a
problemas de planeaciéon de tareas (Narendar, 2012), Clasificacion de. datos

(Hossin, 2017), Sistemas de energia (Panda, 2013), entre otros.

De manera especifica al realizar las pruebas se concluye que el tamafio de la
poblacién S es uno de los parametros que influye de manera importante en la
optimizacién ya que, al tener mas bacterias o posibles soluciones, se cuenta con
una mayor probabilidad de encontrar una solucion éptima. Sin embargo, se debe de
seleccionar un tamafo de S adecuado debido a que el aumento de S conlleva un

aumento en el tiempo de ejecucion.

Después de la realizacion de varias pruebas se concluye que el numero ideal para
S para este problema se encuentra entre los 400 y 500 bacterias, ya que, dentro de
este rango, el error empieza a converger en el valor de RMSE = 3.7, y no mejora
aunque se aumenten las bacterias, en cambio el tiempo de ejecucion sigue

aumentando.

Otro parametro que se prob6 es el numero de pasos de quimiotaxis, Nc, en donde
se observd que un aumento en los pasos de quimiotaxis, si supone una mejora en
la optimizaciébn y que no es desdefiable. Sin embargo, es importante tomar en
cuenta que el aumento de Nc también aumenta el tiempo de ejecucion de forma
considerable, y si se cuentan con recursos limitados, ya sea recursos de tiempo o
computacionales, entonces tal vez convenga conservar un valor Nc no muy alto, la
conclusién que se obtiene de las pruebas es que el valor 6ptimo para Nc se
encuentra entre los valores de N=7 y N=10, ya que se obtiene una mejoria en la

reduccion del error sin tener un tiempo de ejecucién muy alto.
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Los pasos de reproduccion Nre, conforman otro parametro importante para tomar
en cuenta al configurar el algoritmo para encontrar una solucién 6ptima, ya que la
reproduccion es el mecanismo que se encarga de ir descartando las regiones con
nutrientes bajos, por esa razén es que en los resultados presentados en este trabajo
mostraron que el error (RMSE) comenzaba a disminuir conforme se aumentaban
los pasos de reproducciéon, a partir del valor de Nre=12 el error comenzaba a
estacionarse, y las diferencias al aumentar el valor de Nre ya no eran significativas
pero el tiempo de ejecucion si aumentod lo cual podria indicarnos que aunque se
aumente Nre éste tiene un limite donde ya no puede mejorar el .error pero si ocupa

los recursos computacionales sin obtener un beneficio apreciable.

Asi como también se realizaron pruebas en conjunto con los pasos de quimiotaxis,
Nc, ya que se mencionaba en la literatura que el efecto de aumentar Nre era mayor
en presencia de un Nc mayor (Passino, 2002); y efectivamente, el incremento de
Nre generaba un descenso mayor en el valor del error al existir un valor de Nc
mayor. Este descenso es mas notable entre Nc=2 y Nc=4, como se muestra en la
tabla 5.12, donde en valores mayores a estos el error comienza a convergir y la
diferencia ya no es tan notoria, ademas el tiempo de ejecuciébn aumenta
considerablemente entre Nc=4 y Nc=8, pero entre Nc=8 y Nc=10 la diferencia no es

tan acentuada, sugiriendo que mantiene una tendencia clara.

RMSE
Nc Nre=2

18.5747155

RMSE

Nre=4
12.1014324

RMSE

Nre=8
5.95122125

RMSE

Nre=12
3.11115948

RMSE

Nre=20
2.94364583

[ 17.4649532

9.12747131

4.62367454

2.32953639

2.33246408

| 16.2904319

7.34944189

3.48697112

2.31757197

2.09039254

Tabla 5.12. Relacién de Nre y Nc

En lo referente a los eventos de eliminacién/dispersion, Ned, que son los que se
encargan de eliminar un grupo de bacterias y dispersar nuevas bacterias de manera
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aleatoria por todo el espacio de busqueda lo cual permite acceder a mas regiones
del espacio de busqueda que podrian ser mejores. Sin embargo, en las pruebas se
observo que Ned tiene mayor influencia en encontrar soluciones 6ptimas cuando es
mayor, Ned=10 y Ned=16 y ademas la poblacién S es pequefia, S=10, lo cual nos
indica que la optimizacion se esta basando en los eventos aleatorios de Ned en

lugar de cualquier otro mecanismo del algoritmo BFO.

Otra observacidon que es pertinente hacer acerca de los resultados de la
configuracién final, se trata de la presencia de valores de errores muy grandes,
llamados outliers o valores atipicos, como se puede observar en la figura 5.17, y
aunque son escasos, estos valores afectan el resultado final ya que el error esta
medido a través de RMSE y esta medida es sensible a los valores atipicos (Chai,
2014), haciendo que el RMSE sea un poco mas elevado si no se contara con estos
valores. Una medida para evitar la influencia de los outliers en el RMSE podria ser
no tomar en cuenta los valores que no se encuentren en cierto rango y esos valores

atipicos sean catalogados de otra manera.

Por ultimo, uno de los parametros que tiene un comportamiento interesante es el
tamano del paso tomado durante el giro, C(i), que es el tamafo del paso con el que
avanza el algoritmo BFO, para decidir qué valor debe de tomar se experimenté
empezando con valores pequefios, C(i) < 1, ya que el tamafio que debe de tomar
depende del problema o espacio de busqueda. De los resultados obtenidos se
puede concluir que este valor debe ser elegido de manera cuidadosa ya que un
valor inadecuado nos puede alejar del éptimo. En este caso el tamafio ideal de C(i)=
4, que fue donde se encontraron mejores soluciones, valores menores y mayores
nos alejaban de la zona éptima ya que cuando C(i) es pequefio la convergencia es

mas lenta, en cambio cuando C(i) es muy amplio, podria omitir minimos locales.

6. CONCLUSIONES
En cuanto al algoritmo de BFO de manera general, puede decirse que se reafirma

como un algoritmo valido para aplicaciones de optimizacion, ya que ademas de
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probarse su efectividad al obtener un modelo optimizado para PM10, también se
realizaron pruebas para los diferentes parametros basicos que lo definen y que se

comportaron como se esperaba, basados en la teoria.

Se podria decir también que la hipo6tesis planteada en este trabajo se prueba como
verdadera, ya que el algoritmo si fue capaz de generar un modelo optimizado con

respecto a otras soluciones conocidas con lo es ANFIS.

Asi mismo, como conclusion de las simulaciones con el algoritmo y sus parametros,
se puede observar que esta implementacion de BFOA y el algoritmo en si tiene sus
limites y registrar cuales son para esta aplicacion en especifico, ya que todos los
parametros de BFOA, al aumentar su valor, convergian o se alejaban de una regién
optima, sin dejar de lado el costo en tiempo de ejecucidon que implicaba este

aumento en los parametros.

Una vez seleccionados los valores ideales para cada parametro, teniendo como
objetivo que se obtengan mejores resultados, pero tomando en cuenta el tiempo de
ejecucion del algoritmo, se realizaron varias pruebas, en donde los resultados
muestran que definitivamente el numero de bacterias en la poblacién S es el
parametro que mas influye en el algoritmo BFO para encontrar una solucion 6ptima.
Por otro lado, si la seleccion de algunos parametros en valores muy altos (Nre, Nc,
Ned) aumentan de manera considerable el tiempo de ejecucidon y se cuentan con
recursos limitados, es una situacion que podria compensarse limitando algunos
parametros que tengan menos influencia, asignandoles un valor medio para que no
afecte de manera apreciable en la solucion 6ptima pero que no aumenten el tiempo

de ejecucion.

Cabe mencionar que la implementacion del algoritmo BFO se basé en la version

original del autor(Passino,2002). Sin embargo, existe un campo muy amplio en

donde como futuros trabajos de investigacion, se podrian hacer pruebas con mas

datos, por ejemplo, probar su desempefo con datos de otras ciudades alrededor

del mundo e incluso generar un modelo optimizado para particulas PM2.5, también
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se podrian incluir mas estaciones de monitoreo, asi como también la
implementacion de versiones hibridas para esta misma aplicacién. Por ejemplo,
implementando la versién hibrida de BFO con Optimizacion de Enjambre de
particulas (PSO, por sus siglas en inglés) como se han hecho en otros trabajos
(Panda, 2013) o la version hibrida (HBFO) en donde se implementa una parte del
algoritmo de colonia de Hormigas (ACO, por sus siglas en inglés) en el mecanismo
de giro de la bacteria artificial (Narendar, 2012). Asi mismo, se podria utilizar el
algoritmo BFO pero en su version multiobjetivo (Panigrahi, 2011), todo esto con el
fin de obtener mejores resultados en el modelado de consolidar a BFOA como un
algoritmo de optimizacion y su aplicacidon exitosa en un problema de datos

ambientales.
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Propuesta de mejora de modelado de particulas contaminantes PM10 mediante

algoritmos de inteligencia colectiva de bacteria BFOA
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Resumen.

La necesidad de monitorear la calidad del aire se ha vuelto fundamental para la
humanidad ya que una calidad deficiente representa una amenaza grave en
materia de salud, en especial para cierto tipo de particula cuyo comportamiento
no es lineal como lo es la particula PM10. En esta contribucion el objetivo es
optimizar el modelo generado por ANFIS para particulas contaminantes
utilizando algoritmos de inteligencia de enjambre. Especificamente, se utiliza
BFOA para la optimizacion, demostrando que es posible disminuir el error del
modelo ANFIS, para comprobar la efectividad del modelo propuesto, se llevaron

a cabo varios experimentos con los datos y los pardmetros propios del algoritmo
BFOA.

Palabras clave: Contaminacion del aire, algoritmo de optimizacion de forrajeo
por bacterias (BFOA), Inteligencia de enjambre, ANFIS.

Proposal to improve modeling of PM10 pollutant particles through collective
intelligence algorithms of BFOA bacteria

Abstract.

The need to monitor air quality has become fundamental for humanity, since poor
quality represents a serious threat in terms of health, especially for a certain type
of particle whose behavior is not linear, such as the PM10 particle. In this
contribution, the objective is to optimize the model generated by ANFIS for
pollutant particles using swarm intelligence algorithms. Specifically, BFOA is
used for optimization, demonstrating that it is possible to reduce the error of the
ANFIS model, to verify the effectiveness of the proposed model; several
experiments were carried out with the data and parameters of the BFO algorithm.
Keywords: Air pollution, Bacterial foraging optimization algorithm (BFOA),
Swarm Intelligence, ANFIS.

Introduccion

Material particulado

El material particulado (MP) o particulas atmosféricas son piezas pequefias de materia
suspendidas en la atmosfera que bien pueden encontrarse en forma de particulas so6lidas o
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gotas. El origen de esta materia bien pude ser debido a procesos naturales (polen, erosion de
la tierra), o actividades humanas (construcciones, actividad industrial, etc.) [1]. Asi mismo
el MP es liberado directamente de la fuente, o puede ser producto de reacciones quimicas
que ocurren directamente en la atmdsfera.

Las particulas atmosféricas se pueden clasificar segiin su tamafio, hay particulas con un
diametro de 10 um (micras de metro) llamadas PM10 y otras mas finas que son de 2,5 um
(PM2.5), lo que las hace adecuadas para ser inhaladas facilmente por los seres humanos'y
causar graves problemas de salud en las vias respiratorias. y sistemas cardiovasculares [2].
Es importante destacar que, aunque se monitorean gases como el ozono (03), didxido de
nitrégeno (NO2), didxido de azufre (SO2) y PMI10 como parte de los contaminantes
atmosféricos, PM10 ha demostrado en ser uno de los contaminantes que causan mayores
problemas de salud, incluso siendo un factor de mortalidad en un sector de la poblacién [3],
de ahi la importancia del desarrollo de herramientas mds precisas para modelar su
concentracion en el medio ambiente.

e Contaminantes atmosféricos y PM10

e Para el del modelado comportamiento de las particulas PM10 ya se han utilizado varias
técnicas como redes neuronales para predecir el comportamiento del contaminante con 24
horas de anticipacion [4], en general las redes neuronales han sido de los métodos mas
utilizados para el modelado de contaminantes atmosféricos [5][6], incluyendo algunas
variantes de dicho método como las redes neuronales autorregresivas (ARNN, autoregressive
neural network) [7]. Algunos otros métodos utilizados para el modelado de contaminantes
ambientales incluyen, l6gica difusa de intervalo tipo 2 [8]; asi como el uso de cuantificacion
de recurrencia para investigar los cambios en el comportamiento no lineal de los
contaminantes atmosféricos [9] Uno de los métodos innovadores en esta area es el uso de
algoritmos de inteligencia de enjambre, por ejemplo, el algoritmo de Colonia de Hormigas
[10] que mostré resultados alentadores para los algoritmos basados en la naturaleza aplicados
a este problema.

Inteligencia de enjambre

Los algoritmos de inteligencia de enjambre existen desde finales de los afios 80 del siglo
pasado, Beni.y Wang [11]introdujeron el término. La inteligencia de enjambre estd basada
en un conjunto de agentes que interactian entre si, asi como con su ambiente, con el objetivo
de alcanzar un comportamiento integral y cooperativo que da como resultado una interaccion
con cierto grado de complejidad que de otra manera no podria ser completado por los agentes
de manera individual, de esa manera encontrar mejores soluciones como una comunidad.
Estos algoritmos estan inspirados principalmente en fendmenos naturales como las colonias
de Hormigas [12], de abejas [13] o de bacterias, gotas de agua [14], el comportamiento de
los murciélagos [15], termitas [16], etc.

e Algoritmo de optimizacion de forrajeo bacteriano

El algoritmo de optimizacion de forrajeo bacteriano (BFOA, Bacterial Foraging
Optimization Algorithm) [17] esta inspirado en el proceso de forrajeo de la bacteria E. Coli.
La forma en que esta bacteria realiza los procesos de forrajeo y reproduccidon, maximiza la
energia que obtiene del ambiente, haciendo de este un método de optimizacion.
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BFOA ha sido aceptado como un algoritmo de optimizacion global, su eficiencia se ha
demostrado en varias areas. Por ejemplo, su aplicacion en el campo de la ingenieria eléctrica
y el control [ 18], reconocimiento de patrones [19], disefio PID [20] programacion de horarios
de trabajo utilizando s6lo BFOA [21], asi como el desarrollo de aplicaciones para resolver
ecuaciones simultaneas [22], incluso se ha utilizado para la seleccion de caracteristicas en
problemas de reduccidon de dimensionalidad de conjuntos de datos que asi lo requieran [23].
El algoritmo de BFO se ha utilizado también de manera hibrida junto con otros métodos por
ejemplo junto con el algoritmo de Colonia de Hormigas para el mismo problema de
programacion de horarios [24] y se ha utilizado en conjunto con el Algoritmo de
Optimizacidon de Enjambre de Particulas PSO (Particle Swarm Optimization) para disefio
optimo de estabilizadores del sistema de potencia [25] y en problemas de generacion de
energia [26].

Metodologia y materiales

Materiales

Los datos usados para construir el modelo provienen del Sistema de Monitoreo Atmosférico
(SIMAT) que es responsable de la medicion permanente de los niveles de contaminantes en
la atmdsfera en la Ciudad de México y el area Metropolitana [27]. E1 SIMAT a su vez tiene
un subsistema, la Red Automatica para el Monitoreo Atmosférico (RAMA), este sistema usa
equipo de medicién continua de contaminantes del aire, tales como dioxido de azufre,
monoxido de carbono, dioxido de nitrégeno, ozono, PM10 y PM2.5. La ubicacion de las
estaciones de monitoreo estan divididas en 5 éreas, Este, Centro, Norte, Sur y Oeste, la
organizacion de las estaciones se puede observar en la Fig. 1.

- e~

Fig. 1. Mapa de las estaciones de RAMA

Las estaciones de monitoreo recolectan informacion de las concentraciones de los
contaminantes cada hora, estas concentraciones son medidas en pg/m3.

Construccion del modelo

e Sistema adaptativo de inferencia neurodifusa (ANFIS).
El enfoque propuesto en esta contribucidn es optimizar un modelo existente (modelo base),
utilizando BFOA como un optimizador. El modelo base propuesto es un sistema adaptativo
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de inferencia neurodifusa, ANFIS (Adaptive neuro fuzzy inference system) que es un tipo de
red neuronal artificial que incluye un sistema de inferencia difusa Takagi-Sugeno (Fig. 2).

ANFIS construye un Sistema de inferencia difusa (FIS) dado un conjunto de datos de tipo
entradas/salida, los pardmetros de las funciones de membresia se ajustan utilizando un
algoritmo de retropropagacidon o en combinacién con un método de minimos cuadrados.

Un FIS se puede definir como un conjunto de reglas difusas de tipo SI-ENTONCES (if-
then), que son expresiones de la forma SI A ENTONCES B, donde A y B son etiquetas de
conjuntos difusos [28]

Para simplificar el ejemplo supongamos que tenemos dos entradas (x,y) y una salida f, y
se utilizan cinco capas para construir el modelo. Cada una de las capas contienen varios nodos
que pueden ser adaptativos (nodos cuadrados) o fijos (nodos circulares) [29].

e Capa 1. Es la capa difusa y convierte las entradas del modelo en conjuntos difusos por
medio de funciones de membresia (MF) y las funciones del nodo se describen asi:

01 = pai(Xy)parai= 1,2 (1)
0y = pp,_,(Y1)parai = 3,4 (2)

Donde X; y Y; son los nodos de entrada , A y B corresponden a las etiquetas lingiiisticas
asociadas a estos nodos , u(X;) y u(Y;) son las funciones de membresia (MF), los parametros
en esta capa se llaman parametros de premisa.

e Capa 2. Los nodos en esta capa son fijos, la funcidon de cada nodo se multiplica por las
sefiales de entrada, lo cual sirve como sefial de salida y se etiquetan con IT.

O,; = w; = pu(X1). up, , (Y1) parai=1,2 3)

Donde 0, es la salida de esta capa y la sefial de salida w; representa la fuerza de disparo de
la regla.

e Capa 3. Los nodos de esta capa también son fijos y estan etiquetados con N, y su funcién
es normalizar la fuerza del disparo calculando la proporcion de la fuerza de disparo del nodo
1-ésimo para sumar la fuerza de disparo de todas las reglas.

Wi .
O;; =wW=——nparai=1,2
5 witw;

“4)

Donde 05 ; es la salida de la capa 3 y w es la fuerza de disparo pero ya normalizada.

e Capa 4. Los nodos de esta capa se ajustan y se definen como
O4; =W, fiparai = 1,2
(5)
Donde f; y f, son las reglas difusas SI- ENTONCES definidas de la siguiente manera:
Regla1.SI X; esA;y Y; es B, ENTONCES fi=p; X1+ 1 V1 + ny
Regla2.SI X; es A,y Y; es B,, ENTONCES f, = p, X1+ ¢, V1 + 1y

Donde p;, q; y r; son parametros establecidos y referidos como pardmetros consecuentes.
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e Capa 5. En esta capa los nodos son fijos etiquetados con ) y su funcién es calcular la
salida total y que se deﬁne por:

=YW, f; = Zi ’f’ = four = salida total
(6)

ANFIS tiene una regla de aprendizaje muy sencilla, que es la "propagacion hacia atras", esta
regla calcula las sefiales de error de forma recurrente, comenzando desde la capa de salida
(Capa 5) hacia los nodos de entrada (Capa 1).

Capa de Capa de Capa de

Capa difusa P A R
implicacion normalizacién defuzzificacion

M Fx1L

n . o . *C
MFXZ /
y / - y v e
{ \ /!

/

Fig. 2. Estructura ANFIS (3daptado de[25])

M Fyl

M Fy2

Modelo de Optimizacion

El algoritmo de BFO imita el proceso de forrajeo de una bacteria real cuya locomocion es
lograda a través del movimiento de sus flagelos que ayudan a la bacteria a nadar o girar, estas
operaciones son basicas en el proceso de forrajeo. Si los flagelos giran en el sentido de las
manecillas del reloj genera un movimiento de giro, en un ambiente nocivo la bacteria va a
dar mas giros para encontrar nutrientes y cuando los flagelos giran en el sentido contrario a
las manecillas del reloj la bacteria realiza un nado, en un ambiente adecuado para la bacteria
el movimiento de nado recorre mayores distancias [30]. Los movimientos mencionados
anteriormente forman parte del proceso de quimiotaxis en donde la bacteria buscard moverse
en un ambiente con nutrientes y evitara las zonas dafiinas. En la figura se puede observar los
movimientos de giro y nado.

Cuando la bacteria se encuentre con nutrientes suficientes y la temperatura del ambiente
lo permita la bacteria se reproducira dividiéndose en dos y creando una réplica de si misma
creando asi una colonia de bacterias. Igualmente, si ocurre un ataque o el ambiente cambia
repentinamente un grupo de bacterias es dispersado hacia otras areas del ambiente o son
eliminadas, este evento se llama eliminacién-dispersion.

Rotacion
a contra reloj

im );!\
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Fig. 3. Quimiotaxis de una bacteria (traducido de (17D

Si suponemos que buscamos encontrar el minimo de J () donde 8 € Rp (en donde 0 es un
vector p-dimensional) y se ignora la naturaleza del gradiente VJ (0) ya que no contamos con
una descripcidn analitica o incluso mediciones de VJ (0). BFOA implementa una imitacién
de los mecanismos principales presentes en una colonia de bacterias E, Coli real: quimiotaxis,
formacidn de la colonia o enjambre, reproduccion y eliminacién-dispersion con el cual se
puede resolver el problema de optimizacion sin gradiente. La forma de explicar en qué
consiste una bacteria virtual es que es realidad una solucién de prueba que se mueve en la
superficie funcional para ubicar el 6ptimo global [23].

Para poder implementar BFOA es necesario definir el paso quimiotactico como un giro
seguido de un nado o un giro seguido de un giro. Entonces j es el indice el paso quimiotactico,
k el indice del paso de reproduccidn, y por ultimo 1 es el indice es del evento de eliminacidn-
dispersion.

El algoritmo cuenta con ciertos pardmetros que deben inicializarse y de los cuales depende
el desempefio del algoritmo dependiendo del problema. Sean:

p: Dimensidn del espacio de busqueda

S: Bacterias que forman la poblacién

Nc : Pasos quimiotacticos

Ns: Longitud de nado

Nr : pasos de reproduccion

Ne : Eventos de eliminacidn dispersion

Ped: Probabilidad de que una bacteria sea eliminada o dispersada

C (i): Tamafio del paso tomado en una direccion aleatoria especificada por el giro.

Sea entonces P(j, k,1) = 6%(j, k,)donde i = 1,2, ...,S la posicion de cada miembro en

la poblacion de S bacterias en el paso quimiotactico j-ésimo, el pas k-ésimo de repoduccion

yu el evento l-ésimo de eliminacidn-dispersion, entonces podemos asociar un costo

J(, k, 1) a esa posicion 8%(j, k, 1).

A continuacion, se describe cada una de las etapas de BFOA

e Quimiotaxis. Supongamos que 6:(j, k,)donde i =1,2,...,S la posicion de cada
miembro en la poblacion de S bacterias en el paso quimiotactico j-€simo, el paso k-ésimo de
reproduccion y el evento 1-ésimo de eliminacion-dispersion y C(i) es el paso tomado en una
direccion aleatoria especificada por el giro, entonces el movimiento de quimiotaxis artificial
se representa con:
irs  nirs . A(D)
6 (],k,l) =6 (],k,l) + C(l)m
(7)

Donde A es un vector que contiene una direccion aleatoria cuyos elementos se encuentran

entre [ -1,1].

o Enjambre. Las celdas reales responden a estimulos quimicos para formar grupos de células

y asi viajar en el ambiente. Las sefiales de célula a célula se representan de la siguiente
manera:
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]cc(9 P(j, k, l)) Z —dattractant€XP(—Wattractant Z,’Lﬂ(@m - ern)z)] +
i= l[ hrepellant eXp( Wrepellant Zm 1(Om _Hrln) )] (8)

Donde J.. es el valor que se agregard a la funcién objetivo que serd minimizada
Wattractants dattractanta hrepellanta Wrepellant son coeficientes que deben €SCOZeTSe de
manera adecuada.

e Reproduccion. Las bacterias menos saludables deben morir mientras las bacterias mas
saludables que son las que tienen un valor mas bajo en la funcion objetivo se van a reproducir
dividiéndose en dos, manteniendo el tamafio de la poblacion constante.

o Eliminacion/dispersion. Para simular los eventos de dispersion y eliminacidn, se eliminan
un grupo de bacterias de manera aleatoria con una pequefia probabilidad, y se inicializan los
reemplazos de manera aleatoria sobre el espacio de busqueda.

Metodologia Propuesta

A continuacion, se presentan los pasos que conforman la metodologia para obtener el modelo
optimizado (Fig. 4).
Adquisicidn de datos: Los datos puros para crear el modelo son obtenidos de una base de
datos.
Filtrado de datos: La base de datos contiene algunos datos no validos o que pudieran ser
parciales y deben de ser filtrados para no tener un modelo sesgado.
Entrada de datos: una vez que los datos han sido revisados y son vélidos, entonces pueden
ser alimentados al modelo.
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Fig. 4. Modelo optimizado

Fuzzificacion: Es el proceso de convertir en los datos de entrada en un valor lingiiistico,
esto depende de las funciones de membresia.

Evaluacion de las reglas: las reglas del modelo son evaluadas con respecto a las reglas
difusas y los valores de las funciones de membresia.

Defuzzificacion: El método de defuzzificacion utilizado fue el de promedio ponderado de
todas las salidas de reglas.

Modelo Sistema de inferencia Difuso: Una vez que se completaron los pasos de evaluacion
y defuzzificacion, el modelo se construye con las ecuaciones propias de ANFIS
expresadas en la seccion de construccion del modelo.

Definicion del espacio de busqueda: Un espacio de busqueda se define como todas las
soluciones factibles dentro de nuestro problema, es por esto que nuestro espacio de
busqueda debe de encontrarse primero, entre los datos validos para los factores
ambientales Humedad relativa, temperatura, direccion y velocidad del viento asi como
también dentro de los valores factibles de PM10, ya que dada la naturaleza del problema,
otra forma de definir el espacio de buiisqueda es muy dificil ya que las posibilidades son
muy amplias
Generacion de la poblacion: se deben de generar la poblacion con S bacterias, en
posiciones iniciales aleatorias dentro de un rango de posibles valores que puedan tener los
datos reales.
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Inicializacion de parametros: Los parametros de BFOA se deben inicializar, estos
parametros incluyen inicializar los contadores de los ciclos de eliminacidén/dispersion j,
reproduccidn k, quimiotaxis I, y el indice s de la bacteria 1, asi como los pardmetros de

atraccion y repelente (Woetractant> Qattractant hrepellanta Wrepellant ), que son los que
generan el efecto de enjambre, en este caso se utilizaron los valores de duttractant =
0.05, Wattractant = 0.15, hrepellant=dattractanta Wrepellant = 10

Estos valores fueron seleccionados en un principio de acuerdo a estudios realizados por
algunos autores[ 17] mismos que recomiendan se seleccionen siguiendo ciertos criterios,
por ejemplo la altura o magnitud del repelente debe ser igual al ancho de la sefial de
atraccidn para evitar tener dos bacterias en el mismo punto y esto se modela haciendo
qQue Nrepetiant = dattractant> POr otro lado, también recomienda que la sefial de

atraccidon sea muy pequefia en comparacion a los valores de concentracion de nutrientes
en nuestro espacio de busqueda y por eso el repelente debe ser lo suficientemente grande
para evitar que las bacterias estén muy cerca, sin embargo, el experimentar con
diferentes variantes de estos valores es parte de trabajos futuros para localizar el valor
optimo de este parametro.

Célculo de la funcion objetivo: Se debe de calcular el criterio que nos dird que tan
saludable estd nuestra bacteria, en este algoritmo se agrega el célculo del factor de
enjambre Jc. con la ecuacion (8) y agregarse al costo J de la bacteria en la posicion actual.
Actualizar posicidn de las bacterias: Se hace una actualizacion de las bacterias de acuerdo
al costo de la bacteria en la posicion actual y comparando la posicion siguiente, para lograr
esto se calcula el giro de la bacteria y se realiza un nado en esa direccidn, se calcula el
costo de la nueva posicidn, si esta tiene menor costo entonces se convierte en la mejor
posicion de la bacteria y se sigue moviendo en esa direccion, de lo contrario si termina el
ciclo de nado y no encontrdé una mejor posicion significa que no estd ubicada en un
ambiente adecuado y continua con la siguiente bacteria.

Se realizan los eventos de reproduccidn, dispersion y eliminacidon en donde la mitad mejor
de la poblacion se reproduce, es decir se hace una copia exacta de las bacterias con menor
costo total y la otra mitad es reemplazada por bacterias generadas aleatoriamente, al igual
un grupo con probabilidad baja son dispersadas en el espacio de busqueda de manera
aleatoria.
Modelo optimizado: si los ciclos del algoritmo BFO han sido completados y se cumplen
los criterios de optimizacion se dice que se ha creado un Modelo Optimizado.

Resultados

Enla Fig. 5 se pueden observar los datos reales de concentracion de PMI10 y su
comportamiento no lineal.

El objetivo de los experimentos realizados con el método de optimizacion BFOA es la
reduccion del error que existe al aplicar el modelo creado con ANFIS. Este error se puede
observar en la Fig. 6, la cuantificacion del error entre los datos reales y los calculados por el

modelo ANFIS se llevd a cabo utilizando la raiz del error cuadratico medio (RMSE por sus

siglas en inglés) que es un método histéricamente utilizado para medir la precision de los
prondsticos de datos [31].
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Fig. 5. Concentracion de PM10 enero 2016 estacién FAC

En el caso del modelo generado con ANFIS se obtiene un RMSE= 24.147, el cual debe de
ser minimizado con BFOA.

Por otro lado, si se busca generar un modelo mas preciso, podemos realizar mas pruebas
variando los parametros del algoritmo de optimizacion de Forrajeo de Bacterias, como lo son
el niimero de bacterias que se moverdn en el espacio de busqueda, la cantidad de pasos de
quimiotaxis y de pasos de reproduccion para determinar cudles son los valores dptimos de
tales parametros.

EnlaFig. 7 y latabla 1 observamos como la cantidad de bacterias, afecta en el rendimiento
del modelo optimizado. Como puede observarse, al tener mas agentes que busquen en el
espacio de busqueda, es mas probable que encuentren una solucién éptima a nuestro caso de
estudio.

Asi mismo, se puede observar que por la naturaleza de BFOA, ya que es un algoritmo que
cuenta con ciclos anidados, el tiempo de ejecucion aumenta de manera considerable, y
aunque el error se ve reducido al aumentar el tamafio de la poblacidn, esta diferencia en la
optimizacion no parece importante, tomando en cuenta los recursos computacionales que
requiere su calculo. Como contexto para las pruebas de tiempo de ejecucion, mencionamos
que se utilizé una PC con Windows 7, de 64 bits, Procesador Intel Core 13-2100 3.10 GHz y
memoria RAM de 12Gb.

oo ANFIS vs. Datos reales anfis
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Fig. 6. Comparacion datos reales vs ANFIS
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Tabla 1. Relacion de cantidad de bacterias, RMSE y tiempo de ejecucion

Bacterias | RMSE tiempo/seg

10| 19.8851195 419.84

50 10.1072] 2268.786

100| 7.07398003| 4185.117

200| 5.32684396| 8062.675

500| 3.75769854|20625.8073

RMSE ANFIS/BFO Tiempo de ejecucion
20 %00
élo 2%00
5 i%‘100
’ 0 100 200 300 400 500 600 O o ;)O _2(; 300 400 500 600

Fig. 7. Aumento de tiempo de ejecucion

Otro parametro con el que se experimentd es el nimero de pasos de quimiotaxis, Nc,
cuando este parametro tiene un valor grande significa que tendremos numerosos pasos
quimiotacticos lo cual podria significar un mayor avance de optimizacion, en la Fig. 8
podemos observar una disminucion en el error cuando Nc=10 y en especial cuando la
poblacion S es mayor (S=500), pero, esto supone también una mayor complejidad
computacional. Si elegimos que el tamafio de Nc¢ va a ser muy pequefio, el algoritmo va a
depender de mas de la suerte al generarse la poblacion aleatoria y la reproduccion de las
mejores bacterias, incluso en algunos casos, podria quedar atorado en un minimo local
(convergencia prematura).

En la Fig. 9 se observa el error correspondiente al método ANFIS con respecto a los datos
reales (linea azul), en comparacion con la tasa de error del modelo optimizado ANFIS/ BFOA
respecto a los datos reales (linea naranja), esta comparaciéon muestra que al ser menor su tasa
de error, el modelo optimizado con BFOA se ajusta mejor a los datos reales que el método
ANFIS, por lo tanto, si puede ser optimizado el modelo usando éste método.

& Nc = Pasos de quimiotaxis

20 @ \|C 3 @ \C 6 Nc 10

0 100 200 BAGERIAS 400 500 600

Fig. 8. Diferentes valores para Nc (pasos de quimiotaxis)
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Error Modelo ANFIS vs Error Modelo Optimizado ANFIS/BFOA
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Conclusiones

Este trabajo muestra que se puede optimizar un modelo previo construido en ANFIS
utilizando el algoritmo de optimizacion de forrajeo bacteriano (BFOA). El incremento de
ajuste del modelo optimizado depende en su mayoria de los parametros de tamafo de la
poblacion S y nimero de pasos quimiotacticos, pasos de nado, por mencionar algunos.
Y aunque se demostrd que el método si presentd una mejora en el modelo en cuanto a error,
dependera del problema, su dimensionalidad y los requerimientos de optimizacidon donde sea
aplicado ya que también demostré aumentar la complejidad del tiempo de cémputo lo cual
podria ser un problema si se cuenta con recursos limitados para construir el modelo.

En futuros trabajos se puede utilizar el algoritmo de forma hibrida con otros métodos para
buscar una forma de reducir el tiempo de ejecucion e investigar si su rendimiento mejora.
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