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Prólogo

Al final, no os preguntarán qué habéis sabido,
sino qué habéis hecho. - Jean de Gerson

Pedid, y se os dará; buscad, y hallaréis; llamad, y se os abrirá.
Porque todo el que pide, recibe; y el que busca, halla; y al que llama, se le abrirá. - Mateo

No puedes conectar los puntos viendo hacia adelante, únicamente puedes conectarlos viendo
hacia atrás. Así que tienes que confiar que de alguna manera se conectarán en un futuro.

Debes confiar en algo, tu instinto, destino, vida, karma, lo que sea. - Steve Jobs

El mejoramiento de imágenes es un área de investigación muy activa, ya que la
calidad de la imagen tiene una influencia directa en los sistemas de visión por compu-
tadora. En general, las imágenes exteriores son susceptibles a diferentes condiciones
atmosféricas, especialmente la neblina, la niebla y el smog (conocidos genéricamente en
la literatura como hazing). Los principales efectos causados por estas condiciones at-
mosféricas son imágenes de bajo contraste, colores distorsionados y visibilidad reducida.

Los sistemas de visión artificial utilizan imágenes como entradas, lo que tiene como
consecuencia que sus resultados son influidos de manera directa por la calidad de las
mismas. Por tanto la restauración de este tipo de imágenes, de manera precisa y efi-
ciente tiene una amplia posibilidad de aplicación en sistemas de visión artificial, tales
como: monitoreo de tráfico, sistemas de vigilancia, navegación autónoma, etc.

Teniendo como motivación lo anteriormente expuesto, en este trabajo se plantean
dos métodos basados en dos enfoques para restaurar imágenes con haze. El primero de
ellos se basa en inteligencia artificial (Perceptrón multicapa), y el segundo está basado
en un enfoque estadístico multidireccional donde es propuesta una modificación del ca-
nal oscuro, el cual es ampliamente utilizado en la literatura para abordar el problema
del haze [1]. Los métodos fueron evaluados cuantitativamente mediante las métricas
PSNR y el índice SSIM sobre una muestra de imágenes distintas, las cuales son repre-
sentativas de distintos escenarios. Estas imágenes fueron tomadas de los repositorios
descritos en [2], [3] y [4], además se realizan comparaciones cuantitativas con métodos
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recientes de dehazing y finalmente se muestra un análisis de los resultados.

Los métodos propuestos consiguen obtener buenos resultados en el cálculo del mapa
de profundidad (transmisión); realizando el proceso más eficientemente que las alterna-
tivas existentes, haciendo viable la utilización de los métodos en sistemas de tiempo real.

La organización del documento, se encuentra divida en cinco capítulos:

En el capítulo titulado Introducción, se da una descripción del problema, los
objetivos específicos los cuales ayudarán a alcanzar el objetivo general, también
se muestra un panorama histórico y actual de las investigaciones orientadas al
dehazing, así como los objetivos y alcances de la investigación.

En el capítulo nombrado Fundamento teórico se presentan brevemente los térmi-
nos y conceptos utilizados en la investigación, la visión artificial, las imágenes, el
procesamiento de las imágenes, operaciones morfológicas, el modelo de dispersión
atmosférica, el concepto del principio del canal oscuro y la métrica PSNR y el
índice SSIM.

En el tercer capítulo titulado Metodología se expone una descripción del proceso
llevado a cabo en la investigación. La cual a grandes rasgos, se divide en dos partes,
una donde se propone y desarrolla un método basado en estadística, morfología
matemática y filtros de procesamiento de imágenes, y otra donde se utiliza una
red neuronal para resolver el problema de hazing.

En el capítulo cuatro, se muestran los resultados de la evaluación y la comparación
de los métodos propuestos con métodos del estado del arte.

En el capítulo cinco se dan a conocer las conclusiones obtenidas después de haber
conseguido tanto los objetivos específicos como el general de la tesis.

En el capítulo seis, basado en los resultados obtenidos se describen posibles lineas
de investigación y trabajo futuro a realizar.
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Resumen

Cuando las imágenes son adquiridas en exteriores están sujetas a malas condiciones
clim’lo cual causa una serie de afectaciones tales como disminución de contraste y
alteración de colores lo cual reduce la visibilidad, este problema es conocido como
hazing. El problema del hazing es un desafío importante para muchas aplicaciones de
visión por computadora, por ejemplo en sistemas de vigilancia, vehículos inteligentes,
reconocimiento de objetos en exteriores, sistemas de detección remota etc., ya que la
degradación consecuencia del hazing influye en la precisión y capacidad del sistema de
visión. Es por ello en esta tesis es presentada una investigación orientada a resolver este
problema. Se plantean dos estrategias: Una basada en filtros morfológicos y Gaussianos
además de un Perceptrón Multicapa. Resultados experimentales muestran la validez de
los enfoques propuestos.
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Abstract

When images acquired outdoors are subject to bad weather conditions which causes
a series of effects such as decreased contrast and altered colors which reduces visibility,
this problem is known as hazing. The hazing problem is a major challenge for many
computer vision applications, e.g. in surveillance systems, intelligent vehicles, outdoor
object recognition, remote sensing systems etc., as the degradation resulting from hazing
influences the accuracy and capability of the vision system. That is why in this thesis
is presented a research aimed at solving this problem. Two strategies are proposed:
One based on morphological filters and Gaussians as well as a Multilayer Perception.
Experimental results show the validity of the proposed approaches.
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Capítulo 1

Introducción

La visión artificial tiene como meta la construcción de descripciones explícitas y
útiles sobre objetos y escenas físicas reales, con el fin de tomar decisiones basándose
en las imágenes detectadas [18]; sin embargo, la mayoría de sistemas de visión artificial
asumen que el observador está inmerso en un medio totalmente transparente, lo cuál
en exteriores generalmente no ocurre ya que los sensores que capturan las imágenes
tienen que lidiar con un amplia gama de condiciones atmosféricas como la neblina, la
niebla, el smog, la lluvia, la brisa y la nieve (estas condiciones generan el fenómeno
físico conocido como hazing).

Los sistemas de visión artificial utilizan imágenes como entradas, lo que tiene como
consecuencia que sus resultados son influidos de manera directa por la calidad de las
mismas. La mayoría de aplicaciones de visión artificial como vigilancia y navegación
autónoma requieren de una detección robusta de las características de una imagen,
pero las malas condiciones atmosféricas oscurecen las escenas, reducen la visibilidad,
y alteran o degradan el contraste y colores, es entonces cuando surge la necesidad de
incluir en el sistema de visión mecanismos que contrarresten estos efectos. Por tanto la
restauración de este tipo de imágenes, de manera precisa y eficiente tiene una amplia
posibilidad de aplicación en sistemas de visión artificial. En los algoritmos actuales se
ha detectado la necesidad de mejorar su tiempo de cómputo, calidad de restauración y
robustez ante distintos tipos de imágenes.

El problema del hazing es un desafío importante para muchas aplicaciones de vi-
sión por computadora, por ejemplo en sistemas de vigilancia, vehículos inteligentes,
reconocimiento de objetos en exteriores, sistemas de detección remota etc., ya que la
degradación consecuencia del hazing influye en la precisión y capacidad del sistema de
visión. La motivaciones de este trabajo surgen entonces dada la importancia abordar
el problema antes expuesto y el hecho de que no existe a la fecha un método capaz
de resolver este problema en todos los entornos eficientemente [3, 19, 20]. Más precisa-
mente, Salazar-Colores [21] muestra algunas áreas de oportunidad en los algoritmos de
dehazing que pueden ser mejoradas, las cuales son:

1



1. Mejorar su velocidad de ejecución para tener la capacidad de procesar video en
tiempo real.

2. Mejorar el mapa de transmisión generado por el algoritmo, es decir conseguir una
mejor estimación de información de profundidad de cada pixel.

3. Aumentar la robustez del algoritmo, es decir que su desempeño (exactitud) se
más estable con diferentes entradas.

4. Mejorar el cálculo de la luz atmosférica.

5. Utilización de métricas tanto referenciadas como no referenciadas que den una
idea más certera del desempeño de los algoritmos en distintas situaciones.

6. Se requiere realizar un comparación más formal con el estado del arte, esto es
con un mayor número de imágenes. La utilización del principio del canal oscuro
como base del algoritmo es debido a los buenos resultados que ha mostrado este
principio en investigaciones recientes [15,21–24].

La decisión de experimentar con herramientas de morfología matemática, segmenta-
ción de imágenes, y técnicas de inteligencia artificial está basada en las observaciones
mostradas en [21].

1.1. Objetivos

1.1.1. Objetivo general

Desarrollar e implementar un algoritmo de procesamiento de imágenes para resolver
el problema de hazing en imágenes de exteriores, utilizando una combinación de técnicas
de procesamiento que dé como resultado un nuevo algoritmo para resolver el problema,
requiriendo de un menor tiempo de procesamiento en comparación de métodos actuales,
comparando el algoritmo mediante métricas referenciadas y no referenciadas, contra
algoritmos del estado del arte.

1.1.2. Objetivos específicos

Obtener un algoritmo de dehazing que requiera un menor tiempo de cómputo,
para su implementación en tiempo real.

Experimentar con morfología matemática, segmentación de imágenes e inteligen-
cia artificial para el dehazing.

Evaluar el algoritmo mediante métricas referenciadas y no referenciadas en un
número de imágenes que den una idea más certera de su desempeño en distintas
situaciones.



Comparar el desempeño de la técnica propuesta en relación con métodos recientes
en la literatura para solucionar el problema del hazing paralelizar el algoritmo con
la finalidad de aplicar el algoritmo a video en tiempo real.

Aplicar el algoritmo propuesto como parte de un sistema de vigilancia.

1.2. Antecedentes

Dada la complejidad de restaurar el hazing, en la literatura han sido propuestas
distintas tipos de estrategias para tratar el problema del hazing (Ver Figura 1.1).

Figura 1.1: Diagrama con los distintos enfoques de algoritmos utilizados para el
dehazing [Creación Propia].

Los algoritmos de dehazing pueden ser divididos en dos grupos: los que requieren in-
formación adicional de la imagen de la escena y los que solo trabajan con una, en seguida
se muestra un breve panorama general de investigaciones realizadas en estos dos grupos:

Utilizando información adicional de la escena en malas condiciones climatológicas:

• Trabajos como el presentado en [25] donde se utiliza mediante la modifica-
ción de cámaras digitales comúnes información del infrarrojo cercano para
eliminar el hazing.

• Utilizando información de profundidad de los elementos de la escena median-
te modelos estructurales 3D de la escena proporcionada por algunas bases



de datos, tales como Bing Maps y Google Earth [26] propone un sistema
para la navegación, mejoramiento, y manipulación de fotografías en exterio-
res combinando con información terrestre georreferenciada digital y modelos
urbanos existentes. Una vez que la fotografía y el modelo han sido regis-
tradas; múltiples fuentes de información, tales como profundidad, textura,
datos sistema de información geográfica (GIS, por sus siglas en inglés), están
disponibles inmediatamente para el sistema.

• Métodos basados en la polarización de la luz, que remueven el hazing utilizan-
do dos o más imágenes tomadas con diferentes grados de polarización [27,28],
los que calculan la profundidad de la escena utilizando múltiples imágenes
de la misma escena que son capturadas en distintas condiciones climatológi-
cas [29, 30].

Aunque estos métodos producen excelentes resultados, son imprácticos, por-
que sus requerimientos no pueden ser satisfechos siempre por ejemplo en
las propuestas de infrarrojo cercano requieren la modificación de dispositi-
vos para poder obtener información del espectro infrarrojo o los algoritmos
de polarización se presentan problemas en ambientes con viento,vibración o
movimiento que hacen que los filtros de polarización sean muy sensibles a la
traslación y lo de múltiples imágenes hacen imposible su implementación en
aplicaciones en tiempo real [30].

Empleando una sola imagen y calculando una aproximación de profundidad de la
escena adquirida. Este tipo de condición es las que ha sido más estudiada recien-
temente, dado que es la situación más recurrente cuando se trata el problema del
hazing [20, 22,31–33].

En la Tabla 1.1 se muestra un análisis detallado de los enfoques antes menciona-
dos.



Tabla 1.1: Análisis de diferentes tipos de algoritmos de dehazing.

Enfoques Ventajas Inconvenientes

Información adi-
cional

Múltiples imá-
genes

Rápido La limitación común de estos méto-
dos es que las imágenes adicionales
no son de fácil acceso. Todos requie-
ren ajustes especiales con una cali-
bración cuidadosa. Esto no es prác-
tico en la mayoría de los casos, como
en el caso de las cámaras portátiles
y las cámaras de exterior y sistemas
de vigilancia. Las limitaciones de es-
tos métodos motivan a los desarrollo
de métodos de eliminación de la ne-
blina de una sola imagen.

. . . . . . . . . . . . . . . . . . . Información en
3D

Resultados
precisos

No es trivial obtener la información
de profundidad. El modelo de es-
tructura 3D no está disponible en la
mayoría de los casos.

. . . . . . . . . . . . . . . . . . . Infrarrojo cer-
cano

Presentar un
resultado ro-
busto y rápi-
do.

Necesita un sensor infrarrojo alinea-
do con el sensor de luz visible.

. . . . . . . . . . . . . . . . . . . Métodos ba-
sados en la
polarización

Tiempo
de proce-
samiento
instantáneo.

Capturar dos imágenes polarizadas
estrictamente alineadas es proble-
mático en la práctica. Otro proble-
ma es que la transmisión directa no
siempre es completamente impolari-
zada.

Una sola imagen Algoritmos ge-
nerales

Fácil de
encontrar
implementa-
ciones.

Su rendimiento es inestable.

. . . . . . . . . . . . . . . . . . . Utiliza los an-
tecedentes de la
recuperación el
modelo de dis-
persión

No se re-
quiere in-
formación
adicional.

El tiempo que consume es alto. La
mayoría de los modelos sólo funcio-
nan con luz diurna y una sola fuente
de luz, y son homogéneos.



1.2.1. Análisis de distintos enfoques de algoritmos de deha-
zing que utilizan una sola imagen como entrada

Investigaciones pioneras:

A finales de la primera década de este siglo, el aumento de la capacidad de pro-
cesamiento computacional hizo viable el estudio y desarrollo de métodos para
procesar y mejorar imágenes. Es en esta época cuando surgen los primeros mé-
todos para abordar el problema de hazing digitalmente, estas son alguna de las
primeras investigaciones realizadas en ese rubro:

• Tan en [19] observa que una imagen libre de hazing debe tener un con-
traste más alto comparado con una imagen con hazing y remueve el haze
maximizando el contraste local de la imagen de la imagen restaurada. Los
resultados son visualmente agradables pero pueden no ser válidos físicamente
y generalmente produce imágenes sobresaturadas y que no parecen naturales.

• Fattal [32] utiliza el Análisis de Componentes Independientes (ICA, por sus
siglas en inglés). ICA es un método estadístico que separa dos componentes
aditivos de una señal, Fattal adapta el ICA al problema del Hazing estiman-
do el albedo de la escena y el medio de transmisión mediante el supuesto que
la transmisión y el sombreado de la superficie están correlacionados local-
mente. Este enfoque está basado en el modelo físico y puede producir buenos
resultados, sin embargo en imágenes con una gran cantidad de hazing suele
fallar pues su hipótesis deja de tener validez.

• Tarel et al. [6] se agrega un filtro de mediana para eliminar los halos de la
imagen, lo cuál logra parcialmente. Xie et al. en [34] propone un algoritmo,
que emplea un filtro bilateral rápido para suavizar la estimación del hazing
en la atmósfera. Gao en [35] introduce el concepto de la corrección negativa
de revelado fotográfico en el algoritmo de dehazing, con el fin de suprimir los
halos.

• K. He [36] propone el principio del canal oscuro dark channel prior para
estimar la transmisión y obtiene resultados satisfactorios en el dehazing. Pero
sus resultados sufren de halos alrededor de bordes. El mismo autor mejoró
el algoritmo usando un soft matting, sin embargo el proceso es lento y no
puede ser usado en sistemas de tiempo real.

• Usando otros enfoques:

◦ Existen también enfoques distintos como en [37] donde se introduce una
nueva estrategia para restaurar una imagen degradada por el hazing. El
algoritmo presentado permite la rápida identificación de regiones afec-
tadas por el hazing, sin hacer uso de una optimización costosa mediante



procedimientos de refinación. Aplicando una operación a nivel pixel so-
bre la imagen original, se produce una “semi-inversa” de la imagen. Ba-
sado en la diferencia de tono entre la imagen original y la “semi-inversa”,
se logra identificar las regiones con Haze sobre una base de pixeles. Esto
permite realizar una estimación simple de la constante de la luz atmos-
férica y el mapa de transmisión. Su enfoque está basado en un estudio
extenso sobre un conjunto de imágenes, y basa su validez sobre una mé-
trica que mide el contraste pero también los cambios estructurales.

◦ En [29] se utiliza el hecho de que las imágenes que contienen neblina
son capturadas de cámaras de exteriores. Como el resultado, la geome-
tría de la escena está usualmente dominada por un plano de tierra. Mas
importantes aún, los objetos que aparecen hacia la parte posterior de
la escena están usualmente más lejos. Se muestra como esta preferencia
(implementada como una constante suave) es compatible con la técni-
ca de optimización expansión-alfa e ilustra como puede ser usada para
mejorar la robustez de cualquier técnica de dehazing utilizando una sola
imagen.

1.2.2. El principio del canal oscuro (dark channel prior)

El método propuesto por K. He [36] “Single Image Haze Removal using Dark Chan-
nel Prior” base del presente trabajo tuvo un gran impacto en la comunidad científica,
dada la sencillez del principio del canal oscuro, y prometedora calidad de restauración 1.

Las investigaciones basadas en el principio del canal oscuro tienen como meta el
solventar alguna de las dos principales limitaciones del canal oscuro:

tiempo de procesamiento,

calidad de restauración.

En la Tabla 1.2 se muestran algunas de las investigaciones del estado del arte basadas
en el principio del canal oscuro.

1En noviembre de 2018 el número de trabajos que han citado el trabajo de K. He: “Single Image
Haze Removal using Dark Channel Prior” de acuerdo a la plataforma Google Scholar es de 3028.



Tabla 1.2: Algunos algoritmos basados en el principio del canal oscuro presentes en la
literatura.

Año Nombre publicaciones Puntos destacados Tiempo (se-
gundos)

2010 Improved single image deha-
zing using segmentation [38]

Se basa en una segmentación de la ima-
gen que puede eliminar en gran medida
los efectos de halo. Su complejidad es
sólo (O(n))

No reportado

2011 Improved Single Image Deha-
zing Using Guided Filter [8]

Utiliza el principio del canal oscuro y el
filtrado de imágenes guiado.

4 segundos, 1
megapixel

2012 Removal of Haze and Noise
from a Single Image [39]

Proponen dos métodos para eliminar
tanto la neblina como el ruido de una
sola imagen

No reportado

2012 Single Image De-haze Based
On a New Dark Channel Es-
timation Method [31]

Usa el canal oscuro en un área local.
Su complejidad es una función lineal del
tamaño de la imagen.

No reportado

2013 Single Image Dehazing Com-
bining Physics Model based
and Non-physics Model based
Methods [20]

Utiliza el algoritmo de retinex basado
en dos filtros bilaterales, y un filtro de
mediana adaptable.

No reportado

2013 Optimized contrast enhance-
ment for real-time image and
video dehazing [40]

Formula una función de coste que se ba-
sa en el término de contraste y de pérdi-
da de información. Al minimizar la fun-
ción de coste, mejora el contraste y con-
serva la información de forma óptima
reduciendo el parpadeo de los artefac-
tos en una secuencia de vídeo desajus-
tada haciendo que la transmisión tenga
valores temporalmente coherentes

02.0 segun-
dos, 640 x 356
pixeles

2013 Multiple Scattering Model
based Single Image Dehazing
[41]

Propone un modelo de degradación de
la imagen basado en la dispersión múlti-
ple para la eliminación de la neblina de
imagen y mejora el modelo dicromático
ampliamente utilizado con la función de
dispersión por puntos atmosféricos.

2.56 segundos,
283 mb

2013 Haze effect removal from ima-
ge via haze density estimation
in optical model [42]

Proponen dos nuevas observaciones de
la imagen, llamados el principio del ca-
nal oscuro basado en píxeles y el princi-
pio del canal brillante basado en píxeles.

3.41 segun-
dos, 576 x 768
pixeles

Continua en la siguiente página...



Tabla 1.2: (Continuación) Algunos algoritmos basados en el principio del canal oscuro
presentes en la literatura.

Año Nombre publicaciones Puntos destacados Tiempo (se-
gundos)

2014 Single image dehazing based
on multiple scattering model
[43]

Propone un modelo de degradación de
imágenes basado en la dispersión múlti-
ple. Utiliza el concepto de semi-inversa
para determinar el área de niebla, y lue-
go estima la luz atmosférica A del área
más concentrada.

No reportado

2014 Improved Single image deha-
zing by fusion [44]

Está basado en una estrategia de fusión
que combina dos imágenes derivadas de
la imagen original. Estas imágenes deri-
vadas son ponderadas por un mapa de
peso específico seguido de representa-
ciones de pirámides laplacianas y gaus-
sianas.

30-32 segundos,
600 x 800 pixels

2014 Single image dehazing in in-
homogeneous atmosphere [45]

Considerando la variación de la concen-
tración de aerosoles en la atmósfera no
homogénea y la relación entre el coefi-
ciente de atenuación y los aerosoles, se
propone un modelo más válido para el
coeficiente de atenuación que el existen-
te.

0.4 segundos,
600 x 800
pixeles

2014 Underwater image dehazing
using joint trilateral filter

Compensa la discrepancia de atenua-
ción a lo largo del trayecto de propaga-
ción y toma el filtro trilateral conjunto
para filtrar el mapa de profundidad de
transmisión.

5.46 segun-
dos 640 x 480
pixeles

2015 Fast Single Image Dehazing
Through Edge-Guided Inter-
polated Filter [46]

Propone el filtro interpolado guiado
(GIF), el filtro interpolado guiado por
bordes (EGIF), basados en un submues-
treo de la imagen.

0.031 segundos,
600 x 400 pixe-
les

2015 Single image dehazing with
a physical model and dark
channel prior [47]

Propone un método para la estimación
de las emisiones atmosféricas. Mejora el
valor lumínico mediante el concepto de
variograma.

No reportado

2015 An improved image dehazing
and enhancing method using
dark channel prior [48]

El método toma un pequeño parche pa-
ra resolver el canal oscuro (DC) junto
con un filtro guiado (GF)

No reportado

Continua en la siguiente página...



Tabla 1.2: (Continuación) Algunos algoritmos basados en el principio del canal oscuro
presentes en la literatura.

Año Nombre publicaciones Puntos destacados Tiempo (se-
gundos)

2015 An efficient dehazing met-
hod for edge enhancement by
using entropy-map [49]

Se genera un mapa de entropía a partir
del espacio de color YCbCr La imagen
de entrada se divide en regiones de tex-
tura complejas y otras.

No reportado

2015 Single-Image Dehazing via
Optimal Transmission Map
Under Scene Priors [50]

Formula el problema como una minimi-
zación restringida y lo resuelve median-
te programación cuadrática con el sis-
tema global óptimo.

300 segundos,
600 x 400

2015 Adaptive transmission com-
pensation via human visual
system for efficient single
image dehazing [51]

Propone un único algoritmo de deha-
zing mediante compensación adaptati-
va de la transmisión basado en el siste-
ma visual humano (HVS)

No reportado

2015 Single image haze removal via
a simplified dark channel [52]

El mapa se refina a través de un filtro
de imágenes guiado adaptable al conte-
nido.

0.40 segun-
dos, 600 x 400
pixeles

2015 Single image dehazing using
the change of detail prior [53]

Propone un cambio de detalle previo
llamado (CoD) previo

No reportado

2015 Multiscale Single Image
Dehazing Based on Adaptive
Wavelet Fusion [54]

Utiliza un método de fusión de wavelets
basado en la similitud local adaptativa

0.63, 600 x 400
pixeles

2015 Improved Single Image and
Video Dehazing Using Morp-
hological Operation [55]

Obtiene una luz de dispersión atmos-
férica inicial utilizando escala de grises
y una operación morfológica y refinarla
utilizando un filtro guiado.

24.75 segundos,
600 x 400

2015 Image Dehazing with Dark
Channel Prior and Novel Es-
timation Model [56]

Se presenta una formulación novedosa
para la estimación de la variable trans-
misión con la combinación de un albedo
constante y un principio del canal oscu-
ro, introduce la metodología de segmen-
tación de watershed en el algoritmo.

10-20 segundos,
600 x 400 pixe-
les

2015 Fast single-image dehazing
using linear transformation
[57]

Estima la luz atmosférica usando la re-
lación entre una región de cielo y la re-
gión blanca cercana calcula el mapa de
transmisión usando una transformación
lineal.

0.75, 1 megapi-
xeles

Continua en la siguiente página...



Tabla 1.2: (Continuación) Algunos algoritmos basados en el principio del canal oscuro
presentes en la literatura.

Año Nombre publicaciones Puntos destacados Tiempo (se-
gundos)

2015 Mean Shift-Based Single Ima-
ge Dehazing with Re-refined
Transmission Map [58]

Propone un algoritmo de dehazing de
imágenes basado en el desplazamien-
to medio con mapa de transmisión re-
refinada

No reportado

2016 An improved dehazing algo-
rithm of aerial high-definition
image [59]

Basado en el modelo de canal oscuro an-
terior, el nuevo algoritmo extrae en pri-
mer lugar los bordes del mapa de trans-
misión estimado del crudo y expande los
bordes extraídos.

1.25 segundos,
425 750 pixeles

2016 Single image dehazing via
multi-scale convolutional
neural networks [12]

El algoritmo propuesto consiste en una
red de escala gruesa que predice un ma-
pa de transmisión holístico basado en la
imagen completa, y una red de escala
fina que refina los resultados localmen-
te. Para entrenar el sistema multiescala
en una red profunda, sintetizamos un
conjunto de datos compuesto de imá-
genes dañadas y mapas de transmisión
correspondientes basados en el conjunto
de datos de profundidad de la Univer-
sidad de Nueva York (NYU).

0.61 segundos,
640 x 480

2017 Single image dehazing using
kernel regression model and
dark channel prior [60]

Se propone un nuevo método mejora-
do usando el Modelo de Regresión del
Kernel (KRM) sobre datos de vecinos
locales.

No reportado

2017 Dehazing via graph cut [61] Se propone un método que considera si-
multáneamente el canal oscuro anterior
y el supuesto de suavidad por partes.
Se logra minimizando una función de
energía basada en todas las suposicio-
nes empleadas.

No reportado

1.2.3. Medición del desempeño de algoritmos de dehazing

Como se ha mostrado previamente el mejoramiento de imágenes adquiridas en malas
condiciones climáticas (dehazing) es investigado intensivamente en el mundo, además
de tener muchas aplicaciones potenciales en la actualidad. Como consecuencia de lo
antes mencionado, la evaluación de distintas estrategias orientadas a resolver este pro-
blema permite tener un marco de comparación, sin embargo, medir el desempeño de
un algoritmo de dehazing es difícil, dado el gran número de distintos escenarios donde



se presenta el fenómeno de hazing y la gran diferencia de características que estas pre-
sentan. En la Tabla 1.3 se presentan distintas métricas y el número de artículos donde
fueron utilizadas.

Tabla 1.3: Análisis de diferentes métricas utilizadas para medir el desempeño de
métodos dehazing.

Métricas Referencias

Evaluación de la calidad de imagen (IQA) [46] [37] [62]

Error cuadrático medio (MSE) [46] [63] [64] [65] [65]

Relación señal/ruido pico (PSNR) [46] [63] [66] [67] [14] [65] [12] [60] [68]
[69] [70]

Relación contraste/ruido (CNR) [14]

Índice de Similitud Estructural (SSIM) [71] [65] [12] [68] [69] [70]

Medida de mejora (ME) [72]

Entropía y gradiente promedio de las imágenes res-
tauradas

[48]

Relación de bordes visibles (e), el porcentaje del nú-
mero de píxeles saturados (σ) (Hautiere)

[51] [55] [71] [33] [73]

Similitud de estructura (Ss) y la similitud de lumi-
nancia (Ls). (Wang)

[51]

Raíz de Error Cuadrático Medio (RMSE) y coeficien-
te de correlación cuadrática (CCC)

[49] [50]

Subjetivo [56] [58] [43] [74] [49] [40] [39] [31] [52]
[75] [28] [33] [8] [22] [36] [76] [25] [77]
[19] [78] [57] [79] [80] [36] [51]

Índice CNC [71]

Evaluador de calidad de imagen natural sin referen-
cia (NIQE)

[63]

e ,r (Tarel) [43] [41] [6] [81] [82]

Q-Mos [66]

Entropía y gradiente promedio de las imágenes res-
tauradas

[35] [20] [83] [62] [79] [82]

Error de transmisión [3]

Desviación Estándar [20] [62]

Continúa en la siguiente página...



Tabla 1.3: Análisis de diferentes métricas utilizadas para medir el desempeño de
métodos dehazing (Continuación).

Métricas Referencias

Gradiente Promedio [20] [62] [82]

Error de transmisión [3]

Evaluación de la calidad de imagen independiente del
rango dinámico

[62]

Error de estimación de A [3]

Se observa que se utiliza una gran número de métricas tanto referenciadas, no refe-
renciadas, aunque las evaluaciones subjetivas han sido más utilizadas en la literatura.
Es importante mencionar que en la literatura existen métricas diseñadas expresamente
para medir el desempeño de métodos de dehazing como los descritos a continuación:

En [84] se calcula la relación entre el gradiente de los bordes visibles antes y después
de la restauración, también se propone un indicador basado en el concepto de nivel de
visibilidad. En [85] son propuestas tres métodos para evaluar la calidad del dehazing,
el primero un método referenciado usando haze sintético, las otras son calculando la
densidad de haze de imágenes en grises y la creación de un sistema de imagen de color
basado en la percepción visual humana. En esta investigación no son utilizadas estas
métricas debido a su bajo nivel de adopción en la comunidad científica.
Las métricas utilizadas para medir el rendimiento de los métodos propuestos son las dos
métricas más usadas: el índice de similitud estructural (por sus siglas en inglés SSIM)
y la proporción máxima de señal a ruido (por sus siglas en inglés PSNR).

1.2.4. Análisis del costo computacional de los métodos más re-
levantes

Dada la imposibilidad de poder realizar un análisis temporal de todos los algoritmos
representativos de dehazing en un mismo hardware, y la dificultad de acceder al código
de cada uno de los algoritmos, además de que la mayoría no ofrecen un reporte de su
complejidad computacional, se muestra a continuación una comparación basada en los
resultados temporales expuestos, y aunque los resultados son obtenidos bajo distintos
tipos de hardware, la información ofrece un marco de comparación de los órdenes de
magnitud asociados a cada algoritmo.

En la Tabla 1.4 son mostrados los tiempos de ejecución aproximados de algoritmos
representativos, y las especificaciones de hardware sobre los que se ejecutaron.



Tabla 1.4: Comparativa del desempeño de métodos en la literatura.

Año Referencia Tiempos
de proce-
samiento
(s)

Resolución
(pixeles)

Hardware Lenguaje

2008
[19] 300-420 600×400 Intel Pentium dual core a 2 ghz No reportado

[32] 35 512×512 Intel Pentium dual core a 1.6 ghz No reportado

2009 [6] 0.17 759×574 No reportado No reportado

2010

[62] 0.002-0.03 600×400 No reportado No reportado
[86] 0.08-0.1 600X400 Intel Pentium Dual CPU T3200(2.00 GHz) y NVIDIA GeForce

9300M GS
C++, CUDA y
OpenCV

[86] 0.5 600×400 Intel Pentium Dual CPU T3200(2.00 GHz) C++ y OpenCV

2010

[36] 10-20 600×400 Intel Pentium 4 a 3.0 ghz No reportado
[8] 4 1 megapixel Intel Core 2 Duo a 2.2 ghz No reportado
[8] 4 1 megapixel 2.2 GHz Intel Core 2 Duo C++
[37] 0.013 600X800 CPU (Intel 2 Duo 2.00 GHz) No reportado
[87] 0.54 720×480 Intel Core 2 Quad Processor a 2.5 GHz Matlab
[22] 20-30 600×400 2.5GHz Core Quad processor MATLAB

2012

[39] 0.031 600×400 3.2GHz Intel Core i5 Processor C++
[88] 0.023 640×480 Intel 3.3GHz quad core processor openMP y SIMD
[88] 0.050 640×480 Intel 3.3GHz quad core processor No reportado

2013

[20] 9.53 260×147 2.8GHz Pentium Dual and 2.0GB of RAM MATLAB
[89] 5.909 600×450 Cortex A8 C
[83] 97.193 800×600 AMD quad core 3.0GHz y 4GB de memoria RAM Matlab 2012a
[40] 0.02 640×356 Intel Core i5-2500K processor y 4 GB de memoria RAM SIMD y OpenMP
[74] 0.1 600×400 64-bit 2.70GHZ processor C
[40] 0.12 640×356 Intel Core i5-2500K processor y 4 GB de memoria RAM MATLAB
[89] 0.172 600×400 Pentium Dual Core C
[89] 0.172 600×400 Core 2 Quad C
[89] 0.641 600×400 Pentium 4 C

Continua en la siguiente página...



Tabla 1.4: (Continuación) Algunos algoritmos basados en el principio del canal oscuro presentes en la literatura.

Año2 Referencia Tiempos
de proce-
samiento
(s)

Resolución
(pixeles)

Hardware Lenguaje

[75] 0.256 2.83 mb Intel Xeon E5520 2.27 GHz CPU y 4 GB de memoria RAM C++
[89] 0.033 2560×2048 TSMC 0.13-?m Verilog HDL
[?] 3.41 576×768 Intel R© Core i7-2600 processor y 4 GB de memoria RAM MATLAB

2014

[71] 120 600×400 3.00 GHz Intel Pentium Dual-Core Processor. MATLAB
[90] 4 720×576 3.2 GHZ CORE i5 MATLAB
[80] 13 640×480 3.2 GHz Intel Core i5 Processor MATLAB
[91] 2.278 600×400 Intel Xeon @2.50GHz Matlab 7.0.4
[90] .013 720X576 FPGA VHDL
[78] 0.038 720×576 Core i3, Cpu 2.39 GHZ, 1.92 GHz Memory Visual Studio 2010
[92] 0.2 600×400 Pentium 4 C
[?] 0.4 600×800 3.2 GHz Intel Core i5 Processor) Not reported
[3] 0.55 1 megapixel CPU (2.6 GHz Computer) C
[35] 3.56 s 600×400 Intel Core (TM) i5-3230MCPU@2.60GHz y 8 GB de memoria

RAM
MATLAB

[44] 30-32 600×800 2.20 GHz Intel core2duo MATLAB 12
[66] 5.46 640×480 Intel Core 2 duo (2.0 GHz) y 1 GB de memoria RAM MATLAB7.1
[66] 0.030 640×480 Intel Core 2 duo (2.0 GHz) y 1 GB de memoria RAM OpenCV2.4 e Intel

TBB

2015

[46] 0.031 651×509 2.93GHz Intel Core2 Duo CPU y 6 GB de memoria RAM No reportado
[50] 300 600×400 No reportado No reportado
[55] 2.475 600×400 Intel Core(TM) i5-3337U CPU @ 1.80GHz y 4 GB de memoria

RAM
MATLAB R2012b

[52] 0.040 600×400 No reportado No reportado
[57] 0.075 1 megapixel 2.7 GHz Intel Pentium dual-coreCPU y 2 GB de memoria RAM c++

Continua en la siguiente página...



Tabla 1.4: (Continuación) Algunos algoritmos basados en el principio del canal oscuro presentes en la literatura.

Año2 Referencia Tiempos
de proce-
samiento
(s)

Resolución
(pixeles)

Hardware Lenguaje

[86] 0.08-0.1 600×400 No reportado No reportado
[93] 0.13 600×400 3.4 GHz Intel i7 Processor MATLAB

2015

[94] 0.463 ( CPU
and GPU)

600×480 Windows Phone device, Snapdragon MSM8260A y 1 gb de
RAM

No reportado

[54] 0.63 600×400 Intel core i7 CPU, 16 GB RAM Matlab 7.0.4
[56] 10-20 600×400 P4-4GHz PC y 2 GB de RAM No reportado
[94] 11.122 (

CPU)
600×480 Windows Phone device y Snapdragon MSM8260A and 1 GB

de RAM
No reportado

[95] 1933.73 800×600 No reportado No reportado

[96] 0.020-0.060 768×576 a 64-bit 2.70GHZ processor No reportado

[96] 0.6 768×576 a 64-bit 2.70GHZ processor No reportado

.2Otros trabajos como los presentados por Kratz [77] y Nishino [51] no reportan resultados, mientras Gibson [74] no reporta resultados claros.



1.2.5. Implementaciones de métodos de dehazing en la literatu-
ra

Hay varias investigaciones orientadas a implementar los métodos de dehazing sobre
distintos dispositivos y tecnologías para aumentar su rendimiento y hacerlos aptos para
posibles aplicaciones, algunas de ellas son:

En la Tesis Doctoral presentada en [95] se realiza una implementación del dark
channel prior donde se elimina el proceso de matting, dado su costo y para minimizar
los artefactos producidos por los parches de 15×15, se usan de 4×4, para posteriormente
realizar una ecualización, para una imagen de 1376× 856 se consigue velocidad de 1 Hz
utilizado en un sistema de vigilancia. La implementación fue realizada sobre el siguiente
hardware:

Procesador Intel Core i5 750 (QuadCore) @2,67Ghz.

Nvidia GeForce GTS 250, PCIe, 1GB GDDR3.

8GB DDR3 (1333Mhz) RAM.

En [40] se propone un algoritmo para el dehazing y utilizando técnicas de paraleli-
zación como SIMD y OpenMP consiguen llevar su algoritmo a 7.5, 7.6, y 8.1 cuadros
por segundo (por sus siglas en inglés fps) para imágenes de 640 × 356 píxeles, en las
imágenes Riverside, Intersection, y Road View, a 31.8, 36.8, y 46.1 fps respectivamente.

El SIMD es usada en el refinamiento de la transmisión, procesando 4 píxeles en
paralelo, y aplicando OpenMP para restaurar los valores de los píxeles usando 4 proce-
sadores en paralelo.

Las características del sistema donde es implementada son:

Procesador Intel Core i5-2500K.

4GB RAM.

En [86] se implementó un algoritmo basado en el dark prior channel y un filtro bila-
teral cruzado en dos versiones, una versión basada en una GPU usando OpenCV para
la entrada y salida de imágenes y videos y NVIDIA CUDA(Compute Unified Device
Architecture) y una versión con sólo el CPU usando C++.

Las características del sistema donde es implementada son:

Procesador Intel Pentium Dual CPU T3200 (2.00 GHz).

NVIDIA GeForce 9300M GS.



Para una imagen de tamaño de 600 × 400, puede procesar cerca de 10-12 cuadros
por segundo, y el tiempo de procesamiento de la versión del CPU es cerca 0.5 segundos.

En [88] es propuesto un algoritmo de dehazing para video, se introduce la noción de
coherencia temporal dentro del algoritmo para eliminar el parpadeo entre los fotogra-
mas. Se utiliza SIMD y OpenMP.

Las características del sistema donde es implementada son:

Procesador Intel 3.3GHz quad core.

NVIDIA GeForce 9300M GS.

Se alcanzan 50 fps sobre secuencias de video de 640× 480 píxeles.

En [81] se propone un método eficiente para remover el haze de una sola imagen
basado en el dark prior channel y la transformada rápida de Fourier. Bajo métricas
cualitativas como cuantitativas se muestra que el método alcanza el rendimiento del
filtrado bilateral siendo un 88% de rendimiento. Una imagen de 600 × 400 se procesa
en 0.561 segundos. Este método es adecuado para sistemas de vigilancia y teledetección.

Las características del sistema donde es implementada son:

Core (TM) i5-3337U CPU @1.80 GHz.

4GB RAM.

MATLAB R2012b.

En [93] se propone un nuevo método de dehazing que utiliza una sola imagen.
También está basado en el Dark Prior Channel y hace un interpolación de bloque
a pixel. Con una interpolación una imagen de 320 × 240 píxeles se procesa en 0.05
segundos.

3.4 GHz Intel i7 Processor.

MATLAB.

En [89] es presentado un algoritmo de dehazing rápido y eficiente, se emplea un
método aproximado de extremos para extraer la luz atmosférica y propone una estima-
ción de contornos para obtener la transmisión usando un algoritmo de conservación de
bordes y filtras de media alternativamente, el algoritmo puede eliminar los artefactos
(halos) generados por el Dark Prior Channel.

Para conseguir los requerimientos del tiempo real, se utiliza una arquitectura de
Hardware pipeline de 11 niveles, esta arquitectura alcanza una velocidad de 200 MHz



con 12.8k compuertas utilizadas usando la tecnología TSMC 0.13.

La arquitectura de hardware es implementada usando Verilog HDL, se uso SY-
NOPSYS Design Vision para sintetizar el diseño con la libreria de TSMC 0.13. Trabaja
con un periodo de reloj de 5 ns y alcanza una velocidad de 200 Mpixeles/s, lo cual
permite por ejemplo, procesar un video con resolución QSXGA (2560 x2048) a 30 cua-
dros/segundo, el consumo de energía es de 11.9 mW con un voltaje de 1.8 V.

Para verificar la complejidad computacional del método se probó en un procesador
Cortex A8 (procesador de sistema embebido) y un procesador Core 2 Quad, respectiva-
mente. Para una imagen de 600×400 el Cortex A8 toma 5.909 segundos, el cual es cerca
de 50 veces más lento que lo obtenido por un procesador Core 2 Quad (0.172 segundos).

En [90] se presenta una aceleración alcanzando tiempo real sobre Hardware del dark
channel prior y el filtro guiado sobre un chip FPGA con las siguientes características:

El cálculo del canal oscuro y la luz atmosférica son modificadas para reducir los
cálculos.

Dos pipelines son aplicados en el filtrado guiado para acelerar el procesamiento.

Se usa un filtro rápido de media para acelerar el filtrado por media, el cual es el
cálculo principal del filtro guiado, para eliminar los cálculos redundantes.

El diseño puede alcanzar 13.74 ms en 100 MHz cuando se procesa una imagen de
720× 576, dando casi los mismos resultados que el algoritmo original.

1.2.6. Aplicaciones de los métodos de dehazing en la literatura

Existe una gran cantidad de sistemas visión artificial que son susceptibles a malas
condiciones climáticas (hazing). el mejoramiento de la eficiencia de los algoritmos de
dehazing y el aumento de capacidad de procesamiento ha permitido que cada vez haya
más aplicaciones, en el dehazing, estos son algunos ejemplos:

En [72] se presenta un algoritmo adaptativo espacialmente que mezcla los histogra-
mas de color considerando la longitud de onda dependiente de la turbidez atmosférica.
Este algoritmo es dividido en tres partes: la segmentación de imágenes basada en las
clases geométricas, la generación del mapa de transmisión adaptado al contexto y la
transformación de intensidad para mejorar las imágenes obtenidas de un vehículo aéreo
no tripulado (UAV, por sus siglas en inglés), generando un modelo de degradación en
imágenes obtenidas de UAV’s considerando la longitud de onda de las fuentes de ilumi-
nación.



En [66] se describe un nuevo método para mejorar imágenes submarinas afectadas
por haze, la dispersión y el cambio de color son los principales problemas de la distorsión
en imágenes submarinas, la principal contribución es la propuesta de un nuevo modelo
submarino para compensar la discrepancia en la atenuación a través de la trayectoria
de propagación, usando un algoritmo de dehazing el cuál es un filtrado trigonométrico
mixto rápido.

Para validar su algoritmo simulan reconocimiento de objetos submarinos en un
tanque en un cuarto oscuro. El sistema donde implementan su algoritmo tiene las
siguientes características:

OLYMPUS STYLUS TG 2.

Intel Core 2 duo (2.0 GHz).

1 GB RAM.

MATLAB 7.1.

OpenCV 2.4 a Intel TBB parallel algorithms.

El algoritmo procesa imágenes de 640× 480 píxeles en 30 ms aproximadamente. Su
desempeño ha sido medido mediante PSNR, SSIM y QMOS.

En [9] se propone un algoritmo basado en el principio del canal oscuro que mediante
el filtro de la mediana elimina los halos creados por el principio del canal oscuro origi-
nal. Además se estudia su desempeño en sistemas de vigilancia. En esta investigación
se concluye que se presentan mejores resultados cuando se realiza el dehazing antes de
comprimir y transmitir las imágenes.

En [62] se presenta un método nuevo de dehazing basado en BSHTI (Background
Suppressed Haze Thickness Index) orientado a eliminar la afectación ocasionado por el
hazing en teledetección, además se presenta una implementación paralela del algoritmo.

Para una imagen de 1523 × 1276 píxeles, el tiempo de procesamiento es de 80 se-
gundos para la versión normal, y 20 segundos para la versión paralelizada.

En [76] se propone un algoritmo del dehazing en imágenes submarinas y analiza
su desempeño, comparando su desempeño con el presentado en [32] y ecualización de
histogramas.

En [97] es descrito un módulo para remover el haze en Lenguaje IDL (usado con
el software ENVI) orientado a imágenes obtenidas de satélites, este algoritmo requiere
mucha intervención humana.



En [98] se presenta un algoritmo de detección de horizontes basado en el principio
del canal oscuro para imágenes tomadas por UAV’s en malas condiciones climáticas, el
cual es capaz de detectar los horizontes y es robusto aun para algunas escenas complejas.

En [99] se propone un algoritmo para mejorar una imagen degradada por haze,
reduciendo los efectos de la haze en sistemas de monitoreo (video) para el tráfico en
exterior mediante las siguientes etapas:

Se usa el principio del canal oscuro para remover el hazing.

Se realiza una ecualización de histograma para mejorar el contraste y brillo de las
imágenes.

Es implementado en hardware, en un FPGA Cyclone3 de Altera, consiguiendose
ejecutar el algoritmo propuesto en tiempo real.

En [78] es propuesto un método para el dehazing usado para el monitoreo de tráfico,
realizando en primer lugar un dark prior channel mejorado, para después mejorar su
velocidad utilizando la correlación entre los fotogramas adyacentes de videos. Los obje-
tos móviles son detectados usando un método de diferencias en fotogramas adyacentes.
Los contenidos de los fotogramas son divididos en fondo y frente, entonces el frente y
el fondo son procesados de distintas formas para reducir la complejidad computacional
del dehazing.

Las características del sistema donde se implementó el algoritmo son las siguientes:

CPU Core i3 a 2.39 GHz.

1.92 Gb de memoria Ram.

Visual Studio 2010 Platform.

El algoritmo puede procesar fotogramas de 720× 576 a 26 fotogramas por segundo
en promedio y de 1280× 720 a 13 ó 14 fotogramas por segundo.

En [100] se analizan técnicas del estado del arte orientadas a mejorar imágenes
submarinas con dehazing, la investigación propone un método llamado Mix CLAHE
(Mixture contrast limited adaptive histogram equalization) y el Dark prior channel pa-
ra mejorar las imágenes, lo cuál permite reducir el nivel de ruido, mejorar la exposición
de las regiones oscuras, mejorar el contraste global mientras los detalles más finos y los
bordes son mejorados significativamente.

En [101] se estudian los principios de degradación y la ley del canal oscuro de imá-
genes con haze en reconocimiento de imágenes en UAV.



En [102] es implementado un algoritmo de dehazing para remover el haze de ra-
diografías donde se observan objetos soldados, dado que los objetos soldados tienen
grietas y las imágenes a menudo son muy ruidosas y de baja calidad, se muestra que
los métodos de dehazing pueden mejorar el contraste de la radiografía.

En [96] se presenta una arquitectura para un sistema de monitoreo de tráfico en
tiempo real para videos con haze. Un sistema así debe cumplir con dos características:

1. La calidad de una imagen después de remover el haze debe ser suficiente para un
análisis posterior como la detección de objetos y seguimiento de objetos.

2. Debe ser barato computacionalmente para procesarlo en tiempo real.

En este trabajo se propone una arquitectura paralela.

La resolución de las imágenes es de 768× 576 y el número de cuadros por segundo
alcanzado por el sistema es de 30.

El sistema donde implementan su algoritmo tiene un procesador de 64-bit a 2.70
GHz, el tiempo de procesado para cada imagen es de 0.6 segundos en su implementación
sin aceleración, mientras que para la versión paralela se alcanza a reducir de 0,020 a
0,060 segundos. Basado en el análisis mostrado en esta sección la investigación está
orientada en mejorar la exactitud de la restauración de las imágenes tomadas bajo malas
condiciones climáticas, sin dejar de lado la importancia del tiempo computacional.



Capítulo 2

Fundamento teórico

En el fundamento teórico se explican conceptos utilizados en el desarrollo de esta
investigación, abarcando los siguientes temas: La visión, las partes de un sistema de
visión artificial, las imágenes, el procesamiento de Imágenes, operaciones morfológicas,
el modelo de dispersión atmosférica, el algoritmo basado en el dark channel prior y las
métricas de evaluación de los algoritmos de dehazing.

2.1. La visión artificial

La visión artificial expone grandes retos y dificultades, en parte ello se debe a que la
visión es un problema inverso, debido a que vivimos en un mundo tridimensional(3D), y
cuando las computadoras intentan analizar objetos en el espacio 3D, los sensores dispo-
nibles (por ejemplo cámaras de TV) usualmente dan imágenes de dos dimensiones(2D),
y esta proyección a un número más bajo de dimensiones incurre en enormes pérdidas
de información, por lo tanto tratamos de recuperar algunas incógnitas proporcionando
información insuficiente para especificar la solución completa, lo que conlleva a no tener
una solución única. Existen varias alternativas para eliminar la ambigüedad entre las
posibles soluciones [103]:

Tomar más imágenes,

hacer más hipótesis sobre el mundo.

Generalmente tomar una mayor cantidad de imágenes es imposible de llevar a cabo
por lo que muchas veces, la única opción posible es hacer más hipótesis del mundo
recurriendo a modelos basados en la física y la Teoría de la probabilidad [104].

La estructura general de un sistema de Visión Artificial es dividida en dos partes
bien diferenciadas, el procesamiento de imágenes y la comprensión de imágenes un
diagrama de la estructura y la interrelación de sus etapas es mostrada a continuación
(Figura 2.1):
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Figura 2.1: Estructura general de un sistema de visión artificial [Modificado de [5] ].

Debido a que este trabajo está centrado en la etapa de preprocesado, se describi-
rá este tema, siendo necesario también explicar la etapa anterior: la Adquisición de
Imágenes y el concepto de imágenes.

2.2. Las imágenes

La forma en que los humanos y los sistemas de Visión Artificial tienen contacto con
el mundo es a través de las imágenes. La Real Academia Española (RAE) define a una
imagen como: “Figura, representación, semejanza y apariencia de algo” y en el contexto
de óptica “Reproducción de la figura de un objeto por la combinación de los rayos de
luz que proceden de él” [105].

Existen 2 tipos de imágenes: analógicas y digitales.

Imagen analógica

Una imagen es analógica cuando los matices captados son infinitos y susceptibles
de ser interpretados una y otra vez, especialmente el color de los objetos y la definición
de sus perímetros, así es como las imágenes reales son captadas por nuestro cerebro [106].

Imagen digital



Una imagen digital puede ser definida como una función bidimensional f(x, y), don-
de x e y son coordenadas espaciales, y la amplitud f de cualquier par de coordenadas
(x, y) es llamado la intensidad de la imagen en ese punto. Cuando la intensidad de los
valores de f son finitos en cantidades discretas, se dice que son imágenes digitales, una
imagen digital esta compuesta de un número finito de elementos, cada uno de ellos con
una localización y valor, cada uno de estos elementos es llamado pixel (Picture Ele-
ment) [5].

Generalmente, una imagen digital es un arreglo bidimensional, consistiendo de n
renglones y m columnas. La resolución de una imagen dada es escrita como m × n.
Por convención f(0, 0) es asignado a la esquina superior izquierda y f(m− 1, n− 1) la
esquina inferior derecha (Figura 2.2).

Figura 2.2: Imagen digital [Modificado de [5]].

La información que pueden guardar los pixeles depende del tipo de dato usado para
representarlo. Los pixeles son generalmente siempre palabras binarias de longitud k tal
que un pixel puede representar 2k valores distintos. El valor k es llamado profundidad
del bit o del pixel de la imagen. La elección del nivel exacto de bits de un pixel indivi-
dual depende del propósito de la imagen. Algunos ejemplos de imágenes de acuerdo a
la profundidad del bit son imágenes en escala de grises y color RGB [106].

Imagen en escala de grises (Imagen de intensidad)

Los datos de una imagen en escala de grises consisten de un solo canal que representa
la intensidad, brillo o densidad de la imagen. En la mayoría de los casos, solo pueden ser
detectados valores positivos, como los números representan la intensidad de la energía



de la luz o la densidad de la película esta no puede ser negativa, generalmente se usan
enteros en el rango de [0 . . . 2k − 1]. Por ejemplo cuando k = 1, es decir la información
de un pixel ocupa solo un bit, las imágenes son llamadas binarias. El tipo de imagen
en escala de grises mas utilizado usa k = 8 bits (1 byte) por pixel y los valores de
intensidad están en el rango de [0 . . . 255], donde el valor 0 representa el menor brillo
(negro) y 255 el máximo brillo (blanco) [5].

Imagen de color

Una imagen de color es similar a una de escalas de grises solo que en esta existen
por lo menos 3 bandas, o canales. Existen distintas formas de representar los colores en
una imagen llamadas modelos del color, por ejemplo CMYK, HSL, HSV, YUV, YIQ y
RGB (Ian T. Young, 1998), en este trabajo utilizaremos el modelo RGB debido a que
es el modelo más ampliamente utilizado [5]. A continuación es explicado brevemente:

Figura 2.3: El modelo RGB [Modificado de [5]].

En el modelo RGB (Red, Green, Blue) (Figura 2.2) existen 3 canales (rojo, verde,
azul), cada uno de ellos con 8 bits por lo que pueden existir 224 = 2563 = 16, 777, 216
colores distintos por pixeles (Figura 2.3), es el modelo más ampliamente utilizado de-
bido a la sencillez para su implementación en el hardware [5].

Para almacenar las imágenes digitales existen muchos formatos, entre los más utili-
zados están BMP, PNG, GIF, TIFF y JPEG, sin embargo en este trabajo fue utilizado
el PNG y JPEG (debido a que las imágenes que fueron obtenidas del repositorio de
imágenes tenían esos formatos y no hubo necesidad de modificarlos).



2.3. Procesamiento de imágenes

Debido a la imperfección del dispositivo de captura de la imagen o la incapacidad
de controlar el medio ambiente la imagen digital obtenida generalmente es sometida
al procesamiento de imágenes. Aunque algunos consideran el procesamiento de imáge-
nes fuera del ámbito de la visión artificial, pues la comprensión de imágenes es muy
distinta al procesamiento de imágenes (el cual estudia las transformaciones imagen a
imagen, no la obtención de algún significado de un conjunto de objetos reconocidos
extraídos de atributos de imágenes [106]), la mayoría de las aplicaciones de visión arti-
ficial, tal como el reconocimiento de patrones, requieren ser cuidadosos en el diseño de
los pasos a seguir del procesamiento de imágenes para lograr resultados aceptables [104].

De una forma general en el procesamiento de imágenes los tipos de operaciones
que pueden ser aplicadas a imágenes digitales que transforman una imagen de entrada
a[m,n] en una de salida b[m,n] (u otra representación) pueden ser clasificadas dentro
de tres categorías [107].

Figura 2.4: Tipos de operaciones en el procesamiento de imágenes [Modificado de [5]].

A continuación se describen las tres categorías mostradas en la Figura 2.4:

Puntual: el valor de la salida en una coordenada específica depende solo del valor
de la entrada en alguna posición que puede ser la misma coordenada.

Local: el valor de la salida en una coordenada específica depende de los valores
de entrada en los vecinos y la misma.

Global: el valor de la salida en una coordenada específica depende de todos los
valores de la imagen de entrada.

Operaciones realizadas en el procesamiento de una imagen



El procesamiento de imágenes puede dividirse en distintas operaciones de acuerdo
a su finalidad, estas son algunas de las operaciones más importantes [107]:

Corrección de exposición de colores y balance de colores: el objetivo es
corregir ciertos defectos de iluminación en la obtención de la imagen.

Reducción de ruido de la imagen: tienen por objeto reducir el ruido y/o
efectos falsos que pueden presentarse en una imagen a consecuencia del proceso
de captura, digitalización y transmisión.

Escalado de la imagen: transformación geométrica utilizada para comprimir o
agrandar el tamaño de una imagen (o parte de una imagen).

Incremento de nitidez: operaciones en las que se intenta aumentar la claridad
con la que los detalles son percibidos en la imagen.

Rotación de imágenes: transformación geométrica utilizada para cambiar la
orientación de una imagen.

Cambio de espacio o dominio: operaciones que tienen como finalidad cambiar
la forma de representar una imagen.

La herramienta utilizada de procesamiento de imágenes para tratar el problema del
hazing fue la morfología de imágenes, por lo que a continuación son explicados algunos
conceptos de este tema.

2.4. La atmósfera

Constitución

La atmósfera nunca está libre de partículas. Aún el aire puro, está formada por Ni-
trógeno, Oxígeno, Argón, Díoxido de Carbono y otros compuestos. Estudios realizados
con aire puro, han determinado que el rango visual está entre las de 277km a 348km,
sin considerar la curvatura de la tierra [108].

Se ha creado un código de visibilidad internacional que define y limita los distintos
rangos metereológicos con sus nombres abarcando desde menos de 50 metros hasta 50
kilómetros (Tabla 2.1).



Código Condición
climática

Rango
Metereológico,

Rm

Coefficiente de
dispersión,
Bsc(km

−1)
0 Niebla densa 50 m 78.2
1 Niebla espesa 50 m-200 m 78.2-19.6
2 Niebla moderada 200 m-50 0m 19.6-7.82
3 Niebla ligera 500 m-1000 m 7.82-3.91
4 Niebla clara 1 km-2 km 3.91-1.96
5 Neblina 2 km-4 km 1.96-0.954
6 Neblina ligera 4 km-10 km 0.954-0.391
7 Claridad 10 km-20 km 0.391-0.196
8 Mucha Claridad 20 km-50 km 0.196-0.078

9 Excepcionalmente
claro 50 km 0.078

- Aire puro 277 km 0.0141

Tabla 2.1: Clasificación de las condiciones climáticas en el código de visibilidad
internacional [Modificada de [17]].

El hecho que siempre existan partículas en la atmósfera origina que el fenómeno
de dispersión atmosférica suceda en menor o mayor medida, por eso la necesidad de
describirlo.

2.4.1. Dispersión atmosférica

La dispersión es el fenómeno de separación de las ondas de distinta frecuencia al
atravesar un material. Todos los medios materiales son más o menos dispersivos, y la
dispersión afecta a todas las ondas.

El coeficiente de dispersión B(γ) está determinado por el material de la partícula,
tamaño, forma, y concentración. Este fenómeno tiene como consecuencia dos fenómenos
en la formación de una imagen los cuáles son la luz atmosférica y la atenuación directa
[108].

2.4.1.1. Atenuación directa

El primer efecto de la dispersión es atenuar la luz incidente y este fenómeno está en
función directa con la distancia a mayor distancia o índice de dispersión β la atenuación
es más grande.

2.4.1.2. Luz atmosférica

Este fenómeno es visible a grandes distancias, influyendo en la iluminación donde
el tono que está más cerca del horizonte parece mas luminoso. La fuente para este in-
cremento de luminancia con la distancia es la luz del sol la cual es dispersada hasta los
ojos del observador por el aire, que está en la linea de visión del humano y el objeto



observado.

Con la finalidad de realizar un modelo de la dispersión atmosférica se han realizado
varios estudios acerca de la atmósfera. En el libro “Theorie der horizontalen Sichtweite”
[109], se exponen los resultados de algunos estudios, a continuación se presenta los
puntos más importantes de este trabajo, así como algunas otras conclusiones añadidas
posteriormente.

2.4.2. Teoría del alcance de la visión de campo horizontal (Theo-
rie der horizontalen Sichweite)

El modelo de dispersión atmosférica está basados en generalizaciones y supuestos
los cuáles fueron recopilados en [109], ahora se presentan los más importantes:

La atmósfera es considerada como un medio turbio, conteniendo un gran número
de pequeñas partículas.

Cada elemento de volumen contiene un número muy grande de partículas.

La acción de dispersión de cada partícula es independiente de la presencia de los
demás.

La luz dispersada desde un elemento de volumen se considera como proveniente
de un punto en donde la intensidad es proporcional al número de partículas.

Los rayos de luz se consideran rectilínea, es decir, la refracción atmosférica es
ignorada.

Todas las partes del cielo están igualmente iluminadas.

Más tarde, los supuestos realizados por el físico Gruner (1919) se encontraron con-
venientes para esta teoría y por lo tanto se han añadido:

El coeficiente de atenuación por dispersión, es constante en un plano horizontal

La curvatura de la tierra se descuida, y su superficie se considera como plana,
horizontal, y de reflexión difusa.

Las dimensiones lineales de todo el objeto observado son pequeñas en comparación
con su distancia del observador.

Después describir la teoría y supuestos sobre la que descansa el modelo de dispersión
atmosférica ya nos es posible describirlo.



2.5. Modelo de dispersión atmosférica
El modelo utilizado para describir la formación de una imagen con haze es el si-

guiente [20] (ver Figura 2.5):

I(x, y) = J(x, y)t(x, y) + A(1− t(x, y)) (2.1)

donde

I(x, y) es la intensidad observada en cada uno de los tres canales R, G o B en el
pixel (x, y)

J(χ) es el vector de la intensidad (RGB) de la superficie original de la escena en
el mundo real que corresponde al pixel (x, y)

A es el vector de color de la luz atmosférica global

t(x, y) es el medio de transmisión describiendo la porción de luz que no es disper-
sada o absorbida y alcanza la cámara

Cuando la atmósfera es homogénea, la transmisión t(x, y) puede ser expresada
como:

t(x, y) = e−βd(x,y) (2.2)

donde

• β es el coeficiente de dispersión de la atmósfera

• d(x, y) es la profundidad del elemento

β es una variable que ha sido caracterizada en el Sistema de Visión Internacional
para los cuáles dependiendo del valor de afectación toma distintos nombres (ver Tabla
2.1), en seguida se describe este sistema.

Por tanto, la imagen sin afectaciones J(x, y) se pude obtener como

J(x, y) =
I(x, y)− A
t(x, y)

+ A (2.3)

Es importante mencionar que la dificultad de obtener J(χ) radica en que en las
imágenes se desconocen las variables A (luz atmosférica) y t(x) (transmisión) lo que
requiere el uso de conjeturas y suposiciones para encontrar una aproximación a estos
valores, uno de los algoritmos más importantes que genera de manera muy certera estos
valores es el, principio del canal oscuro el cuál es la base del algoritmo planteado y es
descrito enseguida.



Figura 2.5: El modelo de dispersión atmosférica [Creación propia].

2.6. El principio del canal oscuro
El principio del canal oscuro o por su nombre en inglés dark channel prior propuesto

en el 2011 en [15] es una observación de lo que ocurre en imágenes que no presentan
el problema del hazing y son adquiridas de ambientes exteriores: en la mayoría de las
regiones locales de una imagen (que no representen el cielo), al menos un canal del color
(R, G o B) (llamado canal oscuro), tiene una muy baja intensidad en algunos píxeles.
En otras palabras, la mínima intensidad en tales regiones locales de píxeles tiene un
valor muy bajo (cercano a 0) (Véase Figura 2.6).

Formalmente, para una imagen I(x, y), el canal oscuro Idark(x, y) se define como [15]:

Idark(x, y) = min
C∈R,G,B

( min
z∈Ω(x,y)

(Ic(z))) (2.4)

donde Ω(x, y) es la región local centrada en (x, y), Ic es el canal de color de I (R,
G o B) e z denota el índice para un pixel en Ω(x, y), por lo tanto el dark channel prior
está definido como:

Idark(x, y)→ 0. (2.5)

Existen diversos factores responsables de la validez del Principio del canal oscuro:

La existencia de sombras en las imágenes.



(a) Ejemplo imagen sin
hazing .

(b) Resultado al calcular el
mínimo de los componentes
R, G y B de cada pixel.

(c) Canal oscuro de la
imagen (ventana Ω(x, y) de

15× 15).

Figura 2.6: Ejemplo de los valores del canal oscuro de una imagen sin hazing (Sus
valores tienden a 0) [Modificado de [15]].

Objetos muy coloridos: Si un objeto es muy colorido, tendrá valores en cada
componente de color con una gran varianza, esto es habrá elementos con valores
muy altos y otros bajos.

Objetos oscuros.

La observación del canal oscuro se cumple en la mayoría de los parches utilizados,
sin embargo no en todos. Al decir la “mayoría” se debe entender que hay una alta pro-
babilidad de que la observación sea cierta. Así que esta observación es verdadera sólo
en términos estadísticos.

Sustituyendo en el modelo de dispersión atmosférica el principio del canal oscuro,
suponiendo que transmisión en una ventana local es constante y tomando el operador
mínimo para los tres canales de color se tiene que:

mı́n
c

( mı́n
z∈Ω(x,y)

(
Ich(z)

Ac
)) = t̃(x, y) mı́n

c
( mı́n
z∈Ω(x,y)

(
Ich(z)

Ac
)) + (1− t̃(x)) (2.6)

donde, t̃(x, y) es la transmisión en la ventana Ω(x, y), como A es siempre positiva y
el canal oscuro de una imagen libre de hazing de la imagen J tiende a cero (de acuerdo
al dark prior channel), se tiene

mı́n
c

( mı́n
z∈Ω(x,y)

(
Ich(z)

Ac
)) = 0. (2.7)

Entonces la transmisión puede ser expresada como:



t̃(x, y) = 1−mı́n
c

( mı́n
z∈Ω(x,y)

(
Ich(z)

Ac
)). (2.8)

Aunque la hipótesis del canal oscuro no fue propuesta teniendo en cuenta a los píxeles
que forman el cielo, la ecuación anterior continúa funcionando debido a que el cielo
está a una distancia infinita, lo que hace que el valor de la transmisión sea cercano a 0.
Teniendo en cuenta que la ausencia total de hazing hace parecer la imagen poco natural,
el autor en [15] propone utilizar un valor arbitrario w = 0,95 para dar naturalidad a
las imágenes, ya que sugiere que las imágenes con w = 1 no lucen naturales:

t̃(x, y) = 1− ωmı́n
c

( mı́n
z∈Ω(x,y)

(
Ich(z)

Ac
)). (2.9)

El proceso anterior da una buena aproximación sin embargo como se puede apreciar
en la Figuras 2.7 (a), 2.7 (b), 2.7 (c) y 2.7 (d) al usarse ventana en el cálculo de la
transmisión se produce halos y artefactos falsos.

Este problema fue solucionado por el autor [33] mediante un proceso de matting, el
cuál es un proceso utilizado para separar el frente del fondo en las imágenes, mediante
la utilización de un trimapa, esto es una imagen, separada en tres tipos de elementos:
frente, fondo y una región no definida [75].

Matemáticamente el matting consiste en resolver un sistema Laplaciano de ecuacio-
nes [15].

(L+ λI)t = λ ∪ t (2.10)

Donde L es una matriz Laplaciana y λ es un parámetro de regularización e I es una
matriz de identidad con el mismo tamaño de L.

El método propuesto después de la refinación produce excelentes resultados (Ver
Figuras 2.7 (e) y 2.7 (f)) sin embargo el costo temporal del algoritmo es muy alto y
consume aproximadamente un 97 % del tiempo de ejecución total del algoritmo (valores
obtenidos por experimentación).

Finalmente el valor de cada píxel Io(x) está dado por:

Io(x) =
Ih(x)− A

máx(t(x), t0)
+ A, (2.11)



donde t0 es una variable introducida para evitar tener 0 en el cociente,en [15] se
propone el valor de 0,1.

2.6.0.1. Cálculo de la luz atmosférica

La luz atmosférica A es definida como el píxel con la intensidad más alta en la
imagen original Ih del 0,01 % de los píxeles con mayor intensidad en el canal oscuro.

A continuación, se muestra un ejemplo del proceso del algoritmo:

(a) Imagen Original (b) Canal oscuro calculada
con parches de 15x15

(c) Transmisión calculada con
parches de 15x15

(d) Resultado con primera
transmisión

(e) Transmisión refinada con
Matting

(f) Resultado de transmisión
refinada

Figura 2.7: Imágenes resultado de la aplicación del dark channel prior [Imagen
propia].

El problema del algoritmo clásico basado en el dark channel prior es el tiempo (ver
Tabla 1.4), el refinamiento es extremadamente lento (97 por ciento del tiempo total
aproximadamente para una imagen de 600 × 400 píxeles); este hecho es gran parte de
la motivación al realizar esta investigación.

En la primera parte de esta investigación se propone una modificación a la definición
del canal oscuro en la cual se sustituye el uso de las regiones locales cuadradas Ω por la
mezcla estadística de múltiples ventanas que tienen distintas direcciones. Para entender
mejor lo antes expresado es conveniente introducir términos de morfología matemática.
Por tanto, a continuación se expresan conceptos básicos de esta disciplina.



2.7. Operaciones morfológicas

La morfología matemática se basa en geometría y forma [110]. Las operaciones mor-
fológicas simplifican imágenes y conservan las principales características de forma de
los objetos.

Un sistema de operadores como los de la morfología matemática es útil porque
pueden formarse composiciones con sus operadores, que cuando actúan sobre formas
complejas, son capaces de descomponerlas en sus partes conocidas y separarlas de las
partes que le son extrañas [110].

Una imagen puede considerarse formada por conjuntos (regiones) de píxeles y, por
tanto, pueden aplicarse herramientas de la Teoría de conjuntos. Un sistema de operado-
res de este tipo y su composición, permite que las formas subyacentes sean identificadas
y reconstruidas de forma óptima a partir de sus formas distorsionadas y ruidosas.

La morfología matemática se puede usar, entre otros, con los siguientes objetivos
[111]:

Pre-procesamiento de imágenes (supresión de ruidos, simplificación de formas).

Destacar la estructura de los objetos (extraer el esqueleto, detección de objetos,
envolvente convexa, ampliación, reducción,. . . )

Descripción de objetos (Área, perímetro,. . . )

Enseguida, se definirán conceptos utilizados en la investigación como erosión, dila-
tación y apertura en escala de grises.

2.7.1. Erosión en escalas de grises

La erosión de A por un elemento estructurante plano B en cualquier posición (x, y)
está definido como el valor mínimo de la imagen en la región coincidente B cuando el
origen de B está en (x, y) [112]. Por tanto, la erosión en (x, y) de una imagen A por un
elemento estructurante B, está dado por:

[A�B](x, y) = mı́n
(s,t)∈B

A(x+ s, y + t) (2.12)

para un Elemento estructurante no plano, se define como:

[A�BN ](x, y) = mı́n
(s,t)∈BN

A(x+ s, y + t)−BN(s, t). (2.13)



2.7.2. Dilatación en escalas de grises

La Dilatación de A por un elemento estructurante plano B en la posición (x, y) está
definido como el valor máximo de la imagen en la ventana definida por B̂ cuando el
origen de B̂ está en (x, y) [113]. Entonces, la dilatación en (x, y) de una imagen A por
un elemento estructurante B, está dado por:

[A⊕B](x, y) = máx
(s,t)∈B

A(x− s, y − t) (2.14)

para un Elemento Estructurante no plano, se define como:

[A⊕BN ](x, y) = máx
(s,t)∈BN

A(x− s, y − t) +BN(s, t) (2.15)

tanto para la erosión como dilatación en escala de grises generalmente solo se uti-
lizan Elementos Estructurantes planos, debido a la dificultad del entendimiento de los
resultados y a que se manejan resultados fuera del dominio de A. Finalmente la apertura
es definida como una erosión seguida de una dilatación morfológica.

2.8. El perceptron multicapa

Las redes neuronales artificiales (RNA) son máquinas de aprendizaje inspiradas
en un modelo matemático muy simplificado de sistemas neuronales biológicos [114].
En estos modelos, cada Elemento de Procesamiento (PE) se denomina neurona, y la
conexión entre los PE forma una red. Uno de los primeros PE desarrollados fue el
Perceptron, que consiste en múltiples entradas Xi multiplicadas por un valor escalar
conocido como peso Wij, y se añade un sesgo bj. El resultado obtenido se procesa
mediante una función de activación predefinida f , que puede describirse de la siguiente
manera:

Yj = f

(∑
i

(Wij ∗Xi + bj)

)
(2.16)

La función de activación más común f utilizada en Perceptron es la función tangente
hiperbólica tanh, que se expresa mediante

tanh (x) = 2 · σ (2x)− 1, (2.17)

where σ(x) is,

σ(x) =
ex

1 + ex
(2.18)

El entrenamiento de la RNA ajusta los valores de peso y sesgo, con el fin de obtener
la salida deseada en función de las combinaciones de entradas. Para resolver problemas
de separación no lineal se conectan muchos Perceptrones en una o más topologías de



capas ocultas, esta red se llama Perceptrón Multicapa (MLP). La retropropagación es
un algoritmo de entrenamiento eficiente para MLP, y es el más utilizado desde mediados
de los años ochenta hasta el presente. La retropropagación es una generalización del
método de mínimos cuadrados en el que las ponderaciones se actualizan según el error
del cuadrado medio, que se determina mediante una comparación entre la salida deseada
y la calculada [114]. La idea es encontrar la función de error mínimo en relación con los
pesos de conexión. La función de error se calcula como

E =
1

2

∑
j∈M

(ŷm − ym)2 , (2.19)

siendo ŷm la salida deseada de m neuron ym.

En el presente trabajo, se utiliza un MLP para lograr mapas de transmisión precisos
con el fin de obtener imágenes de alta calidad en formato libre. Este método se describe
en la siguiente sección.

2.9. Evaluación del dehazing
La evaluación de algoritmos de dehazing históricamente ha sido en su mayoría sub-

jetiva, es decir, las personas usualmente juzgan la eficacia de los algoritmos basados
en la intuición [75]. Sin embargo cada vez se hace más necesario utilizar herramientas
que permitan comparaciones basadas en métricas cuantitativas, sin embargo las medi-
das cuantitativas presentan limitaciones propias de su diseño [115] [51], por tanto para
tener una visión del desempeño más completa en este trabajo se evalúan los resultados
mediante el uso de métricas ampliamente utilizadas en la literatura [116] las cuáles son
el Error cuadrático medioMSE, la Proporción máxima de señal a ruido PSNR y el índice
de similitud estructural SSIM, enseguida se explicarán brevemente estos conceptos:

2.10. MSE y PSNR
La Relación Señal a Ruido de Pico o PSNR (del inglés Peak Signal-to-Noise Ratio)

es una medida cuantitativa de la calidad de una reconstrucción [117]. Es utilizada am-
pliamente en imágenes.

Para definir la métrica PSNR es necesario definir el error cuadrático medio (del
inglés MSE ), el cuál para dos imágenes monocromas I y J de tamaño m× n se define
como:

MSE =
1

mn

m−1∑
i=0

n−1∑
j=0

||I(i, j)− J(i, j)||2 (2.20)

y el PSNR está dado por:



PSNR = 10 log10(
máx2

I

MSE
) = 20 log10(

máxI√
MSE

) (2.21)

donde máx = 2B − 1 y B es el número de Bits utilizados en la imagen.

En imágenes RGB se sigue la misma lógica con salvedad que se calcula el error
cuadrático medio para los tres colores R, G y B.

Entre más grande sea el valor del PSNR es mejor la codificación.

2.11. Índice SSIM
El índice de Similitud Estructural o por su nombre en inglés The Structural Simila-

rity Index (índice SSIM) está basado en el hecho de que las estructuras de los objetos
de las escenas son independientes de la iluminación, entonces la influencia de esta debe
ser aislada en el cálculo de la calidad de la imagen.

Sean f y g la imagen base y la restaurada respectivamente se obtienen sus medias
(µf y µg), sus desviaciones estándar (σf y σg), y la covarianza (σfg), con la finalidad de
definir tres componentes independientes, la iluminación (l(f, g)), el contraste (c(f, g))
y la estructura (s(f, g)) [115]:

l(f, g) =
2µfµg + C1

µ2
f + µ2

g + C1

(2.22)

c(f, g) =
2σfσg + C2

σ2
f + σ2

g + C2

(2.23)

s(f, g) =
2σfg + C3

σfσg + C3

(2.24)

donde:

C1, C2 y C3 son constantes introducidas para evitar la inestabilidad de la métrica
cuando los denominadores son muy bajos.

Finalmente el índice SSIM se define como:

SSIM(f, g) = l(f, g)αc(f, g)βs(f, g)γ (2.25)

α > 0, β > 0 y γ > 0 son parámetros usados para ajustar la importancia relativa
de los tres componentes.



Generalmente el índice se aplica por ventanas y no a la imagen completa, lo que
genera mejores resultados [118].

Como fue mostrado el problema del algoritmo dark prior channel es el tiempo de
ejecución el cuál en su gran mayoría está dado por el proceso de refinamiento de la
transmisión, es entonces cuando se propone la utilización inteligencia artificial y de
operaciones de morfología matemática que tiene ventajas como el conservar la estruc-
turas principales de la transmisión, eliminando aquellas discontinuidades que no ofrecen
información útil para recuperar la imagen sin hazing.



Capítulo 3

Metodología

En este capítulo se describe el proceso que fue seguido en esta investigación.

Como se ha mencionado en la Introducción, las dos áreas de oportunidad en los
métodos de dehazing es el ámbito de la eficiencia y calidad de restauración, por tanto
sigue existiendo la necesidad de seguir investigando en esta área. Este trabajo tiene
como objetivo principal la propuesta, el desarrollo y la evaluación de dos métodos de
dehazing basados en el principio del canal oscuro utilizando dos enfoques distintos:

Filtros de procesamiento de imágenes: al igual que la gran mayoría de los métodos
del estado del arte de dehazing, buscando conseguir mayor exactitud y un mejor
rendimiento de tiempo computacional,

Inteligencia artificial, dado su potencial y gran desempeño que tiene en muchas
áreas del procesamiento de señales.

Se describirá la metodología en las siguientes etapas:

Primera etapa: Desarrollo del método basado en el DCP e inteligencia artificial
(Perceptrón multicapa)

• Planteamiento general del algoritmo propuesto
• Imágenes utilizadas
• Desarrollo del algoritmo propuesto
• Algoritmos comparados durante experimentación

Segunda etapa: Desarrollo del método basado en el DCP y en filtros (Morfología
matemática y estadística)

• Planteamiento general del algoritmo propuesto
• Imágenes utilizadas
• Desarrollo del algoritmo propuesto
• Algoritmos comparados durante experimentación
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3.1. Método basado en el DCP e Inteligencia Artificial
(Perceptrón multicapa)

3.1.1. Planteamiento general del algoritmo propuesto

Los algoritmos de dehazing basados en el principio del canal oscuro utilizan dos
etapas diferentes para calcular el mapa de transmisión [64]. En la primera etapa, una
transmisión aproximada se estima utilizando parches cuadrados de un tamaño predefi-
nido. En la segunda etapa, el mapa de transmisión basta se mejora utilizando diferentes
estrategias, como el soft-matting [7], el filtro bilateral [31], el filtro de la mediana [9],
la media [58], filtro guiado [119], filtro Wiener [74], y graph cuts [61]. La principal des-
ventaja de estas estrategias es la solución de compromiso entre la restauración precisa
y el tiempo computacional.

Como se muestra en la Figura 3.1, el método propuesto tiene como motivación el
aprender la función que le permite obtener directamente de la transmisión basada en
el canal mínimo, la transmisión refinada.

Figura 3.1: Diagrama donde se observa la función que el método debe aprender
[Creación propia].

3.1.1.1. Tipo de red neuronal utilizada

Inspirados en el trabajo presentado en 2012: “Image denoising: Can plain neural
networks compete with BM3D?” [120], donde se aborda el problema del ruido Gaussiano
utilizando un Perceptron Multicapa el cual es un tipo de red “plano” que compite con
los métodos del estado del arte basados en otras técnicas, se diseño una metodología y
abordó el problema de dehazing. En el artículo antes mencionado, se encontraron los
siguientes puntos importantes:

Es posible aprender características locales de una imagen utilizando un percep-
trón.



El número de muestras adecuados para entrenar es del orden de 106 a 109 muestras
(En el articulo para 109 muestras tardaron 1 mes usando una gpu Nvidia Tesla
C2050).

Los siguientes hiperparámetros de la red neuronal son un buena comienzo:

• 1 o 2 capas ocultas

• tamaño de ventanas alrededor de 17×17 pixeles

• razón de aprendizaje (learning rate)=0.0001

• método de minimización de error Gradiente Descendente Estocástico

3.1.2. Imágenes utilizadas

En el desarrollo de este método fue utilizada una base de datos de 126 imágenes
RGB. La base de datos se dividió en dos subconjuntos: un juego de entrenamiento de
80 imágenes y un juego de prueba de 46 imágenes. El conjunto de imágenes de prueba
consta de 30 imágenes del mundo real y 16 imágenes sintéticas adquiridas de Fattal et
al. [3] y el Middlebury Stereo Dataset [121]. Los efectos de neblina sobre las imágenes
sintéticas fueron simulados usando el modelo de dispersión presentado en la Ecuación
(2.1). El valor de cada canal de A fue asignado aleatoriamente entre valores de 0,7 y 1,
y β tiene valores aleatorios entre 0,5 y 1,5 como fue propuesto por Ren et al. [12].

3.1.3. Desarrollo del algoritmo propuesto

El método propuesto se basa en el mapa de transmisión tmin definido como

tmin(x, y) = 1− ωImin(x, y), (3.1)

donde el canal mínimo Imin(x, y) se define como sigue [122]

Imin(x, y) = mı́n
c∈(R,G,B)

Ic(x, y)

Ac
(3.2)

El canal mínimo tmin es equivalente al canal oscuro cuando el tamaño la ventana es
Ω = 1.

El canal mínimo tmin(x, y) tiene una excelente resolución espacial, sin embargo, su
resolución de profundidad calculada es baja porque omite la información sobre píxeles
adyacentes. Desde el mapa de transmisión calculado tmin(x, y), la aplicación de una red
neuronal artificial MLP para estimar un mapa de transmisión t′(x, y) se realiza de la
siguiente manera:

t′(x, y) = MLP (tmin(x, y)) (3.3)



La idea principal detrás del método propuesto es la estrategia para estimar el mapa
de transmisión y la introducción de un paso adicional para mejorar la imagen de con-
traste. Para mejorar el contraste de la imagen recuperada, se modificó la luminancia
al introducir el espacio de color L * a * b y una estrategia de estiramiento de con-
traste (CS) [123]. En la Fig. 3.2 se introduce el procedimiento realizado por el método
propuesto.

Figura 3.2: Diagrama de flujo del método propuesto [Creación propia].



3.1.4. Generación de datos ground-truth (datos referencia)

Dado que el MLP es una técnica supervisada, se requiere datos ground-truth para
realizar el paso de entrenamiento. En el presente trabajo, los datos del ground-truth se
calculan utilizando el algoritmo de soft-matting propuesto por Levin et al. [124], que
ha demostrado ser adecuado para el problema de dehazing [7], sin embargo, su proce-
samiento computacional: tiempo y memoria son altos.

El procedimiento de soft-matting de la imagen se puede expresar de la siguiente
manera

I = Fα +B(1− α), (3.4)

donde B y F son la información de color de fondo y de primer plano, respectiva-
mente, y α es la opacidad de un primer plano. En el trabajo de He et al. [7] se demostró
la equivalencia entre el mapa α y el mapa de transmisión t̄(x, y). Luego, el t̄(x, y) óp-
timo se puede calcular resolviendo el sistema lineal disperso expresado en la siguiente
ecuación

(L+ λU)t̄ = λt̂, (3.5)

donde los parámetros utilizados fueron λ = 10−4, t̄ es la transmisión óptima, t̂ es la
transmisión calculada desde el canal oscuro, L es la matriz laplaciana y U es una matriz
de identidad del mismo tamaño que L.

3.1.5. El proceso de entrenamiento

Para entrenar el Perceptrón de capas múltiples, se usó un conjunto de datos de 80
imágenes del mundo real de diferentes tamaños y características. De cada imagen, se
generaron dos imágenes del mismo tamaño. El primero contiene el mapa de transmisión
estimado tmin(x, y) usando la Ecuación 3.1, y el segundo es el resultado de transmisión
t̄(x, y), que es obtenido aplicando el método de matting suave a tmin(x, y).

El paso de entrenamiento de un MLP requiere dos vectores de muestras: los datos de
entrada y los vectores objetivo. A partir de la imágenes utilizadas se generaron 2,880,955
muestras. En este trabajo, cada muestra se adquirió desde una ventana cuadrada de
tamaño l centrada en las posiciones (x, y) donde la longitud de cada muestra es l× l. El
vector de entrada se obtuvo de tmin(x, y) y el vector objetivo de t̄(x, y). La configuración
para realizar la etapa de entrenamiento se ilustra en la Fig. 3.3.



Figura 3.3: Proceso de entrenamiento para el MLP basado en mapas de transmisión
[Creación propia].



3.1.6. Aplicación del MLP

Como se muestra en la Fig. 3.16, para calcular el mapa de transmisión t′(x, y) usan-
do el MLP entrenado, se genera un vector de entrada a partir de ventanas cuadradas de
tmin(x, y). Cada ventana cuadrada bidimensional de tamaño s se convierte en una señal
unidimensional de tamaño s× s. El intervalo de cada muestreo en la imagen se expresa
mediante la variable δ. Si δ = s el muestreo no tiene intersección en las posiciones de
píxeles, y si δ = 1 el muestreo se realiza en cada píxel. El valor de cada píxel en el mapa
de transmisión t′(x, y) es el valor mínimo de la superposición de ventanas.

Figura 3.4: Proceso para estimar el mapa de transmisión utilizando el MLP [Creación
propia].

En la Fig. 3.5 se presenta un ejemplo del algoritmo propuesto en cuatro imágenes
del mundo real y los resultados de la aplicación del método propuesto, junto con la
entrada tmin(x, y) y la salida t′(x, y) se muestran los mapas de transmisión de la MLP.
Los valores de los parámetros son δ = 16 y s = 8.



(a) (b) (c) (d)

Figura 3.5: Ejemplos del procesamiento realizado por el método propuesto: (a)
imágenes de entrada I(x, y), (b) transmisión inicial tmin(x, y), (c) transmisión final

t′(x, y), (d) imágenes recuperadas J(x, y) [Creación propia].



3.1.7. Ajuste de parámetros

Para obtener el mejor rendimiento posible del método propuesto, se realizaron varias
pruebas con diferentes configuraciones de MLP utilizando el conjunto de entrenamiento
de 80 imágenes lo cual generó 2,880,955 muestras. En Fig 3.6 se muestran los resultados
de las configuraciones más significativas en términos de la métrica MSE. El mejor
rendimiento de MLP de una sola capa es presentado por la configuración 256 − 1024,
que corresponde al tamaño de una ventana s = 16. La arquitectura 256 − 1024 indica
que tenemos una capa de entrada de 256 neuronas, 1024 en una capa oculta y 256 de
salida. Cada una de las pruebas se realizaron utilizando una tarjeta nvidia Tesla C2075
de 6 GB de RAM con 448 núcleos.

Los mejores hiperparámetros encontrados fueron:

1 capa oculta

tamaño de ventanas de 16×16 pixeles

razón de aprendizaje (learning rate)=0.0001

método de minimización de error: Gradiente Descendente Estocástico

Figura 3.6: Relación entre la arquitectura MLP y el rendimiento utilizando el
conjunto de imágenes de formación [Creación propia].

Una vez determinado el valor s, para obtener el valor óptimo de δ (valor de des-
lizamiento de la ventana), se probó el método sobre un conjunto de entrenamiento



variando el valor δ en el rango [1, ..., 16]. Se consideraron tres aspectos para elegir el
valor δ: un análisis cuantitativo utilizando el índice SSIM (Fig. 3.7) (a), un análisis de
procesamiento de tiempo (Fig. 3.7 (b)), y un análisis cualitativo (Fig. 3.8). Basado en
los resultados obtenidos, el mejor valor fue δ = 8, representando el SSIM más alto y el
tiempo de procesamiento más bajo.

(a) (b)

Figura 3.7: Relación entre las ventanas δ utilizadas en la aplicación de la MLP en la
imagen, (a) índice SSIM, (b) procesamiento de tiempo [Creación propia].

(a) (b) (c) (d) (e) (f)

Figura 3.8: Transmisiones y resultados generados usando diferentes ventanas
deslizantes de δ: (a) δ = 1, (b) δ = 2, (c) δ = 4, (d) δ = 8, (e) δ = 12, (f) δ = 16

[Creación propia].



3.1.8. Algoritmos utilizados durante experimentación

El método propuesto se comparó con nueve métodos de dehazing de última genera-
ción:

Tarel et al. [6]: utiliza un filtro de mediana y un filtro para preservar los bordes y
las esquinas

He et al. method [7]: emplea el DCP y un proceso de soft-matting

Pang et al. method [8]: usa el DCP y el filtro guiado

Gibson et al. [9]: propone una variante de DCP que sustituye al operador mínimo
por el operador de la mediana

Zhu et al. [10]: utiliza un principio de atenuación lineal del color basada en la
diferencia entre la saturación y el brillo de los píxeles.

Berman et al. [11]: usa un algoritmo orientado a píxeles, donde los píxeles se
agrupan en el espacio RGB para estimar una línea de haze utilizada para recuperar
la imagen libre de haze.

Ren et al. [12]: usa redes neuronales convolucionales para estimar la profundidad

Cai et al. [13]: usa aprendizaje profundo

Li et al. [54]: usa redes neuronales convolucionales usando los tres canales de la
imagen (RGB).

Para el método propuesto, los parámetros son: δ = 8, tamaño de la ventana s = 16
y w = 0,7.

3.2. Método basado en el DCP, Morfología matemá-
tica y estadística

3.2.1. Planteamiento general del algoritmo propuesto

El método propuesto, nombrado como: Canal Oscuro Estadístico Multidireccional
(SMLDC, por sus siglas en inglés), se basa en dos conceptos principales: el cálculo de
n mapas lineales multidireccionales del canal oscuro y operaciones estadísticas. Cada
dirección del SMLDC genera un mapa de canal oscuro orientado, procesando la escena
de la imagen con múltiples líneas, donde cada una de ellas tiene distintas orientaciones
de forma análoga a la transformada de Radón [125]. Sin embargo, en lugar de calcular la
proyección de la línea, se utilizan operaciones estadísticas con cada mapa. Este método
elimina la necesidad del proceso de refinamiento comúnmente utilizado en la literatura
cuando se utiliza el principio del canal oscuro para eliminar los artefactos generados (ver
Figura 4.2), lo que permite aumentar la precisión de la restauración y utilizar menos
tiempo de procesamiento.



Figura 3.9: Ejemplo de una imagen con neblina, el DCP original y artefactos generados
en J(x, y). (a) Imagen de entrada I(x, y), (b) canal oscuro usando Ω = (15, 15), (c)
estimación de J(x, y) desde el canal oscuro (b), (d) mapa del canal oscuro usando
Ω = (35, 35), (e) estimación de J(x, y) desde el canal oscuro (d) [Creación propia].

3.2.2. Imágenes utilizadas

Se utilizaron dos conjuntos de datos comúnmente utilizados en la literatura para
obtener una comparación de rendimiento precisa y fiable:

Diez imágenes reales obtenidas de [3]. Este conjunto de datos, comúnmente em-
pleado en la literatura, se utilizó para realizar un análisis cualitativo, Figura 3.10.

El conjunto de datos utilizado para aplicar la evaluación cuantitativa fue el
RESIDE-HSTS [65], que contiene 10 imágenes sintéticas creadas con valores alea-
torios y sus correspondientes imágenes ground-truth (de referencia), Figura 3.11.



Figura 3.10: Imágenes del mundo real utilizadas [Creación propia].

Figura 3.11: Imágenes sintéticas utilizadas. (a) Imágenes ground-truth (de referencia),
(b) Imágenes con neblina [Creación propia].



3.2.3. Desarrollo del algoritmo propuesto

A continuación se explica con más detalle el proceso del algoritmo propuesto.

En la etapa inicial del método propuesto, la ventana cuadrada Ω utilizada para
calcular el canal oscuro (presentado en la Ecuación (2.4)) es reemplazado por n líneas
de tamaño (1 × k). Las líneas se distribuyen uniformemente entre 0o y 180o, donde el
ángulo de las n líneas está dado por iα, 0 ≤ i ≤ n− 1 y α = 180o/n, como se ilustra en
la Figura 4.1.

Figura 3.12: Diagrama de las formas de las ventanas (líneas), donde n es el número de
líneas orientadas, k es la longitud de la línea y α es el ángulo entre líneas, que

comienza en el eje horizontal de la ubicación del píxel central (x, y) [Creación propia].

En consecuencia, se propone una adaptación a la Ecuación (2.4) para calcular los
mapas del canal oscuro orientado Idark(k,iα), con ángulo iα para un valor fijo de tamaño k:

Idark(k,iα)(x, y) = mı́n
c∈{R,G,B}

(
mı́n

z∈Ω(k,iα)(x,y)

Ic(z)

Ac

)
. (3.6)

De hecho, cada uno de los mapas de canal oscuro generado tiene información dife-
rente y complementaria para cada dirección, lo cual es especialmente útil para recuperar
la forma del borde (equivalente a un proceso de erosión morfológica con un elemento
estructurante lineal). Por ejemplo, la Figura 3.13 presenta el cálculo multidireccional
del canal oscuro de la imagen presentada en la Figura 4.2 (a), con k = 35 y n = 4 líneas
con ángulos de 0o, 45o, 90o y 135o, resultando en cuatro imágenes de canal oscuro con
diferentes orientaciones. En la Figura 3.13, los detalles del contorno entre las áreas más
oscuras (más cerca de la cámara) y las áreas más brillantes (más lejos de la cámara)
pueden preservarse mejor que usando sólo cuadrados.



Figura 3.13: Ejemplo de mapas multidireccionales de canal oscuro de la imagen
mostrada en la Figura 4.2 con cuatro orientaciones. (a) Idark(35,0o)(x, y), (b) Idark(35,45o)(x, y),

(c) Idark(35,90o)(x, y), (d) Idark(35,135o)(x, y) [Creación propia].

En la segunda etapa, se calcula sobre los mapas de canal oscuro previamente es-
timados, el valor máximo de cada canal oscuro orientado (lo cual es equivalente a la
apertura morfológica); y es designado aquí como el canal gris Igrey(k,iα)(x, y), como sigue:

Igrey(k,iα)(x, y) = máx
z∈Ω(k,iα)(x,y)

Idark(z)(k,iα). (3.7)

El canal gris es útil para abrir un espacio entre las regiones más cercanas a la cámara,
generando una mejor aproximación de las zonas de contorno. La Figura 3.14 presenta el
canal gris calculado a partir de los mapas mostrados en la Figura 3.13 con los mismos
ángulos que en la figura anterior: 0o, 45o, 90o, 135o. La Figura 3.14 (c) presenta dos zonas
máximas aisladas (una línea vertical roja en el centro superior y otra en la esquina
superior izquierda) correspondientes al contorno de la ventana blanca que se muestra
en la Figura 4.2 (a).

Cada Igrey(k,iα)(x, y) tiene información sobre la profundidad correspondiente a I(x, y).
Sin embargo, dependiendo de su dirección iα, podría tener valores diferentes. Para
analizar la conexión entre los mapas grises, se implementa una tercera etapa basada
en un enfoque estadístico pixel a pixel. Cada resultado del canal gris Igrey(k,iα)(x, y) se
concatena en n mapas: M1...,n(x, y), donde n son las diferentes líneas con orientación
iα, esto puede verse en la Figura 3.15.



Figura 3.14: Ejemplo de los mapas multidireccionales de canal gris con 4 orientaciones:
tenga en cuenta que los contornos son más nítidos que en la figura anterior. (a)
Igrey(35,0o)(x, y), (b)Igrey(35,45o)(x, y), (c) Igrey(35,90o)(x, y), (d) Igrey(35,135o)(x, y) [Creación propia].

Utilizando M1....,n(x, y), es posible calcular la desviación estándar en píxeles para
obtener información sobre el comportamiento de los valores a lo largo de los bordes y
las fronteras. El mapa de desviación estándar Mσ(x, y) es definido como

Mσ(x, y) =

√√√√ 1

n

n∑
i=1

(M(x, y)i − M̄(x, y)), (3.8)

donde M(x, y)i es el i− esimo mapa de cana gris en (x, y) y M̄(x, y) es el promedio de
los valores pixel a pixel del canal gris de n en (x, y).

M̄(x, y) =
1

n

n∑
i=1

M(x, y)i. (3.9)

La Figura 3.15 muestra n mapas concatenados en la izquierda y el mapa de desviación
estándar a la derecha. Nótese que los valores de desviación estándar son más altos a lo
largo de las fronteras de regiones adyacente que tienen diferentes profundidades.



Figura 3.15: Ejemplo de concatenación de canales grises M(x, y)n (izquierda), y
ejemplo de cálculo del mapa de desviación estándar Mσ(x, y) (derecha) usando la

imagen mostrada en la Figura 4.2 (a) [Creación propia].

A modo de ilustración, la Figura 3.16 presenta el mapa de desviación estándar
fusionado con la imagen original. En la Figura 3.16 (b) puede observarse que los valores
máximos de desviación estándar están presentes en las regiones frontera. Por lo tanto,
Mσ(x, y) proporciona un criterio para segmentar las regiones en regiones frontera y
homogéneas.

Figura 3.16: Mapa de desviación estándar Mσ(x, y) calculado a partir de la Figura 4.2
(a), (b) Mapa de desviación estándar Mσ(x, y) mezclado con la imagen original

[Creación propia].

Se observó que se podía lograr un mejor rendimiento utilizando M̄(x, y) en las regio-
nes homogéneas (véase la Figura 3.17 (c)). En contraste, el valor máximo de M(x, y)n:
Mmáx(x, y) tuvo un mejor desempeño en las regiones frontera (ver Figura 3.17 (b)), por-
que los halos en las fronteras (Figura 4.2) son el resultado de una subestimación de los
valores de las fronteras cuando se utiliza el DCP original [15]. La operación Mmáx(x, y),
definida a continuación, reduce estos artefactos:



Mmáx(x, y) = máx(Mi(x, y)), 0 ≤ i ≤ n. (3.10)

La siguiente etapa de este método consiste en una combinación lineal de M̄(x, y)
y Mmáx(x, y) utilizando Mσ(x, y) como criterio (ver Figura 3.17 (d)) para lograr un
mejor desempeño en cada región mediante la ponderación de cada contribución; esta
combinación lineal se conoce como Mdc, y se define de la siguiente manera:

Mdc(x, y) = M̄(x, y)

(
1− Mσ(x, y)

máx(Mσ)

)
+Mmáx(x, y)

(
Mσ(x, y)

máx(Mσ)

)
(3.11)

Figura 3.17: Mapas de canal oscuro ground-truth y tres mapas de canal oscuro
calculados a partir de la Figura 4.2, cada uno con zoom en dos regiones: no

homogénea (abajo a la izquierda) y homogénea (abajo a la derecha), (a) Mapa de
canal oscuro ground-truth, (b) Mmáx(x, y) tienen un mejor rendimiento en las regiones
no homogéneas, (c) M̄(x, y) logra un mejor rendimiento en áreas homogéneas, (d)

Mdc, combinación de ambos métodos utilizando la Ecuación (3.11), la cual reduce los
artefactos en las regiones homogéneas, y el contorno está bien definido [Creación

propia].



Adicionalmente, se observó un fenómeno estadístico: en la mayoría de las imágenes
I donde max(Mdc) > 0,7 (generalmente imágenes con regiones del cielo), los resul-
tados aparecen saturados. Por lo tanto, se propone un proceso adicional en el que si
max(Mdc) > 0,7, entonces los valores de los píxeles donde Mdc(x, y) > 0,5 son sustitui-
dos por su inverso, es decir, Mdc(x, y) = 1 −Mdc(x, y). Esta corrección se muestra en
la Figura 3.18. El valor de transmisión tdc(x, y) se calcula utilizando Mdc(x, y), como
sigue:

tdc(x, y) = 1− ωMdc(x, y), (3.12)

Figura 3.18: Ejemplo del mejoramiento de Mdc. (a) Imagen de entrada donde
máx(Mdc) > 0,7, (b) Mdc original, (c) Imagen restaurada usando (b), (d) Mdc

mejorado, (e) Imagen restaurada usando (d), (f) Imagen de entrada donde
máx(Mdc) < 0,7, (g) Mdc original, (h) Imagen restaurada usando (b), (i) Mdc

mejorado, (j) Imagen restaurada usando (i) [Creación propia].

Luego, A se calcula usando la definición mostrada en la Subsección 2.6.0.1 y final-
mente se obtiene la imagen restaurada J ′(x, y) usando la Ecuación (2.3). A continuación
se muestra el pseudocódigo y la Figura 3.19 los cuales resumen e ilustran el método
propuesto.



Algoritmo 1 Método propuesto
1: procedure SMLDC(I, n,k,ω)
2: A=estimateAirLight(I) . usando método mostrado en subsección 2.6.0.1
3: for i = 0 : n− 1 do
4: α = b180/nc
5: Mi+1 = Igrey(k,i×α) . usando ecuación 3.7
6: end for
7: Mσ=Compute_Mσ(M) . usando ecuación 3.8
8: M̄=Compute_M̄(M) . usando ecuación 3.9
9: Mmax=Compute_Mmax(M) . usando ecuación 3.10
10: Mdc=Compute_Mdc(M̄,Mmax,Mσ) . usando ecuación 3.11
11: if max(Mdc) > 0,7 then . mejorando Mdc

12: for x, y ∈Mdc do
13: if Mdc(x, y) > 0,5 then
14: Mdc(x, y) = 1−Mdc(x, y)
15: end if
16: end for
17: end if
18: t=Compute_transmission_(Mdc); . usando ecuación 3.12
19: J ′=Recover_Image(I,t, A); . usando ecuación 2.3
20: return J ′; . The recovered image
21: end procedure

Figura 3.19: Diagrama de flujo del método propuesto SMLDC [Creación propia].



3.2.4. Algoritmos utilizados durante experimentación

Para comparar el rendimiento del algoritmo propuesto, se realizó una comparación
con cuatro algoritmos del estado del arte:

He et al. method [7]: emplea el DCP y un proceso de soft-matting

Berman et al. [11]: usa un algoritmo orientado a píxeles, donde los píxeles se
agrupan en el espacio RGB para estimar una línea de haze utilizada para recuperar
la imagen libre de haze.

Galdran et al. [16]: la imagen nebulosa original es primero subexpuesta artifi-
cialmente por medio de una secuencia de operaciones de corrección gamma. El
conjunto resultante de imágenes expuestas múltiples se fusiona en un resultado
libre de neblina a través de un esquema de mezcla Laplaciana multi-escala.





Capítulo 4

Prueba y resultados

4.1. Análisis del método basado en el DCP e Inteli-
gencia Artificial (Perceptrón multicapa)

La evaluación del rendimiento del método propuesto se evaluó utilizando una base
de datos de 126 imágenes RGB. La base de datos se dividió en dos subconjuntos: un
conjunto de capacitación de 80 imágenes y un conjunto de prueba de 46 imágenes. El
conjunto de prueba de imágenes consta de 30 imágenes del mundo real y 16 imágenes
sintéticas adquiridas de Fattal et al. [3] y el conjunto de datos estéreo de Middlebury
[121]. Los efectos de haze en las imágenes sintéticas se simularon utilizando el modelo
de dispersión presentado en la Ecuación (2.1). El valor de cada canal de A se asignó al
azar entre los valores de 0,7 y 1, y β tiene valores aleatorios entre 0,5 y 1,5, tal como
lo propusieron Ren et al. [12]. Además, los experimentos computacionales se realizaron
utilizando el software Matlab, versión R2016a en una computadora con Intel Core i5-
2400 a 3.10 GHz y 12 GB de memoria RAM.

4.1.1. Análisis del rendimiento

El método propuesto se comparó con nueve métodos de dehazing de última genera-
ción: Tarel et al. [6], He et al. method [7], Pang et al. method [8], Gibson et al. [9], Zhu
et al. [10], Berman et al., Ren et al. [12], Cai et al. [13], y Li et al. [14]. Los parámetros
utilizados en cada método son los propuestos por cada autor. Para el método propuesto,
los parámetros son: δ = 8, tamaño de la ventana s = 16 y w = 0,7.

Para realizar un análisis visual, en la Fig. 4.1 se presentan los resultados de dehazing
de los métodos propuestos y comparativos sobre un subconjunto de imágenes del mundo
real. En este subconjunto, se obtiene un mayor contraste junto con intensidades más
naturales mediante el método propuesto. Además, la Fig. 4.2 muestra los resultados
utilizando imágenes sintéticas.

Para evaluar el nivel de restauración, la Tabla 4.1 y la Tabla 4.2 presentan los valores
del índice PSNR y SSIM, respectivamente. El método propuesto logra el valor medio
más alto de PSNR, y el promedio más alto en términos del índice SSIM. Finalmente,
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la Fig. 4.3 presenta la comparación del tiempo de procesamiento, donde el método
propuesto obtiene el mejor rendimiento.

Tabla 4.1: Análisis comparativo utilizando la proporción máxima de señal a ruido
(PSNR).

Imagen Tarel et al [6] He et al [7] Pang et al [8] Gibson et al [9] Zhu et al [10] Berman et al [11] Ren et al [12] Cai et al [13] Li et al [14] Proposed
Aloe 17,91 14,20 14,22 15,46 18,42 16,05 17,99 18,14 16,60 16,08
Baby1 19,96 13,98 14,23 22,81 23,09 17,64 23,09 22,01 25,98 17,69
Books 16,03 12,71 13,37 15,43 22,36 13,31 20,07 21,03 19,07 23,03
Bowling1 19,34 11,60 11,71 12,88 23,29 14,06 20,62 27,20 25,69 13,00
Dolls1 13,24 14,93 14,98 15,22 15,94 15,70 17,06 14,37 15,20 15,23
Moebius1 18,97 15,04 15,28 19,86 24,44 19,18 20,64 24,28 21,22 23,49
Monopoly 17,41 10,48 10,76 13,39 21,52 16,43 18,93 19,99 19,30 19,26
Reindeer 14,77 18,32 18,21 19,39 16,20 18,60 16,82 14,11 18,11 16,82
Bikes1 8,29 18,49 18,31 15,47 12,59 26,08 14,36 14,38 14,22 21,77
Church 11,76 12,51 12,69 14,00 13,77 15,96 15,01 15,24 11,03 17,04
Cones 19,38 20,16 19,45 19,03 19,98 19,77 17,60 19,46 21,43 17,50
Couch 16,12 18,44 18,60 17,41 18,89 18,47 19,24 17,89 17,02 19,00
Flower2 16,88 17,59 17,99 18,62 21,01 11,92 13,27 20,15 14,55 22,24
Mansion 16,45 19,80 19,75 16,98 18,09 17,42 17,86 17,93 15,44 22,35
Roofs2 11,58 22,86 22,73 17,51 15,42 21,00 13,95 13,70 15,98 20,77
Trees2 10,69 17,84 17,70 16,60 13,38 20,79 14,29 12,24 15,15 15,12
Promedio 15,55 16,19 16,25 16,88 18,65 17,65 17,55 18,26 17,87 18,77

Tabla 4.2: Análisis comparativo utilizando el índice de similitud estructural (SSIM).

Imagen Tarel et al [6] He et al [7] Pang et al [8] Gibson et al [9] Zhu et al [10] Berman et al [11] Ren et al [12] Cai et al [13] Li et al [14] Proposed
Aloe 0,9028 0,7855 0,7976 0,8381 0,9549 0,8250 0,9473 0,9458 0,9220 0,8180
Baby1 0,9032 0,7763 0,7961 0,9403 0,9706 0,8563 0,9596 0,9655 0,9729 0,8317
Books 0,8403 0,7378 0,7715 0,8237 0,9561 0,7705 0,9254 0,9439 0,9357 0,9219
Bowling1 0,9255 0,6760 0,6902 0,7305 0,9764 0,7786 0,9496 0,9844 0,9814 0,7698
Dolls1 0,7354 0,7912 0,7737 0,8317 0,8119 0,8343 0,8413 0,7958 0,8136 0,8268
Moebius1 0,8665 0,7933 0,7940 0,9080 0,9593 0,8731 0,9322 0,9629 0,9259 0,9159
Monopoly 0,8929 0,7197 0,7308 0,8486 0,9763 0,9137 0,9562 0,9647 0,9605 0,9407
Reindeer 0,6842 0,7966 0,7805 0,8033 0,7409 0,7779 0,7632 0,7102 0,7814 0,7753
Bikes1 0,4939 0,7785 0,7560 0,6436 0,5143 0,8479 0,5963 0,5469 0,5009 0,7953
Church 0,7627 0,7692 0,7682 0,8532 0,8218 0,8832 0,8544 0,8198 0,6108 0,8889
Cones 0,8530 0,9090 0,8904 0,9186 0,9274 0,9162 0,8186 0,9247 0,8995 0,8776
Couch 0,7950 0,8450 0,8356 0,8183 0,8293 0,8620 0,8658 0,8217 0,8169 0,8245
Flower2 0,8023 0,8431 0,8591 0,8640 0,9630 0,6652 0,5919 0,9105 0,7814 0,9086
Mansion 0,8434 0,8958 0,8917 0,8424 0,8769 0,8697 0,8730 0,8362 0,6907 0,9140
Roofs2 0,6552 0,8445 0,8424 0,7806 0,6619 0,8602 0,6296 0,6156 0,6601 0,8335
Trees2 0,5462 0,6833 0,6710 0,6758 0,5800 0,7387 0,6122 0,5492 0,5877 0,6833
Average 0,7814 0,7903 0,7906 0,8201 0,8451 0,8295 0,8198 0,8311 0,8026 0,8454



Figura 4.1: Comparación de los resultados obtenidos en imágenes naturales de
exteriores utilizando los diez métodos comparados: (a) imágenes de entrada, (b) Tarel
et al. [6], (c) He et al. [7], (d) Pang et al. [8], (e) Gibson et al. [9], (f) Zhu et al. [10],
(g) Berman et al. [11], (h) Ren et al. [12], (i) Cai et al. [13], (j) Li et al. [14], (k)

Método propuesto [Creación propia].



(a) (b) (c) (d) (e) (f) (g) (h) (i) (j) (k) (l)

Figura 4.2: Comparación de los resultados obtenidos de las imágenes sintéticas por
los diez métodos: (a) imágenes originales, (b) imágenes con neblina simulada, (c)
Tarel et al. [6], (d) He et al. [7], (e) Pang et al. [8], (f) Gibson et al. [9], (g) Zhu et
al. [10], (h) Berman et al. [11], (i) Ren et al. [12], (j) Cai et al. [13], (k) Li et al. [14],

(l) Método propuesto [Creación propia].
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Figura 4.3: Análisis del rendimiento en términos de procesamiento de tiempo
computacional [Creación propia].



4.2. Análisis del método basado en el DCP Multidi-
reccional Estadístico

Para definir los parámetros óptimos para el método propuesto, k (longitud de la
línea) y n (número de líneas), se crearon 23 imágenes con neblina sintéticas aplicando
el modelo de dispersión (Ecuación 2.1) con valores aleatorios de t y A, a las imágenes
adquiridas a partir del conjunto de datos Middleburry [126]. Fig. 4.4 (a) presenta el
índice SSIM con valores diferentes de k; el valor máximo (el área más blanca) indica
un mejor rendimiento. El tiempo de procesamiento se muestra en la Figura 4.4. (b),
donde puede observarse que si aumentan k o n, entonces también aumenta el tiempo
de procesamiento. Los parámetros óptimos (mejor SSIM con el menor tiempo de pro-
cesamiento) son k = 8 y n = 37. La Figura 4.4 (c) muestra la fusión de la mejor región
SSIM y los valores más bajos de k y n para encontrar el tiempo de procesamiento más
rápido.

Figura 4.4: Cálculo de los parámetros óptimos (k = 8, n = 37) para una longitud de
línea diferente k y número de líneas n.(a) Índice SSIM para diferentes k y n.

(b)Tiempo de procesamiento para diferentes configuraciones de k y n. (c) Elección de
los mejores valores del índice SSIM y tiempo de procesamiento [Creación propia].

4.2.1. Análisis del rendimiento

El análisis cualitativo se muestra en la Figura 4.5. El primer conjunto presenta
diez imágenes con neblina del mundo real. La columna (a), presenta las imágenes con
neblina, mientras que las columnas restantes proporcionan los resultados de diferentes
métodos de deshaz: (b) He et al, (c) Berman et al, (d) Ren et al, (e) Galdran et al
y (f) el método propuesto. Obsérvese que el método propuesto arroja un resultado
similar al de los otros métodos; sin embargo, (b) He et al. (c) Berman et al. y (d)
Ren et al. muestran colores no realistas, mientras que (e) Galdran et al. muestran una
mejor respuesta en regiones más cercanas (más cercanas a la cámara) que (f) el método



propuesto. Sin embargo, en la segunda imagen, donde se puede ver una gran neblina,
el método propuesto exhibe una calidad de restauración no afectada.

La figura 4.6 muestra una matriz de 10 imágenes sintéticas (en el mismo orden que
en la Tabla 4.3). La columna (a) muestra la imagen original sin neblina. Las columnas
siguientes muestran los resultados de: (b) He et al., (c) Berman et al., (d) Ren et al.,
(e) Galdran et al. y (f) el método propuesto.

Los colores en las imágenes originales y en las obtenidas por el método propuesto
son muy similares; sin embargo, el método propuesto reconstruye el cielo y las nubes con
colores reales, ya que presenta menos artefactos en el cálculo del mapa de canal oscuro.
Estos resultados cualitativos se han correlacionado con los resultados cuantitativos, que
se presentan a continuación.

La tabla 4.3 compara el rendimiento de los diferentes métodos de deshazing utili-
zando el índice SSIM. Tenga en cuenta que el método propuesto tiene un índice SSIM
más alto (mejor) en 6 de cada 10 imágenes, mientras que el método propuesto no pre-
senta un bajo rendimiento en ninguna imagen. El índice SSIM promedio para el método
propuesto es de 0.84, que es aproximadamente un 5% más alto que el valor del índice
SSIM obtenido de cualquier otro método en la literatura revisada.

Tabla 4.3: Comparación del índice SSIM con diferentes métodos.

Imagen ID He et al. Berman et al. Ren et al. Galdran et al. Propuesto

0586 0.82 0.88 0.88 0.85 0.89

1352 0.8 0.77 0.91 0.88 0.89

1381 0.83 0.86 0.7 0.68 0.81

3146 0.76 0.65 0.73 0.73 0.77

4184 0.79 0.7 0.74 0.77 0.78

4561 0.81 0.81 0.8 0.8 0.82

5576 0.75 0.65 0.68 0.7 0.78

5920 0.84 0.88 0.87 0.83 0.89

7471 0.85 0.87 0.85 0.88 0.91

8180 0.83 0.92 0.91 0.91 0.9

Promedio 0.808 0.799 0.807 0.803 0.844

La tabla 4.4 presenta el cálculo del PSNR sobre las mismas 10 imágenes utilizando
los mismos métodos mencionados anteriormente. Como en la tabla anterior, el método
propuesto produce valores más altos que los otros métodos para 7 de cada 10 imágenes.
El promedio del método propuesto es de 20.41 (aproximadamente 16% más alto que el
PSNR obtenido de cualquier otro método en la literatura revisada). Considerando que
el PSNR tiene una respuesta logarítmica, la diferencia es notable.



Tabla 4.4: Comparación de PSNR con diferentes métodos

Imagen ID He et al. Berman et al. Ren et al. Galdran et al. Propuesto

586 13.57 18.58 19.37 17 23.02

1352 13.06 11.46 20.04 19.14 23.73

1381 14.93 16.86 14.28 13.05 19.21

3146 18.91 15.13 17.28 16.59 18.48

4184 20.99 15.14 16.25 16.63 16.27

4561 20.1 19.18 20.82 20.73 18.64

5576 19.35 14.56 16.26 15.92 19.67

5920 18.85 20.8 20.52 16.48 22.82

7471 18.23 19.7 18.22 16.38 21.25

8180 16.48 24.72 24.08 19.86 20.98

Promedio 17.45 17.61 18.71 17.18 20.41

4.2.2. Evaluación del tiempo de procesamiento

Table 4.5 presenta el tiempo promedio de procesamiento (en segundos) usando
diferentes métodos sobre las 10 imágenes sintéticas obtenidas del conjunto de datos
RESIDE-HSTS [65]. Utilizando los parámetros optimizados calculados en la sección
anterior (k = 8, n = 37), el método propuesto alcanza un rendimiento de tiempo medio
sobresaliente de 0,29 s. Este resultado refuerza la confianza de los autores en el método
propuesto. El tiempo de procesamiento más cercano es 5,37 más lento que el método
propuesto, que es capaz de procesar imágenes de 3,44 por segundo.

Tabla 4.5: Comparación del tiempo medio (en segundos) de diferentes métodos.

He et al. Berman et al. Ren et al. Galdran et al. Propuesto
Tiempo 29.3 1.56 1.97 2.34 0.29



Figura 4.5: Conjunto de diez imágenes del mundo real restauradas con diferentes
métodos de dehazing. (a) Conjunto de imágenes exteriores con neblina, (b)

restauración usando He et al. [15], (c) restauración usando Berman et al. [11], (d)
restauración usando Ren et al. [12], (e) restauración usando Galdran et al. [16], (f)

restauración usando el método propuesto [Creación propia].



Figura 4.6: Conjunto de imágenes de neblina sintética con diferentes métodos de
dehazing. (a) Conjunto de imágenes exteriores con neblina, (b) restauración usando

He et al. [15], (c) restauración usando Berman et al. [11], (d) restauración usando Ren
et al. [12], (e) restauración usando Galdran et al. [16], (f) restauración usando el

método propuesto [Creación propia].



Conclusiones

En este trabajo de tesis se presentan dos métodos de eliminación de hazing basados
en el principio del canal oscuro. Los métodos planteados no hacen uso de informa-
ción adicional como pueden ser datos de profundidad u otras imágenes de la escena
capturada.

Respecto al primer método propuesto basado en una red neuronal artificial Percep-
tron multicapa (MLP) se ha demostrado que el método propuesto logra un rendimiento
superior a nueve métodos del estado del arte en términos de calidad de restauración
sobre un conjunto de pruebas de imágenes sintéticas. Además, un análisis comparativo
utilizando el conjunto de pruebas de 40 imágenes entre los métodos propuestos y los
comparativos, revela que el tiempo computacional más bajo se obtuvo por el método
propuesto. Dados los resultados adecuados en términos de calidad de restauración y
tiempo de ejecución del método propuesto con respecto a los nueve métodos de deha-
zing de última generación, puede ser muy apropiado utilizarlo en sistemas en tiempo
real y bajo condiciones muy diversas dada su robustez respecto al primer método.

Analizando los resultados del segundo método basado en una combinación de un
filtro multidireccional, desviación estándar y cálculos del canal oscuro, se mostró me-
diante un análisis cualitativo de las imágenes naturales y cuantitativo que el algoritmo
propuesto permite obtener más detalles en comparación con dos métodos del estado
del arte. Sin embargo, la principal contribución de este método está relacionada con el
bajo tiempo de procesamiento y facilidad de implementación. Esta ventaja puede ser
aprovechada para realizar dehazing de vídeo, abriendo algunas posibilidades de visión
artificial como la navegación automática, los sistemas de vigilancia, la inspección óptica
de un proceso industrial en entornos contaminados, entre otros.

Al finalizar el desarrollo y pruebas de los métodos desarrollados se puede confirmar
el éxito de los enfoques propuestos, pues superan a métodos del estado del arte en varios
aspectos. Lo anterior abre la posibilidad real de generar una linea de investigación que
tenga como propósito utilizar los métodos en aplicaciones tecnológicas.
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Trabajos futuros

Dados los resultados obtenidos en este trabajo de investigación desarrollado existen
varias lineas de investigación que pueden ser desarrolladas, aquí se nombran algunas:

Conseguir una implementación eficaz y eficiente sobre dispositivos de hardware
reconfigurables.

Paralelizar los algoritmos con la finalidad de aplicar el algoritmo a video en tiempo
real.

Aplicar métodos de inteligencia artificial novedosos del estado del arte para con-
seguir un mejor rendimiento.

Generar tecnología basado en los métodos desarrollados y aplicarla en problemas
específicos como robótica móvil, vigilancia, reconocimiento de patrones, conduc-
ción autónoma, etc.
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