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Resumen

Se desarrolla un sistema de clasificacién ordinal del riesgo accionario (Bajo / Medio
/ Alto) para 30 emisoras de la BMV (2020-2025) basado en Redes Kolmogorov-Arnold

(KAN). El riesgo se mide con un indice multivariado (RiskIndex: volatilidad futura,

B
Forward PRO con purga y embargo (13 pliegues, n = 16,133 obs. O0S), KAN alcanza

CVaR|, 1 -R?) y etiquetado anti look-ahead por pliegue. Bajo un protocolo Walk-

B

F1 macro de 0.750 —equivalente a MLP— y supera a SVM en la clase transicional (recall
Medio 65.3% vs. 46.6%, p = 0.016). Su interpretabilidad intrinseca —funciones ¢(x)
inspeccionables— identifica volatilidad, CVaR y Beta como variables determinantes. El
trabajo extiende el tnico antecedente directo en la literatura mexicana [34] en interpreta-
bilidad estructural, validacién temporal rigurosa y reproducibilidad con fuentes publicas.
Palabras clave: KAN, clasificacion ordinal de riesgo, Walk-Forward, interpretabilidad
intrinseca, BMYV, RiskIndex.

Abstract

An ordinal equity-risk classification system (Low / Medium / High) is developed
for 30 stocks on the Mexican Stock Exchange (2020-2025) using Kolmogorov-Arnold
Networks (KAN). Risk is measured via a multivariate index (RiskIndex: future volatility,
|B|, |CVaR|, 1—R?) with fold-specific anti-look-ahead labeling. Under a Walk-Forward
PRO protocol with purging and embargo (13 folds, n = 16,133 OOS obs.), KAN achieves
F1 macro of 0.750 —equivalent to MLP— and outperforms SVM in the transitional class
(Medium recall 65.3% vs. 46.6%, p = 0.016). Its intrinsic interpretability —inspectable
¢(x) functions— identifies volatility, CVaR, and Beta as key drivers. This work extends
the only direct antecedent in the Mexican literature [34] along three dimensions: structural
interpretability, temporally honest validation, and full reproducibility from public data.
Keywords: KAN, ordinal risk classification, walk-forward, intrinsic interpretability,

Mexican Stock Exchange, RiskIndex.
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I. Introduccion

La expansion del aprendizaje automatico en los mercados financieros ha generado una tension
que los marcos regulatorios internacionales han formalizado como un problema de gobernanza:
los modelos de mayor precision predictiva tienden a ser los de menor explicabilidad, y en
entornos de gestion de riesgo regulada esa opacidad no es una limitacién académica menor,
sino un obstdculo operativo concreto. La Organizacién Internacional de Comisiones de Valores
(10SCO0), el Banco de Pagos Internacionales (BIS) y el Consejo de Estabilidad Financiera
(FSB) han codificado esta tensién en marcos publicados entre 2021 y 2025 [65, 117, 118,
175], estableciendo que la interpretabilidad del mecanismo de decision es un requisito de
gobernanza, no una preferencia académica. En ese contexto, la pregunta relevante para la
practica institucional no es solo cudl modelo predice mejor, sino cudl puede adoptarse de

forma responsable.

En México, esta tension tiene consecuencias directas para el sistema de ahorro nacional.
Las Administradoras de Fondos para el Retiro (Afores) gestionan recursos del Sistema de
Ahorro para el Retiro (SAR) por 8.3 billones de pesos —equivalentes al 23.8% del PIB
nacional— distribuidos en cerca de 70 millones de cuentas individuales [42]. Una fraccion
significativa de esos recursos se invierte en renta variable nacional a través de las Sociedades de
Inversion Especializadas de Fondos para el Retiro (SIEFORES), cuyo régimen de inversion en
la Bolsa Mexicana de Valores (BMV) [26] estd sujeto a supervision de la Comisién Nacional
del Sistema de Ahorro para el Retiro (CONSAR). Sin un sistema robusto y auditable de
clasificacion del riesgo accionario por emisora, las instituciones que gestionan ese ahorro
operan sin sefiales sistematicas de cambio de régimen: toman decisiones de exposicion basadas
en modelos que, o bien subestiman el riesgo en mercados no estacionarios, o bien lo cuantifican
con precision pero sin poder explicar por qué. Esta tension estructural define el problema

central que la presente investigacion aborda.

El contexto macroeconémico amplifica la urgencia. Los mercados accionarios de economias
emergentes como México exhiben mayor volatilidad, sensibilidad a choques externos y
episodios recurrentes de inestabilidad que sus contrapartes desarrolladas [94, 124]. Informes
recientes del Fondo Monetario Internacional confirman que la incertidumbre macrofinanciera
persiste en economias emergentes [116], y en el caso mexicano la interaccion entre factores
globales —tipo de cambio, tasas de la Reserva Federal, precios de materias primas— y

dindmicas internas ha intensificado los ciclos de percepcion del riesgo de inversion [16, 43, 82].
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La ausencia de herramientas robustas, interpretables y temporalmente honestas para clasificar
el riesgo accionario en la BMV representa, en ese entorno, una brecha con consecuencias
directas tanto para el sistema de ahorro nacional como para la supervision regulatoria del

mercado de valores.

La evaluacion cuantitativa del riesgo financiero tiene una historia metodoldgica consolidada.
Desde la teoria de carteras de Markowitz [154] y el Capital Asset Pricing Model [140, 171,
198] hasta los modelos multifactoriales contemporaneos [61, 62], la literatura ha buscado for-
malizar la relacion entre riesgo y rendimiento esperado con creciente precision. Los enfoques
econométricos —en particular las familias ARCH [58] y GARCH [24, 25]— han aportado
herramientas ampliamente adoptadas para la modelizacion de la varianza condicional y el
Valor en Riesgo [121].

Sin embargo, estos enfoques comparten un limite estructural: sus supuestos de linealidad,
estacionariedad y distribuciones paramétricas son sistematicamente violados en mercados
emergentes, donde la distribucién empirica de rendimientos exhibe colas pesadas, asimetria y
cambios de régimen que los modelos clasicos no capturan [48, 158, 214]. La consecuencia
préctica es critica: precisamente en los periodos de estrés —cuando la clasificacién de riesgo
resulta mds valiosa— estos modelos tienden a subestimar la exposicion real. Este reconoci-
miento motivo la adopcion de técnicas de aprendizaje automético capaces de aprender patrones

no lineales directamente desde los datos.

El aprendizaje automadtico (Machine Learning, ML) y el aprendizaje profundo (Deep Learning,
DL) han expandido sustancialmente el horizonte metodoldgico en finanzas [85, 145]. Estudios
recientes documentan mejoras considerables en prediccion de precios, clasificacion de riesgo
crediticio y modelizacidn de series temporales financieras mediante redes neuronales profundas
[66, 86, 163, 196]. En el mercado mexicano, investigaciones previas han explorado el uso de
redes neuronales y técnicas de ML para la prediccion del IPC, el pronéstico de rendimientos

accionarios y la optimizacién de portafolios [77, 88, 133, 183].

No obstante, este incremento en poder predictivo viene acompafiado de un problema estructural
que lo hace inviable en entornos de gestion de riesgo regulada: la pérdida de interpretabilidad
[89, 141]. La denominada problematica de la caja negra (black box) implica que, aunque un
modelo produzca predicciones precisas, la 16gica interna que conduce desde las variables
de entrada hasta la salida permanece opaca [55]. En contextos donde las decisiones afectan
estabilidad sistémica, asignacion de capital y cumplimiento regulatorio —como la supervision

de CONSAR sobre las SIEFORES o la gobernanza de modelos algoritmicos que exige la
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Comision Nacional Bancaria y de Valores (CNBV) en linea con los estindares 10SCO [117]—
esta opacidad no es una limitacion académica menor: es un obstaculo operativo concreto [76,
175, 189].

La literatura en Inteligencia Artificial Explicable (XAI) ha intentado mitigar este problema
mediante métodos post-hoc como SHAP [151] o LIME [184]. Sin embargo, estos enfoques no
modifican la estructura del modelo: producen aproximaciones de la 16gica de decision, no la
l6gica misma. Un regulador que exige comprension exacta del mecanismo de decision —no
una aproximacion de él— no puede satisfacerse con herramientas cuya fidelidad depende de
supuestos adicionales propios del método explicativo [118, 189]. Esta fragilidad se agrava en
el contexto financiero especifico: los métodos post-hoc generan explicaciones calibradas para
la distribucion de datos del periodo de entrenamiento. Cuando el régimen de mercado cambia
—precisamente cuando la clasificacion de riesgo tiene mayor valor— la explicacion generada
puede no corresponder a la 16gica que el modelo aplica en los nuevos datos, sin que el usuario

disponga de ningtin mecanismo para detectarlo [55, 189].

De la revision anterior se desprende que los enfoques disponibles no resuelven simultanea-
mente tres limitaciones criticas para el mercado accionario mexicano. Primera: los modelos
tradicionales imponen supuestos de linealidad y estacionariedad que los mercados emergentes
violan de forma recurrente, subestimando el riesgo precisamente cuando mds importa. Se-
gunda: los modelos de ML de alta precision son cajas negras cuyo mecanismo de decision
no puede auditarse, lo que los hace inviables en entornos de gestion de riesgo regulada. Ter-
cera: los estudios de ML financiero publicados en el contexto mexicano revisados en esta
investigacion presentan, con notable frecuencia, problemas de validacion temporal que inflan
artificialmente el desempefio aparente: al usar particiones aleatorias en series de tiempo, el

modelo aprende, en la prictica, del futuro [5, 12, 145].

El antecedente mds directo de esta investigacion —Carmona Vega y Gonzalez Garzoén [35],
cuya tesis doctoral fue reconocida con el Segundo Lugar del Premio Nacional Bolsa Mexi-
cana de Valores 2011 (categoria Investigacion)— demostré que una Red Neuronal Artificial
Clasificadora (MLP con retropropagacion de gradiente conjugado escalado) puede asignar
categorias de riesgo de mercado (Bajo, Medio, Alto) a las 16 emisoras mas activas del IPC,
alcanzando una efectividad de clasificacién del 74.02% en el conjunto de prueba sobre 384 ob-
servaciones trimestrales (2004—2009), con particién aleatoria 80/20 y etiquetado basado en
umbrales fijos de beta. Ese trabajo establece la viabilidad del enfoque de clasificacion; la

presente investigacion lo extiende en tres dimensiones simultdneas: arquitectura interpretable
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por construccién (KAN vs. RNA clasica opaca), indice de riesgo multivariado con cuatro
componentes (RiskIndex vs. indicador CAPM unidimensional) y validacion temporal estricta

(Walk-Forward PRO con purga y embargo vs. particion aleatoria estatica).

Estos tres problemas actuando en conjunto generan una brecha verificable. Hasta donde alcanza
la revision sistematica realizada —que cubre el periodo 2014-2025 en REMEF, SCIELO México,
Scopus y repositorios nacionales de posgrado— no se encuentra en la literatura financiera
mexicana un sistema de clasificacion de riesgo accionario que sea simultineamente preciso en
su evaluacion fuera de muestra (out-of-sample, OOS), auditable en su mecanismo de decision,
y metodolégicamente honesto en su protocolo de validacion temporal. La pregunta que esta
investigacion responde no es cudl modelo predice mejor en términos globales, sino cudl
arquitectura, entre las evaluadas bajo el protocolo adoptado, resuelve las tres condiciones
al mismo tiempo —condicidn necesaria para que un sistema de clasificacion de riesgo sea
adoptable en entornos financieros regulados como las SIEFORES supervisadas por CONSAR 0

los intermediarios bajo escrutinio de la CNBV.

En este contexto emerge una linea de investigacion con potencial para cerrar la brecha descrita:
arquitecturas cuya interpretabilidad se deriva de su propia construccién matematica, sin
requerir métodos de explicacion afiadidos a posteriori. Las Redes Kolmogorov-Arnold (KAN)
[144] constituyen una propuesta reciente que materializa uno de los resultados mas profundos
del andlisis matematico del siglo XX: el Teorema de Representacion de Kolmogorov-Arnold
(KART) [6, 130], cuyo origen intelectual se remonta al décimo tercer problema de Hilbert
[100, 217]. El teorema establece que toda funcién continua multivariada puede representarse
como superposicion finita de funciones continuas univariadas, resultado que KAN traslada

directamente a una arquitectura neuronal.

A diferencia de las redes neuronales tradicionales —cuyo fundamento es el Teorema de
Aproximacién Universal [47, 104, 105]— las KAN sustituyen las transformaciones lineales
seguidas de activaciones fijas por funciones univariadas aprendibles, parametrizadas mediante
B-splines [27]. La no linealidad se aprende en cada arista de la red, haciendo que la 16gica
de transformacion por variable sea directamente inspeccionable sin herramientas externas.
Andlisis tedricos recientes demuestran que esta arquitectura exhibe menor sesgo espectral que
las MLP y puede capturar con mayor eficiencia funciones con estructura de composicion [221,
226].

Las aplicaciones financieras de KAN son recientes pero crecientes. Se han documentado

resultados en prediccion de series temporales bursatiles [92, 96, 224], prediccion de volatilidad
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implicita [39], valoracién de instrumentos [142] y deteccién de fraude [134, 150]. Su aplicacién
sistemética a la clasificacion ordinal del riesgo de inversion en mercados emergentes —
bajo esquemas rigurosos de validacion temporal y comparacion estadistica por pliegue—
permanece, segun la revision efectuada, inexplorada. Esta investigacion atiende exactamente

ese vacio en el mercado accionario mexicano.

La comparacién empirica se realiza frente a dos modelos de referencia: un clasificador de
Maiquinas de Soporte Vectorial lineal con calibracién probabilistica de Platt [176] y una Red
Neuronal Multicapa (MLP) con dimensiones de capas emparejadas [10—32—3]. Los métodos
de ensamble de arboles —Random Forest, gradient boosting y variantes como XGBoost—
son altamente competitivos en clasificaciéon de datos tabulares financieros y podrian superar
a MLP en métricas globales. Sin embargo, comparten la limitacion estructural que motiva
esta investigacion: su logica de decision requiere métodos post-hoc aproximados para ser
explicada, y no es accesible directamente desde la arquitectura. La comparacion relevante para
la pregunta de investigacion es entre arquitecturas que difieren en interpretabilidad estructural,
no entre todas las variantes de ML disponibles. La extension a ensambles queda propuesta

como linea de trabajo futuro en el Capitulo VIII.

La presente investigacion desarrolla y evaltia un sistema de clasificacion del riesgo de inversion
en acciones de la BMV basado en Redes Kolmogorov-Arnold. El sistema asigna a cada
observacion diaria una categoria ordinal —Bajo, Medio o Alto— y es evaluado mediante un
protocolo Walk-Forward PRO con purga y embargo sobre 30 emisoras representativas del
mercado mexicano en el periodo 2020-2025. Su desempeiio predictivo OOS e interpretabilidad
estructural se contrastan con los modelos de referencia descritos en §5, bajo condiciones
estrictamente comparables en cuanto a informacién de entrada, protocolo de particiones y

métricas de evaluacion.

La pregunta de investigacion que articula el trabajo es la siguiente: ;Es posible construir,
para la BMV, un sistema de clasificacion de riesgo accionario que sea simultdneamente
competitivo en desemperio predictivo fuera de muestra, auditable en su mecanismo de decision,
y metodologicamente honesto en su validacion temporal? Los resultados empiricos demuestran
que la respuesta es afirmativa. Bajo el protocolo adoptado, KAN es la tnica arquitectura, entre
las comparadas, que satisface las tres condiciones de forma simultinea —hallazgo que, hasta
donde alcanza la revision de la literatura mexicana realizada, no habia sido documentado para
la BMV.

La hipotesis de trabajo es que KAN supera a SVM en la recuperacion de la clase Medio
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(H,: recallgan(Medio) > recallsyy(Medio)) de manera estadisticamente consistente a través
de los pliegues temporales, mientras mantiene un desempefio global OOS competitivo. La
hipétesis nula correspondiente (Hp) establece que no existe diferencia sistematica entre KAN y
SVM en esa dimension a través de las 13 particiones independientes. Las hipdtesis completas,
desagregadas en tres componentes verificables con métricas especificas, se formalizan en el
Capitulo III.

Contribuciones Principales del Trabajo

Este trabajo realiza cinco contribuciones originales al campo de las finanzas cuantitativas

aplicadas al mercado mexicano:

1. Primera arquitectura documentada para la BMV que, entre las comparadas bajo el
protocolo adoptado, resuelve simultaneamente precision predictiva OOS, auditabili-
dad estructural y validacion temporal honesta. Hasta donde alcanza la revision realizada,
los modelos disponibles resuelven a lo sumo dos de las tres condiciones: MLP logra mé-
tricas globales marginalmente superiores pero es una caja negra; SVM es interpretable
en sus coeficientes pero colapsa sistematicamente la region de riesgo transicional bajo
cambios de régimen. KAN es la tnica, de las tres evaluadas, que combina desempenio OOS
competitivo, interpretabilidad estructural directamente auditable y estabilidad temporal a
través de 13 regimenes de mercado distintos. Esa triple condicién —no la superioridad
en una métrica aislada— es el criterio de adoptabilidad en entornos financieros regulados
como las SIEFORES supervisadas por CONSAR o los intermediarios bajo escrutinio de la
CNBV.

2. Diseifio y construccion del RiskIndex: un indice multivariado de riesgo accionario
para la BMV. Se propone un indice continuo que integra cuatro dimensiones del riesgo
accionario: volatilidad futura realizada (VolFut), exposicién sistemética (|| rodante),
riesgo de cola (|CVaR| al 5%) y componente idiosincrético (1 — R?). La razén de iliquidez
de Amihud forma parte del vector de variables predictoras (CORE-10) pero no del objetivo,
a fin de no agravar la circularidad conceptual del constructo. La discretizacion ordinal se
realiza con cuantiles estimados estrictamente dentro de cada particiéon de entrenamiento,

eliminando la filtracién de informacién futura en el etiquetado.

3. Protocolo Walk-Forward PRO con purga y embargo como estindar metodologico para

ML financiero en mercados no estacionarios. El esquema de 13 particiones temporales
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secuenciales con purga de observaciones dependientes, periodo de embargo y ventana de
validacion interna responde a los riesgos metodolégicos documentados por Lépez de Prado
[145], Bailey et al. [12] y Arian et al. [5], y establece un estandar mds riguroso que el
empleado en los estudios comparables revisados para la BMV. El disefio del gap entre
entrenamiento y prueba OOS (igual al horizonte H de la variable objetivo) garantiza que
ninguna observacién OOS solapa con el periodo de etiquetado, cerrando la principal fuente

de look-ahead de manera exacta.

. Evidencia empirica de ventaja de KAN en la clasificacion de riesgo transicional,
con respaldo estadistico por pliegue. Se identifica que la clase Medio —la zona de
mayor ambigiiedad operativa en un problema ordinal de tres niveles— es donde KAN
supera consistentemente al modelo lineal: recall Medio de 65.3% frente al 46.6% de
SVM lineal, con diferencias estadisticamente significativas a través de 13 particiones
temporales independientes (Wilcoxon pareado, p = 0.016, diferencia media = +0.201,
intervalo bootstrap [+0.059, +0.346]). KAN supera a SVM en esta dimensién en 9 de los
13 pliegues, con un periodo de colapso sostenido del modelo lineal documentado en cuatro

pliegues consecutivos de 2024.

. Pipeline reproducible de extremo a extremo con utilidad directa para la investigacion
financiera y la practica institucional. El flujo completo —adquisicién de datos con
fuentes publicas (Yahoo Finance, API REST de Banxico), ingenieria de variables CORE-10,
etiquetado por pliegue, entrenamiento, validaciéon OOS e interpretacion estructural— es
reproducible sin acceso a datos propietarios y documentado con suficiente detalle para
su adopcién por equipos de andlisis cuantitativo, instituciones financieras y organismos

reguladores mexicanos.

El resto del documento se estructura en siete capitulos. El Capitulo II revisa criticamente la

literatura sobre clasificacion de riesgo financiero mediante ML e 1A, incluyendo antecedentes

en el mercado mexicano, el limite de interpretabilidad de los métodos de ensamble, y las

aplicaciones emergentes de KAN en finanzas. El Capitulo IV desarrolla los fundamentos

matematicos del KART, la arquitectura KAN y los conceptos financieros que sustentan el

disefo experimental; incluye una subseccion de distinciones conceptuales necesarias para

interpretar correctamente los resultados. El Capitulo III enuncia la hipétesis general con sus

componentes verificables y sus correspondientes hipdtesis nulas, junto con los seis objetivos

especificos. El Capitulo V describe el pipeline completo: datos, CORE-10, construccién del
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RiskIndex, protocolo Walk-Forward PRO y configuracion de los tres modelos. El Capitulo VI
reporta y discute los resultados empiricos bajo validacion estrictamente OOS. El Capitulo VII
articula las implicaciones del sistema para CONSAR, la CNBV, Banxico y la agenda de in-
vestigacion financiera en México. El Capitulo VIII cierra con las conclusiones, limitaciones,

recomendaciones concretas y lineas de trabajo futuro.

El argumento central que recorre todo el documento es este: en el mercado accionario me-
xicano, bajo validacidn temporal estricta, es posible construir un sistema de clasificacion de
riesgo que sea simultdneamente competitivo en desempeiio OOS, auditable en su mecanismo
de decision y metodolégicamente honesto. La evidencia empirica del Capitulo VI demuestra
que KAN, de las arquitecturas evaluadas bajo el protocolo adoptado, es la que mejor realiza esa
combinacién —y que la combinacién en si, no la superioridad en ninguna métrica individual,
es el criterio de adoptabilidad en entornos financieros regulados como el que este trabajo

atiende.



II. Antecedentes

Este capitulo construye el argumento empirico y bibliografico que justifica la investigacion. El
objetivo no es catalogar exhaustivamente la literatura, sino demostrar que los enfoques dispo-
nibles —tanto globales como en el contexto mexicano— no resuelven de forma simultdnea
las tres limitaciones identificadas en la introduccién: supuestos paramétricos insuficientes,
opacidad del mecanismo de decision y protocolos de validacion temporalmente inadecuados.
La revision se organiza de lo general a lo especifico: modelos cldsicos y sus limites; adopcion
de ML y DL en finanzas con sus debilidades metodolédgicas; el problema de los métodos de
ensamble y el limite de su auditabilidad; el problema de la interpretabilidad y la distincién
entre explicacion post-hoc e interpretabilidad intrinseca; las Redes Kolmogorov-Arnold como

arquitectura emergente; y la delimitacién del vacio especifico que esta investigacion atiende.

2.1 Modelos Tradicionales para Riesgo Financiero: Alcances y Limita-
ciones

La gestion cuantitativa del riesgo financiero se consolid6 sobre herramientas estadisticas y
econométricas que sostuvieron la practica profesional y la regulacién prudencial durante
décadas. El Valor en Riesgo (VaR) se convirtio en el estdndar de facto para estimar pérdidas
maximas esperadas bajo niveles de confianza especificos [121], y las familias ARCH [58] y
GARCH [24, 25] aportaron el marco para modelizar la varianza condicional y el agrupamiento
de volatilidad. Para el andlisis de dependencia temporal, los modelos ARIMA representaron

durante décadas la herramienta estdndar de caracterizacién y pronéstico [28].

Sin embargo, estos enfoques comparten una limitacion estructural que la literatura ha documen-
tado extensamente: sus supuestos —normalidad de rendimientos, estacionariedad, relaciones
lineales— son violados de forma sistemdtica en los mercados financieros contemporineos, y
de manera especialmente pronunciada en economias emergentes [48, 158, 214]. En periodos
de estrés, donde la gestioén del riesgo es mads critica, estos modelos tienden a subestimar
la exposicion real precisamente porque las distribuciones empiricas exhiben colas pesadas,

asimetria y cambios de régimen que los modelos paramétricos no capturan.

En el mercado mexicano, esta tension entre modelos paramétricos y arquitecturas no lineales
ha sido documentada empiricamente. Gomez-Ramos et al. [84] compararon directamente
modelos GARCH y redes neuronales artificiales en la prediccion del IPC y del Dow Jones

durante 2010-2011, encontrando que la RNA captura mejor los patrones no lineales de la serie,
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mientras que GARCH mantiene ventaja en métricas de error convencionales. Este resultado
—coherente con la literatura internacional sobre el compromiso entre parsimonia paramétrica y
expresividad no lineal— motivé los enfoques hibridos y, en ultima instancia, la busqueda de

arquitecturas que resuelvan ambas dimensiones simultdneamente [133, 144].

Esta brecha motivo la biisqueda de técnicas capaces de aprender patrones complejos directa-

mente desde los datos, sin imponer una forma funcional rigida.

2.2 ML y DL en Finanzas: Poder Predictivo y Fragilidad Empirica

El aprendizaje automdtico y profundo ampliaron sustancialmente el horizonte metodoldgico en
finanzas por su capacidad para modelar no linealidades, interacciones de alta dimensionalidad
e interdependencias que los modelos econométricos no capturan [21, 85, 145]. En prediccidn,
clasificacion y gestion de riesgo, métodos como SVM, ensambles de drboles y redes neuronales
profundas han mostrado desempeiio superior frente a sus contrapartes lineales en multiples
contextos. No obstante, la evidencia empirica debe leerse con cautela: el desempefio reportado
en muchos estudios estd condicionado por la calidad del protocolo experimental, y ahi reside

la fragilidad del campo.

2.2.1 Panorama de aplicaciones globales

Las arquitecturas recurrentes, y en particular LSTM, han mostrado capacidad para capturar
dependencias temporales complejas en prediccion de volatilidad y direccién de precios [66,
74, 103]. Los modelos de ensamble basados en drboles han sido estudiados por su robustez en
clasificacion financiera [2]. En riesgo de crédito, prediccion de incumplimiento y deteccion de
quiebra, la literatura reporta mejoras predictivas documentadas mediante multiples arquitectu-
ras de ML y DL [81, 181, 200]. Las revisiones sistemadticas de Sezer et al. [196] y Mienye
et al. [163] sintetizan el estado del campo con énfasis en la amplitud de aplicaciones y la
diversidad de métricas reportadas, poniendo de relieve que la comparabilidad entre estudios es

con frecuencia limitada por diferencias en protocolo, ventana temporal y universo de activos.

2.2.2 Aplicaciones en el contexto de la BMV

En México, la investigacion ha explorado de manera creciente el uso de técnicas de inteli-
gencia artificial para evaluar el riesgo y apoyar las decisiones de inversion en la BMV. Los

antecedentes se organizan en tres lineas teméticas.

En prediccion de rendimientos y volatilidad, Landassuri-Moreno et al. [133] combinaron

modelos econométricos y redes neuronales evolutivas para pronosticar el [PC mexicano, y
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Reyna Miranda et al. [183] propusieron un modelo neuro-wavelet para datos de alta frecuencia
sobre 25 emisoras de gran capitalizacién. Gallardo Del Angel [77] document6 el desempeiio
de redes neuronales con retropropagacion y propagacion resiliente para series financieras
individuales, y la prediccion de volatilidad accionaria ha motivado trabajos de posgrado
mediante modelos recurrentes [99]. La generalizacion de estos enfoques al mercado de renta

variable mexicana ha sido explorada con distintas técnicas de ML [37, 182].

En optimizacion de portafolios, Guerrero Camargo [88] y Samaniego Alcédntar [191] aplicaron
LSTM y metaheuristicas para mejorar la construccion de carteras con activos de la BMV. Ro-
driguez Rodriguez [186] desarrollaron un sistema de dos etapas para la BMV: clasificacién de
acciones mediante SVM, Random Forest, redes neuronales y el clasificador PBC4cip, seguida
de optimizacién multiobjetivo con el algoritmo genético NSGA-III para perfiles agresivo,
conservador y moderado. Los portafolios resultantes superaron al CETES, al S&P 500 y al
S&P/BMV IPC en el periodo evaluado (dic. 2019 — dic. 2020). Este trabajo establece que la
clasificacién de acciones con ML para construir portafolios en la BMV es factible; la presente
investigacion se diferencia en la arquitectura (KAN vs. SVM/NN/RF), en la interpretabilidad

estructural del mecanismo de decisién y en el rigor del protocolo de validacién temporal.

En clasificacion de riesgo y andlisis de emisoras, el antecedente mds directo de esta investiga-
cion en la literatura mexicana es la tesis doctoral de Carmona Vega y Gonzalez Garzon [35],
presentada en la Universidad Popular Auténoma del Estado de Puebla (UPAEP) y reconoci-
da con el Segundo Lugar del Premio Nacional Bolsa Mexicana de Valores 2011 (categoria
Investigacion). En ella, se implementé un perceptrén multicapa clasificador (MLP con
retropropagacion de gradiente conjugado escalado, 18 neuronas en la capa oculta, activacion
logistica) para asignar categorias ordinales de riesgo de mercado —Bajo, Medio y Alto— a
las 16 emisoras mas activas del IPC. Sobre 384 observaciones trimestrales (2004—2009) con
particion aleatoria 80/20, el clasificador alcanz6 una efectividad del 74.02% en el conjunto de
prueba (77 observaciones fuera de la muestra de entrenamiento), con la tasa de rendimiento
requerida (K;), los CETES a 91 dias y los rendimientos accionarios como variables de entrada.
El etiquetado se realizé mediante umbrales fijos de beta (< 0.70 / 0.70-1.14 / > 1.14), con
clases balanceadas por disefio. Este trabajo establece la viabilidad del enfoque de clasificacion
de riesgo con IA en la BMV. La presente investigacion lo extiende en tres dimensiones:
(i) arquitectura de interpretabilidad intrinseca (KAN vs. MLP opaco), (ii) indice de riesgo
multivariado con cuatro componentes de mercado (RiskIndex vs. indicador CAPM unidimen-
sional) y (iii) validacion temporal rigurosa sin filtracién de informacién futura (Walk-Forward

PRO con purga y embargo, n = 16,133 observaciones OOS, vs. particion aleatoria estética
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sobre 384 obs. trimestrales).

La clasificacién de emisoras mediante métodos de discriminante multiple, Logit y redes
neuronales fue explorada por Garcia Salgado y Morales Castro [78], y en el dmbito del riesgo
de mercado, Trejo Becerril y Gallegos David [212] aplicaron VaR y la Beta del CAPM a
portafolios de acciones mexicanas. Fuera del mercado accionario pero en el contexto financiero
mexicano, Melchor Pérez et al. [160] aplicaron aprendizaje computacional para prediccion de
riesgo crediticio con datos nacionales, y Golbayani et al. [83] compararon redes neuronales,
SVM vy arboles de decision para la prediccion de calificaciones corporativas, estudio relevante

como referente metodolégico de clasificacion ordinal supervisada.

El panorama trazado revela un patrén: la literatura mexicana sobre ML/IA en la BMV ha
producido avances valiosos en prediccion de rendimientos [77, 133, 183], optimizacién de
portafolios [88, 186, 191] y clasificacién de emisoras por método discriminante [78]. El tnico
trabajo que abord6 explicitamente la misma tarea —clasificacion ordinal del riesgo accionario
en la BMV mediante IA— fue Carmona Vega y Gonzalez Garzén [35], quien demostrd su
viabilidad con RNA cldasica y validacién estética. Lo que ninguno de estos trabajos integra
de forma simultdnea son las tres condiciones que definen la adoptabilidad operativa de un
sistema de clasificacién de riesgo en entornos regulados: (i) desempeilo OOS con integridad
temporal y sin filtracion de informacion futura, (ii) interpretabilidad estructural del mecanismo
de decision directamente auditable por un regulador, y (iii) clasificacion ordinal explicita del
riesgo por emisora con protocolo de validacion estadisticamente riguroso. Esta triple ausencia
simultdnea —no la ausencia de trabajos previos en general— es el vacio especifico que la

presente investigacion atiende [5, 12, 117, 145, 189].

2.2.3 Limitaciones metodolégicas recurrentes en ML financiero

La validez externa de resultados en ML financiero puede verse comprometida por tres practicas
experimentales problematicas, documentadas de forma recurrente en la literatura especializada.
Primera, la validacion temporal incorrecta: las particiones aleatorias de series de tiempo
introducen look-ahead bias, dado que el modelo puede haber sido entrenado con informacién
cronolégicamente posterior a los periodos que evalda [12, 145]. Segunda, el sobreajuste
por seleccion de hiperpardmetros sin control de multiplicidad, que produce métricas en
muestra artificialmente elevadas y generalizacion débil en uso real [5, 95]. Tercera, el backtest
overfitting: cuando se prueban multiples configuraciones sobre el mismo conjunto histdrico, la
probabilidad de encontrar una que parezca funcionar por azar crece de forma no despreciable,

aun cuando el desempeiio real fuera de muestra sea nulo [12, 95].
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Un anélisis comparativo reciente de métodos de evaluacion fuera de muestra en un entorno
controlado sintético concluye que el protocolo de validacién cruzada purificada y con embargo
es marcadamente superior a la validacion cruzada estdndar y al walk-forward simple para miti-
gar el sobreajuste en modelos financieros [5]. Esta evidencia refuerza la decision metodoldgica
central de este trabajo: adoptar un protocolo Walk-Forward PRO con purga y embargo que
responde directamente a los tres vectores de fuga de informacién documentados. El debate
no debe restringirse a cudl modelo predice mejor, sino bajo qué protocolo se establecen esas

comparaciones y qué tan robustas son frente a cambios de régimen [19, 52, 54].

2.3 Meétodos de Ensamble: Desempeiio Tabular Superior con Limites de
Auditabilidad

Los métodos de ensamble de drboles de decision —particularmente las variantes de gradient
boosting como XGBoost y las arquitecturas de bosque aleatorio (Random Forest)— han
establecido el estado del arte en clasificacién de datos tabulares en multiples benchmarks
financieros [2, 86]. Cuando los datos tienen estructura tabular con un nimero moderado de
variables, estas arquitecturas igualan o superan con frecuencia a las redes neuronales profundas
en métricas agregadas, manteniendo una eficiencia computacional considerablemente mayor.
En el contexto de la prediccion financiera, esta competitividad los hace opciones relevantes

para muchas tareas de clasificacion y regresion.

Sin embargo, para el problema especifico que esta investigacion aborda —clasificacion de
riesgo con interpretabilidad estructural en entornos regulados— los métodos de ensamble
comparten una limitacién de disefio que los hace insuficientes: la 16gica de decisiéon de un
ensamble de cientos o miles de drboles no es accesible por construccidn, y para ser explicada
requiere métodos post-hoc aproximados como SHAP o LIME [151, 184]. La diferencia entre
KAN y un modelo de ensamble con SHAP no es de grado: es cualitativa. Las funciones
¢(x) de la primera capa de KAN son el mecanismo de decisidn; la explicacion SHAP de
un ensamble es una aproximacion del mecanismo de un modelo diferente, con fidelidad que
depende de supuestos propios del método explicativo que raramente son transparentes para el
regulador [189]. Esta distincion es precisa en el contexto que 10SCO y el BIS han formalizado:
la interpretabilidad que los marcos regulatorios demandan es la 16gica exacta del proceso de

decision, no una representacion local aproximada de ella [117, 175].

Por estas razones, el disefio experimental de esta investigacion utiliza SVM lineal y MLP como

modelos de referencia, no métodos de ensamble. Los primeros representan, respectivamente, la
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frontera de decisidn lineal cldsica y la red neuronal sin interpretabilidad estructural intrinseca:
los dos polos del eje interpretabilidad-desempeiio que KAN aspira a superar de forma con-
junta. La comparacion KAN vs. ensambles, si bien seria metodoldgicamente interesante para
comparar desempeio tabular agregado, no abordaria la pregunta central de esta investigacion.

Dicha extension queda propuesta como linea de trabajo futuro en el Capitulo VIII.

2.4 Interpretabilidad en IA Financiera: Post-hoc vs. Intrinseca

El incremento en poder predictivo de los modelos de ML y DL se logra frecuentemente
sacrificando interpretabilidad, dando lugar al paradigma de la caja negra [89, 141]. En finanzas,
esta opacidad tiene consecuencias concretas: dificulta la validacién econémica del modelo,
obstaculiza la auditoria regulatoria, impide detectar sesgos indeseados y debilita la rendicién
de cuentas en decisiones de alto impacto [55, 76, 189]. La interpretabilidad no es, por tanto,
un objetivo complementario al desempeiio, sino una condicion de viabilidad operativa en
entornos financieros regulados —una distincién que organismos como 10SCO han formalizado

en su agenda normativa sobre el uso de IA en los mercados de capitales [117, 118, 175].

2.4.1 XAI post-hoc: aportes y limites

Las técnicas de Inteligencia Artificial Explicable (XAI) post-hoc buscan explicar modelos
complejos sin modificar su arquitectura. LIME aproxima localmente la frontera de decision
mediante modelos simples interpretables [184]; SHAP asigna contribuciones a variables
mediante valores de Shapley derivados de teoria de juegos cooperativos [151]. En finanzas,
estos métodos se han aplicado para explicar modelos de calificacion crediticia y anélisis
de riesgo [161, 209]. Sin embargo, su naturaleza aproximada implica que la explicacion
no coincide necesariamente con la 16gica interna exacta del modelo, puede ser sensible a
perturbaciones en los datos de referencia y depende de supuestos del método explicativo
que raramente son transparentes para el usuario final [189]. Explicar una caja negra con una

aproximacion externa no elimina la opacidad intrinseca: la desplaza.

Esta distincion —entre desplazar la opacidad y eliminarla— es el fundamento de la perspectiva

que orienta el disefio de esta investigacion, desarrollada en la seccidn siguiente.

2.4.2 Modelos interpretables por diseiio: motivacion en finanzas

Ante las limitaciones de los métodos post-hoc, Rudin [189] argumenta que en decisiones
de alto impacto la alternativa correcta no es mejorar las explicaciones de modelos opacos,

sino construir modelos con interpretabilidad intrinseca que sean igualmente competitivos
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en desempeno. Esta perspectiva es especialmente pertinente en finanzas: la necesidad de
justificar decisiones ante comités de inversion, auditores internos y reguladores crea un
incentivo estructural para modelos cuya l6gica de decision sea directamente inspeccionable,
no aproximada [55, 76]. En este marco, las arquitecturas cuya transparencia proviene de su
construccion matematica —y no de herramientas adicionales— ofrecen una via genuina para
conciliar desempefio con explicabilidad sin comprometer la integridad del mecanismo de
decision. La distincion entre interpretabilidad intrinseca y explicabilidad post-hoc es, como se

desarrollard en el Capitulo IV, uno de los ejes conceptuales fundamentales de este trabajo.

Esta perspectiva encuentra eco directo en el lenguaje de los marcos regulatorios mas recien-
tes: 10SCO FR06/2021 establece que los intermediarios que emplean modelos algoritmicos
en decisiones de alto impacto deben poder explicar el mecanismo de decisién del modelo
a supervisores y otras partes interesadas relevantes, distinguiendo explicitamente entre la
disponibilidad de ese mecanismo exacto y sus aproximaciones post-hoc [117, 118, 175]. La
interpretabilidad que KAN ofrece por construcciéon —no a través de un método adicional— es

la Unica clase de interpretabilidad que satisface ese estdndar de forma literal.

2.5 Redes Kolmogorov-Arnold: Fundamento, Arquitectura y Evidencia

2.5.1 Del Problema 13 de Hilbert al Teorema de Representacion

La base conceptual de las KAN se conecta con el decimotercer problema de Hilbert [100,
101]: ;puede toda funcién algebraica de varias variables expresarse mediante superposicion de
funciones de dos variables? Vitushkin [217] y trabajos posteriores contribuyeron a delimitar
el alcance del problema [218]. Kolmogorov establecid el resultado fundamental en 1957:
toda funcién continua multivariada puede expresarse mediante sumas finitas de funciones
univariadas compuestas [129, 130]. Arnold refiné y expandi6 estas ideas [6, 7, 8], y Sprecher
[204] y Sprecher [205] aportaron estructuras mas simétricas para las representaciones. Trabajos
posteriores desarrollaron pruebas constructivas y extensiones analiticas del resultado [29, 147,
148, 206].

2.5.2 Arquitectura KAN: interpretabilidad por construccion

Liu et al. [144] propusieron las Redes Kolmogorov-Arnold como arquitectura neuronal donde
la no linealidad se desplaza desde los nodos hacia las aristas: en lugar de transformaciones
lineales seguidas de activaciones fijas, cada conexion es una funcién univariada aprendible
parametrizada mediante splines [27], mientras que los nodos agregan tinicamente por suma.

Esta caracteristica estructural permite inspeccionar directamente las funciones aprendidas
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por variable, ofreciendo interpretabilidad sin herramientas externas de explicacién. Analisis
tedricos recientes confirman que las KAN exhiben menor sesgo espectral que las MLP y
pueden capturar con mayor eficiencia funciones con estructura de composicién [221]. En
comparaciones controladas por nimero de pardmetros y operaciones de punto flotante, la
ventaja de KAN frente a MLP se atribuye principalmente a la expresividad de sus funciones de
activacion spline [226]. El marco fue ampliado en KAN 2.0, integrando estructuras simbdlicas

para el descubrimiento cientifico [143].

2.5.3 Aplicaciones en finanzas y series temporales

La literatura de KAN aplicada a finanzas es reciente pero de crecimiento acelerado. En predic-
cion de series bursdtiles, Haryono et al. [96] propusieron redes KAN temporales permutadas
combinadas con andlisis de sentimiento generativo para el prondstico de precios accionarios,
documentando mejoras sobre modelos LSTM. Un estudio comparativo amplio [92] propuso
la arquitectura Multi-layer Mixture-of-KAN (MMK) para pronéstico multivariado de series
de tiempo y evidenci6 la efectividad de KAN en entornos de alta dimensionalidad con es-
tructura de composicion. Para series temporales genéricas con aplicacion financiera, Xu et al.
[224] analizaron el balance entre capacidad predictiva e interpretabilidad de las KAN. En
valoracién de instrumentos, Liu et al. [142] aplicaron KAN con estructura finance-informed
para la fijacién de precios de opciones. En prediccion de volatilidad implicita, Cho et al.
[39] documentaron resultados competitivos de KAN frente a GARCH y modelos basados en
LSTM. En deteccién de fraude financiero, Le et al. [134] y Lu y Zhan [150] reportaron que las
variantes eficientes de KAN alcanzan precision comparable a las arquitecturas de referencia

con ventajas en trazabilidad del mecanismo de decision.

En conjunto, estos trabajos sugieren que la combinacion de flexibilidad no lineal e interpre-
tabilidad estructural hace de las KAN candidatas relevantes para tareas de riesgo financiero.
Sin embargo, su aplicacion a la clasificacion ordinal del riesgo de inversién en acciones de
mercados emergentes —bajo protocolos rigurosos de validacién temporal y comparacion
estadistica por pliegue— no ha sido documentada en la literatura existente seguin la revision

efectuada.

2.6 Vacio en la Literatura y Posicion del Estudio

La evidencia revisada revela un patrén consistente en dos niveles. A nivel global, ML y DL
han impulsado mejoras predictivas en tareas financieras, pero con frecuencia bajo tensiones

entre desempefio e interpretabilidad, y con riesgos metodologicos que comprometen la validez
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fuera de muestra cuando la evaluacién temporal no se disefia con rigor [5, 12, 145]. A nivel
local, la literatura mexicana sobre riesgo accionario en la BMV ha producido contribuciones
valiosas —en prediccion de rendimientos, volatilidad y clasificacién de emisoras— pero sin
integrar los tres requisitos que definen la viabilidad operativa de un sistema de clasificacién
de riesgo en entornos regulados: desempeiio OOS con integridad temporal, interpretabilidad

estructural del mecanismo de decision, y clasificacion ordinal explicita del riesgo por emisora.

2.6.1 El vacio especifico: tres ausencias simultianeas

La revision sistemdtica realizada —que cubre el periodo 2014-2025 en REMEF, SCIELO
Meéxico, Scopus y repositorios nacionales de posgrado, con los términos de busqueda: KAN,
Kolmogorov-Arnold, BMYV, riesgo accionario, clasificacién de riesgo, Walk-Forward, ML
finanzas México— no encuentra evidencia de estudios que integren de forma simultdnea:
(i) arquitecturas KAN orientadas a interpretabilidad estructural; (77) una tarea explicita de
clasificacion ordinal del riesgo de inversion en tres niveles discretos —Bajo, Medio, Alto—
con un indice de riesgo multivariado como variable objetivo; y (iii) protocolos rigurosos
de evaluacion temporal —validacion Walk-Forward con purga y embargo, y comparacion
estadistica entre clasificadores— aplicados al mercado accionario mexicano. Esta ausencia es
especialmente relevante porque la utilidad préctica de un sistema de clasificacion de riesgo
requiere las tres condiciones en conjunto: desempefio competitivo fuera de muestra, 16gica de

decision auditable, y evaluacion metodologicamente honesta [19, 52, 144, 189].

El dnico trabajo en la literatura mexicana que abordd parcialmente este vacio —Carmona Vega
y Gonzélez Garzén [35]— resolvid la condicion (i) (clasificacion ordinal de riesgo) con RNA
clésica, pero no las condiciones (i) (interpretabilidad estructural) ni (iii) (validacion temporal
sin filtracién de informacién): el sistema propuesto en la presente investigacion es el primero,
en la literatura revisada, en integrar las tres de forma simultdnea para el mercado accionario

mexicano.

2.6.2 Posicion de la investigacion y originalidad

Esta investigacion se posiciona en ese vacio: aplica y evalia KAN en la clasificacion ordinal
del riesgo de inversion para acciones de la BMV, bajo validacién Walk-Forward PRO con
purga y embargo, comparacion estadistica pareada por pliegue, e interpretabilidad estructural
verificable sin herramientas post-hoc. Segun la revision efectuada, es el primer estudio en el

contexto mexicano que integra simultdneamente estas cuatro condiciones.

La pertinencia cientifica se sustenta en tres planos complementarios. Primero, aportar eviden-
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cia empirica sobre una arquitectura emergente aplicada a un dominio financiero concreto y
relevante para México [143, 144]. Segundo, responder a la demanda de modelos auditables
en decisiones de alto impacto, demanda que organismos internacionales como I0SCO y el
FSB han formalizado en sus marcos regulatorios recientes [65, 117, 118, 189]. Tercero,
establecer para la BMV un protocolo de evaluacién mds riguroso que el empleado en los
estudios comparables revisados para el mercado mexicano, contribuyendo a elevar el estdndar
metodolégico del campo. La investigacién no solo propone un modelo: propone una forma
mds robusta de construir y evaluar sistemas de clasificacion de riesgo en mercados emergentes,

con independencia de la arquitectura especifica que se adopte.
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III. Hipdétesis y Objetivos

3.1 Hipotesis de Investigacion

Con base en la revision del estado del arte, la identificacién de la brecha en la literatura y las
propiedades matematicas de interpretabilidad y eficiencia de las Redes Kolmogorov-Arnold
documentadas en el marco tedrico [144, 145, 189], se plantea la siguiente hip6tesis general y

sus componentes verificables.

Hipétesis General

Un sistema de clasificacion del riesgo de inversion en acciones de la Bolsa Mexicana de Valores
basado en Redes Kolmogorov-Arnold (KAN) logra, entre las arquitecturas comparadas
bajo el protocolo adoptado, desempeiio predictivo fuera de muestra competitivo frente a los
modelos de referencia —Maquinas de Soporte Vectorial (SVM) y Redes Neuronales Multicapa
(MLP)— bajo validacion temporal rigurosa, con una ventaja diferencial en la zona de riesgo
transicional estadisticamente consistente a través de particiones temporales independientes,
y proveyendo interpretabilidad estructural intrinseca que dichos modelos de referencia
no ofrecen por construccion. La combinacion de estas tres condiciones —competitividad
predictiva, auditabilidad intrinseca y honestidad temporal— y no la superioridad en ninguna
métrica individual, hace del sistema propuesto una arquitectura viable para la gestiéon de
riesgo en entornos financieros regulados. En la literatura revisada, esta combinacion no ha

sido documentada para el mercado accionario mexicano.

Hipétesis Especificas

La hipoétesis general se descompone en tres componentes verificables mediante los resultados

del Capitulo VI, junto con sus correspondientes hipotesis nulas:

1. H1 — Desempeiio predictivo competitivo. KAN alcanza métricas de clasificacion fuera
de muestra —F1 macro y AUC OvR macro— que no son estadisticamente inferiores a
las de SVM lineal calibrado, y se encuentran dentro de un margen no mayor a 3 puntos
porcentuales respecto a las de MLP, evaluados bajo el mismo protocolo Walk-Forward

PRO con purga y embargo sobre 13 particiones temporales independientes [52, 145].

Hipdtesis nula correspondiente (Hy 1): No existe diferencia estadisticamente significativa
en F1 macro OOS entre KAN y MLP, ni entre KAN y SVM, a través de los 13 pliegues

temporales (Wilcoxon pareado, ov = 0.05, bilateral).
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2. H2 — Ventaja consistente en la region de riesgo transicional. En la clasificacién de
la clase Medio —la zona de mayor ambigiiedad operativa en un problema ordinal de
tres niveles— KAN muestra un recall consistentemente superior al de SVM lineal, con
diferencias estadisticamente significativas a través de los 13 pliegues temporales segin
prueba de Wilcoxon pareada [52, 54]. Esta hip6tesis contrasta especificamente KAN contra
SVM; la diferencia KAN-MLP en la clase Medio no forma parte del alcance inferencial
formal de H2 dado que se espera que ambas arquitecturas no lineales sean estadisticamente
equivalentes en esta dimensién. La clase Medio concentra los estados frontera donde la
frontera lineal del SVM presenta la mayor degradacion sistemédtica bajo cambios de régimen:
en un problema ordinal, los errores en la clase intermedia —que comparte rasgos con el
riesgo bajo y el alto— representan la mayor dificultad intrinseca y la mayor consecuencia

operativa para decisiones de exposicion [75, 91].

Hipotesis nula correspondiente (Hy »): No existe diferencia sistemdtica en recall(Medio)
entre KAN y SVM a través de los 13 pliegues temporales (Wilcoxon pareado, o = 0.05,
unilateral: KAN > SVM).

3. H3 — Interpretabilidad estructural verificable. Las funciones univariadas ¢ (x) aprendi-
das por KAN por variable son directamente inspeccionables sin herramientas post-hoc, y la
importancia relativa de las variables financieras obtenida de la arquitectura muestra cohe-
rencia con la teoria financiera del riesgo: variables de volatilidad, riesgo de cola (CVaR) y

exposicion sistematica (Beta) deben aparecer entre las de mayor peso [55, 76, 144, 221].

Hipdtesis nula correspondiente (Hy3): La jerarquia de importancias de la primera capa
KAN no es coherente con la teorfa financiera del riesgo (Vol_252, CVaR y Beta no emergen

entre las tres variables de mayor peso relativo en el ranking de importancias).

Las tres hipotesis como sistema. H1, H2 y H3 no son independientes: constituyen el triple
argumento de adoptabilidad que articula la tesis central del trabajo. H1 establece que el sistema
es competitivo en desempefio OOS —condicidn necesaria para cualquier uso practico—. H2
establece que esa competitividad se concentra donde mds importa operativamente: la regién
transicional donde los modelos lineales fallan sistematicamente bajo cambio de régimen
—condicion que diferencia a KAN de SVM en el eje de robustez—. H3 establece que el
mecanismo de decision es directamente auditable —condicion que diferencia a KAN de MLP
en el eje de gobernanza—. Un sistema que cumple H1 pero no H2 puede ser competitivo

pero inestable bajo estrés; uno que cumple H1 y H2 pero no H3 puede ser robusto pero no
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adoptable en entornos regulados. La tesis afirma que KAN, de las tres arquitecturas evaluadas
bajo el protocolo adoptado, cumple las tres simultineamente. La evidencia del Capitulo VI lo

confirma.

3.2 Objetivos de Investigacion

3.2.1 Objetivo General

Desarrollar, implementar y evaluar un sistema de clasificacién del riesgo de inversion en
acciones de la Bolsa Mexicana de Valores basado en Redes Kolmogorov-Arnold (KAN), que
combine desempefio predictivo fuera de muestra competitivo, validacion temporal metodoldgi-
camente rigurosa e interpretabilidad estructural intrinseca, con el fin de proveer a analistas
financieros, gestores de riesgo e investigadores una herramienta auditable de apoyo a la toma

de decisiones en el mercado accionario mexicano.

3.2.2 Objetivos Especificos

1. Construir un conjunto de datos financiero piiblico, robusto y reproducible para
la BMV. Disefiar y construir un dataset con 30 emisoras representativas del mercado
mexicano, basado en fuentes publicamente disponibles (Yahoo Finance, API REST de
Banxico), que incluya variables de exposicion sistematica (Beta, Alpha, R? rodantes),
volatilidad en multiples horizontes (20, 60 y 252 dias hébiles), riesgo de cola (CVaR al
5%), volatilidad a la baja y liquidez de Amihud (conjunto CORE-10). La reproducibilidad

sin acceso a datos propietarios es un requisito de disefio [1, 145].

2. Disenar y construir el RiskIndex: un indice multivariado de riesgo accionario para la
BMV. Proponer un indice continuo que integre cuatro dimensiones del riesgo accionario
—volatilidad futura realizada (VolFut), exposicién sistemadtica (]3| rodante), riesgo de
cola (|CVaR| al 5%) y componente idiosincratico (I — R?)— como variable objetivo de
la clasificacién. Establecer un protocolo de discretizacion en tres categorias ordinales
—Bajo, Medio, Alto— con cuantiles estimados exclusivamente dentro de cada particién de
entrenamiento, eliminando la filtracién de informacion futura y garantizando que el orden

entre clases refleje magnitudes de riesgo relativas reales [91, 145, 158].

3. Implementar el protocolo Walk-Forward PRO con purga y embargo. Disefiar e imple-
mentar un esquema de validacién temporal con 13 particiones cronoldgicas secuenciales,
purga de observaciones con solapamiento temporal y periodo de embargo igual al hori-

zonte de la variable objetivo (H = 60 dias), que elimine las tres fuentes principales de
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fuga de informacion en ML financiero: look-ahead en etiquetado, escalamiento global y

contaminacion temporal entre particiones [5, 12, 13, 145, 208].

. Desarrollar y entrenar el sistema KAN para clasificacion de riesgo accionario. Im-
plementar en Python una Red Kolmogorov-Arnold con parametrizacion B-spline cubica
(p = 3, n = 10 nudos internos), conexion residual SilLU, actualizacién adaptativa de nudos,
ajuste de logits para manejo de desbalance de clases, y early stopping sobre F1 macro en
validacion; entrenado bajo el protocolo Walk-Forward PRO. Documentar la arquitectura
completa, los hiperparametros y los tiempos de entrenamiento para reproducibilidad [27,
144]. La eleccion de p = 3 (cibico) y n = 10 nudos internos no es arbitraria: produce
funciones ¢ (x) con suavidad C? y soporte local suficiente para distinguir regimenes de
volatilidad alta, moderada y baja, mientras mantiene la inspeccionabilidad directa que el
Objetivo 6 requiere [27, 144].

. Comparar el desempeiio del sistema KAN frente a SVM y MLP bajo condiciones
apples-to-apples. Evaluar los tres clasificadores con el mismo conjunto CORE-10, el
mismo protocolo de particiones temporales, el mismo escalamiento por pliegue y las
mismas métricas (F1 macro, AUC OvR macro, precision y recall por clase, matrices de
confusion). Complementar con pruebas estadisticas pareadas de Wilcoxon e intervalos
bootstrap por pliegue para distinguir mejoras consistentes de fluctuaciones temporales
[19, 52]. En todos los casos, reportar tanto el estadistico p como el tamafio del efecto con
intervalos de confianza al 95%, a fin de distinguir significancia estadistica de relevancia

préctica [56].

. Documentar y analizar la interpretabilidad estructural de KAN. Extraer y visualizar
las funciones univariadas ¢ (x) aprendidas por variable en la primera capa, construir el
ranking de importancia global, y contrastar la coherencia de la jerarquia aprendida con la
teoria financiera del riesgo accionario. Proveer evidencia de interpretabilidad auditable en
el sentido de Doshi-Velez y Kim [55] y Rudin [189], sin recurrir a métodos post-hoc como
SHAP o LIME, demostrando que la arquitectura misma provee la trazabilidad de decisién

que los entornos financieros regulados requieren.

Correspondencia entre objetivos y contribuciones. Los seis objetivos especificos se co-

rresponden directamente con las cinco contribuciones originales declaradas en la Introduccioén:

el objetivo 1 sustenta la Contribucion 5 (pipeline reproducible con datos publicos); los objeti-

vos 2y 3 sustentan las Contribuciones 2 y 3 (RiskIndex y protocolo Walk-Forward PRO); el
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objetivo 4 sustenta la Contribucioén 1 (primera arquitectura documentada para la BMYV, de las
tres evaluadas bajo este protocolo, que resuelve simultdneamente los tres problemas identifica-
dos); el objetivo 5 sustenta la Contribucion 4 (evidencia empirica en riesgo transicional con
respaldo estadistico por pliegue); y el objetivo 6 sustenta el componente de interpretabilidad

de la Contribucion 1.
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IV. Marco Teorico

Este capitulo establece el andamiaje tedrico que sustenta la investigacion. Se organiza en seis
bloques interrelacionados: (1) fundamentos del riesgo financiero y su medicion cuantitativa;
(2) sintesis de los principios de aprendizaje automaético relevantes para la tarea; (3) fundamen-
tos matematicos profundos de las Redes Kolmogorov-Arnold, nicleo tedrico diferenciador
del trabajo; (4) metodologia de evaluacion de clasificadores, con énfasis en validacién tem-
poral e interpretabilidad; (5) interpretabilidad matemadtica en contextos de alto impacto; y
(6) distinciones conceptuales necesarias para interpretar correctamente los resultados y sus

implicaciones.

4.1 Fundamentos del Riesgo Financiero y su Medicion

4.1.1 Concepto, Naturaleza y Tipologias del Riesgo Financiero

El riesgo financiero es la posibilidad de que el rendimiento efectivo de una inversion difiera
de su rendimiento esperado, especialmente en sentido adverso [111, 121]. Si R denota el

rendimiento de un activo, el riesgo puede formalizarse como dispersion alrededor de E[R]:

Var(R) =E[(R—E[R])?],  or=+/Var(R). (1)

La literatura distingue cuatro tipologias principales [111, 158]: riesgo de mercado (movimien-
tos adversos en precios o tasas), riesgo de crédito (incumplimiento de contraparte), riesgo
de liquidez (incapacidad de vender sin pérdida significativa) y riesgo operativo (fallos en
procesos, personas o sistemas). Esta investigacion se centra en el riesgo de mercado para
acciones de la BMV.

Nota sobre la naturaleza no-i.i.d. del riesgo. En mercados reales, el riesgo financiero rara
vez se comporta como un proceso independiente e idénticamente distribuido. Se observan
dependencia temporal, cambios de régimen, asimetrias y colas pesadas [48, 158, 214]. Esta
observacion tiene dos consecuencias directas: las métricas de riesgo deben considerar el
comportamiento de cola, y la validaciéon de modelos predictivos debe preservar la causalidad

temporal [12, 145]. 5



4.1.2 Rendimientos Financieros y Volatilidad

El rendimiento logaritmico del activo con precio F; en el periodo ¢ se define como:

=), o

preferido en andlisis financiero por su aditividad temporal y simetria aproximada [214]. La

volatilidad, medida por la desviacion estdndar o de r;, es la métrica primaria de riesgo de
mercado. Para capturar el agrupamiento de volatilidad, Engle [58] propuso el modelo ARCH;
Bollerslev [24] lo generalizé al GARCH:

q )4
of =ap+ Y e+ Y Biot 3)
i=1 j=1

con o >0, @;,3; >0y Y,;06+Y;B; <1 para garantizar estacionariedad. Aunque estos
modelos son fundamentales, su capacidad para capturar relaciones no lineales de alta dimen-
sionalidad es limitada —limitacién documentada empiricamente para el [PC mexicano por
Gomez-Ramos et al. [84]— motivando los enfoques de ML discutidos en el Capitulo II [25,
196].

4.1.3 Valor en Riesgo (VaR) y Expected Shortfall (CVaR)

El Valor en Riesgo (VaR) cuantifica la pérdida mdxima que una cartera puede experimentar
con probabilidad 1 — ¢ sobre un horizonte determinado [121]: P(L > VaR.) = 1 — c. A pesar
de su amplia adopciodn, el VaR no provee informacion sobre la severidad de pérdidas que lo

exceden y no es siempre una medida coherente en el sentido de Artzner et al. [10].

El Expected Shortfall (CVaR) supera estas limitaciones cuantificando la pérdida esperada
condicionada a que se exceda el VaR:

CVaR, (L) = E[L| L > VaR.(L)]. “4)

El CVaR satisface las propiedades de monotonicidad, invarianza a la traslaciéon, homogeneidad
positiva y subaditividad, siendo una medida coherente [10, 158, 185]. En el disefio experimental
de este trabajo, el CVaR en ventana de 252 dias es una de las cuatro dimensiones del RiskIndex
y una de las diez variables del CORE-10.
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4.1.4 Riesgo Sistematico, No Sistematico y CAPM

El riesgo total de un activo se descompone en riesgo sistematico (no diversificable) y riesgo
idiosincratico (especifico de la empresa, diversificable) [23, 57]. El CAPM formaliza la
relacion entre riesgo sistemadtico y rendimiento esperado en equilibrio [140, 171, 198]:

E[Ri] = Ry + Bi(E[Rn] —Ry), ®)

donde f; = Cov(R;,R,,)/Var(R,,) mide la sensibilidad del activo i al mercado y Ry es la tasa
libre de riesgo. En este trabajo, f3; se estima de forma rodante (rolling) en ventanas de 252 dias

para capturar su evolucion temporal.

Cuadro 2: Interpretacion de los coeficientes o y B del CAPM.

Coeficiente Interpretacion Implicacion para el riesgo

B>1 Activo mds volatil que el mercado Mayor exposicion al riesgo sistematico
B<1 Activo menos volatil que el mercado Menor exposicidn sistémica

p=1 Activo se mueve con el mercado Exposicién neutral

oa>0 Rendimiento superior al esperado Posible ventaja ajustada al riesgo
a<0 Rendimiento inferior al esperado Destruccién de valor ajustada al riesgo

Aunque el CAPM es fundacional, su capacidad explicativa ha sido cuestionada y extendida
mediante modelos multifactoriales [61, 62]. En el contexto predictivo de este trabajo, esta
literatura motiva incluir variables que capturen dimensiones de riesgo no contenidas en f3
—cola, iliquidez, cambios de régimen— consistente con enfoques modernos de asset pricing
mediante ML [1, 86].

4.1.5 Clasificacion del Riesgo y Analogia con Calificadoras

Las agencias calificadoras de riesgo —S&P Global, Moody’s, Fitch y HR Ratings en México—
asignan categorias ordinales a emisores e instrumentos de deuda para reducir asimetria de
informacion [67, 108, 166, 190]. Su I6gica ordinal (grado de inversiéon — especulativo — alto
riesgo) es conceptualmente andloga a la clasificacion de este trabajo (Bajo — Medio — Alto):
en ambos casos se asignan categorias interpretables que permiten decisiones de gestion bajo
restricciones de trazabilidad y auditabilidad [76, 111]. La diferencia central es que el sistema
propuesto opera sobre variables de mercado observables en tiempo real con fuentes publicas,

no sobre andlisis fundamental privado, y es evaluado con validacién temporal estricta.

Esta analogia no es retdrica: funda la eleccién de un esquema ordinal de tres niveles como

variable objetivo, tema que el Capitulo V desarrolla en la construccion del RiskIndex.
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4.2 Aprendizaje Automatico para Clasificacion Financiera: Sintesis

Esta seccidn sintetiza los principios de ML necesarios para contextualizar el disefio experi-
mental. La revision critica de aplicaciones y sus limitaciones se presenta en el Capitulo II;

aqui se establecen los conceptos que el Capitulo V operacionaliza.

4.2.1 Paradigmas de Aprendizaje y Tarea de Clasificacion

Esta investigacion se ubica integramente en aprendizaje supervisado: dado un conjunto
etiquetado 2 = {(x;,y;)}., donde x; € RY son vectores de variables financieras e y; €
{Bajo,Medio, Alto}, se busca aprender f : RY — % que generalice a observaciones futuras
no vistas [21, 97].

Prediccion vs. inferencia causal. Este trabajo adopta un objetivo de prediccion (generaliza-
cién OOS) en lugar de inferencia causal. Esta distincién justifica el protocolo walk-forward
y el control estricto de fuga temporal: el modelo debe desempefiarse bien en el futuro, no
explicar el pasado [86, 145, 197].

4.2.2 Modelos Base: SVM y MLP

Los dos modelos de referencia en este estudio son la SVM lineal calibrada y la MLP con

dimensiones emparejadas. Se presentan en su rol de baseline, no como propuesta central.

Maquina de Soporte Vectorial (SVM). Una SVM busca el hiperplano de separacion de
maximo margen entre clases [45, 97]. En su version lineal con calibracion probabilistica de
Platt [176], la frontera de decision es interpretable en el espacio original de variables, pero
con capacidad limitada para capturar interacciones no lineales. La calibracién convierte los

margenes en probabilidades de clase comparables con los demds modelos.

Red Neuronal Multicapa (MLP). Una MLP consiste en capas de neuronas conectadas en

secuencia donde:

x(H) = ¢ (WU)x(l) +b(z>> 7 (6)

con W pesos, b() sesgos y ¢ funcién de activacin no lineal. El Teorema de Aproximacién
Universal [47, 104, 105] garantiza que una MLP con una capa oculta suficientemente ancha
puede aproximar cualquier funcién continua; sin embargo, esta garantia de existencia no
especifica la arquitectura 6ptima y, fundamentalmente, no asegura trazabilidad del mecanismo

de decision, lo que motiva la busqueda de alternativas con interpretabilidad intrinseca [189].
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Series temporales financieras: particularidades. A diferencia de dominios con datos
aproximadamente i.i.d., en finanzas se observan no-estacionariedad, dependencia temporal y
cambios de régimen. Particiones aleatorias inducen fuga de informacién, y la normalizacién
global contamina las particiones de prueba [13, 145]. Ambas précticas se evitan en el disefio

experimental del Capitulo V.

4.2.3 Clasificacion Ordinal: Fundamento y Relevancia para la Tarea

La tarea de este trabajo es una clasificaciéon ordinal: las etiquetas Bajo, Medio y Alto no
son categorias nominales intercambiables, sino niveles con un orden intrinseco. Un error de
clasificacién Bajo — Alto es cualitativamente mds grave que un error adyacente Bajo — Medio,

y esta estructura debe estar presente en la evaluacién [75, 91].

La literatura distingue dos estrategias principales para problemas ordinales con redes neuro-
nales. La primera descompone el problema en K — 1 clasificaciones binarias anidadas [75].
La segunda impone restricciones de consistencia de rango directamente en la funcion de
salida —el marco CORAL vy sus extensiones— garantizando que las probabilidades predichas
respeten el orden de las clases [33]. Una revision de 41 conjuntos de datos concluye que los
enfoques que explotan explicitamente el orden entre clases superan de forma consistente a los

clasificadores nominales aplicados al mismo problema [91].

En este trabajo, la ordinalidad se preserva de dos formas. Primera: la variable objetivo
(RiskIndex) es continua y se discretiza en tres cuantiles ordenados, garantizando que el orden
refleja magnitudes de riesgo reales. Segunda: las métricas de evaluacion se analizan por clase,
con atencion explicita a la gravedad relativa de los errores y a la separabilidad de la clase
Medio. Las extensiones futuras pueden incorporar funciones de pérdida ordinales explicitas

como CORAL para mejorar la calibracién en la region transicional.

4.3 Redes Kolmogorov-Arnold: Fundamentos Matematicos y Arquitec-
tura

Esta seccion constituye el nicleo tedrico diferenciador del trabajo.

4.3.1 Del Problema 13 de Hilbert al Teorema de Representacion

En 1900, David Hilbert present6 su lista de 23 problemas para la matemaética del siglo XX
[100, 101]. El decimotercer problema cuestionaba si toda funcion algebraica de tres varia-

bles podia representarse como superposicion de funciones de dos variables [218]. En 1957,
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Kolmogorov demostré un resultado mucho maés fuerte: toda funcién continua multivariada se

puede representar mediante funciones de una sola variable [130].

Teorema IV.1 (Teorema de Superposicion de Kolmogorov, 1957). Sea f : [0,1]" — R una
funcion continua. Entonces existen funciones continuas univariadas ®4: R — Ry y, , :

[0,1] =R, paraq=0,....2ny p=1,...,n, tales que:

2n n
Fxts.x) = Z @, Z Vpa(Xp) | - (7
q=0

p=1

Arnold [6] y Arnold [7] refinaron el resultado; Sprecher [204] y Sprecher [205] aportaron
estructuras mds simétricas para las funciones internas; y Braun y Griebel [29] desarrollaron
pruebas constructivas que ofrecen una via explicita para encontrar las representaciones [147,
148, 206].

La implicacion fundamental del KART para la teoria de la aproximacién es profunda: cualquier
funcién continua compleja en alta dimension puede descomponerse y representarse fielmente
mediante componentes univariadas y sumas, proveyendo el fundamento matematico de una

arquitectura neuronal alternativa [147].

Del KART a la arquitectura computable: el rol de los B-splines. El KART original
garantiza la existencia de funciones univariadas de representacion, pero no que esas funciones
sean suaves, diferenciables ni numéricamente estables para el aprendizaje por gradiente. Esta
brecha entre el resultado de existencia matematico y la implementacion préctica en una red
neuronal es la que las B-splines resuelven: parametrizando cada funcién ¢ (x) como una
combinacion lineal de funciones base de B-spline, las KAN obtienen funciones univariadas
con suavidad CP~! garantizada, soporte local (cada base afecta solo una regién del dominio) y
coeficientes aprendibles de forma estable mediante descenso de gradiente [27]. El puente del
KART a la arquitectura computable no es trivial: es precisamente este puente el que hace de

KAN una arquitectura practicamente implementable, no solo un resultado de existencia.

Nota epistemologica: KART en datos financieros no i.i.d.. El KART se formula para
funciones continuas sobre dominios compactos. En el contexto financiero, esta hipdtesis
de continuidad no se adopta como descripcion literal del proceso generador de datos, sino
como principio constructivo: motiva arquitecturas donde la no linealidad se concentra en

transformaciones univariadas inspeccionables. El rol del teorema en este trabajo es proveer
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una estructura de modelizacién que favorece trazabilidad funcional, no afirmar que el mercado

satisface condiciones analiticas exactas [12, 145, 214].

4.3.2 Arquitectura Matematica de las Redes KAN

Liu et al. [144] propusieron las Redes Kolmogorov-Arnold como arquitectura neuronal que
materializa la estructura del KART. Su principio fundamental invierte el paradigma de las
MLP: mientras que una MLP tiene activaciones no lineales fijas en los nodos y pesos lineales
aprendibles en las aristas, una KAN tiene funciones de activacion univariadas aprendibles en

las aristas, y los nodos realizan tinicamente sumas:

ny
A~ Yo (), ®)

[ . . . .. . . .
donde ¢ J( i) es la funcién de activacion aprendible en la arista que conecta la neurona i de la

capa [ con la neurona j de la capa [ + 1.

Parametrizacion mediante B-splines. Cada funcién de activacién ¢(x) se parametriza

como combinacion lineal de funciones base de B-spline:

G
o(x) = ) cxBi(xit), ©)
k=1
donde c¢; son los coeficientes aprendibles, G el nimero de funciones base y t el vector de

nudos. Los B-splines se definen recursivamente mediante la férmula de Cox—de Boor [27]:

Para grado p = 0:

17 Iy S X <Tp41,
Byo(x) = (10)
0, en otro caso.

Para grado p > 1:

X — Ik letp+1 —X
ka_l(x) LAY

By p(x) = ———
P Ueyp — U let-p+1 — Ty

Biy1 p—1(x), (11)
donde los cocientes con denominador cero se consideran nulos. Esta construccion induce dos

propiedades criticas para la interpretabilidad:
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e Soporte local: By ,(x) es distinto de cero solo en [t,f 1), 10 que permite inspeccionar
cambios funcionales en regiones especificas del dominio. En el contexto financiero, el
modelo puede aprender respuestas distintas para valores de volatilidad baja, moderada o

extrema, sin que dichas regiones se contaminen mutuamente.

e Suavidad controlada: con nudos simples, la spline resultante es C”~!; nudos con multiplici-
dad r reducen la continuidad en ese punto a C”~". La implementacién de este trabajo emplea
grado p = 3 (ctibico), con n = 10 nudos internos, produciendo funciones con suavidad C? y

G = 14 funciones base por arista [27].

Contabilidad de parametros y asimetria frente a MLP. Para una capa KAN que mapea
R™ — R™+1 con G coeficientes por arista y con conexion residual (base), el nimero de
parametros de arista es:

#OkaN ~npnpag - (G+2) +nyyq, (12)

frente a #6\p = n; - n;+1 + 141 en una capa densa. Esta diferencia tiene consecuencias
concretas: con la arquitectura [10—32—3] empleada en este trabajo y G = 14, el sistema KAN
cuenta con aproximadamente 6,691 pardmetros frente a los ~451 del MLP con dimensiones
emparejadas —una relacion de ~15:1. La comparacion en este trabajo se denomina “arch-
matched” porque iguala las dimensiones de capas, no la capacidad paramétrica; la justicia
de la comparacion descansa en la igualdad de informacién disponible (mismo CORE-10),
la igualdad de particiones temporales y la evaluacion exclusiva sobre datos OOS, donde el

sobreajuste penaliza de forma independiente del numero de parametros [144, 221, 226].

Esta asimetria no compromete la justicia de la comparacion: el criterio de igualdad relevante
para la pregunta de investigacion es la informacién disponible y el protocolo de validacion,
no el nimero de parametros. Igualar parametros entre KAN y MLP requeriria reducir los
nudos spline a valores que eliminan la capacidad de inspeccionabilidad de las funciones
¢ (x) —exactamente la propiedad que justifica la investigacion—. La comparacion arch-
matched es la Unica que pone a prueba la hipétesis central: ;puede una arquitectura de
interpretabilidad intrinseca igualar el desempefio de una sin esa propiedad, bajo el mismo

volumen de informacién disponible? [52, 97].

4.3.3 Propiedades Matematicas Clave de las KAN

Aproximacion universal por construcciéon. Las KAN son aproximadores universales por

consecuencia directa del KART, que garantiza representacion exacta, no solo aproximada,
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de toda funcién continua. Esto las diferencia de las MLP, cuya aproximacion universal es
de naturaleza existencial: garantiza que el aproximador existe, pero no cémo encontrarlo de
forma eficiente [144, 221].

Eficiencia paramétrica. Si la funcién objetivo tiene estructura de composicion dispersa, las
KAN pueden capturarla haciendo que algunas ¢ (x) degeneren en funciones simples. Analisis
tedricos sobre el sesgo espectral y las leyes de escalamiento de las KAN sugieren que pueden
superar a las MLP en precision con menos pardmetros para funciones con estructura de
composicion [144, 221, 226].

Interpretabilidad intrinseca: soporte local y aditividad. La interpretabilidad descansa
en dos pilares matematicos: (i) el soporte local de los B-splines, que permite inspeccionar
transformaciones en regiones especificas del dominio, y (ii) la estructura aditiva por nodo, que
hace que cada neurona sea un modelo aditivo inspeccionable. Estas propiedades emergen de
la arquitectura: no son una aproximacion externa del modelo, sino su mecanismo de decision
[27, 144, 189].

KAN 2.0 y extensiones simbélicas. Liu et al. [143] extendieron el marco para integrar
estructuras simbdlicas y herramientas para descubrimiento cientifico. Si bien KAN 2.0 no es
esencial para la implementacién empirica de este trabajo, consolida la relevancia del paradigma

en aplicaciones que demandan alta interpretabilidad y trazabilidad funcional.

4.4 Evaluacion de Clasificadores: Métricas y Validacion Temporal

4.4.1 Métricas de Desempeio para Clasificacion Multiclase

La evaluacion del clasificador se apoya en métricas derivadas de la matriz de confusion, que

tabula predicciones contra etiquetas reales para cada clase [21, 97]:
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Y TPy

A = , 13

ccuracy N (13)
TP

Precisionk = WICFPIC, (14)
TP

Recall, = —— & (15)

TP, + FNy,
Fl, =2 Precisiony, - Recally, (16)

Precision; + Recall;’

El F1 macro promedia el F1 por clase sin ponderar por frecuencia, siendo la métrica primaria
por dos razones: (i) trata cada clase como igualmente importante, incluyendo la clase Medio,
que es la més dificil y la de mayor consecuencia operativa; y (ii) penaliza de forma simétrica

errores de precision y recall [179, 201].

Curva ROC y AUC en multiclase. En clasificacién multiclase se emplea la estrategia
one-vs-rest (OvR) y se reporta el AUC macro, que promedia la separabilidad entre clases
sin ponderar por frecuencia [63, 93]. Esta eleccion es coherente con la estructura ordinal del
problema: la ambigiiedad de la clase Medio —sistematicamente la de menor AUC en los tres

modelos evaluados— merece visibilidad explicita.

4.4.2 Validacion Temporal: Walk-Forward con Purga y Embargo

Los datos financieros violan el supuesto de i.i.d. que subyace a la validacién cruzada estandar.
Particiones aleatorias inducen look-ahead bias: el modelo puede haber sido entrenado con
informacion cronoldgicamente posterior a los periodos que evalda [12, 145, 208]. El Walk-
Forward preserva la causalidad temporal: el modelo se entrena sobre una ventana inicial,
se evalda en el periodo siguiente, y la ventana se desplaza iterativamente, simulando el uso

operativo.

Las técnicas de purga y embargo refinan esta validacién eliminando observaciones de
entrenamiento que comparten informacién temporal con el conjunto de prueba, ya sea por
solapamiento de ventanas o por etiquetas construidas con horizontes futuros [13, 145]. Un
andlisis comparativo en entornos controlados sintéticos concluye que el protocolo con purga y
embargo es marcadamente superior a la validacion cruzada estdndar y al walk-forward simple

para mitigar el sobreajuste en modelos financieros [5]. El protocolo Walk-Forward PRO con
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purga y embargo implementado en este trabajo responde directamente a estos tres vectores de

amenaza a la validez.

4.4.3 Comparacion Estadistica entre Clasificadores

Determinar si las diferencias de desempefio entre modelos son estadisticamente significativas
requiere pruebas formales [52, 54]. En este trabajo se emplea la prueba de los rangos con
signo de Wilcoxon entre pares de modelos, que compara las distribuciones de métricas por
pliegue sin asumir normalidad de las diferencias. La evidencia inferencial se complementa
con intervalos bootstrap para la estimacion del tamaiio del efecto [19, 56]. Esta combinacién
permite distinguir mejoras consistentes a través de los 13 pliegues temporales de fluctuaciones

aisladas.

4.5 Interpretabilidad Matematica en Contextos de Alto Impacto

4.5.1 Taxonomia de la Interpretabilidad

La interpretabilidad en ML se refiere al grado en que un ser humano puede comprender la

causa de una decisioén del modelo [55, 165]. Se distinguen dos dimensiones:

e Global: comprension del comportamiento completo del modelo. Permite auditoria holistica

y validacién de coherencia econdmica.

e Local: explicacion de una prediccion individual. Facilita justificacion ante comités y regula-

dores.

En finanzas, la interpretabilidad trasciende el interés académico: es un requisito funcional y
regulatorio [76, 189]. Los marcos de IA responsable que I0SCO y la CNBV han incorporado
en sus agendas hacen explicita la necesidad de sistemas auditables en decisiones de gestion de

riesgo.

4.5.2 Post-hoc vs. Interpretabilidad Intrinseca

Las técnicas post-hoc como SHAP [151] y LIME [184] aproximan la 16gica de un modelo
opaco sin modificar su estructura. Su valor es indiscutible cuando el modelo de caja negra
es irrenunciable; sin embargo, Rudin [189] argumenta que en decisiones de alto impacto la
alternativa correcta es construir modelos con interpretabilidad intrinseca. La diferencia es
cualitativa: una explicacion post-hoc puede ser una buena aproximacién del comportamiento

del modelo sin reproducir su logica exacta; una propiedad intrinseca del modelo es la 16gica.
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4.5.3 Interpretabilidad de las KAN: Operacionalizacion

En este trabajo, la interpretabilidad de KAN se operacionaliza en tres niveles verificables [55]:

1. Importancia global por variable: identificada mediante la norma de la funcién ¢ (x)
aprendida en la primera capa, proveyendo un ranking directo de la contribucion de cada

variable sin requerir métodos externos.

2. Andlisis funcional por variable: visualizacién directa de la curva ¢; ;(x) por arista, que
permite identificar monotonias, umbrales, saturaciones y regiones de alta sensibilidad.
El soporte local de los B-splines garantiza que estas propiedades son del modelo, no

aproximaciones.

3. Coherencia econémica: contraste cualitativo entre la forma de ¢ (x) y el sentido econémico
esperado de cada variable. La consistencia entre estructura aprendida y teoria financiera es

evidencia de validez de constructo [46, 197].

Este enfoque prioriza interpretabilidad intrinseca, sin negar el valor complementario de SHAP
o LIME en etapas de diagnéstico [89, 165].

4.6 Distinciones Conceptuales Necesarias para Interpretar este Estudio

Para interpretar correctamente los resultados reportados en los Capitulos VI e VII, se establecen
cuatro distinciones que delimitan el alcance inferencial del trabajo y que, de no mantenerse
explicitas, pueden generar expectativas incorrectas sobre lo que el sistema puede y no puede

hacer.

1. Integridad temporal # Validez de constructo. El protocolo Walk-Forward PRO con
purga, embargo y gap = Hyyro garantiza que el modelo no observa informacion futura durante
el entrenamiento, el escalamiento ni el etiquetado (integridad temporal). Esto es independiente
de si el RiskIndex captura el “riesgo verdadero” de las emisoras (validez de constructo). Este
trabajo asegura la primera propiedad; sobre la segunda adopta una postura explicitamente
modesta: el RiskIndex es una medida operativa de riesgo relativo de investigacion, construida
con variables de mercado observables, pero no equivale a un estdndar exdgeno certificado ni
a un indice de riesgo oficial. El RiskIndex comparte componentes con algunos predictores
del CORE-10 (|B], |CVaR|, 1 — R?), lo que constituye una amenaza parcial a la validez

de constructo documentada en el Capitulo VIII: el objetivo comparte informacion con el
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espacio explicativo. Esta condicién no introduce fuga temporal —los umbrales se estiman por
pliegue y VolFut nunca entra como predictor— pero obliga a interpretar los resultados como
clasificacion predictiva de riesgo relativo, no como inferencia sobre el riesgo absoluto de las
emisoras [46, 145, 197].

2. Interpretabilidad intrinseca # Explicabilidad post-hoc. La interpretabilidad de KAN
emerge de su arquitectura: las funciones @(x) aprendidas son el mecanismo exacto de decision.
La explicabilidad post-hoc (SHAP, LIME) produce aproximaciones del mecanismo de un
modelo diferente, con fidelidad que depende de supuestos propios del método explicativo
que raramente son transparentes para el regulador. Para efectos de gobernanza algoritmica, la
distincidn es cualitativa: una es la 16gica exacta, la otra es una representacion local aproximada
de ella [55, 117, 189].

3. Clasificacion de riesgo relativo #* Inferencia causal. Los resultados demuestran que
KAN puede predecir la categoria ordinal del RiskIndex con precision OOS competitiva. No
demuestran que las variables del CORE-10 causen el nivel de riesgo, ni que las relaciones
aprendidas por el modelo sean las causas estructurales de los episodios de estrés. El siste-
ma es un clasificador predictivo operado bajo validacioén temporal rigurosa, no un modelo

econométrico de identificacidn causal [86, 145, 197].

4. Seiial de riesgo * Motor de alpha. El sistema identifica perfiles de riesgo accionario, no
estrategias de maximizacion de retorno. Un filtro que excluye emisoras de alto riesgo tiene,
como consecuencia esperada, un retorno absoluto por debajo del benchmark equiponderado
en periodos alcistas: exactamente lo que se observa en el backtest reportado en el Capitulo VI.
El retorno nominal positivo del backtest OOS es evidencia de contenido informativo real de la
sefial de clasificacidn, no de ventaja ajustada por riesgo sobre el mercado. Cualquier uso en
position sizing dindmico requiere una etapa adicional de calibracion probabilistica antes del
despliegue [30, 90, 176].
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V. Metodologia

Este capitulo documenta el procedimiento metodoldgico con precision y trazabilidad suficien-
tes para garantizar replicabilidad y auditoria del disefio experimental. El enfoque adoptado es
cuantitativo, basado en series numéricas diarias de mercado. El principio central es una com-
paracion apples-to-apples: mismo universo de activos, mismas variables predictoras, mismo
esquema de validacion temporal, mismo procedimiento de escalamiento, mismo mecanismo
de etiquetado por pliegue y mismas métricas de evaluacion para los tres modelos contrastados
[12, 145].

1. Construccion del dataset. Seleccion de 30 emisoras representativas de la BMV;
descarga de precios ajustados, benchmark (IPC) y tasa libre de riesgo (CETES);

célculo de rendimientos y generacion de variables financieras en escala original.

2. Depuracion para modelado. Eliminacion controlada de observaciones con infor-
macidn insuficiente por ventanas moéviles y horizonte futuro; construccién de la

muestra efectiva de 40,649 observaciones utilizada por el protocolo temporal.

3. Construccion de etiquetas de riesgo. Definicion del RiskIndex como indice multi-
variado continuo de cuatro dimensiones; discretizacion ordinal en tres clases (Bajo /
Medio / Alto) mediante cuantiles estimados estrictamente dentro de cada particion

de entrenamiento, sin contacto con informacion futura.

4. Diseno experimental temporal. Implementacion del protocolo Walk-Forward PRO
con purga y embargo: 13 particiones cronoldgicas con ventana de entrenamiento
creciente, periodo de purga igual al horizonte de etiquetado, ventana de validacion

interna y periodo de embargo previo a la prueba fuera de muestra.

5. Modelado apples-to-apples. Entrenamiento de KAN, MLP y SVM lineal calibrado
con el mismo conjunto CORE-10, el mismo escalamiento por pliegue y las mismas
etiquetas construidas por pliegue; sin ningiin acceso a datos fuera de muestra durante

el entrenamiento o la seleccion de hiperparametros.

6. Evaluacion metodolégica. Calculo de métricas multiclase (F1 macro, AUC OVR,
matrices de confusidn); pruebas estadisticas pareadas de Wilcoxon e intervalos
bootstrap por pliegue; registro de eficiencia computacional; y verificacion econémica

ilustrativa mediante backtesting con predicciones OOS.
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Sobre la comparabilidad y la asimetria paramétrica. La comparabilidad apples-to-apples
se operacionaliza como igualdad de informacién disponible y particiones temporales, con con-
trol explicito sobre los pasos que suelen inducir fuga de informacidn (etiquetado, escalamiento,
calibracién y seleccion). La comparaciéon se denomina “arch-matched” porque iguala las
dimensiones de capas de los modelos neuronales [10—32—3], no el nimero de pardmetros:
KAN aloja /6,691 pardmetros frente a los ~451 del MLP, dado que cada conexién KAN
almacena G = 14 coeficientes spline en lugar de un solo peso escalar. La justicia de la compa-
racion descansa en la igualdad de informacién disponible y en la evaluacién exclusiva sobre
datos OOS, donde el sobreajuste penaliza de forma independiente del nimero de pardmetros
[52, 97].

5.1 Diseino General del Estudio

La tarea principal es una clasificacion supervisada multiclase ordinal: asignar niveles de
riesgo de inversion (Bajo, Medio, Alto) a observaciones diarias de acciones listadas en la BMV.
Las etiquetas no son categorias nominales intercambiables: poseen un orden intrinseco en
el que un error Bajo — Alto es cualitativamente mdas grave que un error adyacente, lo que
distingue al problema de una clasificacién multiclase convencional [75, 91]. A diferencia
de enfoques con etiquetas exdgenas (calificaciones crediticias), el riesgo se define de forma
endogena a partir de la dindmica futura del activo y de medidas de exposicion sistematica,
riesgo extremo y componente idiosincratico. Este enfoque mantiene coherencia econométrica

y vincula la etiqueta con magnitudes financieras observables [145, 158, 214].

5.2 Datos: Universo, Periodo y Estructura

5.2.1 Fuentes de datos y benchmark

Los precios y volimenes se obtuvieron mediante la libreria yfinance [9], empleando pre-
cios ajustados por splits y dividendos para el cdlculo de rendimientos logaritmicos. Como
benchmark se utiliz6 el indice S&P/BMV IPC ("MXX) [225]. La tasa libre de riesgo diaria se
aproximé con la tasa de CETES a 28 dias, consultada mediante el API REST del Sistema
de Informacién Econémica (SIE) del Banco de México [17], transformada a tasa diaria por

capitalizacion con forward-fill para dias hébiles subsecuentes.

5.2.2 Universo de emisoras y control de sesgo de supervivencia

El universo comprende 30 emisoras representativas y liquidas de la BMV. La seleccion se

realizé con base en tres criterios definidos antes del analisis: (i) cotizacién continua en la
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BMYV durante el periodo 20202025 sin interrupciones operativas superiores a 5 dias habiles

consecutivos, (ii) cobertura sectorial diversificada que representara los principales sectores

de la economia mexicana cotizados en bolsa, y (iii) suficiente liquidez para el célculo estable

de la raz6n de Amihud en ventanas de 60 dias. La Tabla 3 reporta el ticker, empresa y giro

operativo de cada emisora.

Cuadro 3: Universo de 30 emisoras de la BMYV utilizadas en el estudio.

Ticker

Empresa

Giro Operativo

ASURB.MX
GAPB.MX
OMAB.MX

Grupo Aeroportuario del Sureste
Grupo Aeroportuario del Pacifico

Grupo Aeroportuario del Centro Norte

Aeropuertos
Aeropuertos

Aeropuertos

BIMBOA.MX
GRUMAB . MX
KIMBERA.MX
LIVEPOLC-1.MX
WALMEX . MX
ALSEA.MX
AC.MX
CUERVO.MX
AGUA.MX

Grupo Bimbo

Gruma

Kimberly-Clark de México

El Puerto de Liverpool

‘Walmart de México y Centroamérica
Alsea

Arca Continental

Becle (José Cuervo)

Grupo Rotoplas

Consumo / Alimentos
Consumo / Alimentos
Consumo / Hogar
Consumo / Retail
Consumo / Retail
Consumo / Servicios
Consumo / Bebidas
Consumo / Bebidas

Consumo / Hogar

TLEVISACPO.MX

Grupo Televisa

Telecomunicaciones / Medios

MEGACPO.MX Megacable Holdings Telecomunicaciones
AMXB.MX América Mévil Telecomunicaciones
CEMEXCPO.MX CEMEX Industrial / Materiales
GCC.MX GCC Industrial / Materiales
ORBIA.MX Orbia Advance Corporation Industrial / Quimicos
ALPEKA .MX Alpek Industrial / Petroquimicos
NEMAKA .MX Nemak Industrial / Autopartes
GMEXICOB.MX Grupo México Mineria / Industrial
PE&OLES . MX Industrias Pefioles Mineria / Metales
GCARSOA1.MX Grupo Carso Conglomerado
FEMSAUBD . MX FEMSA Conglomerado
GFNORTEO.MX Grupo Financiero Banorte Financiero

Q.MX

Qualitas Controladora

Financiero (seguros)

VOLARA.MX
PINFRA.MX

Volaris

Promotora y Operadora de Infraestructura

Transporte

Infraestructura

LABB.MX
ELEKTRA.MX

Genomma Lab Internacional
Grupo Elektra

Consumo / Salud
Retail / Servicios financieros

Nota sobre sesgo de supervivencia.

El universo fue construido con emisoras activas al

momento del andlisis (2026). Las empresas que cotizaban en 2020 pero que fueron desconti-

nuadas, suspendidas o fusionadas con anterioridad no estdn representadas, lo que introduce un

sesgo de supervivencia moderado. Este sesgo tiende a sobreestimar el desempeio historico
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de las categorias de menor riesgo, dado que las emisoras que sobrevivieron el periodo son,
en promedio, las de menor probabilidad de evento adverso. Sin embargo, el sesgo afecta
por igual a los tres modelos comparados y no compromete la validez de la comparacion
entre arquitecturas; si debe considerarse al interpretar los valores de desempefio absoluto y al

extrapolar las conclusiones a emisoras con perfiles histéricos més adversos.

5.2.3 Estructura y resumen del dataset

Para garantizar reproducibilidad y separacion entre ingenieria de variables y experimentacion,
se generaron dos artefactos: dataset_bmv_final_raw.csv (escala original, sin estandariza-
cién) y dataset_bmv_final_scaled.csv (estandarizado globalmente, para inspeccion). El
entrenamiento emplea escalamiento por pliegue (Seccién 5.5) para evitar fuga de informacién
[21, 97].

Cuadro 4: Resumen del dataset RAW y de la muestra efectiva utilizada para modelado.

Elemento Dataset RAW Muestra efectiva

Numero de emisoras 30 30

Observaciones 43,470 40,649

Periodo 2020-01-03a  2020-03-27 a
2025-10-03 2025-10-03

Fechas tnicas 1,449 1,391

Pliegues Walk-Forward PRO — 13

Observaciones OOS totales — 16,133

Con esta base de datos y su estructura temporal verificada —43,470 observaciones brutas
reducidas a 40,649 efectivas tras la eliminacién controlada de filas con informacion insuficiente
por ventanas moéviles y horizonte futuro— la seccidn siguiente detalla las variables financieras

que se calculan sobre ella y los criterios de seleccién del conjunto CORE-10.

5.3 Ingenieria y Seleccion de Variables Financieras (CORE-10)

Sea P;; el precio de cierre ajustado del activo i en el dia 7. Los rendimientos logaritmicos

diarios se definen como:
rip =log(Piy) —log(Prs—1), (17)

eleccion estandar por aditividad temporal y estabilidad de escala [214].

El vector de entrada utiliza d = 10 variables financieras (CORE-10) disefiadas para capturar

riesgo sistemdtico, desempefio relativo, riesgo total, asimetria, riesgo de cola y liquidez. La
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Tabla 5 resume las variables exactas, compartidas por todos los modelos evaluados.

Cuadro 5: Variables de entrada al modelo (CORE-10) y su interpretacion financiera.

Variable Ventana Interpretacion

Beta 252d Exposicién al mercado (CAPM rolling), riesgo
sistematico [198]

Alpha 252d Rendimiento anormal vs. benchmark [198]

R2 252d Proporcién de varianza explicada por el mer-
cado

r_log 1d Rendimiento logaritmico diario [214]

Vol_20 20d Volatilidad histérica de corto plazo

Vol_60 60d Volatilidad histérica de mediano plazo

Vol_252 252d Volatilidad histérica anual aproximada

DownsideVol_60 60d Volatilidad a la baja, riesgo asimétrico [203]

CVaR_5 252d Expected Shortfall al 5%, medida coherente
de riesgo de cola [10, 185]

Amihud_60 60d Iliquidez de Amihud, friccién de mercado [1]

El CORE-10 como decision de disefio deliberada. La restriccion a diez variables en-
dégenas de mercado no es una omision de factores macroecondémicos externos —tipo de
cambio, tasas de interés, indicadores de actividad econdmica—, sino una decision de disefio
con fundamento explicito. Los factores macro se manifiestan enddgenamente a través del
CORE-10: el Beta rodante captura la sensibilidad cambiante al mercado (que internaliza cho-
ques sistémicos); el CVaR absorbe episodios de estrés de cualquier origen que se materializan
en colas extremas; y la volatilidad en multiples horizontes refleja la respuesta de cada emisora
a perturbaciones macro y de microestructura. Este enfoque mantiene el pipeline reproducible
con fuentes publicas sin requerir series adicionales y garantiza disponibilidad en tiempo real

para cualquier institucion financiera mexicana [1, 86, 214].

5.3.1 Calculo de Alpha, Beta y R> (CAPM rolling)

Para capturar la evolucion temporal del riesgo sistemdtico, se estima un CAPM en ventanas

moviles de 252 dias sobre rendimientos en exceso:

Fig =Ty =iy +Bis(rms —1s) + &y, (18)

donde ry,, es el rendimiento del IPC [225] y ry, es la tasa diaria de CETES [17]. Los
coeficientes @ y B se obtienen mediante estimadores rolling de momentos equivalentes a

MCO con intercepto. El R? se calcula como el cuadrado de la correlacién rolling entre excesos
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de rendimiento del activo y del mercado.

5.3.2 Riesgo asimétrico y de cola

La volatilidad a la baja (DownsideVol_60) restringe la desviacion estdndar a rendimientos
negativos en ventana de 60 dias, penalizando solo el riesgo de pérdida [203]. El riesgo de cola

se aproxima con CVaR histérico al 5% en ventana de 252 dias:
CVaRgos(r) = —E[r | r < Qo.05(r)], (19)

siguiendo las definiciones de medida coherente de riesgo de Artzner et al. [10] y Rockafellar
y Uryasev [185].
5.3.3 Proxy de liquidez (Amihud)

La iliquidez de Amihud captura la friccién de mercado como cociente entre variacion absoluta

del retorno y volumen transado, agregado en ventana de 60 dias:

|ri,t|

ILLIQ; , oc ——————
Qi Volumen; ;’

(20)
medida ampliamente validada en la literatura de liquidez y retornos [1].

5.4 Construccion de Etiquetas de Riesgo

5.4.1 Volatilidad futura realizada

Un componente esencial del indice de riesgo es la volatilidad futura realizada, definida como la

desviacion estdndar de los rendimientos en los H = 60 dias habiles posteriores a la observacion:

VolFut;; = sd({7is+1,7is42, - TigrH})- (21

Esta variable ubica la sefal en el tiempo ¢ pero utiliza informacién de t+1 a t+H; por
ello se usa exclusivamente para el etiquetado y nunca como variable predictora. El ho-
rizonte H = 60 dias hébiles (equivalente a un trimestre calendario de mercado) balancea
sefial —suficiente varianza futura para discriminar clases— con aplicabilidad operativa —

clasificaciones relevantes para decisiones trimestrales y ciclos de rebalanceo de SIEFORES.
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5.4.2 Indice de riesgo multivariado (RiskIndex)

La variable objetivo se construye mediante un indice continuo que integra cuatro dimensiones
de riesgo accionario. La estandarizacién se realiza por fecha (transversal), respecto a la
distribucién de emisoras en cada dia r. Sea z,(x;;) = (x;; — ls) / O; 1a estandarizacion cross-

sectional. El indice se define como:
RiskIndex;,; = z,(VolFut; ;) 4+ z:(|Bi;|) +z:(|CVaR;;|) +z (1 — Rl%,). (22)

Este diseno produce un score de riesgo relativo transversal que integra: volatilidad futura
realizada (sefial prospectiva), exposicion sistematica (riesgo de mercado), riesgo de cola
(pérdida esperada en el percentil extremo) y componente idiosincratico (fraccién de riesgo no

explicada por el mercado) [145, 158].

La eleccion de estos cuatro componentes tiene l6gica financiera explicita: son las cuatro
dimensiones del riesgo que la literatura establece como fundamentales y no redundantes
entre si [23, 121, 158, 214]. VolFut captura el riesgo futuro realizado —lo que efectivamente
ocurrird en el horizonte H— como sefial de la magnitud de exposicion. || rodante captura el
riesgo sistematico vigente al momento de la clasificacion, con sensibilidad temporal al cambio
de régimen. |CVaR| captura el riesgo de cola, la dimensién que los modelos paramétricos
tipicamente subestiman. 1 — R? captura el componente idiosincratico —lo que el mercado no
explica— que concentra los eventos de riesgo especifico de empresa. Un activo puede tener
beta alta pero CVaR bajo (exposicion sistemdtica sin estrés de cola), o beta baja pero (1 — R?)
alto (riesgo idiosincréatico elevado): ningin componente individual captura el perfil de riesgo
integral, y su combinacién reduce la circularidad conceptual respecto al CORE-10 al limitar la

superposicion directa.

Alcance inferencial del objetivo y posible circularidad conceptual. El RiskIndex incorpo-
CVaR|, 1 —R?), 1o

que constituye una amenaza a la validez de constructo: la definicién operacional del objetivo

ra magnitudes relacionadas con algunos predictores del CORE-10 (||,
comparte componentes con el espacio de variables explicativas [46, 197]. Esta situacién no
introduce fuga temporal: VolFut se usa exclusivamente en el etiquetado y nunca como pre-
dictor; los umbrales de discretizacion se estiman por pliegue sobre TRAIN_CORE. El modelo
no observa informacién futura como predictor (no look-ahead). No obstante, el objetivo debe
interpretarse como clasificacion predictiva de riesgo relativo, no como inferencia causal

sobre el riesgo absoluto. Esta limitacion conceptual se desarrolla en el Capitulo VIII como la
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principal extension de alto impacto: un indice de riesgo exdgeno, separado limpiamente del

espacio de predictores, eliminaria la circularidad [145, 197].

5.4.3 Discretizacion ordinal con cuantiles por pliegue (anti look-ahead)

El score continuo se discretiza en tres clases mediante cuantiles g1 /3 y ¢»/3 estimados en cada
pliegue usando unicamente el subconjunto TRAIN_CORE:

qiow = Q13(S | TRAIN_CORE),  gnigh = Q2/3(S | TRAIN_CORE), (23)

y las etiquetas se asignan como:

L4 BajO: Si,l S q10W7

e Medio: gow < Sis < Gnigh.

e Alto: S;; > Ghigh-

Este procedimiento garantiza que la regla de etiquetado aplicada a datos fuera de muestra

depende unicamente de informacién de entrenamiento del pliegue [145].

5.5 Preprocesamiento, Depuracion y Estandarizacion

5.5.1 Eliminacion controlada de faltantes por construccion temporal

Las variables con ventanas mdviles largas (hasta 252 dias) y el horizonte futuro (H = 60)
generan observaciones sin informacion suficiente al inicio del periodo. Estas se eliminan de
forma controlada, junto con cualquier fila con valores faltantes en CORE-10 o en el RiskIndex,

para construir la muestra efectiva (Tabla 4).

5.5.2 Estandarizacion por pliegue

El entrenamiento emplea un StandardScaler ajustado exclusivamente en TRAIN_CORE
de cada pliegue y aplicado en modo transformacién a VAL y OOS. El escalamiento global
—préctica comun pero incorrecta en series temporales— contamina los conjuntos de prueba

con estadisticos del periodo futuro, inflando artificialmente el desempefio aparente [21, 97,
120]. 45



5.5.3 Control explicito de columnas con informacion futura

Las columnas asociadas al etiquetado o al futuro (RiskIndex, VolFut, retornos futuros) no
forman parte del vector de entrada bajo ninguna condicidn. El pipeline verifica este control en
tiempo de ejecucidn antes de iniciar el walk-forward, lanzando un error si alguna columna del

conjunto de futuros se cuela en el vector de caracteristicas [145].

5.6 Protocolo Experimental: Walk-Forward PRO con Purga y Embargo

5.6.1 Motivacion

En series temporales financieras, particiones aleatorias o K-Fold estdndar violan la causalidad
temporal e inducen estimaciones optimistas del desempefio fuera de muestra [12, 145, 208].
El problema se amplifica cuando existen ventanas méviles y etiquetas construidas con infor-
macién futura. Un andlisis comparativo reciente en entornos controlados sintéticos demuestra
que el protocolo con purga y embargo es marcadamente superior al walk-forward simple y a
la validacién cruzada estandar para mitigar el sobreajuste en modelos financieros [5]. Por ello
se adopta un protocolo Walk-Forward que respeta el orden cronolégico, con purga y embargo

para reducir la dependencia residual entre particiones [13, 145].

5.6.2 Esquema Walk-Forward PRO con validacion temporal interna

La Figura 1 ilustra el esquema. En cada pliegue se definen cinco zonas no solapadas:

e TRAIN_CORE: ventana de entrenamiento expanding; se usa para ajustar el escalador,

estimar umbrales de etiquetado y entrenar los modelos.

e PURGE: bloque posterior a TRAIN_CORE eliminado para reducir traslape informacional

inducido por ventanas moviles y etiquetas con horizonte futuro.

e VAL: ventana de validacion temporal interna usada para early stopping y seleccion de

hiperparametros, sin contacto con OOS.

e GAP + EMB: separacién adicional que combina gap cronolégico y embargo, bloqueando

cualquier filtracion de informacion entre VAL y OOS.

e OOS (TEST): ventana de prueba fuera de muestra, utilizada exclusivamente para evalua-

cidén; nunca vista por el modelo durante entrenamiento o seleccion.
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Fold #6 TRAIN_CORE PURGE VAL G ﬁ

Fold #7 TRAIN_CORE PURGE  VALG ﬁ

Fold #8 TRAIN_CORE PURGE VALG ﬁ

Fold #9 TRAIN_CORE PURGE VALG ﬁ

Fold #10 TRAIN_CORE PURGE VAL m
Fold #11 TRAIN_CORE PURGE VAL ﬁ
Fold #12 TRAIN_CORE PURGE VAL ﬁ
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Figura 1: Esquema Walk-Forward PRO con particién interna: TRAIN_CORE, PURGE, VAL,
GAP+EMB y OOS. La ventana de entrenamiento se expande en cada pliegue.

5.6.3 Configuracion del protocolo

La Tabla 6 detalla los parametros utilizados.

Cuadro 6: Configuracion del protocolo Walk-Forward PRO (purge + embargo).

Parametro Valor Justificacion

train_size (inicial) 756 fechas (=3 afios) Minimo para estabilidad de CAPM rolling

gap (purge OOS) 60 fechas = H Cierra look-ahead de VolFut exactamente
embargo 10 fechas Buffer de seguridad adicional
test_size (OOS) 42 fechas (=2 meses) Ventana bimestral no solapada
step_size 42 fechas = test_size ~ OOS no solapados entre pliegues
val_size 42 fechas Misma escala que OOS para simetria
val_gap 60 fechas = H Misma légica que gap principal
val_embargo 10 fechas Consistente con embargo principal
min_train_size 252 fechas Al menos 1 afio de datos de mercado
n_folds 13
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Disefio del gap = H como decision de integridad temporal exacta. La eleccién gap =
val_gap = 60 = H no es arbitraria: garantiza que el primer dia de cualquier ventana de
evaluacion (VAL u OOS) esté separado del ultimo dia de TRAIN_CORE por exactamente el
horizonte de etiquetado H. Con gap < H, el etiquetado del dltimo tramo de TRAIN_CORE
usaria rendimientos de dias que caen dentro de la ventana de evaluacidn, introduciendo look-
ahead residual. Con gap = H, esta filtracion queda cerrada de forma exacta, no aproximada.
Este es el blindaje més fino del protocolo y el més dificil de replicar accidentalmente; su
correcta implementacion es lo que distingue el Walk-Forward PRO del walk-forward simple
[13, 145].

El resultado es 13 particiones temporales independientes que cubren el periodo de evaluacién
julio 2023 a septiembre 2025, con un total de 16,133 observaciones OOS.

El nimero de 13 pliegues resulta de la combinacién del periodo disponible (enero 2020 —
octubre 2025), una ventana minima de entrenamiento de aproximadamente 500 dias hébiles
para estabilidad de las estimaciones CAPM rolling de 252 dias, y un periodo OOS de 2 meses
por pliegue que provee suficiente cobertura temporal para el test de Wilcoxon pareado con
potencia adecuada: n = 13 permite detectar diferencias medianas con 8 > 0.80 para efectos
de tamafio mediano [52]. Menos pliegues reducirian la potencia estadistica; mas pliegues
reducirian la longitud de cada periodo OOS, disminuyendo la representatividad de las métricas

por pliegue.

5.7 Modelos Evaluados y Criterios de Comparabilidad

5.7.1 Condiciones de comparabilidad apples-to-apples

Los tres modelos comparten: (i) mismo universo y variables CORE-10, (ii) idénticas parti-
ciones Walk-Forward PRO, (iii) escalamiento ajustado exclusivamente en TRAIN_CORE,
(iv) umbrales de etiquetado estimados en TRAIN_CORE, y (v) mismas métricas de evaluacion
[52, 97]. La comparabilidad iguala informacion disponible; no iguala el nimero de pardmetros
(KAN tiene ~ 15x mdas que MLP), lo que se reconoce y justifica por la naturaleza diferente
de las dos arquitecturas [144, 226].

5.7.2 Red Kolmogorov-Arnold (KAN)

Las KAN reemplazan activaciones puntuales por funciones univariadas aprendibles en las
aristas, parametrizadas como B-splines, lo que favorece aproximacion flexible e interpreta-

bilidad estructural [27, 144]. La implementacién emplea una variante eficiente en PyTorch
48



[22].

La arquitectura es width = [10,32,3] con dos capas KANLayer. Cada arista se modela con
splines cubicos (degree = 3) y malla de nudos adaptativa por cuantiles de los datos de
activacion. Las funciones ¢ (x) aprendidas en la primera capa son directamente inspeccionables,

proveyendo el mecanismo de interpretabilidad intrinseca descrito en el Marco Tedrico.

input-tensor
depth:8 (1, 10)

l

KANLayer input: (1, 18)
depth:1 putput: (1, 32)
KANLayer input: (1, 32)
depth:1 putput: (1, 3)

l

output-tensor
depth:8

KAN

(1, 3)

Figura 2: Arquitectura KAN usada en el estudio: 10 — 32 — 3.

5.7.3 Red Neuronal Multicapa (MLP) arch-matched

Como baseline neuronal se emplea un MLP de dos capas totalmente conectadas con arquitec-
tura emparejada con KAN: width = [10,32, 3]. Esta igualdad de dimensiones de capas reduce
el riesgo de atribuir diferencias de desempefio a capacidad estructural no comparable, aunque
la capacidad paramétrica efectiva difiera (= 451 pardmetros en MLP vs. ~ 6,691 en KAN)

por la naturaleza aditiva de los splines [85, 97, 144].
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'

output-tensor
depth:@

(1, 3)

5.7.4 SVM lineal calibrado

MLP
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Figura 3: Arquitectura MLP arch-matched: 10 — 32 — 3.

Como baseline cléasico se usa LinearSVC [45]. Dado que produce margenes (no probabilida-
des), se aplica calibracion probabilistica sigmoidal (Platt scaling) [173, 176] ajustada sobre
el bloque VAL de cada pliegue (modo prefit), obteniendo probabilidades comparables para
métricas ROC/AUC sin acceso a datos OOS. Este esquema preserva la integridad temporal del

protocolo y es consistente con la calibracion por pliegue de los modelos neuronales.
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Figura 4: Esquema de la SVM lineal calibrada usada en el estudio.

5.8 Entrenamiento, Regularizacion e Hiperparametros

5.8.1 Ciriterio de optimizacion y seleccion temporal

KAN y MLP se entrenan minimizando entropia cruzada multiclase con early stopping basado
en F1 macro sobre VAL. El optimizador es AdamW [127, 149] con ReduceLROnPlateau que
reduce la tasa de aprendizaje cuando el F1 en VAL deja de mejorar. Se aplica recorte de norma

del gradiente (gradient clipping, max_norm = 1.0) para estabilidad numérica [180].

5.8.2 Tabla de hiperparametros

La Tabla 7 documenta todos los hiperparametros de los tres modelos tal como fueron con-
figurados en el pipeline v3.4. Los valores de KAN y MLP resultan de una busqueda en la
ventana VAL de cada pliegue; los de SVM se fijaron con base en el desempefio en VAL. Estos

pardmetros fueron fijados antes del andlisis de los resultados OOS.

5.8.3 Regularizacion especifica en KAN

En KAN se incorpora regularizacion sobre parametros spline: (i) /1 sobre coeficientes (A; =
7.5%x 1077, parsimonia), y (ii) penalizacion de segundas diferencias (Agmooth = 2.5 X 1072,
suavidad, evita oscilaciones). Estas penalizaciones buscan controlar sobreajuste bajo ruido

financiero y mantener funciones ¢ (x) interpretables [27, 97].
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Cuadro 7: Hiperpardmetros de los tres modelos (pipeline v3.4).

Hiperparametro KAN MLP SVM
Arquitectura
Dimensiones de capas [10, 32, 3] [10, 32, 3] Lineal
N° nudos internos (n) 10 — —
Grado spline (p) 3 (ctbico) — —
Funciones base por arista (G) 14 — —
Conexion residual (SiLU) Si No —
Parametros totales (=) 6,691 451 30
Entrenamiento
Optimizador AdamW AdamW —
Tasa de aprendizaje (Ir) 7.5x 1074 1x1073 —
Weight decay 1x1074 1x1074 —
Epocas maximas 1,000 1,000 —
Paciencia (early stopping) 100 épocas 100 épocas —
Monitor early stopping F1 macro (VAL) F1 macro (VAL) —
Tamafio de batch 1,024 1,024 —
Clipping de gradiente (max_norm) 1.0 1.0 —
Scheduler ReduceLROnPlateau ReduceLROnPlateau —
factor scheduler 0.5 0.5 —
paciencia scheduler 15 épocas 15 épocas —

Ir mfnima 3x107° 3x107° —
Semilla global 42 42 42
Regularizacion (KAN)

A1 (L1 coef. spline) 7.5%x 107 — —

Asmooth (curvatura) 2.5%x 1073 — —

Dropout — 0.0 —

SVM

Tipo de kernel — — Lineal
Pardmetro de regularizacién (C) — — 1.0
Calibracion probabilistica — — Platt/sigmoid
Modo calibracién — — prefit (VAL)
Max. iteraciones — — 10,000
Procedimientos especiales (KAN)

Actualizacién de nudos Cada 100 épocas (primeras 500) — —

Recorte de colas para nudos q = 1% bilateral — —

Manejo de desbalance de clases

Ajuste de logits (logit adj.) Si(t=0.7) Si(t=0.7) —
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5.8.4 Filtrado de frontera de decision (fringe denoising)

Para reducir el ruido de entrenamiento en las regiones de mayor ambigiiedad del RiskIndex, se
eliminan del conjunto TRAIN_CORE las observaciones cuyo score cae dentro de un margen
del £5% alrededor de los umbrales de cuantil (g3 y ¢5/3). Este filtro (FRINGE_FRAC =
0.05) se activa unicamente si el resultado conserva al menos el 20% de las observaciones de
TRAIN_CORE, evitando reduccion excesiva del conjunto de entrenamiento. La eliminacion
de ejemplos frontera con etiquetas ambiguas mejora la sefial de gradiente sin afectar la
composicion del conjunto OOS. El valor FRINGE_FRAC = 0.05 corresponde al 5% estdndar
recomendado en la implementacion de referencia de Liu et al. [144] para datos tabulares con
distribuciones no uniformes, y fue mantenido sin ajuste para preservar la reproducibilidad

directa de la arquitectura base.

5.8.5 Actualizacion de malla de nudos

De forma periddica durante la primera mitad del entrenamiento (cada 100 épocas, durante
las primeras 500), la malla de nudos se actualiza usando cuantiles de las activaciones de la
capa anterior. Este procedimiento adapta la discretizacion spline a la distribucién observada
de activaciones y se acompafa de limpieza del estado del optimizador para pardmetros spline
[27, 144].

5.8.6 Ajuste de logits por priors de clase

Para robustecer el entrenamiento ante desbalance de clases por pliegue, se aplica el ajuste de

logits propuesto por Menon et al. [162]:

le=1V,—7-log(m), (24)

donde /. es el logit de salida para la clase c, 7, es la frecuencia de esa clase en TRAIN_CORE
del pliegue, y T = 0.7 es el hiperparametro de temperatura. El ajuste se aplica durante el entre-
namiento y la inferencia OOS, incentivando predicciones calibradas respecto a la distribucién

real de clases.

5.9 Evaluacion del Desempeiio Predictivo

El desempefio se reporta por pliegue y en forma agregada sobre todas las predicciones OOS

(n =16,133). Las métricas son:

e Accuracy, Precision, Recall y F1 por clase, con promedios macro y ponderado [179, 201].
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e F1 macro como métrica primaria: pondera por igual las tres clases, sin que las mas

frecuentes oculten fallas en la clase Medio.

e Matrices de confusion en conteos y normalizadas por fila. Su inspeccion es informativa en
este problema ordinal: los errores no adyacentes (Bajo — Alto) revelan fallos estructurales

mas graves que los errores entre clases contiguas [91, 179].

e Curvas ROC OvR y AUC macro para separabilidad probabilistica [63, 93].

5.10 Comparacion Estadistica por Pliegue

La unidad de analisis es el desempefio OOS de cada pliegue bajo particiones idénticas. Este

disefo pareado reduce variabilidad atribuible al periodo y condiciones de mercado [52, 54].

e Prueba de Wilcoxon pareada: contrasta diferencias de desempefio por pliegue sin asumir
normalidad; se aplica de forma unilateral para verificar si un modelo supera consistentemente
a otro [222].

¢ Intervalos bootstrap: sobre las diferencias pareadas de métricas, reportando media y

limites al 95% para cuantificar magnitud y estabilidad [19, 56].

Con n = 13 pares, la prueba de Wilcoxon tiene potencia moderada para detectar diferencias
pequeiias; los resultados estadisticamente significativos reportados corresponden a diferencias
con direccidn consistente a través de la mayoria de los pliegues, lo que refuerza la confiabilidad

de la inferencia mads alla del valor p aislado.

5.11 Eficiencia Computacional

Por pliegue se registran: tiempo de entrenamiento, tiempo de inferencia, tiempo de calibracién
(SVM), memoria RAM pico y memoria GPU pico cuando aplica. El objetivo es documentar
el costo computacional relativo bajo un entorno consistente y evaluar la viabilidad practica de

cada modelo para uso operativo.

5.12 Metodologia de Interpretabilidad

Se prioriza evidencia de interpretabilidad intrinseca sobre post-hoc [55, 89, 189]. El criterio

operativo comprende tres niveles verificables:

e Importancia global por variable: magnitud media de coeficientes spline en la primera
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capa de KAN, sin recurrir a SHAP o LIME.

e Analisis funcional de ¢ (x): inspeccién de formas aprendidas —monotonia, saturaciones,
umbrales, regiones de alta sensibilidad— para auditar cémo cada variable modifica la sefial

interna.

e Coherencia econémica: contraste cualitativo entre la forma de ¢(x) y las relaciones

esperadas por teoria financiera.

En SVM lineal, la interpretabilidad se apoya en la norma ¢, de coeficientes por clase. En MLP,
la interpretacion directa de pesos no es estable ni transparente; el modelo sirve como baseline

de desempeiio predictivo sin pretension de interpretabilidad estructural [165, 189].

5.13 Verificacion Econémica: Backtesting con Predicciones OOS

Como extension metodoldgica, las predicciones fuera de muestra se utilizan como sefial
de seleccion de activos en un escenario de simulacion histérica. El objetivo es verificar si
las predicciones de riesgo tienen contenido econdmico real: una sefial que funcione bien

predictivamente deberia mostrar valor informativo sobre la distribucion futura de retornos.

La estrategia es long-only: en cada fecha de rebalanceo semanal, se invierte de forma equi-
ponderada en acciones clasificadas como Bajo riesgo. Para eliminar look-ahead bias, el
backtest utiliza exclusivamente predicciones OOS y aplica el retorno del dia siguiente al de

la prediccion (next return) [12, 145].

5.13.1 Costos de transaccion y benchmarks

En cada rebalanceo semanal se calcula el turnover respecto a la asignacion previa y se
descuenta un costo de 0.15% sobre el turnover del periodo, reflejando fricciones realistas de

mercado. Se definen dos benchmarks de referencia:

¢ Benchmark equiponderado (bench_eqw): media aritmética del retorno del dia siguiente
para las 30 emisoras del universo, evaluada exclusivamente en las fechas OOS. Este es el
benchmark primario de comparacion, ya que usa el mismo universo y el mismo periodo que
la estrategia KAN.

e Benchmark de mercado (bench_mkt): retorno del IPC durante el mismo periodo OOS,

como referencia de desempefio del mercado amplio.
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La distincién entre ambos benchmarks es importante: el bench_eqw refleja lo que habria
rendido simplemente mantener todas las emisoras en partes iguales —la referencia de costo de
oportunidad de no aplicar el filtro de riesgo— mientras que el bench_mkt refleja el mercado

en su conjunto.

5.13.2 Métricas del backtest

Se reportan: CAGR bruto y neto de costos, ratio de Sharpe, maximum drawdown y tasa
de aciertos, junto con curvas de capital acumulado. La sensibilidad a costos de transaccién
(diferencia bruto/neto) demuestra que el anélisis no ignora fricciones reales del mercado [23,
145].

Alcance interpretativo del backtest. El backtest es una verificacion de coherencia eco-
noémica del pipeline, no evidencia concluyente de ventaja sobre el mercado. No incorpora
optimizacion de portafolio, restricciones de inversidon ni controles de multiples hipétesis.
Cualquier conclusion operativa sobre retornos requiere un programa de validacién mas amplio
[5, 12, 95].

5.14 Reproducibilidad y Trazabilidad

Toda la implementacion se realizé en Python con librerias estdndar de computo cientifico y ML.
Para reproducibilidad se fija una semilla pseudoaleatoria global (SEED = 42). Por pliegue se re-
gistran: configuracion de etiquetado (giow, ghigh), distribucion de clases en TRAIN/VAL/OOS,
todos los hiperpardimetros de entrenamiento y artefactos de evaluacién (matrices de confusion
serializadas, métricas por pliegue). Los indices temporales exactos de cada particion y los
parametros del escalador ajustado en TRAIN_CORE se almacenan para auditoria completa

del disefio experimental [97, 157].
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VI. Resultados y discusion

Coémo leer este capitulo. Los resultados se presentan como cuatro hallazgos encadenados.
Una aclaracion de lectura es importante antes de proceder: el objetivo de este capitulo no es
demostrar supremacia universal de KAN en toda métrica. Es evaluar qué arquitectura, bajo
validacién temporal estricta, ofrece el mejor equilibrio entre desempefio global competitivo,
ventaja en la zona de mayor dificultad operativa, estabilidad temporal e interpretabilidad audi-
table. MLP obtiene métricas globales marginalmente superiores; eso no invalida el argumento
central. SVM colapsa la region transicional de forma sostenida durante maltiples pliegues
consecutivos; ese es el hallazgo mds relevante para la gestion de riesgo. La argumentacién no
se apoya en una métrica aislada, sino en la combinacién de cuatro dimensiones evaluadas bajo

el mismo protocolo.

La evaluacién comprende 16,133 observaciones OOS a lo largo de 13 particiones cronolégicas
Walk-Forward PRO (julio 2023 — septiembre 2025). Los tres modelos evaluados —KAN
(propuesta), MLP (baseline neuronal) y SVM lineal calibrado (baseline clasico)— comparten
el mismo conjunto de variables (CORE-10), el mismo protocolo de particiones y las mismas

métricas, garantizando comparabilidad estricta [12, 13, 145].

En conjunto, la evidencia de este capitulo sustenta la tesis central del trabajo: en el mercado
accionario mexicano, bajo validacién temporal estricta, es posible combinar desempefio OOS
competitivo, ventaja diferencial en la region de mayor dificultad operativa, estabilidad temporal
e interpretabilidad estructural auditable en un mismo sistema. KAN, entre las arquitecturas

evaluadas bajo el protocolo adoptado, es la que mejor realiza esa combinacidn.

6.1 Hallazgo 1 — Desempeiio Global Competitivo bajo Validacion Tem-

poral Estricta

El primer resultado establece que KAN es viable como clasificador de riesgo en la BMV:
alcanza desempefio predictivo OOS competitivo bajo las condiciones de validacién mas

exigentes documentadas para este tipo de estudio en el mercado mexicano.

La Tabla 8 resume el desempefio agregado sobre las 16,133 observaciones OOS, distribuidas
por clase como: Alto = 5,683, Bajo = 5,962, Medio = 4,488.

MLP obtiene el mejor desempefio global; KAN se mantiene competitivo y supera a SVM

en todas las métricas agregadas. La diferencia KAN-MLP en F1 macro (0.0082) no alcanza
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Cuadro 8: Desempefio global OOS agregado en 13 pliegues (n = 16,133). AUC corresponde a
ROC multiclase OvR con promedio macro [63, 93].

Modelo Accuracy Precision macro F1 macro AUC OvR macro
KAN 0.7570 0.7571 0.7496 0.8799
MLP (arch-matched) 0.7668 0.7639 0.7578 0.8926
SVM (lineal calibrado)  0.7539 0.7298 0.7275 0.8761

significancia estadistica bajo comparacion Wilcoxon pareada por pliegue (p = 0.812, bilateral):
KAN y MLP son estadisticamente equivalentes en métricas globales bajo este protocolo.
En el contexto de series financieras no estacionarias, diferencias del orden de centésimas son
habituales por variabilidad temporal y cambios de régimen [52, 145]. Lo sustantivo de este
hallazgo no es quién lidera por centésimas: es que KAN alcanza este nivel de desempefio
bajo un protocolo de validacién mads riguroso que el empleado en los estudios comparables

revisados para la BMV. Esto confirma H1: el sistema es predictivamente competitivo OOS.

El anélisis de desempefio por clase, estabilidad y estadistica que sigue revela que el cuadro
global oculta el hallazgo mas relevante para la gestion de riesgo, que emerge precisamente en

la zona de mayor dificultad.

6.2 Hallazgo 2 — La Zona de Riesgo Transicional: Principal Reto y

Ventaja Diferencial
El segundo hallazgo —el més relevante desde la perspectiva operativa— es que la clase Medio,
donde los perfiles de activos comparten rasgos con ambos extremos, concentra la dificultad de

clasificacion en los tres modelos, y es precisamente en esta region donde KAN muestra su

ventaja consistente frente al modelo lineal.

Cuadro 9: Reporte de clasificaciéon OOS por clase, 13 pliegues (n = 16,133).

Alto Bajo Medio
Modelo Prec. Rec. F1 Prec. Rec. F1 Prec. Rec. F1

KAN 0.8093 0.8564 0.8322 0.8996 0.7409 0.8125 0.5623 0.6526 0.6041
MLP 0.8142 0.8761 0.8440 0.9044 0.7553 0.8231 0.5731 0.6435 0.6063
SVM 0.7789 0.8494 0.8126 0.8207 0.8797 0.8492 0.5898 0.4659 0.5206

La asimetria es sistemdtica: las clases extremas son sustancialmente mds faciles de separar que

Medio. Esta asimetria tiene interpretacion econdmica directa: Medio representa estados donde
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la volatilidad es moderada pero la exposicion sistemdtica puede ser significativa, generando

superposicion en el espacio de caracteristicas [145, 214].

El dato central es el recall de la clase Medio: KAN recupera el 65.3% de los estados de
riesgo transicional, frente al 64.4% de MLP y el 46.6% de SVM. Es necesario distinguir
dos comparaciones con consecuencias diferentes. La ventaja KAN-SVM es de 18.7 puntos
porcentuales, estadisticamente significativa (Wilcoxon p = 0.016) y de magnitud operativa
concreta: el SVM colapsa sistemdticamente los casos intermedios hacia los extremos bajo
cambios de régimen, produciendo decisiones de asignacién mds volatiles. La diferencia
KAN-MLP es de 0.9 puntos porcentuales (p = 0.420, no significativa); ambos modelos son
estadisticamente equivalentes en esta dimensidn. La afirmacién de ventaja diferencial de KAN

se sostiene fundamentalmente contra la frontera lineal, no contra el baseline neuronal.

6.2.1 Patrones de error: matrices de confusion por modelo

Las matrices de confusion revelan como se equivoca cada modelo, aspecto critico en cla-
sificacién de riesgo ordinal: un error Bajo — Alto es cualitativamente mds grave que un
error adyacente, y su presencia indica fallos estructurales que ninguna métrica global resume
adecuadamente [91, 179, 201].

Matriz de confusién (conteos) | SVM | 00S

Matriz de confusién (normalizada por fila, %) | SVM | 00S

Alto 780

674

88.0% 11.3%

Bajo

Real
Real

Medio - 1327 1070 2091 Medio 29.6% 46.6%

© R
& 4
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% N Prediccién

Prediccién

Figura 5: SVM: matrices de confusiéon OOS (conteos y normalizada por fila).

SVM lineal calibrado. La diagonal de SVM es alta en Bajo y Alto, pero se observa
degradacion sustantiva en Medio: una fraccion importante de verdaderos Medio se asigna
hacia los extremos (especialmente hacia Alto). Este patrén es consecuencia directa de la

frontera lineal rigida en regiones de superposicion [21, 97].
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Matriz de confusién (conteos) | MLP | OOS

Matriz de confusién (normalizada por fila, %) | MLP | OOS
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Figura 6: MLP: matrices de confusién OOS (conteos y normalizada por fila).

MLP (arch-matched). El MLP mejora la retencién en la diagonal para Medio respecto a
SVM, consistente con su capacidad de modelar fronteras no lineales. La confusion residual

entre Medio y los extremos refleja la dificultad intrinseca de la region transicional [85, 145].

Matriz de confusién (conteos) | KAN | OOS

Matriz de confusidon (normalizada por fila, %) | KAN | O0S

Alto Alto 85.6% 2% 13.1%

Bajo Bajo
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Figura 7: KAN: matrices de confusion OOS (conteos y normalizada por fila).

KAN. KAN presenta un patrén cercano a MLP en las clases extremas y retencién competitiva
en Medio. La parametrizacién spline favorece transiciones suaves en la frontera de decision,

consistente con el mayor recall en la regién i%tgrmedia [27, 144].



6.2.2 Separabilidad probabilistica: curvas ROC y AUC por clase

En los tres modelos, Medio es sistematicamente la clase de menor AUC, confirmando que
la dificultad principal radica en la regién intermedia, no en discriminar los extremos. KAN
obtiene el mayor AUC en la clase Medio (0.7951), superando a SVM (0.7421) en 5.3 puntos
porcentuales —diferencia coherente con la ventaja en recall y F1(Medio)—. La diferencia
KAN-MLP en AUC(Medio) es de 0.62 puntos porcentuales, muy pequefia para ser interpretada
de forma aislada; la evidencia robusta de ventaja en esta clase descansa en el recall y F1 con

respaldo estadistico por pliegue, no en el AUC por clase.

Curvas ROC (OVR) | SVM | AUC macro=0.876 Curvas ROC (OVR) | MLP | AUC macro=0.893 Curvas ROC (OVR) | KAN | AUC macro=0.880

Figura 8: Curvas ROC multiclase OvR en OOS para SVM (izq.), MLP (centro) y KAN (der.).

Cuadro 10: AUC OvR por clase en evaluacion OOS [63, 93].

Clase AUC (SVM) AUC (MLP) AUC (KAN)

Alto 0.9382 0.9450 0.9324
Bajo 0.9482 0.9440 0.9122
Medio 0.7421 0.7889 0.7951

6.3 Hallazgo 3 — Estabilidad Temporal: Consistencia a través de Regi-
menes de Mercado

Un buen clasificador de riesgo no solo debe funcionar en promedio: debe mantener su desem-
pefio a través de diferentes condiciones de mercado. El tercer hallazgo es que KAN exhibe la
menor variabilidad de F1 macro entre pliegues, confirmando su robustez a cambios de régimen

en el periodo evaluado.
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Cuadro 11: Desempeiio por pliegue: F1 macro y recall(Medio) en ventanas OOS (julio 2023 —
septiembre 2025). Valores v3.4.

Pliegue Periodo OOS F1KAN F1IMLP F1SVM Rec.Med. KAN Rec.Med. MLP Rec.Med.SVM A(KAN—-SVM)
1 2023-07-05 - 2023-08-31 0.721 0.724 0.720 0.628 0.732 0.728 —0.100
2 2023-09-01 - 2023-10-30  0.756 0.704 0.650 0.635 0.690 0.646 —0.012
3 2023-10-31 - 2024-01-03  0.695 0.727 0.703 0.528 0.708 0.696 —0.168
4 2024-01-04 - 2024-03-04  0.775 0.663 0.672 0.762 0.605 0.326 +0.437
5 2024-03-05 - 2024-05-07  0.764 0.714 0.665 0.790 0.650 0.168 +0.622
6 2024-05-08 — 2024-07-04  0.697 0.775 0.685 0.655 0.662 0.178 +0.476
7 2024-07-05 - 2024-09-02  0.686 0.748 0.631 0.550 0.616 0.100 +0.450
8 2024-09-03 - 2024-11-01 0.748 0.820 0.601 0.568 0.716 0.080 +0.488
9 2024-11-04 - 2025-01-06  0.768 0.808 0.812 0.914 0.770 0.700 +0.214
10 2025-01-07 - 2025-03-06  0.783 0.769 0.802 0.754 0.629 0.739 +0.015
11 2025-03-07 - 2025-05-09  0.770 0.797 0.812 0.627 0.617 0.750 —0.123
12 2025-05-12 - 2025-07-08  0.707 0.739 0.663 0.444 0.389 0.249 +0.196
13 2025-07-09 — 2025-09-04  0.803 0.805 0.744 0.580 0.550 0.464 +0.116

Cuadro 12: Resumen de estabilidad: media + desviacion estandar por pliegue (v3.4).

Modelo F1 macro (media & std) Recall(Medio) (media + std)

KAN 0.744£0.038 0.649£0.127
MLP 0.753 £0.047 0.641+0.097
SVM 0.705£0.070 0.448 £0.271

KAN exhibe la menor desviacion estindar de F1 macro entre pliegues (¢ = 0.038),
inferior a MLP (0 = 0.047) y a SVM (o = 0.070). Esto confirma que KAN es la arquitectura
mds estable en desempefio global. Un matiz relevante: en recall(Medio) especificamente,
MLP muestra la mayor estabilidad (o = 0.097 < ogan = 0.127); ambos son, sin embargo,
marcadamente més estables que SVM (o = 0.271, més de 2.1 la variabilidad de KAN). La

inestabilidad de SVM en esta métrica es el hallazgo operativamente mds significativo.

6.3.1 El patron de colapso de SVM: cuatro pliegues consecutivos

La Tabla 11 revela un patrén que va més alld de la media: en los primeros tres pliegues
(julio 2023 — enero 2024), SVM y KAN son comparables en recall(Medio), con SVM incluso
ligeramente superior. A partir del pliegue 4 (enero 2024), el comportamiento de SVM diverge
de forma dramética y sostenida. Los pliegues 5 a 8 (marzo a noviembre de 2024) documentan
un colapso sostenido de SVM en la region transicional, mientras KAN mantiene capacidad

clasificatoria estable:
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Cuadro 13: Colapso sostenido de SVM en recall(Medio): pliegues 5-8 (mar.—nov. 2024).

Pliegue Periodo SVM KAN Ratio KAN/SVM
5 2024-03-05 — 2024-05-07 0.168 0.790 4.7x
6 2024-05-08 — 2024-07-04 0.178 0.655 3.7x
7 2024-07-05 — 2024-09-02  0.100 0.550 5.5x%
8 2024-09-03 — 2024-11-01  0.080 0.568 7.1x

Este periodo coincide con episodios de incertidumbre politica y financiera en México que
alteraron la percepcion de riesgo de forma pronunciada y diferenciada por emisora. La frontera
de decision lineal de SVM, calibrada con régimen anterior, pierde su validez en la zona
transicional cuando el patrén de riesgo relativo entre emisoras cambia sustancialmente. KAN,
con sus funciones ¢(x) localmente adaptativas por regién del dominio, mantiene mayor
coherencia clasificatoria bajo ese cambio de régimen. Esta es la dimensién de robustez
operativa mas relevante para sistemas de gestion de riesgo: la confiabilidad precisamente

cuando el entorno es mas adverso.

Concretamente, el pliegue 5 (marzo-mayo 2024) precede al proceso electoral federal, el
pliegue 6 (mayo—julio 2024) captura el periodo inmediatamente posterior a los comicios del
2 de junio y la depreciacion del peso de aproximadamente 15% frente al dolar registrada en
esas semanas, y los pliegues 7 y 8 (julio-noviembre 2024) cubren la transicién del gobierno y
el ajuste de expectativas del mercado respecto a la politica energética y regulatoria. En este en-
torno, la percepcion de riesgo relativo entre emisoras cambid de forma pronunciada: empresas
del sector infraestructura, energia y retail cambiaron de categoria de forma sincronizada, un
patrén que la frontera lineal del SVM —calibrada sobre régimen anterior— no tenia capacidad

de capturar en la zona transicional.

La ventaja de KAN en este escenario no es una propiedad estadistica abstracta: es exactamente
la clase de robustez que un supervisor de SIEFORES necesita verificar antes de adoptar
cualquier sistema clasificador, y que la interpretabilidad estructural permite documentar de

forma directa.

6.3.2 Distribucion de recall(Medio) por pliegue

Para completar el andlisis de estabilidad, la Tabla 14 reporta estadistica descriptiva del re-

call(Medio) por pliegue para los tres modelos.

El IQR de SVM (0.178 a 0.700) abarca casi todo el espacio posible, reflejando su extrema
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Cuadro 14: Estadistica descriptiva del recall(Medio) por pliegue (n = 13).

Modelo Media Mediana IQR Minimo (pliegue) Maximo (pliegue)
KAN 0.649 0.628 [0.568, 0.754] 0.444 (12) 0.914 (9)
MLP 0.641 0.650 [0.616, 0.708] 0.389 (12) 0.770 (9)
SVM 0.448 0.464 [0.178, 0.700] 0.080 (8) 0.750 (11)

sensibilidad al régimen. El de MLP (0.616 a 0.708) es el més estrecho, coherente con su mayor
estabilidad en recall(Medio). El de KAN (0.568 a 0.754) es intermedio, con alta variabilidad
explicada por los valores extremos de pliegue 9 (0.914, maximo global) y pliegue 12 (0.444,

segundo minimo tras SVM).

6.3.3 Dinamica de entrenamiento y rol del early stopping

MLP: pérdida (entrenamiento vs validacién) — ultimo fold

MLP: F1 macro (validacién) — ultimo fold
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Figura 9: MLP (dltimo pliegue): pérdida entrenamiento vs. validacion (izq.) y F1 macro de

validacién con mejor época marcada (der.).

KAN: pérdida (entrenamiento vs validaciéon) — dltimo fold

KAN: F1 macro (validaciéon) — dltimo fold

1.2 1 — pérdida (entrenamiento) .
—— pérdida (validacién) A D 0.80

e
S
o

Pérdida
< o
o
F1 macro

—— F1 macro (validacién)
-- mejor época = 1

[ 20 40 60 80 100
Epoca

0 20 40 60 80 100

Epoca

Figura 10: KAN (ultimo pliegue): pérdida entrenamiento vs. validacion (izq.) y F1 macro de

validacién con mejor época marcada (der.).

MLP muestra una reduccion rdpida de pérdida y un maximo temprano de F1 de validacion,

seguido por degradacion gradual [21, 85]. KAN exhibe mayor expresividad inicial pero

también sobreajuste si no se controla temporalmente; el early stopping no es una conveniencia
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computacional sino un componente metodoldgico central para preservar la generalizacion
[144, 180].

6.3.4 Respaldo estadistico por pliegue

La Tabla 15 reporta la inferencia pareada (Wilcoxon) e intervalos bootstrap al 95% sobre
diferencias de métricas. Los valores son los calculados sobre los 13 pliegues del protocolo
Walk-Forward PRO.

Cuadro 15: Inferencia pareada Wilcoxon + IC bootstrap 95% para diferencias (KAN menos
baseline) sobre 13 pliegues.

Meétrica Comparacion n W  p-valor Dif. media IC95% low IC95% high
F1 macro KAN >SVM 13 73.0 0.0287 +0.040 +0.007 +0.072
F1 macro KAN >MLP 13 33.0 0.8121 —0.009 —0.037 +0.021
Recall macro KAN >SVM 13 63.0 0.1219 +0.024 —0.006 +0.054
Recall macro KAN >MLP 13 34.0 0.7929 —0.009 —0.037 +0.021
Recall(Medio) KAN >SVM 13 76.0 0.0164 +0.201 +0.059 +0.346
Recall(Medio) KAN >MLP 13 49.0 0.4197 +0.008 —0.053 +0.067
F1(Medio) KAN >SVM 13 77.0 0.0133 +0.134 +0.048 +0.225
F1(Medio) KAN >MLP 13 42.0 0.6066 —0.006 —0.046 +0.038

Tres lecturas emergen de estos datos. Primera: KAN supera a SVM en F1 macro (p =
0.029) con intervalo bootstrap completamente positivo, evidencia de mejora consistente en
desempefio global. Segunda: la ventaja de KAN sobre SVM en recall(Medio) y F1(Medio)
es estadisticamente significativa (p < 0.02) y de magnitud sustantiva (+20 pp en recall, +13
pp en F1), con KAN ganando en 9 de los 13 pliegues. Tercera: KAN no supera a MLP
en ninguna métrica global (todos los intervalos incluyen cero), lo que es consistente con
H1 —competitividad estadistica, no superioridad—. KAN ofrece desempeiio comparable a
MLP anadiendo interpretabilidad estructural que MLP no provee. Esto confirma H2: ventaja
consistente sobre el modelo lineal en la regidn transicional, con respaldo estadistico por

pliegue.

6.4 Eficiencia Computacional: Costo del Ciclo de Reentrenamiento

La viabilidad operativa de un clasificador de riesgo depende también de su costo computacional

de reentrenamiento. La Tabla 16 reporta los tiempos y consumo de memoria por pliegue.

SVM es el modelo més eficiente, coherente con su optimizacién convexa lineal. MLP requiere

del orden de 3 minutos por pliegue. KAN tiene el mayor costo temporal —aproximadamente
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Cuadro 16: Eficiencia computacional promedio por pliegue (media + std, v3.4). Columna
“Calib.” aplica exclusivamente a SVM.

Modelo Entrenamiento (s) Inferencia (s) RAM pico (MB) Calib. (s)
SVM (lineal) 0.18+0.04 0.006 + 0.000 3.01+0.55 0.031+0.002
MLP 180.1+65.9 0.002 +0.003 1.51£0.16 —
KAN 656.8 +204.0 0.144 +0.055 1.45+0.17 —

3.6x el de MLP—, coherente con la evaluacion de transformaciones spline por arista. Signifi-
cativamente, el consumo de memoria RAM de KAN (1.45 MB) es comparable al de MLP e
inferior al de SVM, confirmando que la mayor carga de KAN es temporal, no espacial. Un
ciclo semanal de reentrenamiento del sistema KAN sobre el universo de 30 emisoras requeriria
del orden de 10-15 minutos en CPU convencional sin GPU dedicada: compatible con un flujo

operativo de actualizacion semanal de sefiales de riesgo [76, 117, 189].

6.5 Hallazgo 4 — Interpretabilidad Estructural como Ventaja Operativa

Diferencial
El cuarto hallazgo documenta la trazabilidad directa del mecanismo de decisién de KAN,
cerrando el argumento central del trabajo: KAN no solo clasifica razonablemente bien, sino
que expone directamente por qué clasifica como lo hace —propiedad que hace al sistema

viable en entornos financieros regulados donde la auditabilidad del modelo es un requisito de
gobernanza [55, 76, 189].

6.5.1 Ranking de importancia de variables: KAN (primera capa)

Cuadro 17: KAN: ranking de importancia de variables por magnitud en la primera capa.

Variable Importancia
Vol_252 0.011429
CVaR_5 0.010458
Beta 0.009856
R2 0.009494
Vol_60 0.009470
Amihud_60 0.008358
Alpha 0.007901
DownsideVol_60 0.007837
Vol_20 0.007348
r_log 0.006698
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Las variables de mayor peso son Vol_252 (volatilidad anualizada), CVaR_5 (riesgo de cola) y
Beta (exposicion sistemdtica) — las tres dimensiones candnicas del riesgo accionario segin
la teoria financiera [158, 214]. El rango de importancias es relativamente estrecho (0.0114 a
0.0067), indicando que KAN distribuye la contribucién de forma equilibrada entre las diez
variables en lugar de concentrarla en pocas: un clasificador de riesgo robusto no debe depender
criticamente de una sola variable. La coherencia entre la jerarquia aprendida y el sentido

econdmico esperado constituye evidencia de validez de constructo y confirma H3 [46, 55].

En contraste, la Tabla 18 muestra que SVM concentra su peso en Beta y R?: esto explica su alto
desempefio en clases extremas (activos claramente sistematicos vs. claramente idiosincrasicos),
pero su rigidez en la zona transicional, donde los casos de riesgo intermedio con alta exposicién

sistematica se colapsan hacia la clase Alto.

Cuadro 18: SVM: importancia por norma ¢, de coeficientes agregada entre clases.

Variable Importancia
Beta 2.416779
R2 2.133818
CVaR_5 1.045585
Vol_252 0.392044
Vol_60 0.178534
Alpha 0.165874
Amihud_60 0.145324
Vol_20 0.128040
DownsideVol_60 0.096746
r_log 0.003576

6.5.2 Funciones ¢(x): trazabilidad funcional por variable

Las funciones ¢(x) aprendidas revelan propiedades de interés econdmico mds alld del ranking
de importancia. Vol_252 exhibe una funcién monétonamente creciente con pendiente pro-
nunciada en la region de volatilidad alta (o > 0.35 anualizada), consistente con la evidencia
de que el riesgo es no lineal en la cola de la distribucién [158, 214]. CVaR_5 muestra una
respuesta asimétrica: suave en valores moderados y con incremento abrupto en la region de
pérdidas extremas, capturando la discontinuidad empirica que separa episodios de estrés de
mercado ordinario. Beta presenta una funcion en forma de U asimétrica, con mayor peso tanto
para betas negativas (activos descorrelacionados con el mercado) como para betas superiores a
1.5 (activos de alta exposicidn sistematica), que la escala lineal del SVM no puede representar.

La inspeccionabilidad directa de estas formas funcionales —sin necesidad de herramientas
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externas— es la dimension que diferencia cualitativamente a KAN de cualquier arquitectura
de caja negra [55, 144, 189].
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Figura 11: KAN: funciones univariadas ¢(x) de la primera capa para variables seleccionadas,
con importancia asociada.

Esta visualizacion provee lo que ningtin método post-hoc puede garantizar: el mecanismo
exacto de transformacién por variable. Un analista de riesgo puede identificar directamente en
estas curvas qué valores de volatilidad disparan una reclasificacion hacia Alto, donde estdn los
umbrales implicitos del modelo, y en qué regiones el sistema es mds sensible a variaciones
del mercado [27, 144]. Esto es precisamente lo que se requiere para defender una decisiéon de
clasificacion ante un comité de riesgo o un awHtor externo [76, 189].



6.6 Calibracion Probabilistica de las Predicciones OOS

Los hallazgos anteriores caracterizan el desempefio discriminativo del sistema: qué tan bien
separa las clases. Este hallazgo complementario caracteriza su calibracion probabilistica: qué
tan confiables son las probabilidades emitidas como estimaciones de la frecuencia real de cada
clase. La distincion es operativamente critica para cualquier uso mds alla de la clasificacion
ordinal binaria —especialmente para position sizing o estrategias que requieran probabilidades

como insumo directo.

6.6.1 Error de calibracion esperado (ECE) y Brier Score
La Tabla 19 reporta el Error de Calibracién Esperado (ECE) por clase y modelo, calculado

sobre las 16,133 predicciones OOS con 10 intervalos de confianza de amplitud uniforme. El
ECE cuantifica la discrepancia promedio —ponderada por el nimero de observaciones en

cada intervalo— entre la confianza predicha y la precision real observada [90, 173].

Cuadro 19: Error de Calibracién Esperado (ECE, 10 bins) y Brier Score OOS por modelo
y clase. Menor es mejor en ambas métricas. Calculados sobre n = 16,133 predicciones
estrictamente fuera de muestra.

Modelo ECE Alto ECE Bajo ECE Medio Brier global \ Posiciéon

KAN 0.0434 0.0791 0.0840 0.1248 3r
MLP 0.0367 0.0723 0.0800 0.1172 1
SVM 0.0571 0.0686 0.0761 0.1198 2do

6.6.2 Diagramas de fiabilidad

La Figura 12 muestra los diagramas de fiabilidad (reliability diagrams) para los tres mode-
los y las tres clases en esquema OvR. Cada diagrama confronta la confianza predicha (eje
x) con la precision real observada (barra, eje y) y la linea de calibracién perfecta (y = x,
linea discontinua). Las barras por encima de la diagonal indican subestimacion de confianza

(underconfidence); por debajo, sobreestimacion (overconfidence).
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Diagramas de fiabilidad OvR por modelo y clase (0O0OS, n = 16,133)
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Figura 12: Diagramas de fiabilidad OvR para KAN, MLP y SVM (filas) por clase Alto, Bajo
y Medio (columnas). Calculados sobre n = 16,133 predicciones OOS. La linea discontinua
representa calibracion perfecta (y = x).

6.6.3 Lectura de los resultados de calibracion

Tres conclusiones emergen de los datos y la figura.

Primera: MLP tiene la mejor calibracion global (Brier = 0.1172, ECE Alto = 0.037), cohe-
rente con que sea el modelo con mayor desempeiio discriminativo agregado. KAN tiene la
mayor ECE en las clases Bajo y Medio (0.079 y 0.084 respectivamente), sumando otro matiz
a la relacion entre los dos modelos neuronales: MLP es marginalmente superior en desempefio
global, en estabilidad de recall(Medio) y en calibracién probabilistica. KAN diferencia por
interpretabilidad intrinseca, no por ventaja en todo.

Segunda: la clase Medio tiene la peor calibracién en los tres modelos —los ECE mds altos
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(0.076—0.084)— coherente con ser la regiéon de mayor ambigiiedad y menor separabilidad.
Los diagramas muestran que en rangos de confianza media (0.4-0.7), todos los modelos
sobreestiman su confianza para la clase Medio: predicen estar seguros con mas frecuencia
de la que aciertan. Este es el rango donde las probabilidades son mds peligrosas si se usan

directamente para position sizing.

Tercera: los ECE reportados (0.04-0.08) no son catastréficos —no estamos ante un modelo
que emite probabilidades completamente aleatorias— pero si son suficientes para descartar el
uso directo de las probabilidades OVR como insumo de dimensionamiento de posiciones sin
una etapa explicita de calibracion. Un ECE de 0.084 en la clase Medio de KAN significa que,
en promedio a través de los bins de confianza, el modelo sobreestima su certeza en esa clase
en ~ 8.4 puntos porcentuales. Para una institucién que dimensiona exposicion basada en esas
probabilidades, esa discrepancia se traduciria en posiciones sistematicamente mayores de lo

que la evidencia OOS justifica en la region de riesgo transicional.

La correccion de esta limitacion mediante temperature scaling sobre la ventana VAL de cada
pliegue es directamente implementable con la infraestructura del pipeline existente y constituye
la extension mds inmediata para habilitar el uso del sistema mds alld de la clasificacion ordinal
[30, 90, 173].

6.7 Verificacion Econémica Ilustrativa: Coherencia del Pipeline OOS

La verificacion econdmica del pipeline responde una pregunta especifica: ;jtiene la sefial de
riesgo contenido informativo suficiente para que una regla de selecciéon ingenua produzca
retorno positivo fuera de muestra, sin ninguna optimizacién? La respuesta es afirmativa, con

matices importantes.

Cuadro 20: Resumen del backtest OOS (KAN). La estrategia es long-only equiponderada en
emisoras clasificadas Bajo riesgo, con costo de transaccion del 0.15% sobre el turnover de
cada rebalanceo semanal. El benchmark equiponderado (bench_eqw) es la media aritmética
de los retornos de las 30 emisoras del universo en las fechas OOS.

Serie CAGR Sharpe MaxDD HitRate
Estrategia (bruta) 1.51% 0.178 —18.30% 50.4%
Estrategia (neta de costos) 0.77% 0.125 —18.74% 50.4%
Benchmark equal-weight OOS (30 em.) 6.79% 0504 —1540% 52.6%
Benchmark mercado (IPC) 4.94% 0390 —16.82% 52.2%
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Figura 13: Backtest OOS (KAN): capital acumulado de la estrategia (bruta y neta) frente a
benchmarks (equal-weight OOS de 30 emisoras e IPC).

Lectura honesta de los nimeros. La estrategia genera un CAGR neto del 0.77%, que es un
retorno nominal positivo pero por debajo de la inflacion del periodo y marcadamente inferior al
benchmark equiponderado (6.79%) y al IPC (4.94%). Esta brecha debe leerse con honestidad:
la estrategia long-only de Bajo riesgo excluye las emisoras de mayor riesgo —y mayor retorno
potencial en periodos alcistas—. Eso no es un defecto del clasificador: es la consecuencia

esperada de su funcién como filtro de riesgo, no como motor de alpha [23].

La pregunta correcta: contenido econémico, no superacion del benchmark. FEl argu-
mento relevante es si la sefial de clasificacion distingue activos con retornos futuros mejores
de los peores, no si supera al IPC en periodos alcistas. La evidencia sugiere que si: una regla
sin ninguna optimizacién —sin gestion de pesos, sin restricciones sectoriales, sin control
de riesgo de portafolio— genera CAGR bruto del 1.51% sobre 13 particiones cronoldgicas
estrictamente OOS, lo que implica contenido informativo real en la sefial [145]. La diferencia
bruto/neto (1.51% vs. 0.77%) cuantifica el impacto de fricciones de mercado: la mayoria de
estudios de ML financiero omite este cdlculo, inflando el desempefio aparente; este andlisis no
lo hace [12].

El patron de estabilidad bajo estrés. El valor mds tangible de un filtro de riesgo no estd en
su CAGR promedio, sino en su comportamiento durante los periodos de mayor perturbacion.

La Tabla 13 documenta que en los pliegues 5 a 8 (marzo—noviembre de 2024), SVM colapsa
72



practicamente su sefial transicional: con recalls(Medio) de 0.168/0.178/0.100/0.080, el modelo
lineal clasifica de forma pricticamente aleatoria la regiéon de mayor ambigiiedad, generando
sefiales de seleccion volatiles e impredecibles. KAN, en esos mismos pliegues, mantiene
recalls(Medio) de 0.790/0.655/0.550/0.568 —entre 3.7 y 7.1 veces superiores—. La inesta-
bilidad de SVM (Orecali(Medioy = 0.271) amplifica la incertidumbre de la sefal precisamente
cuando el mercado estd bajo estrés, produciendo reclasificaciones voldtiles que reducen la
confiabilidad del filtro en el momento mads critico para un gestor de riesgo o un supervisor de
SIEFORES [40, 41, 145].

Alcance y extensiones necesarias. El backtest es una verificaciéon de coherencia econé-
mica del pipeline, no evidencia concluyente de ventaja de inversion. Las extensiones que
convertirian esta verificacion en evaluacion concluyente requieren: (i) optimizacion formal
de portafolio con restricciones de inversion, (ii) andlisis de sensibilidad a costos y turnover,
(111) controles estadisticos de multiples hipotesis, y (iv) evaluacion del comportamiento durante

episodios de Alto riesgo identificados correctamente por el modelo [12, 95, 145].

6.8 Lectura Ejecutiva de Resultados

Qué puede afirmarse con seguridad: KAN es estadisticamente equivalente a MLP en
métricas globales OOS bajo un protocolo mds riguroso que el empleado en los estudios
comparables revisados para la BMV. Supera a SVM de forma consistente y estadisticamente
significativa en la clasificacion de la zona transicional (+18.7 pp recall Medio, p < 0.02,
n = 13 pliegues). Tiene la menor variabilidad de F1 macro entre los tres modelos (o = 0.038).
Su jerarquia de importancias es coherente con la teoria financiera del riesgo. Su backtest OOS

genera retorno nominal positivo sin ninguna optimizacion.

Qué no puede afirmarse: Que KAN supera a MLP en toda métrica (MLP es marginalmente
superior en F1 global, AUC global y calibracion probabilistica: Brier = 0.1172 vs. 0.1248,
ECE Medio = 0.080 vs. 0.084). Que KAN supera a MLP en recall(Medio) de forma estadis-
ticamente significativa (la diferencia es 0.9 pp, no significativa). Que las probabilidades de
clase son directamente usables para position sizing (los ECE de 0.076-0.084 en la clase Medio
indican sobreestimacion de confianza en esa region). Que la sefial garantiza retorno ajustado
por riesgo positivo (el backtest no incorpora optimizacién de portafolio). Que el RiskIndex

equivale a un estdndar exégeno de riesgo accionario.

Por qué ese alcance es suficiente: La pregunta de investigacion no era cual modelo tiene el
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mejor F1 aislado. Era cudl arquitectura, de las evaluadas bajo el protocolo adoptado, cumple
simultdneamente las tres condiciones de adoptabilidad en entornos financieros regulados.
KAN es la unica, de las tres evaluadas, que las cumple: equivalente a MLP en desempefio
global, superior a SVM en la zona de mayor consecuencia operativa, mds estable en F1 macro,
e inspeccionable sin herramientas externas. Esa demostracion, bajo un protocolo més riguroso
que el empleado en los estudios comparables revisados para la BMYV, constituye la contribucion

préctica del trabajo.

La contextualizacién histérica de estos resultados frente al inico antecedente directo identifi-
cado en la literatura mexicana de clasificacion de riesgo con IA en la BMV se desarrolla en la

seccion siguiente, que convierte las cuatro métricas en una narrativa de evolucion del campo.

6.9 Perspectiva Historica: Evolucion desde el Antecedente Directo

Los resultados de este trabajo adquieren mayor dimensién cuando se contextualizan frente
al Unico antecedente directo identificado en la literatura mexicana de clasificacion de riesgo
accionario con [A. Carmona Vega y Gonzalez Garzon [35] resolvid este mismo problema en
la BMV mediante una Red Neuronal Artificial Clasificadora sobre las 16 emisoras mds activas
del IPC, obteniendo una precision clasificatoria superior al 70% sobre 384 observaciones
trimestrales (2004-2009). Ese trabajo —reconocido con el Segundo Lugar del Premio Nacional
BMYV 2011 (Investigacion)— establecid la viabilidad del enfoque y sent6 un referente de facto

para la clasificacion de riesgo accionario con IA en México.

Dimensiones de evolucion, no comparacion directa. Una comparacion directa de métricas
entre ambos estudios no seria metodolégicamente valida: los periodos, universos, frecuencias
de observacién y constructos de riesgo difieren de forma sustancial. Lo que si es posible —y

mas iluminador— es identificar las dimensiones en que el campo ha avanzado en quince afios:
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Cuadro 21: Evolucién del campo: antecedente directo vs. presente investigacion. Las diferen-
cias en periodo, frecuencia y protocolo hacen que la comparacion de métricas no sea directa;
se presentan como referencia contextual de la evolucién metodoldgica del campo.

Dimension Carmona Vega y Gonzalez Garzon (2011) Presente investigacion
Arquitectura MLP (perceptrén multicapa, opaco) KAN (interpretabilidad intrinseca)
Interpretabilidad Ninguna (reconocida como Funciones ¢(x) exactas por variable

Variable objetivo

Clases de riesgo

Variables de entrada

Frecuencia

Emisoras evaluadas

Observaciones totales

Precision clasificatoria

Protocolo validacién

Comparacién baselines

Validacion estadistica

Eficiencia computacional

Reproducibilidad

“caja negra” por las autoras)
Umbrales fijos de beta
(<0.70/0.70-1.14/ > 1.14)
3 (Bajo, Medio, Alto)

3 (Kj, CETES 91d,
rendimientos accionarios)
Trimestral

16 mas activas del IPC
(2004-2009)

384 (307 entrenamiento +

77 prueba, particién aleatoria)
74.02% accuracy (conjunto
de prueba, n = 77)

Particién aleatoria 80/20

(sin preservar causalidad temporal)
Sin comparacion

con baselines

Métricas de clasificacién
estandar (MSE, matrices)

No reportada

Matlab 7.0

RiskIndex: VolFut + |B| + |CVaR| + (
(cuantiles por pliegue)

3 (Bajo, Medio, Alto)

10 (CORE-10: Beta, Alpha, R?,
Vol x 3, CVaR, Amihud, r_log, DsVol)
Diaria

30 representativas del mercado
(2020-2025)

16,133 (estrictamente fuera

de muestra, Walk-Forward)

75.7% accuracy, 75.0% F1 macro
(OOS pooled, n = 16,133)
Walk-Forward PRO: 13 pliegues

+ purga + embargo

MLP (arch-matched) + SVM lineal
calibrado

Wilcoxon pareado + IC bootstrap
95%,n =13

~657 s/pliegue, 1.45 MB RAM;
ciclo semanal ~10-15 min CPU
Python + fuentes publicas (Yahoo

Finance, API Banxico) + cédigo docu

Continuidad y superacion.

La diferencia mds significativa entre ambos estudios no es la

métrica de precision —que no puede compararse directamente dado el cambio de protocolo—

sino el estdndar de evidencia al que se someten los resultados. Carmona Vega y Gonzélez Gar-

z6n [35] demostré que el problema es soluble con RNA; la presente investigacion demuestra

que puede resolverse de forma simultdneamente auditable, temporalmente honesta y compu-
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tacionalmente reproducible con datos publicos. Esta evolucion responde a un cambio en las
exigencias del campo: en 2011, la pregunta era si la IA podia clasificar riesgo; en 2025, la
pregunta es si puede hacerlo de forma que un regulador, un auditor o un comité de inversion

pueda verificar exactamente por qué [117, 118, 175, 189].

Impacto del protocolo en las métricas observadas. Es relevante notar que el Walk-Forward
PRO con purga y embargo produce métricas conservadoras: el F1 macro de KAN sobre 16,133
observaciones OOS (0.750) se obtiene bajo condiciones donde el modelo nunca vio los datos
que evalda, los umbrales de clasificacién se reestiman por pliegue sin contaminacion y el
periodo de prueba siempre es cronolégicamente posterior al entrenamiento. Las métricas
obtenidas bajo un protocolo estatico —como el de Carmona Vega y Gonzdlez Garzén [35],
cuya eleccion fue metodolégicamente razonable para el estdndar de la época— tienden a ser
maés elevadas en muestra, pero no replicables en condiciones reales de mercado [12, 145]. La
comparacion honesta no es entre el 70% de Carmona Vega y el 75% de KAN: es entre un
resultado obtenido con validacion estdtica y uno obtenido con un protocolo mas riguroso que

el empleado en los estudios comparables revisados para la BMV.

Una linea de continuidad verificable. El trabajo de Carmona Vega y Gonzélez Garzén [35]
y la presente investigacion constituyen, en la literatura revisada, los tnicos dos estudios de
la literatura mexicana que abordan explicitamente la tarea de clasificacion (y no meramente
prediccidén) del riesgo accionario en la BMV mediante IA. La distancia entre ellos —quince
aflos, una transiciéon de MLP opaco a arquitecturas de interpretabilidad intrinseca y un salto
de 384 observaciones con particion aleatoria a 16,133 con Walk-Forward PRO— refleja la
maduracién del campo a nivel global y, al mismo tiempo, el rezago relativo de la literatura
financiera mexicana respecto a este problema especifico: un rezago que este trabajo contribuye

a cerrar.

6.10 Sintesis de Hallazgos

Los cuatro hallazgos responden directamente a las hip6tesis planteadas:

1. H1 confirmada: KAN alcanza F1 macro de 0.750 y AUC de 0.880 sobre 16,133 observacio-
nes OOS bajo validacion temporal estricta. El desempefio es estadisticamente equivalente a
MLP y superior a SVM en métricas agregadas — viable como herramienta de clasificacion

de riesgo en la BMV [86, 145].
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2. H2 confirmada: KAN supera consistentemente a SVM en la clase Medio (recall +20 pp,
F1 +13 pp), con diferencias estadisticamente significativas por Wilcoxon (p < 0.02) en
9 de 13 pliegues, incluyendo un colapso sostenido de SVM en 4 pliegues consecutivos. La
menor variabilidad de KAN en recall(Medio) (o = 0.127 vs. osypm = 0.271) confirma que

la ventaja es estable bajo diferentes regimenes de mercado.

3. H3 confirmada: el ranking de importancia estructural ubica a Vol_252, CVaR_5 y Beta
como variables mds influyentes —exactamente las que la teoria financiera predice como de-
terminantes del riesgo accionario—. Las funciones ¢(x) son directamente inspeccionables

sin herramientas post-hoc [55, 144].

4. Verificacion econémica: la sefial aparenta capturar informacién con contenido econémico
real en el periodo evaluado (CAGR bruto OOS positivo sobre 13 pliegues independientes
con costos explicitos de transaccion) —resultado consistente con la hipétesis de viabilidad
pero insuficiente, por si solo, para establecer ventaja en portafolios de forma concluyente.
La traduccion a ventaja en portafolios requiere extensiones metodoldgicas adicionales [12,
95].

En conjunto, la evidencia respalda que KAN, entre las arquitecturas comparadas y bajo el
protocolo adoptado, es la Ginica que cumple simultidneamente las tres condiciones de adop-
tabilidad en entornos financieros regulados: MLP logra métricas globales marginalmente
superiores pero no puede explicar sus decisiones sin herramientas de aproximacion externa;
SVM es interpretable en sus coeficientes pero colapsa la region transicional con variabilidad
o0 = 0.271 en recall(Medio). KAN combina desempefio OOS competitivo, interpretabilidad
estructural directamente auditable, menor variabilidad en F1 macro entre pliegues —y esa
combinacion, en la literatura revisada, no habia sido documentada para el mercado accionario
mexicano. Esa triple condicién, no la superioridad en una métrica aislada, es el argumento
central de este trabajo [76, 144, 189].
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VII. Implicaciones para el Sistema Financiero Mexicano

Los resultados empiricos del capitulo anterior establecen que el sistema propuesto es técnica-
mente viable y que KAN, entre las arquitecturas comparadas bajo el protocolo adoptado, es la
unica que simultdneamente alcanza desempefio OOS competitivo, provee interpretabilidad
estructural directamente auditable y mantiene estabilidad temporal a través de multiples regi-
menes de mercado —condicion que, en la literatura revisada, no habia sido documentada para
el mercado accionario mexicano. Este capitulo aborda la aplicabilidad practica del sistema
y sus usuarios potenciales. Las respuestas se articulan en cinco planos: adopcién operativa
directa, implicaciones para el Sector Gobierno y la regulacion financiera mexicana, extensio-
nes naturales del marco, agenda de investigacion que este trabajo habilita para México, y el
alineamiento del sistema con la visién de evolucion financiera sostenible del sistema financiero

mexicano.

7.1 Adopcion Operativa en Instituciones Financieras Mexicanas

El sistema de clasificacion de riesgo propuesto es adoptable por instituciones financieras
mexicanas sin requerir datos propietarios ni infraestructura especializada. Las tres caracte-
risticas que habilitan esta adopcion son: fuentes publicas, sefial interpretable y protocolo de

reentrenamiento definido.

7.1.1 Fuentes de datos publicamente disponibles

Las diez variables del CORE-10 se calculan integramente a partir de datos accesibles en
tiempo real con costo cero: precios ajustados y volimenes de Yahoo Finance, la tasa de
CETES mediante el API REST del SIE de Banxico, y el benchmark IPC bajo el mismo
protocolo. En ningun paso del pipeline se requiere acceso a terminales de datos propietarios,
bases de datos de Bloomberg o Refinitiv, ni informacién de flujo de 6rdenes. Cualquier area
de andlisis cuantitativo de una casa de bolsa, fondo de inversidn o institucion regulatoria
mexicana puede replicar el sistema en su entorno de trabajo con las mismas herramientas de

uso libre que se emplearon en esta investigacion [9, 17].

7.1.2 Integracion como filtro de primer nivel en el proceso de analisis

El caso de uso més directo es como filtro de primer nivel antes del anélisis fundamental. En
lugar de que un equipo evalie manualmente el perfil de riesgo de las 30 0 mds emisoras de
un universo de inversion, el clasificador provee una preclasificacion diaria automatica (Bajo /

Medio / Alto) basada en variables de mercado observables. El analista concentra su atencién
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en las emisoras cuyo perfil cambia de categoria —sefial de cambio de régimen de riesgo— o
en aquellas que permanecen en la zona Medio, donde la ambigiiedad requiere criterio humano
que ningin modelo reemplaza. La interpretabilidad estructural de KAN hace posible que,
cuando un comité de inversion pregunta por qué una emisora fue clasificada como Alto riesgo,

la respuesta sean las funciones ¢(x) directamente inspeccionables.

Limite operativo. El sistema provee clasificaciones ordinales (Bajo / Medio / Alto) como
capa de filtrado de primer nivel. No reemplaza el anélisis fundamental ni los modelos cuantita-
tivos de gestion de portafolios; actiia como una sefial preliminar estructurada que aumenta la

eficiencia del anélisis humano, no que lo sustituye.

7.1.3 Protocolo de reentrenamiento operativo

El esquema Walk-Forward PRO con ventana de entrenamiento expandida es directamente
transferible a un ciclo operativo semanal: el modelo incorpora nuevos datos de mercado,
actualiza los umbrales de discretizacion por cuantiles sobre el periodo acumulado y genera
nuevas clasificaciones para la semana siguiente. El costo computacional documentado en la
Tabla 16 confirma que este ciclo es viable en hardware convencional sin GPU dedicada para el

universo de 30 emisoras [145].

7.1.4 Alcance y limites del uso operativo: clasificaciéon ordinal vs. probabilidades cali-

bradas

Una distincién operativa central que debe quedar explicita: el sistema provee clasificaciones
ordinales (Bajo / Medio / Alto) disefiadas para uso como filtro de primer nivel. No provee

probabilidades calibradas aptas para el dimensionamiento dindmico de posiciones.

La evidencia empirica cuantifica esta limitacion. El Error de Calibracion Esperado (ECE) de
KAN en la clase Medio es 0.084, 1o que indica que las probabilidades predichas sobreestiman
la confianza del modelo en esa region en ~ 8.4 puntos porcentuales en promedio a través
de los intervalos de confianza OOS. El Brier Score global de KAN (0.1248) es superior al
de MLP (0.1172), quien muestra mejor calibracién general. Estos valores no implican que
las probabilidades sean inutiles —la confianza de KAN es informativa: con predicciones de
confianza superior al 80%, la accuracy real es del 85.1%— pero si confirman que no son
aptas para uso directo como insumo de dimensionamiento de posiciones sin ajuste previo [90,
173]. Para un gestor que dimensiona exposicion basado en esas probabilidades, la discrepancia
ECE de 0.084 en Medio se traduciria en posiciones sistematicamente mayores de lo que la

evidencia OOS justifica en la regién transicional.
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Por ello, cualquier uso como overlay de riesgo con position sizing debe incorporar una etapa
de calibracion probabilistica —mediante temperature scaling sobre la ventana VAL de cada
pliegue— y verificacién de confiabilidad mediante diagramas de fiabilidad, ECE y Brier Score
antes del despliegue [30, 90].

Esta limitacién es intencional: el sistema fue disefiado para proveer la capa de clasificacion
auditable que precede a los modelos de gestion cuantitativa de portafolios, no para reemplazar-
los. La extension hacia probabilidades calibradas es la linea de trabajo futuro mas directa para

habilitar el uso del sistema en position sizing [90, 173].

7.1.5 Beneficio incremental frente a la practica actual

El valor del sistema se articula con precision al contrastarlo con lo que hoy existe:

o Frente al screening discrecional de riesgo: el sistema provee sefiales sistematicas, repro-
ducibles y auditables, eliminando el sesgo de confirmacion del analista y aumentando la
consistencia de la clasificacién a lo largo del tiempo. Dos analistas aplicando el mismo
modelo al mismo universo obtendran la misma clasificacion; eso no ocurre con el analisis

discrecional.

e Frente a modelos sin validacion temporal rigurosa: el protocolo Walk-Forward PRO
garantiza que el desempefio reportado es el real OOS, no un artefacto de particiones
aleatorias que inflan artificialmente la precisiéon aparente. Un modelo que parece funcionar
con el 90% de accuracy en validacion cruzada estdndar puede degradarse a 60% en uso real
bajo series temporales con cambios de régimen; el protocolo adoptado aqui cierra ese riesgo
de forma exacta [5, 145].

¢ Frente a modelos de caja negra con explicacion post-hoc: el sistema provee la l6gica
exacta de clasificacion —las funciones ¢ (x)— que permite auditoria regulatoria sin herra-
mientas cuya fidelidad no puede verificarse independientemente. Una explicacion SHAP de
un modelo de ensamble es una aproximacion del mecanismo real; las funciones de KAN

son el mecanismo real.

¢ Frente a la ausencia de un indice exégeno de riesgo accionario: el sistema cubre parcial-
mente ese vacio con una metodologia reproducible y publica, mientras sefiala con precision
qué extension lo cerraria definitivamente. No es el indice exdgeno que México necesita,

pero es la infraestructura sobre la cual puede construirse [108, 166].
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¢ Frente al unico sistema de clasificacion con IA previo en la BMYV: ¢l sistema de Carmona
Vega y Gonzalez Garzon [35] demostro que la IA puede clasificar el riesgo de mercado de
emisoras del IPC con mas del 70% de precision bajo un protocolo de validacion estatica.
El sistema propuesto en esta investigaciéon mantiene un nivel comparable de desempeiio
(F1 macro de 0.750 sobre 16,133 observaciones OOS) bajo un protocolo de validacién
sustancialmente mds exigente, con el beneficio adicional de interpretabilidad estructural
directamente inspeccionable —la dimensién que los marcos regulatorios actuales de 10SCO
y el BIS identifican como el requisito pendiente de la primera generacion de clasificadores
de riesgo con [A—[117, 118, 175].

7.2 Implicaciones para el Sector Gobierno: CONSAR, CNBYV y Banxico

El enfoque macrofinanciero de esta investigacion —orientado al Sector Gobierno y al Mercado
de Valores— exige articular el argumento regulatorio con sustancia concreta. Esta seccion
desarrolla tres casos de uso institucional gubernamental directos, verificados a partir de la

normativa vigente.

7.2.1 CONSAR y las SIEFORES: seiial granular complementaria para supervisar el

riesgo accionario del ahorro nacional

La Comision Nacional del Sistema de Ahorro para el Retiro (CONSAR) supervisa el régimen
de inversion de las Sociedades de Inversion Especializadas de Fondos para el Retiro (SIEFO-
RES), que gestionan 8.3 billones de pesos —equivalentes al 23.8% del PIB nacional— en
cerca de 70 millones de cuentas individuales [42]. El régimen vigente, actualizado mediante
modificaciones publicadas en el Diario Oficial de la Federacion en octubre de 2024, establece
limites de exposicion a renta variable nacional diferenciados por cohorte generacional y utiliza
el Diferencial del Valor en Riesgo Condicional (DCVaR) como métrica de riesgo regulatoria
[40].

El DCVaR mide el riesgo agregado de la cartera de cada SIEFORE, pero no provee a CONSAR
ni a las Afores una sefal sisteméatica y auditable del perfil de riesgo individual por emisora
que les permita anticipar cambios de régimen antes de que se reflejen en el DCVaR de la
cartera completa. El sistema KAN propuesto llena exactamente ese vacio dimensional: una
preclasificacion diaria por emisora en tres niveles de riesgo, con interpretabilidad estructural
verificable y validacién temporal rigurosa. El caso de uso concreto: CONSAR podria integrar
sefiales de este tipo en su sistema de monitoreo para identificar, antes de cada periodo de

rebalanceo, si alguna SIEFORE estd incrementando su exposicion a emisoras clasificadas
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como Alto riesgo —especialmente en las Siefores de cohortes mds jovenes, donde el régimen
permite mayor exposicion a renta variable pero donde un error de clasificacion tiene el mayor

impacto acumulado sobre el ahorro de largo plazo.

A modo ilustrativo, un flujo operativo compatible con los recursos técnicos disponibles
en cualquier 4drea de andlisis cuantitativo mexicana podria disefnarse de la siguiente forma:
cada lunes antes del inicio de operaciones, el sistema procesaria los precios de cierre del
viernes y actualizaria el CORE-10 para las 30 emisoras. Las emisoras que cambiaran de
categoria (p.ej., de Bajo a Medio o de Medio a Alto) generarian una alerta que CONSAR
podria revisar antes del periodo de rebalanceo semanal de las SIEFORES. Si en un periodo
de seis semanas consecutivas tres 0 mas emisoras de un sector migraran de Bajo a Alto
riesgo —patrén que captura cambios de régimen sectoriales antes de que se reflejen en el
DCVaR agregado de cartera— la sefial operativa precederia al indicador regulatorio vigente
por semanas, habilitando intervencion preventiva en lugar de reactiva. Esta no es una capacidad
marginal: es la diferencia entre monitoreo prospectivo y monitoreo retrospectivo en la gestion

del riesgo del ahorro nacional.

Limite operativo. El sistema provee una sefial ordinal diaria por emisora como capa auxiliar
de monitoreo granular. No reemplaza el DCVaR ni las métricas prudenciales de cartera
existentes; no es una medida de riesgo regulatoria certificada ni equivale a un estandar exdgeno
de riesgo accionario. Actia como sefial complementaria que opera en la dimension individual
(por emisora) donde el DCVaR agregado de cartera no llega. La adopcidn regulatoria requeriria
validacion adicional por parte de CONSAR, incluyendo pruebas de calibracion y backtesting

sobre un universo de emisoras mds amplio.

7.2.2 CNBYV y la gobernanza algoritmica: IA explicable como requisito de supervision

La Comisién Nacional Bancaria y de Valores (CNBV), como miembro activo de 10SCO,
ha adoptado los marcos regulatorios internacionales sobre el uso responsable de IA en los
mercados financieros. El reporte IOSCO FR06/2021 establece seis medidas de conducta
esperada para intermediarios y gestores de activos que utilizan IA y ML, entre las que
destacan la gobernanza y supervision adecuada, el monitoreo continuo y la transparencia
y explicabilidad del mecanismo de decision [117]. En 2025, IOSCO publicé el reporte
de consulta CR/01/2025, que amplia este andlisis hacia los riesgos y desafios de la IA en
mercados de capitales [118]. El BIS y el FSB han publicado directrices adicionales sobre

explicabilidad de IA en el sector financiero [65, 175].
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La interpretabilidad estructural de KAN responde directamente a este marco. Cuando la CNBV
solicita a un intermediario evidencia de que su sistema algoritmico de clasificacion de riesgo
es comprensible y auditable, la diferencia entre KAN y un modelo de caja negra no es técnica

de grado: es cualitativa:

e Modelo de caja negra con explicacion post-hoc: el intermediario presenta una aproxi-
macién SHAP o LIME de la légica del modelo. El supervisor acepta una representacion
aproximada cuya fidelidad depende de supuestos del método explicativo que son, a su vez,

opacos.

o Sistema KAN: el intermediario presenta directamente las funciones ¢(x) aprendidas por
variable, que son el mecanismo exacto de decision. No hay brecha entre el modelo y su

explicacion porque la arquitectura misma es la explicacion.

Limite operativo. La interpretabilidad de KAN documenta la 16gica exacta del proceso
de clasificacion, pero no garantiza que el RiskIndex sea un estdndar exégeno y certificado
de riesgo accionario. Las decisiones supervisoras deben considerar el alcance inferencial
de la medida descrito en el Capitulo IV (§3.6, Distincién 1): el RiskIndex es una medida
operativa de riesgo relativo construida con variables de mercado, no un estdndar prudencial
independiente. Su uso en supervision regulatoria requeriria certificacion adicional por parte

del organismo regulador correspondiente.

7.2.3 Banxico y el CESF: el protocolo Walk-Forward como estandar de validacion para

modelos de riesgo

El Consejo de Estabilidad del Sistema Financiero (CESF), integrado por la SHCP, Banxico,
CNBYV, CONSAR y CNSF, publica evaluaciones periddicas del riesgo sistémico que combinan
indicadores macroecondmicos, financieros y de mercado [43]. El clasificador puede funcionar
como insumo de granularidad micro —por emisora y por fecha— que complemente los
indicadores del CESF, proveyendo sefales de alerta temprana para el mercado de renta

variable antes de que el riesgo se materialice a nivel sistémico.

Mais allé de este caso de uso, el protocolo Walk-Forward PRO tiene una implicacién metodolo-
gica para la supervision: establece un estadndar de validacién més riguroso que el utilizado en
los modelos de riesgo de mercado revisados que los intermediarios presentan ante supervisores.
La préctica de validacion cruzada estdndar con particiones aleatorias produce estimaciones de

desempefio que no se replican en uso real [5, 12, 145]. Un regulador que adopte el protocolo
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Walk-Forward con purga y embargo como criterio de evaluaciéon de modelos internos tendria

mayor certeza de que el desempefio reportado es el desempefio real fuera de muestra.

7.3 Extensiones Naturales del Marco Propuesto

El marco metodoldgico desarrollado es transferible a dominios relacionados dentro del sistema

financiero mexicano.

7.3.1 Renta fija y deuda corporativa

Lalégica de clasificacion ordinal del riesgo es conceptualmente andloga a la de las calificadoras
de riesgo crediticio. El marco puede adaptarse a la clasificacion de riesgo de instrumentos
de deuda corporativa mexicana, sustituyendo las variables del CORE-10 por variables de
estructura de capital, cobertura de deuda, margenes operativos y liquidez, con un indice de
riesgo basado en spreads crediticios observados o probabilidades de incumplimiento histdricas
[108, 166].

7.3.2 Analisis sectorial con variables macroeconomicas

El RiskIndex puede adaptarse para andlisis sectorial incorporando variables macroecondmicas
especificas: tipo de cambio y tasa de interés para el sector financiero, precios de materias
primas para mineria e industria, variables de consumo para el sector retail. Esta extension
permitiria construir sefiales de riesgo con mayor especificidad econémica, manteniendo el

mismo protocolo de validacion temporal y la misma arquitectura de clasificacion interpretable.

7.3.3 Integracion con indicadores de riesgo sistémico del CESF

El clasificador puede integrarse como insumo de granularidad micro para los modelos de
riesgo sistémico del CESF, en un tablero de monitoreo que combine la clasificacién diaria por
emisora con los indicadores macro del CESF, proveyendo una vista de dos niveles del riesgo:

el sistémico agregado y el especifico por activo [43].

7.4 Agenda de Investigacion para México: el Vacio que Este Trabajo
Identifica

Esta investigacién no solo propone un sistema: identifica un vacio de investigacién con impacto
directo sobre el sistema financiero mexicano y establece la infraestructura metodoldgica para

cerrarlo.
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7.4.1 La ausencia de un indice de riesgo accionario exégeno para la BMV

La limitacion conceptual mds relevante del RiskIndex apunta hacia una brecha mas profunda:
México no cuenta con un indice de riesgo accionario exdgeno, certificado y de referencia
publica para el mercado de renta variable, andlogo al rol que las calificadoras desempefian en
el mercado de deuda. En el mercado de deuda corporativa, las calificaciones de HR Ratings,
S&P y Fitch proveen una sefial de riesgo independiente de las variables de mercado utilizadas
para valorar los instrumentos. En el mercado accionario mexicano, no existe un equivalente
estructurado, lo que implica que la supervision del riesgo accionario descansa en métricas
agregadas (DCVaR de cartera) sin una referencia externa por emisora que permita validar si

esas métricas agregan correctamente riesgos individuales.

7.4.2 Una propuesta concreta para cerrar el vacio

El desarrollo de un indice de riesgo accionario exdgeno para la BMV requeriria tres ingre-
dientes que este trabajo contribuye a establecer: (1) un marco de variables observables de
mercado que capturen multiples dimensiones del riesgo —el CORE-10 es un punto de partida
validado—; (ii) una variable objetivo construida exclusivamente con informacién de merca-
do futura totalmente separada del espacio de predictores; y (iii) un protocolo de validacién
temporal que garantice que el indice tiene poder predictivo real y no es un artefacto de ajuste
histérico [12, 145].

Asi como las calificadoras elevaron la transparencia y comparabilidad del riesgo crediticio, un
indice de riesgo accionario certificado elevaria el estdndar de gestion de riesgo en el mercado
de renta variable, proveyendo a CONSAR y a la CNBV una referencia auditable del perfil
de riesgo individual de las emisoras de la BMV, complementaria a las métricas de riesgo

agregado existentes.

7.4.3 La contribucion metodologica de este trabajo a esa agenda

El protocolo Walk-Forward PRO con purga y embargo, la arquitectura KAN con interpretabili-
dad estructural verificable, y el pipeline reproducible con fuentes ptblicas que este trabajo
establece son la infraestructura metodoldégica sobre la cual puede construirse esa investigacion.
La contribucidn va més alld de los resultados empiricos inmediatos: establece un estindar de
evaluacién mads riguroso para el ML financiero aplicado a la BMV y provee las herramientas

con las que México puede cerrar de forma metddica el vacio identificado [12, 144, 145].
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7.5 Evolucion Financiera Sostenible: Fuentes Publicas como Democrati-
zacion del Analisis de Riesgo

Un atributo del sistema que adquiere especial relevancia en el contexto de la agenda con-
temporédnea de evolucion financiera sostenible es su dependencia exclusiva en fuentes de
datos publicas y gratuitas (Yahoo Finance, API REST de Banxico) y su implementacion con

herramientas de uso libre.

La democratizacion del andlisis de riesgo riguroso no es un detalle técnico de implementa-
cién: es una condicién de equidad del sistema financiero. Una herramienta de clasificacion
de riesgo que requiere datos propietarios de alto costo solo es accesible para los participan-
tes mejor equipados —Ilas casas de bolsa de mayor tamafio, los fondos institucionales con
presupuestos significativos de infraestructura de datos, o las instituciones extranjeras con
presencia en México—. Una herramienta construida con fuentes abiertas puede ser replicada,
auditada y mejorada por cualquier participante del sistema financiero mexicano, incluyendo
los organismos reguladores, las Afores de menor tamafio, las instituciones académicas y los

investigadores independientes.

En ese sentido, la reproducibilidad sin costo del pipeline es, por si misma, una contribucién a
la evolucion financiera sostenible: las herramientas que elevan el estindar metodoldgico del
analisis de riesgo en el mercado mexicano deben ser accesibles para todos sus participantes
para que ese estandar tenga impacto real, no solo para quienes ya cuentan con los recursos
para construirlas. El sistema propuesto demuestra que esa combinacién —rigor metodolégico,
interpretabilidad auditable y reproducibilidad abierta— es alcanzable sin depender de datos
propietarios ni de infraestructura de computo especializada. Esa es la dimensién de su contri-
bucién que més directamente se alinea con el objetivo de un sistema financiero mexicano mas

transparente, equitativo y metodoldgicamente robusto.
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VIII. Conclusiones

8.1 Sintesis General del Trabajo

El argumento central que este trabajo ha construido capitulo a capitulo se puede enunciar
de forma directa: en el mercado accionario mexicano, bajo validacion temporal estricta, es
posible construir un sistema de clasificacién de riesgo que sea simultineamente competitivo en
desempefio OOS, auditable en su mecanismo de decisiéon y metodolégicamente honesto en su
protocolo de evaluacion. KAN, entre las arquitecturas comparadas bajo el protocolo adoptado,
es la que mejor demuestra esa posibilidad; y esa demostracion, junto con la infraestructura

metodoldgica que la sostiene, es la contribucién durable de este trabajo.

La investigacion integré un pipeline reproducible de adquisicion de datos, ingenieria de
variables, etiquetado y validacién temporal. Se adopté un esquema Walk-Forward PRO
con purga y embargo para mitigar dependencia inducida por ventanas méviles y etiquetas
con horizonte futuro, alineado con las buenas practicas de ML financiero [12, 13, 145].
El desempeiio se evalu6 con métricas estdndar de clasificacion multiclase y separabilidad
ROC/AUC, complementadas con evidencia inferencial pareada por pliegue (Wilcoxon) e
intervalos bootstrap [52, 56, 63, 93, 179, 201].

8.2 Cierre de Hipoétesis

Las tres hipétesis planteadas en el Capitulo III se cierran con la evidencia empirica del
Capitulo VI:

1. H1 confirmada — Desempefio predictivo competitivo. Bajo evaluaciéon OOS estricta,
KAN alcanzé F1 macro de 0.750 y AUC OvR macro de 0.880 sobre 16,133 observaciones
en 13 pliegues cronoldgicos. El desempefio es estadisticamente equivalente al de MLP
(Wilcoxon p = 0.812, bilateral) y superior al de SVM en métricas agregadas (p = 0.029).
En un entorno financiero no estacionario, alcanzar este nivel bajo validacién temporal

robusta constituye evidencia relevante de la viabilidad del enfoque [86, 145].

2. H2 confirmada — Ventaja consistente en la region transicional. La clase Medio concen-
tra la dificultad de clasificacion. KAN presento recall de Medio de 65.3% frente al 64.4%
de MLP y al 46.6% de SVM. La ventaja KAN-SVM de 18.7 pp esté respaldada por evi-
dencia inferencial pareada (Wilcoxon, p = 0.016) con intervalos bootstrap completamente

positivos [+0.059, 4-0.346], confirmando que la mejora fue consistente a través de las
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13 particiones temporales y no un fenémeno aislado. KAN supera a SVM en recall(Medio)
en 9 de los 13 pliegues, con un colapso sostenido de SVM de 4 pliegues consecutivos en
2024. La diferencia KAN-MLP en recall(Medio) (0.9 pp, p = 0.420) no es estadisticamente
significativa; ambos modelos son equivalentes en esta dimensién [91, 145, 214].

3. H3 confirmada — Interpretabilidad estructural verificable. KAN ofreci6 interpretabili-
dad estructural mediante: (i) ranking de importancia en la primera capa, donde Vol_252,
CVaR_5 y Beta emergen como las variables mds influyentes —exactamente las que la
teoria financiera predice como determinantes del riesgo accionario—, y (ii) visualizacién
directa de funciones univariadas ¢(x) aprendidas por variable. Esta capacidad no depende
de métodos post-hoc: emerge de la arquitectura misma. La coherencia entre jerarquia
aprendida y sentido econémico constituye evidencia de validez de constructo del sistema
[46, 55, 144, 189].

4. Verificacion econdomica: evidencia exploratoria positiva. El backtest OOS construido
exclusivamente con predicciones fuera de muestra generé un CAGR bruto positivo (1.51%,
neto 0.77%) sobre las 13 particiones temporales independientes, con costos de transaccion
explicitos. Esto sugiere que la sefial aparenta capturar informacién con contenido econé-
mico real en el periodo evaluado —resultado consistente con la hipdtesis de viabilidad
pero insuficiente, por si solo, para establecer ventaja en portafolios de forma concluyente.
No obstante, este componente es una verificacion de coherencia del pipeline, no evidencia
concluyente de ventaja en portafolios; cualquier conclusién operativa requiere extensiones

metodoldgicas con controles de multiples hipdtesis y optimizacion formal [12, 95, 145].

8.3 Cumplimiento de Objetivos

Los seis objetivos especificos del Capitulo III se consideran cumplidos en los siguientes

términos:

1. Dataset financiero publico y reproducible. Se construy6é un conjunto de datos con
30 emisoras de la BMV, 40,649 observaciones efectivas en el periodo 2020-2025, basado
integramente en fuentes publicas. El pipeline es reproducible sin acceso a datos propietarios
[1,214].

2. RiskIndex: indice multivariado con etiquetado sin look-ahead. Se disefi6 el RiskIndex

integrando cuatro dimensiones de riesgo con estandarizacion transversal, y se implement6
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discretizacion ordinal con cuantiles estimados estrictamente dentro de cada particion de

entrenamiento [145, 158].

3. Protocolo Walk-Forward PRO con purga y embargo. Se implementd el esquema con
13 particiones cronoldgicas, con gap = H = 60 dias que cierra el look-ahead de forma
exacta, estableciendo un estdndar metodoldgico mas riguroso que el empleado en los
estudios comparables revisados para la BMV [12, 13, 145].

4. Sistema KAN para clasificacion de riesgo. Se implementé KAN en PyTorch con B-
splines ctbicos (p = 3, n = 10 nudos internos), ajuste de logits, fringe denoising y early
stopping. El pipeline es reproducible para entrenamiento, predicciéon OOS e interpretacion
estructural [27, 144].

5. Comparacion apples-to-apples con SVM y MLP. Se realiz6 la comparacién bajo con-
diciones estrictamente equivalentes con contrastes Wilcoxon e intervalos bootstrap por
pliegue [52, 56].

6. Interpretabilidad estructural documentada. Se extrajeron y visualizaron las funciones
¢(x) de la primera capa, se construy6 el ranking de importancia global y se contrast6 con

la teoria financiera del riesgo, sin recurrir a métodos post-hoc [55, 144, 189].

8.4 Aportaciones Principales

Las aportaciones se organizan en tres planos que reflejan los distintos niveles de impacto del
trabajo. La tesis de fondo es que KAN, entre las arquitecturas evaluadas bajo el protocolo
adoptado, es la tinica que cumple simultdneamente las tres condiciones de adoptabilidad en
entornos financieros regulados —condicion que, hasta donde alcanza la revision sistemdtica

realizada, no habia sido documentada para el mercado accionario mexicano:

Plano metodoldgico. El protocolo Walk-Forward PRO con purga, embargo y gap = H
establece un estdndar de evaluacion que elimina las tres fuentes de look-ahead documentadas
en ML financiero. Su reproducibilidad con fuentes publicas lo hace transferible directamente a
cualquier estudio de ML financiero en México que trabaje con series de tiempo. La adopcion de
este estdndar como criterio de evaluacion elevard la calidad inferencial del campo y facilitara

la comparabilidad entre estudios.
89



Plano empirico. Sobre 16,133 observaciones OOS en 13 pliegues cronolégicos, se do-
cumenta que KAN es estadisticamente equivalente a MLP en métricas globales, supera de
forma consistente y significativa a SVM en recall(Medio) (+18.7 pp, p < 0.02, Wilcoxon),
mantiene la menor variabilidad en F1 macro entre los tres modelos (¢ = 0.038), y provee
una jerarquia de importancias coherente con la teoria financiera del riesgo. Un matiz que la
honestidad cientifica obliga a consignar: MLP es marginalmente superior a KAN en F1 macro
global y en estabilidad de recall(Medio) (omrp = 0.097 < ogan = 0.127); la ventaja de KAN
es relacional —la combinacién de desempefio, estabilidad e interpretabilidad en un mismo

sistema— no la superioridad en ninguna métrica individual.

Plano institucional. El pipeline reproducible con fuentes publicas, el disefio del CORE-10,
la infraestructura Walk-Forward PRO vy la arquitectura KAN son la base sobre la cual puede
construirse el paso de mayor impacto institucional: un indice exdgeno de riesgo accionario
por emisora para la BMV, que provea a CONSAR y la CNBYV una referencia granular andloga
al rol de las calificadoras en el mercado de deuda. El sistema propuesto no es ese indice; es la

demostracién de que puede construirse de forma rigurosa y auditable.

8.5 Limitaciones

Delimitar con precision el alcance de un estudio es una sefial de madurez cientifica. Las
siguientes limitaciones no invalidan las conclusiones del trabajo: las acotan con exactitud, y
en varios casos esa acotacion sefiala la agenda de investigacion de mayor valor para el sistema

financiero mexicano.

1. Dependencia del esquema de etiquetado y horizonte temporal. El desempefio depende
de cémo se define el riesgo y del horizonte utilizado (H = 60 dias). Cambios en el horizonte

pueden alterar la separabilidad efectiva de clases y el balance entre ellas [214].

2. No estacionariedad y sensibilidad a régimen. Con validacién temporal estricta, los
modelos siguen siendo susceptibles a cambios estructurales no anticipados. La variabilidad
por pliegue documentada es esperada en finanzas y debe considerarse al extrapolar a
periodos futuros [86, 145].

3. CORE-10 representativo pero no exhaustivo. Las diez variables capturan las dimensiones
fundamentales del riesgo, pero no incorporan variables fundamentales, macroecondmicas o

de microestructura avanzada que podrian enriquecer la sefial bajo regimenes especificos
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[86, 214].

4. Sesgo de supervivencia en el universo de emisoras. Las 30 emisoras fueron seleccionadas
por su cotizacién activa al momento del anélisis (2026). Las empresas que cotizaban en
2020 pero que fueron descontinuadas, suspendidas o fusionadas no estdn representadas, lo
que introduce un sesgo de supervivencia moderado que tiende a sobreestimar el desempefio
de las categorias de menor riesgo. Este sesgo afecta por igual a los tres modelos y no
compromete la comparacién entre arquitecturas, pero si debe considerarse al extrapolar los

resultados de desempefio absoluto a universos mds amplios.

5. Backtest como evaluacion exploratoria. El backtest no incorpora optimizacion formal
de portafolios y estd sujeto a los riesgos de sobreajuste propios de la experimentacion
financiera [5, 12, 95].

6. Asimetria paramétrica KAN-MLP. La comparacién “arch-matched” iguala dimensiones
de capas pero no parametros (6,691 en KAN vs. ~451 en MLP). La mayor capacidad
paramétrica de KAN contribuye a su potencial expresivo pero también a su costo compu-
tacional; este trade-off es consecuencia de la arquitectura y debe considerarse en entornos

con recursos computacionales limitados.

Validez de constructo del RiskIndex y propuesta de extension. El RiskIndex integra
CVaR|, 1 —R?), lo

que constituye una amenaza a la validez de constructo: el objetivo comparte componentes

componentes relacionados con algunos predictores del CORE-10 (|f],
con el espacio de variables explicativas [46, 197]. Esta limitacion no introduce fuga temporal
—Ilos umbrales se estiman por pliegue y VolFut nunca entra como predictor— pero condiciona
la interpretacién econémica del objetivo a clasificacion predictiva de riesgo relativo, no
inferencia causal. El hallazgo de esta circularidad es en si mismo una contribucion: sefiala
con precision el vacio que el sistema financiero mexicano necesita cerrar mediante un indice
de riesgo accionario exégeno para la BMYV, basado exclusivamente en variables de mercado

futuras separadas limpiamente del espacio de predictores [145, 166].

Probabilidades no calibradas para uso operativo. La evidencia empirica cuantifica esta
limitacién con precision: el ECE de KAN en la clase Medio es 0.084 y su Brier Score global
es 0.1248, frente a 0.080 y 0.1172 de MLP respectivamente. Estos valores confirman que las
probabilidades de clase sobreestiman la confianza del modelo en la regién transicional en

~ 8.4 puntos porcentuales en promedio. La sefial sigue siendo informativa —con predicciones
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de confianza superior al 80%, la accuracy real de KAN es 85.1%— pero no apta para
dimensionamiento directo de posiciones. Cualquier uso operativo con position sizing debe
incorporar calibracion por pliegue (temperature scaling sobre la ventana VAL de cada pliegue)
y verificacién mediante diagramas de fiabilidad, ECE y Brier Score antes del despliegue [30,
90, 173].

8.6 Recomendaciones

La evidencia empirica y la experiencia metodoldgica acumulada en este trabajo permiten
formular tres recomendaciones concretas dirigidas a audiencias distintas dentro del sistema

financiero mexicano.

Recomendacion 1 — Metodolégica (comunidad investigadora). Adoptar el protocolo
Walk-Forward con purga, embargo y gap = Hpyuro cOmo estindar minimo de evaluacion
en estudios de ML aplicado a series financieras en México, especialmente cuando el modelo
emplee ventanas moviles o etiquetas con horizonte futuro. La validacion cruzada estindar
con particiones aleatorias sobre series de tiempo produce estimaciones de desempefio que
no se replican en uso real y dificulta la comparabilidad entre estudios. La adopcion de este
estdndar como criterio editorial en revistas de investigacion financiera aplicada en México
—como REMEF— elevaria la calidad inferencial del campo y reduciria el riesgo de publicar
modelos con desempefio aparente que no se sostiene en condiciones operativas [5, 12, 145].
La implementacién préctica de esta recomendacion no requiere cambios editoriales onerosos:
bastaria con afiadir, en las instrucciones para autores de REMEEF, un criterio de reporte que exija
declarar explicitamente el protocolo de validacién temporal empleado y justificar cualquier
desviacion del Walk-Forward con purga y embargo cuando el modelo utilice ventanas méviles
o etiquetas con horizonte futuro. Esta adicion transformaria la comparabilidad inferencial del

campo de forma permanente.

Recomendacion 2 — Institucional (CONSAR, CNBY e intermediarios supervisados).
Al evaluar modelos algoritmicos de riesgo para uso en gestion de SIEFORES, gobernanza
de modelos internos o supervision del mercado de valores, distinguir explicitamente entre
tres propiedades que los marcos regulatorios de [OSCO y el BIS reconocen como distintas y
complementarias: (a) poder predictivo, medido como desempeio fuera de muestra bajo proto-
colo temporal riguroso; (b) auditabilidad, entendida como la disponibilidad del mecanismo
exacto de decision para inspeccidn por supervisores y comités de riesgo; y (c) calibracion

operativa, que determina si las probabilidades del modelo son confiables para su uso en
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dimensionamiento de posiciones. Evaluar los modelos inicamente por precision predictiva
omite las dos propiedades que determinan si el modelo puede adoptarse responsablemente en
entornos regulados [90, 117, 118, 175, 189].

Recomendacion 3 — Agenda publica (reguladores e investigadores de politica financiera).
Impulsar el desarrollo de un indice exégeno de riesgo accionario por emisora para la
BMYV, construido con variables de mercado futuras completamente separadas del espacio
de predictores, que provea una referencia publica de acceso abierto andloga al rol que las
calificadoras (HR Ratings, Fitch, S&P) desempefian en el mercado de deuda. Este indice
proveeria a CONSAR y a la CNBV una referencia granular y auditable del perfil de riesgo
individual de las emisoras, complementaria a las métricas de riesgo agregado (DCVaR)
existentes. El protocolo Walk-Forward PRO, el CORE-10 y la arquitectura KAN establecidos
en este trabajo son la infraestructura metodoldgica sobre la cual puede construirse ese indice
con las garantias necesarias de integridad temporal, reproducibilidad y auditabilidad [40, 41,
108, 145, 166].

8.7 Lineas de Trabajo Futuro

1. Buisqueda sistematica de hiperparametros en KAN. Explorar de forma exhaustiva
nimero de nudos, grado spline, regularizacién y criterios de parada, buscando mejorar

estabilidad OOS en la clase Medio y reducir el costo computacional [85, 144].

2. Extension a comparacion con métodos de ensamble (XGBoost, RF). Comparar KAN
contra Random Forest y XGBoost en el eje de desempeiio tabular puro, documentando la
diferencia entre auditabilidad intrinseca (KAN) y explicabilidad post-hoc (SHAP sobre

ensambles), con métricas de fidelidad de la explicacion [151, 189].

3. Pérdidas ordinales y funciones asimétricas. Evaluar el marco CORAL y extensiones que
penalicen errores no adyacentes (Bajo— Alto) més que adyacentes, incorporando costos

coherentes con la estructura ordinal del problema [33, 91].

4. Calibracion probabilistica por pliegue. Incorporar temperature scaling u otros métodos
sobre la ventana VAL de cada pliegue, con evaluacion mediante diagramas de confiabilidad,
ECE y Brier Score, habilitando uso del sistema con dimensionamiento de posiciones basado
en probabilidades confiables [30, 90, 173].

5. Ampliaciéon del conjunto de variables. Integrar variables fundamentales, macroeconémi-
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cas y factores multifactoriales para enriquecer la sefial bajo distintos regimenes de mercado
[61, 86, 214].

6. Extension formal del médulo de portafolios. Disefiar un estudio con reglas explicitas de
asignacion, restricciones de inversion, control de riesgo (minimizacion de CVaR/drawdown)
y controles estadisticos de multiples hipétesis. Un referente natural para esa extension es
el esquema de dos etapas de Rodriguez Rodriguez [186], que combina clasificacion de
acciones BMV con optimizacién multiobjetivo mediante NSGA-III: comparar esa arqui-
tectura con KAN bajo un protocolo Walk-Forward PRO equivalente permitiria cuantificar
el beneficio diferencial de la interpretabilidad estructural en el eje de construccién de
portafolios [12, 23, 145].

7. Desarrollo del indice de riesgo accionario exégeno para la BMYV. Construir una etiqueta
de riesgo basada exclusivamente en variables de mercado futuras, separada del espacio de
predictores, que sirva como referencia publica para la gestion del riesgo accionario —la

extension de mayor impacto institucional que este trabajo habilita [145, 158, 197].

8.8 Conclusion Final

Esta investigacion demuestra que es factible incorporar una arquitectura basada en el Teorema
de Kolmogorov-Arnold en un sistema de clasificacion de riesgo accionario con evaluacion tem-
poralmente consistente y desempefio OOS competitivo. Los resultados confirman que KAN
puede operar con desempeiio comparable a baselines tradicionales y, de manera particularmen-
te relevante, aporta interpretabilidad estructural intrinseca mediante funciones univariadas
inspeccionables, caracteristica valiosa en un contexto financiero donde la trazabilidad del

modelo es un requisito de gobernanza [76, 144, 189].

La evidencia muestra que KAN ofrece ventajas consistentes frente a SVM en la clase de riesgo
Medio, reforzando la idea de que las transiciones funcionales suaves —propiedad estructural
de las B-splines— pueden modelar de forma mds coherente las regiones frontera del riesgo que
las fronteras rigidas de los modelos lineales. La verificacion econdmica positiva (CAGR bruto
OO0S > 0, con costos explicitos) sugiere que la sefial aparenta capturar contenido informativo
real en el periodo evaluado, aunque la traduccién a ventaja econémica en portafolios requiere

un programa de validaciéon mds amplio y controles estadisticos rigurosos [5, 12, 145].
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