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Resumen

En la presente tesis se propone un modelo h́ıbrido para la predicción de la radiación solar glo-
bal (GSR) utilizando el algoritmo de optimización bioinspirado Colonia Artificial de Abejas
(ABC) combinado con un Perceptrón Multicapa (MLP). La motivación principal es abordar
la intermitencia y volatilidad de la GSR, que impactan significativamente en la seguridad
del suministro energético, especialmente en el contexto del aumento del uso de paneles foto-
voltaicos. La metodoloǵıa implementada incluye la optimización de los hiperparámetros del
modelo MLP mediante el algoritmo ABC, lo que permite una selección óptima del número
de neuronas en las capas ocultas, mejorando aśı la precisión de las predicciones. La validez
del modelo propuesto se verificó utilizando datos de estaciones meteorológicas automáticas
en distintas ubicaciones de México. En la estación UAQ Aeropuerto, el modelo ABC-MLP
mostró un RMSE de 48.4032 W/m2, un MAE de 19.5054 W/m2 y R2 de 0.9812. Adicio-
nalmente, se realizó una selección de caracteŕısticas cŕıticas como la temperatura del aire,
humedad relativa, radiación solar global promedio, velocidad y dirección del viento, las cua-
les contribuyen a la precisión del modelo. La revisión sistemática de la literatura incluyó
un análisis exhaustivo de las tendencias actuales y futuras direcciones de investigación en la
predicción de GSR utilizando técnicas de machine learning, deep learning y algoritmos de op-
timización metaheuŕısticos. Los resultados obtenidos demuestran la robustez y generalización
del modelo propuesto Selector ABC-MLP en diferentes contextos geográficos, destacando su
superioridad en la predicción de la GSR. Este trabajo contribuye al desarrollo de sistemas de
enerǵıa solar más eficientes y a la gestión optimizada de recursos energéticos, proporcionando
una herramienta valiosa para la toma de decisiones en el sector energético.



Abstract

In this thesis, a hybrid model is proposed for the prediction of global solar radiation (GSR)
using the bio-inspired optimization algorithm Artificial Bee Colony (ABC) combined with
a Multilayer Perceptron (MLP). The main motivation is to address the intermittency and
volatility of GSR, which significantly impacts the security of energy supply, especially in the
context of the increased use of photovoltaic panels.

The implemented methodology includes the optimization of the MLP model’s hyperpa-
rameters through the ABC algorithm, which allows for an optimal selection of the number
of neurons in the hidden layers, thereby improving prediction accuracy. The validity of the
proposed model was verified using data from automatic weather stations in various loca-
tions in Mexico. At the UAQ Aeropuerto station, the ABC-MLP model showed an RMSE
of 48.4032 W/m2, an MAE of 19.5054 W/m2, and an R2 of 0.9812.

Additionally, a selection of critical features such as air temperature, relative humidity,
average global solar radiation, wind speed, and direction was performed, contributing to
the model’s accuracy. The systematic literature review included an exhaustive analysis of
current trends and future research directions in GSR prediction using machine learning, deep
learning, and metaheuristic optimization algorithms.

The obtained results demonstrate the robustness and generalization of the proposed
ABC-MLP model in different geographical contexts, highlighting its superiority in GSR
prediction. This work contributes to the development of more efficient solar energy systems
and optimized energy resource management, providing a valuable tool for decision-making
in the energy sector.
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CAPÍTULO 1

Introducción

La enerǵıa ha jugado un papel crucial en una sociedad en crecimiento, y la enerǵıa
solar ha surgido como una alternativa prometedora y sostenible (Sharma1 y Khurana, 2018).
La creciente dependencia de la tecnoloǵıa y la escasez de recursos energéticos tradicionales
han impulsado la búsqueda de soluciones, subrayando la importancia de una predicción
precisa de la radiación solar global (GSR) para una captura eficiente de la enerǵıa solar
(J. Fan et al., 2018). En muchos páıses, especialmente aquellos en desarrollo, el alto costo
de los instrumentos de medición de GSR ha dificultado la obtención de datos precisos. Para
abordar este desaf́ıo, se han desarrollado varios modelos de predicción de SR empleando
una variedad de técnicas, como el Aprendizaje Automático (ML), el Aprendizaje Profundo
(DL) y algoritmos de optimización, utilizando datos meteorológicos e imágenes satelitales. Si
bien los modelos de ML han demostrado un rendimiento notable, es crucial destacar que la
búsqueda de parámetros se ha vuelto esencial en la construcción de la estructura subyacente
de cualquier modelo de ML. Esto se ha logrado incorporando métodos de optimización que
han permitido afinar y refinar los parámetros del modelo, jugando un papel crucial en su
efectividad y precisión (Kumar et al., 2023a).

Se han identificado un total de 232 trabajos mediante la búsqueda en la base de datos
de Scopus utilizando términos clave como ’global solar radiation’, ’prediction’, ’forecast’,
’machine learning’ y ’deep learning’ entre los años 2000 y 2024, restringido a trabajos en inglés
y exclusivamente a art́ıculos. El interés en predecir la radiación solar global ha mostrado
un crecimiento constante a lo largo de los años, como se evidencia en la Fig. 1.1. En los
últimos 4 años, se han publicado un total de 74 art́ıculos, lo que sugiere una oportunidad de
investigación significativa en esta área.

Los algoritmos metaheuŕısticos han contribuido significativamente a mejorar varios mo-
delos de aprendizaje automático, como el bosque aleatorio (RF) (Prasad et al., 2019) y la
regresión de vectores de soporte (SVR) (Ghazvinian et al., 2019), facilitando la obtención de
parámetros óptimos para cada modelo. De manera similar, han impactado positivamente en
los modelos de aprendizaje profundo, como las redes neuronales convolucionales (CNN) (Ghi-
mire, Deo, Casillas-Pérez, y Salcedo-Sanz, 2022) o el perceptrón multicapa (MLP) (Djeldjli
et al., 2023), mejorando sustancialmente su eficacia en la predicción de SR.
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Figura 1.1. Número de trabajos que han utilizado diferentes algoritmos de IA para la pre-
dicción de la radiación solar global en Scopus.

El objetivo de este proyecto es realizar una comparativa de los métodos más recientes
utilizados en la investigación y desarrollo en el campo de la predicción de SR, especial-
mente mediante la implementación de modelos h́ıbridos basados en ML, DL y algoritmos
metaheuŕısticos. Estos enfoques han sido diseñados para mitigar la carga computacional re-
querida, constituyendo una contribución clave en términos de eficiencia y precisión (Ng et al.,
2023). El propósito fundamental de realizar una revisión sistemática ha radicado en obtener
una visión más amplia y detallada del estado actual de la optimización de modelos mediante
el uso de algoritmos metaheuŕısticos para la predicción de SR. Este análisis ha abarcado
tanto técnicas de ML como de DL, además de considerar las variables meteorológicas más
comúnmente utilizadas en estos modelos. Además, ha examinado el horizonte de tiempo de
predicción adoptado por tales modelos, aśı como las métricas de evaluación empleadas para
demostrar su efectividad. Este enfoque ha permitido discernir tanto la efectividad de los
modelos como algunas de las configuraciones clave utilizadas en su desarrollo. Adicional-
mente, se ha buscado comprender el propósito subyacente de los algoritmos de optimización
empleados en los diversos trabajos de investigación revisados.

En esta tesis, se ha desarrollado un modelo para la predicción de GSR mediante la inte-
gración del algoritmo de optimización Colonia Artificial de Abejas (ABC) con un Perceptrón
Multicapa (MLP). Este trabajo no solo aborda la necesidad de mejorar la precisión en las

2



predicciones de GSR, sino que también ofrece un enfoque robusto y eficiente que puede
ser aplicado en diversas ubicaciones geográficas. A continuación, se detallan las principales
aportaciones de esta investigación:

Propuesta de un modelo h́ıbrido Selector ABC-MLP: Desarrollo de un modelo h́ıbrido
que combina el algoritmo de optimización bioinspirado Colonia Artificial de Abejas
(ABC) con un Perceptrón Multicapa (MLP) para la predicción de GSR, mostrando
una mejora significativa en la precisión de las predicciones.

Optimización de hiperparámetros: Implementación del algoritmo ABC para la optimi-
zación de los hiperparámetros del modelo MLP, lo que incluye la selección óptima del
número de neuronas en las capas ocultas, obteniendo mejores resultados en compara-
ción con modelos que no emplean técnicas de optimización.

Validación con datos reales: Realización de validaciones cruzadas utilizando datos de
diferentes estaciones meteorológicas automáticas en México, demostrando la robustez y
generalización del modelo propuesto en distintas ubicaciones geográficas, con resultados
comparativos que muestran la superioridad del modelo propuesto Selector ABC-MLP
en términos de RMSE, MAE y R2.

Selector de caracteŕısticas: Empleando el selector de caracteŕısticas incorporado en el
modelo ABC-MLP propuesto, se identifican variables cruciales como la temperatura
del aire, la humedad relativa, la radiación solar global promedio, aśı como la velocidad
y dirección del viento. Esto contribuye significativamente a mejorar el rendimiento del
modelo predictivo.

Revisión sistemática de la literatura: Se llevó a cabo una revisión exhaustiva de la lite-
ratura sobre la predicción de la radiación solar mediante técnicas de machine learning
y deep learning, además de algoritmos de optimización metaheuŕısticos. Esta revisión
permitió identificar las tendencias actuales y las futuras direcciones de investigación
en el ámbito de la predicción de radiación solar.

La tesis está organizada de la siguiente manera: La Sección 1 proporciona una intro-
ducción al tema, destacando su importancia y antecedentes, al tiempo que se esbozan las
contribuciones previstas de este trabajo. La Sección 2 ofrece una visión general concisa de
las técnicas de preprocesamiento de datos, la predicción de series temporales, los algorit-
mos de optimización bioinspirados, las redes neuronales artificiales (ANN) y las métricas de
rendimiento. En la Sección 3, se describe la hipótesis y objetivos, tanto el general como los
objetivos espećıficos. En la Sección 4 se detalla el marco metodológico utilizado en el presente
trabajo. La Sección 5 presenta un resumen de los art́ıculos que se centran en la predicción de
SR con ML o DL y técnicas de optimización metaheuŕısticas, además de mostrar los resul-
tados de una comparativa entre modelos y el modelo propuesto, aśı como los resultados de
su validación. La Sección 6 muestra las conclusiones extráıdas de este trabajo, sugerencias
para futuras investigaciones, anexos y, finalmente, una lista de referencias bibliográficas.
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1.1. Antecedentes

En el mundo se han ido desarrollando nuevas formas de obtener enerǵıa, dada la necesidad
de reducir la contaminación generada por los combustibles fósiles, tales como la enerǵıa solar,
la cual es una fuente de enerǵıa renovable usada en una variedad de aplicaciones, incluyendo
la generación de electricidad, bombeo de agua, calentamiento de agua o aire y desalinización
del agua. La información de la radiación solar global es cŕıtica para estas aplicaciones (Chaibi,
Benghoulam, Tarik, Berrada, y El Hmaidi, 2022). La búsqueda de un modelo de predicción
de radiación solar está directamente motivada por el área de enerǵıa solar, ya que es un
parámetro decisivo y cŕıtico para la generación y administración de la enerǵıa solar (Tao
et al., 2021; Premalatha et al., 2018). Dado el interés internacional de fuentes de enerǵıa
renovables, se ha incrementado las aplicaciones de sistemas de enerǵıa inteligentes, tales
como pronósticos de carga, pronósticos de salida de enerǵıa renovable, precio de enerǵıa,
detección de perturbaciones en la calidad de enerǵıa y detección de fallos en sistemas y
equipo de enerǵıa (Alkhayat y Mehmood, 2021).

La radiación solar es afectada por las estaciones y la geograf́ıa, por lo que tiene discon-
tinuidades e incertidumbres. Estas caracteŕısticas son la razón del enfoque de predecir la
radiación solar a predecir la salida del sistema de enerǵıa solar (Wang y Shi, 2021). La en-
trada de enerǵıa en los paneles fotovoltaicos está fuertemente correlacionada a la radiación
solar global, que es influenciada por muchos otros factores, como la latitud, la temporali-
dad o las condiciones del cielo (Premalatha et al., 2018). La radiación solar global es muy
intermitente y caótica, incluso las pequeñas fluctuaciones en la radiación del sol pueden te-
ner un gran impacto en la seguridad de suministro de enerǵıa. Esto hace que se requieran
modelos predictivos cada vez más exactos debido al aumento potencial del uso de enerǵıa
solar suministrada en paneles fotovoltaicos (Rajagukguk et al., 2020). Es por eso por lo que
el crear un modelo predictivo de la radiación solar global es muy importante para asegurar
una práctica óptima de despacho y gestión de la enerǵıa (Ghimire, Deo, Casillas-Pérez, y
Salcedo-Sanz, 2022). De acuerdo con el estado del arte, se han creado diferentes modelos
que usan técnicas de Machine learning, tales como máquinas de soporte de vectores, bosques
aleatorios, al igual que técnicas de Deep learning, como las redes neuronales, siendo estas
las que han presentado gran relevancia en los últimos años (Gensler et al., 2016; Kumari y
Toshniwal, 2021).

Los parámetros o variables que inciden en la predicción de la radiación solar global son
clasificados en tres, los cuales son las astronómicas (Besharat et al., 2013), geográficas y de
fecha (Bounoua et al., 2021). Las variables se pueden observar en la Fig. 1.2.

El proceso de búsqueda de literatura relevante, los criterios de inclusión y exclusión apli-
cados, aśı como las bases de datos y herramientas anaĺıticas utilizadas se describen a conti-
nuación. La Fig. 1.3 muestra un análisis del número de documentos publicados anualmente
desde 2018 hasta 2024. Este gráfico es esencial para entender la evolución y el creciente in-
terés en la búsqueda de mejores modelos h́ıbridos para predecir la radiación solar, destacando
cómo la cantidad de investigaciones ha aumentado a lo largo de los años.
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Figura 1.2. Variables que inciden en la predicción de la radiación solar global.
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1.1.1. MLP

Se han investigado múltiples estudios que han implementado MLP junto con varios algo-
ritmos de optimización metaheuŕıstica para mejorar la precisión y eficiencia de las prediccio-
nes, como se ilustra en la Tabla 1.1. Cada art́ıculo seleccionado para esta revisión ha aplicado
una combinación de técnicas metaheuŕısticas con MLP, con el objetivo de optimizar desde la
selección de caracteŕısticas hasta el ajuste de parámetros del modelo. Se ha analizado la me-
todoloǵıa, los resultados obtenidos y la relevancia de cada enfoque, proporcionando aśı una
visión integral de cómo se pueden emplear estos métodos h́ıbridos para lograr predicciones
más robustas y confiables.

Tabla 1.1. Trabajos donde se utilizan MLP para la predicción de SR.

Autor Algoritmo Comparativa
Horizonte
tempo-

ral
Optimización Resultados

(Jadidi et
al., 2018)

GA - Diario
Selección de
caracteŕısticas

RMSE 47.6955
Wh/m2 y MAE
24.7772 Wh/m2

(Vaisakh
y Jayaba-
rathi,
2022)

GU-
DHOA

CNN, RNN
Intra-
horario

Neuronas
ocultas

RMSE 212.27
Wh/m2 y MAE
136.51 Wh/m2

(Y. Zhang
et al.,
2019)

PSO -
Intra-
horario

Pesos y sesgos R2 0.7649–0.9678

(Djeldjli
et al.,
2023)

FFA SVM Diario
Selección de
caracteŕısticas

R 0.9321 W/m2,
rRMSE% 11.96 y
MAPE% 8.26

(Huang
et al.,
2022)

GOA ANFIS Mensual No mencionado nMAE 0.545

(Xu et
al., 2024)

EO - Horario Pesos y sesgos

RMSE 141.61
W/m2, MAE

108.07 W/m2 y R2

0.91

Jadidi et al. (2018) desarrollaron un modelo para predecir la irradiancia solar horizontal
global (GHI) en Carolina del Norte, EE. UU. Utilizaron algoritmos genéticos (GA) y optimi-
zación por enjambre de part́ıculas (PSO). Se observó que GA demostró un mejor rendimiento
en la optimización de una red neuronal con 15 capas ocultas del tipo MLP, con una población
inicial y un máximo de iteraciones de 50. La función de activación óptima identificada fue
la tangente hiperbólica sigmoidal. El modelo logró un error cuadrático medio (RMSE) de
47.6955 Wh/m2 y un error absoluto medio (MAE) de 24.7772 Wh/m2. Además, se realizaron
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pruebas de validación del modelo para peŕıodos de 24 horas, 4 d́ıas y una semana.

Vaisakh y Jayabarathi (2022) compararon modelos MLP, CNN y RNN para la predicción
de la irradiancia solar (SI), con el objetivo de minimizar el error entre los valores reales y
los predichos. En este estudio, se empleó un enfoque h́ıbrido que combina el Algoritmo de
Optimización de Caza de Ciervos (DHOA) y la Optimización de Lobo Gris (GWO) para
optimizar el número de neuronas ocultas en las redes neuronales. Los resultados mostraron
un RMSE de 212.27 Wh/m2 y un MAE de 136.51 Wh/m2.

X. Zhang y Wei (2019) realizaron un estudio para mejorar la precisión en la predicción
diaria de GSR en el noroeste árido de China utilizando una Red Neuronal de Retropropa-
gación (BP) y una BP optimizada por el algoritmo PSO (PSO-BP), con el fin de optimizar
parámetros cŕıticos de la red como pesos y sesgos. Se encontró que los modelos PSO-BP (con
un coeficiente de determinación R2 de 0.7649–0.9678) eran más precisos que los modelos BP
(R2 de 0.7215–0.9632) para la predicción diaria de GSR en las cuatro subzonas del noroeste
árido de China.

Djeldjli et al. (2023) implementaron un MLP con 5 capas ocultas, utilizando la función
de activación Tansig en las capas ocultas y Pureline en la capa de salida. Este modelo se
utilizó para predecir el GSR diario en Argelia. Se empleó el algoritmo de luciérnagas con una
población de 10 y un máximo de 50 generaciones para seleccionar las mejores caracteŕısticas
para el entrenamiento de la red neuronal. Los resultados obtenidos fueron R = 0.9321 W/m2,
rRMSE% = 11.96 y MAPE% = 8.26.

Huang et al. (2022) desarrollaron un modelo para predecir la SR mensual en regiones
semiáridas y húmedas de Irán. En su estudio, compararon modelos MLP y ANFIS, que fueron
optimizados utilizando el algoritmo de saltamontes, con una población de 300 individuos.
Este enfoque resultó en el mejor valor de la función objetivo de 3.12 (KWh/m2/d́ıa), con un
nMAE de 0.54.

Xu et al. (2024) utiliza una Red Neuronal Artificial Feed-Forward (FFANN) que es un tipo
de MLP, optimizada con varios algoritmos metaheuŕısticos, incluyendo la Optimización de
Equilibrio (EO), la Optimización Inspirada en Óptica (OIO), la Optimización Impulsada por
el Viento (WDO) y el Algoritmo de Araña Social (SOSA). La FFANN tiene una configuración
de (8,6,1), lo que significa que tiene 8 neuronas en la capa de entrada, 6 en la capa oculta y 1
en la capa de salida, utilizando Tansig y Purelin como funciones de activación. Los resultados
mostraron que el EO-FFANN superó a los otros modelos en términos de precisión, con un
RMSE de 142.38 W/m2 en el entrenamiento y 141.61 W/m2 en la prueba, un MAE de 110.09
W/m2 en el entrenamiento y 108.07 W/m2 en la prueba, y un R2 de 0.91. El EO optimiza
los pesos y sesgos de la FFANN para minimizar el error de predicción.

En resumen, la implementación de modelos MLP combinados con varios algoritmos de
optimización metaheuŕıstica ha mejorado significativamente la precisión y eficiencia de las
predicciones de radiación solar. Los estudios revisados en esta sección demuestran el uso efec-
tivo de algoritmos genéticos, optimización por enjambre de part́ıculas, optimización de caza
de ciervos, optimización de lobo gris, algoritmo de luciérnaga y algoritmo de saltamontes
para optimizar diferentes aspectos de los modelos MLP, desde la selección de caracteŕısticas
hasta la afinación de parámetros. Los resultados destacan la robustez de estos métodos h́ıbri-
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dos, con mejoras notables en métricas clave como RMSE, MAE y R² en diferentes regiones
geográficas y horizontes temporales, reforzando el potencial de estas técnicas avanzadas para
mejorar el rendimiento predictivo en la predicción de RS.

1.1.2. CNN

Los estudios se han centrado en integrar CNN con varios algoritmos de optimización
metaheuŕıstica para refinar la selección de caracteŕısticas y optimizar los parámetros del mo-
delo, con el objetivo de mejorar la precisión y eficiencia de las predicciones, como se muestra
en la Tabla 1.2. A través de un análisis detallado, se ha discutido cómo diferentes investi-
gaciones han implementado estas técnicas para abordar desaf́ıos espećıficos en la predicción
solar, evaluando sus metodoloǵıas, resultados y contribuciones clave.

Ghimire, Deo, Casillas-Pérez, y Salcedo-Sanz (2022) desarrollaron un modelo h́ıbrido
avanzado para la predicción de GSR, integrando CNN y utilizando la Optimización de Hal-
cones de Harris (HHO) para la selección efectiva de caracteŕısticas, notable por su rendi-
miento óptimo con una población de 250, lo cual demostró ser lo más efectivo. Este modelo
fue probado en varias granjas solares en Australia, demostrando una capacidad predictiva
superior en comparación con métodos ML convencionales como ANN, ELM, DBN, DNN y
MARS. En la granja solar de Dunblane, el modelo logró un R de 0.960, un RMSE de 2.118
MJ/m2/d́ıa y un MAE de 1.587 MJ/m2/d́ıa.

En el estudio de Ghimire, Deo, Casillas-Pérez, Salcedo-Sanz, Sharma, y Ali (2022), se
desarrolló un modelo h́ıbrido para la predicción de GSR combinando CNN, LSTM y MLP,
donde se utilizó ReLU como función de activación, junto con la optimización del Algoritmo
de Moho de Baba (SMA) para la selección de caracteŕısticas. Este enfoque se aplicó a granjas
solares en Queensland, Australia, demostrando un rendimiento superior en todas las granjas
seleccionadas en comparación con ML, incluyendo ANN, RF y SADE-ELM. Con un valor
de R entre 0.880 y 0.935, junto con un RMSE entre 2.207 y 2.792 MJ/m2/d́ıa en diferentes
granjas.

En el estudio realizado por Ghimire, Bhandari, et al. (2022), se propuso un modelo h́ıbrido
para la predicción de GSR en Queensland, Australia, integrando una CNN con tres capas
convolucionales, utilizando ReLU como función de activación. Para la selección óptima de
caracteŕısticas, se utilizó el algoritmo de Optimización de Búsqueda de Átomos (ASO), y los
hiperparámetros se optimizaron utilizando el método HyperOpt. El rendimiento del modelo
se evaluó en seis granjas solares, demostrando superioridad sobre varios modelos alternativos
tanto en ML como en ML, como LSTM, RBF, DBN, M5TREE y MARS. Espećıficamente,
el modelo logró un RMSE que vaŕıa entre 2.172 y 3.305 MJ/m2/d́ıa y un MAE que vaŕıa
entre 1.624 y 2.370 MJ/m2/d́ıa.

Vaisakh y Jayabarathi (2022) desarrollaron un modelo h́ıbrido para la predicción de la
irradiación solar utilizando MLP, CNN y RNN, optimizando el número de neuronas ocultas
mediante un algoritmo h́ıbrido que combina DHOA y GWO, llamado GU-DHOA. El modelo
GU-DHOA-CNN obtuvo una predicción de irradiación solar con un RMSE de 2.11 × 10² y
MAE de 166.53.

El estudio de Irshad et al. (2023) introdujo un modelo de predicción de SR basado en
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Tabla 1.2. Trabajos donde se utilizan CNN para la predicción de SR.

Autor Algoritmo Comparativa
Horizonte
temporal

Optimización Resultados

(Ghimire,
Deo,

Casillas-
Pérez, y
Salcedo-
Sanz,
2022)

HHO ML(ELM) Diario
Selección de
caracteŕısticas

R 0.960, RMSE
2.118 MJ/m2/d́ıa,

MAE 1.587
MJ/m2/d́ıa

(Ghimire,
Deo,

Casillas-
Pérez,
Salcedo-
Sanz,

Sharma, y
Ali, 2022)

SMA
ANN, RF y
SADE-ELM

Diario
Selección de
caracteŕısticas

R 0.880-0.935 y
RMSE: 2.207-2.792

MJ/m2/d́ıa

(Ghimire,
Bhandari,
et al.,
2022)

ASO

LSTM, RBF,
DBN,

M5TREE y
MARS

Intra-
horario,
diario

Selección de
caracteŕısticas

RMSE 2.172-3.305
MJ/m2/d́ıa y MAE

1.624-2.370
MJ/m2/d́ıa.

(Vaisakh y
Jayaba-
rathi,
2022)

GU-
DHOA

MLP, RNN
Intra-
horario

Neuronas
ocultas

RMSE 2.11 × 10²
y MAE 166.53

(Irshad et
al., 2023)

AOA -
Intra-
horario

No
especificado

MSE 0.18, RMSE
0.48 y MAE 0.32

(Guermoui
et al.,
2024)

SWD - Horario

Descomposición
de series

temporales,
selección de

caracteŕısticas

NRMSE 0.75% -
3.4%

la Optimización Aritmética de Aprendizaje Profundo Hı́brido (AOHDL-SRP), utilizando
una CNN con memoria a largo plazo orientada a la atención (ALSTM). La optimización
de hiperparámetros se realizó utilizando el Algoritmo de Optimización Aritmética (AOA),
destacando su enfoque en tres etapas: preprocesamiento, predicción y optimización de hi-
perparámetros, con un R2 del 100% y valores de MSE, RMSE y MAE de 0.18, 0.43 y 0.32
respectivamente.

El art́ıculo de Guermoui et al. (2024) analiza la mejora en la predicción de la Irradiancia
Normal Directa (DNI) para sistemas de enerǵıa solar concentrada, a través de un modelo
h́ıbrido que combina la Descomposición del Modo Variacional (VMD), el Algoritmo de Des-
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composición de Enjambre (SWD) utilizado para la descomposición de series temporales, la
selección de caracteŕısticas con Bosques Aleatorios (RF) y Redes Neuronales Convolucionales
Profundas (DCNN). Este modelo fue probado en cuatro regiones con diferentes condiciones
climáticas, demostrando una precisión sobresaliente con bajos errores de predicción en térmi-
nos de nRMSE que vaŕıan entre 0.75% y 3.4% para pronósticos con una hora de antelación.

1.1.3. Redes Neuronales Recurrentes

La exploración se ha centrado en cómo las RNN, combinadas con varias técnicas de op-
timización metaheuŕıstica, se han aplicado para mejorar la precisión de las predicciones de
SR, que se presentan en la Tabla 1.3. Cada estudio revisado contribuye a comprender la
efectividad de las RNN en este campo, proporcionando información sobre las configuracio-
nes de modelos y estrategias de optimización más efectivas que han producido los mejores
resultados predictivos.

Tabla 1.3. Los siguientes art́ıculos emplean algunos modelos optimizados de redes neuronales
recurrentes.

Autor Algoritmo Comparativa
Horizonte
temporal

Tipo Optimización Resultados

(Khafaga et
al., 2023)

ADSSOA - Horario LSTM
Selección de
caracteŕısticas

RMSE 0.000388

(Hasan et
al., 2023)

SBO - Horario GRU
Afinación de

hiperparámetros

MSE 10.231,
RMSE 3.199, MAE
1.748, R2 0.974,
MAPE 11.856%.

(Vaisakh y
Jayabarathi,

2022)
GU-DHOA MLP, CNN

Intra-
horario

RNN
estándar

Número de
neuronas ocultas

RMSE 3.15×10² y
MAE 223.32

(Jayalakshmi
et al., 2021)

CSO -
Horario,
Diario

LSTM
Afinación de

hiperparámetros
MSE 0.2392 y
MAE 0.3562

(Sansine et
al., 2022)

PSO - Diario LSTM
Selección de
caracteŕısticas

MAE 99.37 W/m2,
RMSE 154.84

W/m2 y R2 0.82.

El estudio realizado por Khafaga et al. (2023) presentó un enfoque para mejorar la efi-
ciencia de la predicción de SR utilizando un modelo h́ıbrido que integra un Algoritmo de
Optimización de Búsqueda Dinámica Adaptativa de Ardilla (ADSSOA) con LSTM. Este
modelo h́ıbrido, llamado ADSSOA-LSTM, fue diseñado para optimizar la predicción de SR
utilizando factores climáticos, destacándose por su capacidad para manejar dependencias
temporales complejas en los datos de SR. Espećıficamente, el modelo ADSSOA-LSTM logró
un RMSE de 0.000388 en comparación con el RMSE de 0.001221 para el modelo LSTM
estándar.

El art́ıculo de Hasan et al. (2023) presenta un método avanzado para la predicción de
SR utilizando la Optimización de Satin Bowerbird (SBO) con Aprendizaje Profundo Modi-
ficado, espećıficamente un modelo h́ıbrido de Unidad Recurrente Gated Bidireccional Modi-
ficada (BGRU) y Máquina de Aprendizaje Extremo Secuencial en Ĺınea (OSELM), llamado
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OMBGRU-SRP. Este modelo incorpora mecanismos de atención y conexiones de salto para
optimizar la predicción de SR, logrando un MSE de 10.231, RMSE de 3.199, MAE de 1.748 y
un coeficiente de determinación R2 de 0.974, junto con un Error Porcentual Absoluto Medio
(MAPE) de 11.856

Vaisakh y Jayabarathi (2022) desarrollaron un modelo h́ıbrido para la predicción de la
irradiación solar utilizando MLP, CNN y RNN, optimizando el número de neuronas ocultas a
través de un algoritmo h́ıbrido que combina DHOA y GWO, llamado GU-DHOA. El modelo
GU-DHOA-RNN obtuvo una predicción de irradiación solar con un RMSE de 3.15 × 102 y
MAE de 223.32.

El estudio de Jayalakshmi et al. (2021) desarrolló un modelo de predicción de irradiación
solar utilizando una Red Neuronal de Memoria a Largo Plazo (LSTM) optimizada por un
algoritmo h́ıbrido de Optimización de Enjambre de Pollo (CSO) y GWO, llamado LSTM-
CSO-GWO. Este modelo se centra en predecir la irradiación solar en diferentes escalas de
tiempo: horaria, diaria y semanal, empleando un enfoque de aprendizaje multitarea para
compartir recursos de manera efectiva entre cada tarea. En términos de métricas estad́ısticas,
para la escala de tiempo horaria, el modelo logró un MSE de 0.2392 y un MAE de 0.3562.

Sansine et al. (2022) analiza los pronósticos de irradiación solar utilizando modelos h́ıbri-
dos que combinan PSO con tres modelos independientes: XGboost (PSO-XGboost), PSO-
LSTM y Algoritmo de Regresión de Potenciación de Gradiente (PSO-GBRT), aplicados a
una microred combinada de generación de fŕıo y electricidad en Tahit́ı. Los modelos h́ıbri-
dos se compararon con otros modelos independientes como ANN, CNN, Bosques Aleatorios
(RF), LSTM, GBRT y XGboost. Este modelo logró un MAE de 99.37 W/m2, un RMSE de
154.84 W/m2 y un R2 de 0.82.

1.1.4. Otros Modelos de ML

Más allá de los modelos convencionales de redes neuronales, se han aplicado con éxi-
to varios otros enfoques de ML en la predicción de SR. Varios estudios han examinado la
utilización de diversos modelos, como Máquinas de Soporte Vectorial (SVM), Bosques Alea-
torios (RF), entre otros, todos optimizados con técnicas metaheuŕısticas para mejorar su
rendimiento predictivo, como se resume en la Tabla 1.4.

Cada uno de estos modelos ha ofrecido ventajas únicas en términos de manejo de dife-
rentes tipos de datos y complejidades del problema. Se ha explorado cómo los investigadores
implementaron estos modelos alternativos, integrando algoritmos de optimización para ajus-
tar finamente sus estructuras y parámetros, con el objetivo de obtener predicciones de SR
más precisas y efectivas. Además, se han discutido las configuraciones de modelos y estra-
tegias de optimización que han demostrado ser más efectivas en el contexto espećıfico de la
predicción de SR.

El estudio de X. Zhang y Wei (2019) presenta un modelo h́ıbrido para la predicción diaria
de SR, combinando ELM optimizado por el Algoritmo de Murciélago (BA), con el uso de la
Transformada Wavelet (WT) y el Análisis de Componentes Principales (PCA). Evaluado en
varias ciudades como Beijing, Nueva York, Melbourne y Sao Paulo, destacó particularmente
en Beijing por su precisión. Este modelo incluye una red con una capa oculta y 10 neuronas
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Tabla 1.4. Los siguientes art́ıculos emplean algunos modelos optimizados de ML.

Autor Algoritmo Comparativa
Horizonte
temporal

Modelo Optimización Resultados

(X. Zhang y
Wei, 2019)

BA
LSSVM,
BPNN

Horario ELM Pesos y sesgos
RMSE 0.028, MAE 0.14, MAPE

2.2 y R2 0.99
(Reddy et
al., 2022)

EHO
SVR, RFR,
GBR, XGB

Intra-horario ELM Pesos y sesgos
RMSE 16.30 W/m2 y MSE

265.8546 W/m2

(El-Kenawy
et al., 2021)

ASCA
PSO, WOA,

GA
Intra-horario KNN Pesos y sesgos

RMSE 0.00175482, MAE
0.00161235 y MBE -0.00036521

(C. Zhang
et al., 2022)

WT,
IASO

- Intra-horario ELM Pesos y umbrales
RMSE 26.1022 W/m2, MAE
13.9023 W/m2, R 0.9939 y

MAPE 0.2209
(Ikram et
al., 2022)

IMVO GA, PSO - LSSVR
Afinación de

hiperparámetros
RMSE 0.748, MAE 0.574, R2

0.969, y NSE 0.964
(Prasad et
al., 2019)

ACO - Mensual RF
Selección de
caracteŕısticas

RMSE 0.89 MJ/m2, MAE 0.69
MJ/m2 y R 0.984

(Dong y
Jiang, 2019)

FA SVM Diario RS
Pesos asignados a

pronósticos
individuales

RMSE 13.11-18.79 W/m2 y
MAE 0.044-0.086

(Peng et al.,
2023)

SSA LSTM Intra-horario ELM Hiperparámetros
RMSE 23.153 W/m2, MAE
13.225 W/m2 y R 0.9923

(Ghazvinian
et al., 2019)

IPSO
M5T, GP,
MARS

Diario,
Mensual

SVR
Selección de
caracteŕısticas

RMSE 9.01 y MAE 4.10

(Wu et al.,
2023)

ACO, CS,
GWO

DT, BP Diario SVM
Afinación de
parámetros

RMSE 1.341 MJ/m2/d́ıa, R2

0.959, y NSE 0.956
(Xue y

Zhou, 2019)
PSO

ELM, BPNN,
BPNN

Diario LSSVM
Afinación de
parámetros

RMSE 0.7524, MAE 0.7257 y R
0.9773

(Ghimire et
al., 2019)

PSO -
Intra-horario,

Horario
SVM

Afinación de
hiperparámetros

R 0.982-0.995

(Sun et al.,
2018)

GSA - Diario LSSVR Pesos y sesgos
NRMSE 2.96%, MAPE 2.83% y

DS 88.24%
(Guermoui
et al., 2021)

ABC LSSVM, CS Horario LSSVR
Afinación de
parámetros

RMSE 116.22 Wh/m2 y R
94.3%

(Khodayar
et al., 2020)

GA - Diario ELM No especificado Mejora de 3.64% a 4.49%

(Mirbolouki
et al., 2022)

GA, PSO,
GWO,
HHO

- Mensual ANFIS
Selección de
parámetros

RMSE 1.489 MJ/m2, R2 0.959 y
MAE 1.248 MJ/m2

(Kumar et
al., 2023b)

MFO - Intra-horario XGBoost
Refinamiento de
hiperparámetros

del modelo
RMSE 76.29 W/m2 y R2 0.9337

(Bakali et
al., 2023)

SSA - Diario VMD
Optimización de

parámetros
NRMSE 3.87% y NMAPE

1.58%
(Pani y
Nayak,
2019)

GSA -
Intra-horario,

Horario
ELM

Optimización de
variables del kernel

MAPE 0.71%

(J. Fan et
al., 2020)

BAT,
PSO,
WOA

MARS,
XGBoost

Diario SVM
Parámetros de

entrada
RMSD 11.1%, 10.0% y 10.4%

(Jia et al.,
2023)

PSO -
Diario,
Mensual

GEM
Optimización de

parámetros

RMSE 1.045-1.719 MJ/m2/d́ıa,
rRMSE 7.6-12.7%, MAE
0.801-1.283 MJ/m2/d́ıa, R2

0.953-0.981
(Kumar et
al., 2023b)

MFO MLP, SVR Diario RFR
Afinación de

hiperparámetros
RMSE 75.8613 W/m2 y R2

0.9402
(Islam et
al., 2021)

CA PSO Diario RF
Afinación de

hiperparámetros
RMSE 0.0366 y MAPE 2.98%

ocultas, utilizando una función de activación sigmoidal. La optimización mediante BA se
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configuró con una población inicial de 10 y hasta 500 iteraciones para ajustar el peso de
entrada y el sesgo de la capa oculta. WT ayuda a descomponer y limpiar la serie temporal
de SR, mientras que PCA reduce la dimensionalidad de los datos de entrada. El modelo
arrojó resultados de MAE 0.14, MAPE 2.2%, RMSE 0.028 y un coeficiente R2 de 0.99.

El art́ıculo de Reddy et al. (2022) introduce un modelo de Optimización de Rebaño de
Elefantes con Máquina de Aprendizaje Extremo Profundo (EHO-DELM) para la predicción
de SR utilizando pronósticos meteorológicos. La estructura de la red neuronal incluye una
capa de entrada con 4 neuronas, 6 capas ocultas con 10 neuronas cada una, y una capa de
salida con una neurona, utilizando la función de activación sigmoide loǵıstica. El algoritmo de
Optimización de Rebaño de Elefantes (EHO) se emplea para ajustar óptimamente los pesos y
sesgos del modelo DELM, mejorando la precisión predictiva, con un MSE de 265.8546 W/m2

y un RMSE de 16.30 W/m2. La comparación con otros modelos destaca la efectividad de
EHO-DELM, superando técnicas como SVR, RFR, GBR y XGB en la predicción de SR.

El estudio de El-Kenawy et al. (2021) propone un modelo de predicción de SR basado
en el Algoritmo Seno Coseno (ASCA). Este modelo de conjunto optimizado consiste en
fases de preprocesamiento y entrenamiento, utilizando la regresión de K-Nearest Neighbors
(KNN) para el entrenamiento del modelo de conjunto. Se evalúa en comparación con varios
algoritmos, incluyendo PSO, Whale Optimization Algorithm (WOA), GA, con un RMSE de
0.00175482, MAE de 0.00161235 y MBE de -0.00036521.

C. Zhang et al. (2022) desarrolló un modelo de predicción de SR utilizando WT, Descom-
posición Emṕırica Completa con Ruido Adaptativo (CEEMDAN), Optimización de Búsque-
da de Átomos Mejorada (IASO) y Máquina de Aprendizaje Extremo Robusta ante Outliers
(ORELM) con una función de activación sigmoidal tangente hiperbólica. El modelo usa WT
para la eliminación de ruido y CEEMDAN para descomponer los datos en modos intŕınse-
cos. Luego, IASO optimiza los pesos y umbrales de ORELM, con una población de 50 y un
máximo de 30 iteraciones. Este enfoque h́ıbrido logró un RMSE de 26.1022 W/m2, MAE de
13.9023 W/m2, un R de 0.9939 y un MAPE de 0.2209.

El estudio presentado en el art́ıculo de Ikram et al. (2022) se centra en la predicción
de SR utilizando una versión mejorada del Algoritmo de Optimización de Multiverso (IM-
VO), integrado con la Máquina de Soporte Vectorial de Mı́nimos Cuadrados (LSSVM). Esta
combinación se compara con otras configuraciones utilizando diferentes algoritmos de opti-
mización con LSSVM, incluyendo GA, PSO y otros. La investigación se realizó utilizando
datos de dos estaciones ubicadas en la región sureste de China. Las principales caracteŕısticas
de la red neuronal en este estudio incluyen el uso de LSSVM como modelo principal para
la predicción, con IMVO utilizado para afinar los hiperparámetros del modelo LSSVM. En
una de las estaciones y un escenario de división de datos de 75% para entrenamiento y 25%
para prueba, el modelo LSSVM-IMVO logró un RMSE de 0.748, MAE de 0.574, R2 de 0.969
y NSE de 0.964, destacándose como el enfoque más efectivo entre los analizados.

El art́ıculo de Prasad et al. (2019) analiza la previsión de SR utilizando un modelo h́ıbrido,
integrando Descomposición Emṕırica Multivariante (MEMD), Optimización de Colonias de
Hormigas (ACO) y Bosques Aleatorios (RF). Se seleccionaron caracteŕısticas significativas
utilizando ACO, empleando 1000 árboles y 10 predictores para la división en el modelo RF,
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logrando un RMSE de 0.89 MJ/m2, MAE de 0.69 MJ/m2 y un R de aproximadamente 0.984
en el sitio de Springfield.

Para el art́ıculo Dong y Jiang (2019), el enfoque principal es predecir con precisión el
GSR horario utilizando conjuntos de datos de ocho ubicaciones en la provincia de Xinjiang,
China. El método se basa en el aprendizaje conjunto con un método de Subespacio Aleatorio
(RS) para dividir los datos originales en varios subespacios de covariables. Se introduce un
nuevo método de selección de covariables llamado Desviación Absoluta Suavemente Recor-
tada (SRSCAD), aplicado a cada subespacio para la extracción de covariables relevantes.
Para combinar las predicciones obtenidas a través de RS y SRSCAD, se utiliza un Algoritmo
de Luciérnagas (FA) para estimar los pesos asignados a las previsiones individuales, con un
RMSE que vaŕıa entre 13.11 y 18.79 W/m2 para la predicción con 24 horas de antelación
y entre 17.79 y 21.12 W/m2 para la predicción con 48 horas de antelación, y un MAE que
vaŕıa de 0.044 a 0.086, superando a otros métodos comparados como las redes neuronales de
Elman, SVM y los modelos emṕıricos de Angstrom-Prescott.

El estudio de Peng et al. (2023) propone un modelo h́ıbrido para la predicción de SR,
llamado OVMD-PACF-ISSA-DBN-OSELM, que incorpora Descomposición Modal Variacio-
nal Óptima (OVMD), Función de Autocorrelación Parcial (PACF) y un modelo h́ıbrido de
Red Neuronal de Creencias Profundas (DBN) con Máquina de Aprendizaje Extremo Secuen-
cial en Ĺınea (OSELM), optimizado por un Algoritmo de Búsqueda de Gorriones Mejorado
(ISSA). El modelo logra un RMSE de 23.153 W/m2, MAE de 13.225 W/m2 y un R de 0.9923.

Ghazvinian et al. (2019) desarrollaron un modelo para predecir SR utilizando Regresión
de Soporte Vectorial (SVR) con función de núcleo radial y un algoritmo de Optimización por
Enjambre de Part́ıculas Mejorado (IPSO) con una población de 40 part́ıculas. Este estudio
se centró en mejorar la capacidad de búsqueda global del algoritmo PSO e integrar SVR
con IPSO para obtener valores óptimos de los parámetros de SVR. Se consideraron dos
estaciones de SR en Turqúıa para evaluar el modelo, junto con varios modelos comparativos,
incluyendo el modelo de árbol M5 (M5T), Programación Genética (GP), SVR integrado con
otros algoritmos de optimización y Splines de Regresión Adaptativa Multivariante (MARS),
con un RMSE de 9.01 y MAE de 4.10 para la estación de Antakya.

El estudio de Wu et al. (2023) optimizó modelos SVM para la predicción de GSR en
diferentes zonas climáticas de China, utilizando los algoritmos ACO, CS y GWO para ajustar
los parámetros internos de SVM. Entre los modelos independientes, SVM demostró la mayor
precisión en todas las zonas, seguido del modelo de Árbol de Decisión (DT) y BP. Los modelos
h́ıbridos, especialmente GWO-SVM y CS-SVM, superaron al modelo SVM independiente en
todas las zonas climáticas, donde GWO-SVM emergió como el modelo más efectivo, logrando
un R2 de hasta 0.959, RMSE de 1.341 MJ/m2/d́ıa y NSE de hasta 0.956 en la predicción
diaria de GSR.

En el estudio de Xue y Zhou (2019), se desarrollaron cuatro tecnoloǵıas de IA para
estimar GSR en Zhengzhou, China. Estas tecnoloǵıas incluyen ELM, un modelo h́ıbrido que
combina la Máquina de Soporte Vectorial de Mı́nimos Cuadrados con PSO (PSO-LSSVM),
donde PSO se usa para optimizar los parámetros de LSSVM con función de núcleo radial,
Red Neuronal de Retropropagación (BPNN) y Red Neuronal de Regresión Generalizada
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(GRNN). Se seleccionaron seis variables meteorológicas como ı́ndices de evaluación, con
GSR diario como salida. Para el modelo PSO-LSSVM, el R para los conjuntos de datos
de entrenamiento, prueba y todas las muestras es 0.9812, 0.9773 y 0.9793, respectivamente,
RMSE de 0.6324, 0.7524 y 0.7425, respectivamente, y para MAE son 0.5128, 0.7257 y 0.6228.
Estos resultados demuestran que el modelo PSO-LSSVM tiene un rendimiento superior y se
clasifica en orden de rendimiento como PSO-LSSVM ¿ ELM ¿ BPNN ¿ GRNN. Por lo tanto,
el modelo h́ıbrido PSO-LSSVM se puede utilizar para predecir GSR diario con alta precisión
en Zhengzhou, China.

El estudio de Ghimire et al. (2019) empleó un enfoque que combina PSO para la selección
de caracteŕısticas, con un máximo de 500 iteraciones, un rango de población de 100 a 1000,
y la Transformada Wavelet Discreta de Superposición Máxima (moDWT) para la descom-
posición de datos en tres ciudades solares australianas: Alice Springs, Coburg y Perth. Este
método permitió ajustar los hiperparámetros del modelo SVR con Grid Search, logrando
una notable correlación entre las predicciones y las observaciones para R de 0.982 a 0.995.

En este estudio, Sun et al. (2018) desarrollaron un enfoque de aprendizaje para la predic-
ción de SR utilizando un método de Descomposición-Clustering-Ensemble (DCE) en Beijing,
empleando la Descomposición Emṕırica en Modo Ensemble (EEMD) para descomponer los
datos originales de SR. Para la predicción individual y el ensamblaje de componentes, se uti-
lizó la Regresión de Soporte Vectorial de Mı́nimos Cuadrados (LSSVR), optimizada por el
Algoritmo de Búsqueda Gravitacional (GSA). El clustering se realizó con el método Kmeans,
aplicando un segundo método LSSVR-GSA para el ensamblaje final, basado en pesos de en-
samblaje de clúster, logrando un Error Cuadrático Medio Normalizado (NRMSE) de 2.96%,
MAPE de 2.83% y DS de 88.24% para la predicción con un d́ıa de antelación.

En el estudio realizado por Guermoui et al. (2021), se propuso un nuevo modelo h́ıbrido
llamado ABC-LS-SVM para la predicción de la radiación solar global (GHI) con varias horas
de antelación, utilizando el Algoritmo de Colonia de Abejas Artificiales (ABC) para optimizar
los parámetros libres del modelo LS-SVM. Este enfoque se validó con datos medidos durante
cinco años, de 2013 a 2017, en la Unidad de Investigación Aplicada a las Enerǵıas Renovables
(URAER) en Ghardäıa, en el sur de Argelia. Los resultados de la predicción de GHI con
12 horas de antelación utilizando el modelo ABC-LS-SVM llevaron a un RMSE de 116.22
Wh/m2 y un R de 94.3%. En comparación, el modelo clásico de LS-SVM obtuvo un RMSE
de 117.73 Wh/m2 y un R de 92.42%, mientras que la combinación de CS con LS-SVM resultó
en un RMSE de 116.89 Wh/m2 y un R de 93.78%.

El estudio Khodayar et al. (2020) presenta un modelo generativo profundo, el Codifi-
cador Automático de Grafos Convolucionales (CGAE), para predecir la irradiancia solar
probabiĺıstica espacio-temporal utilizando una red neuronal profunda. Captura caracteŕısti-
cas espacio-temporales de observaciones históricas de SR para generar muestras que estiman
la irradiancia solar futura. El modelo CGAE demostró un rendimiento superior en términos
de fiabilidad, nitidez y Puntuación de Rango Continuo (CRPS) en comparación con métodos
de referencia tanto temporales como espacio-temporales. El modelo CGAE logró una mejora
del 3.64% al 4.49% en fiabilidad sobre el mejor modelo temporal (ELM) para predicciones
con una hora y seis horas de antelación, respectivamente.
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El art́ıculo Mirbolouki et al. (2022) desarrolla un enfoque para mejorar las predicciones
de SR utilizando modelos climáticos globales y métodos avanzados de ML, espećıficamente
ANFIS combinado con algoritmos metaheuŕısticos como GA, PSO, GWO y HHO. Se utilizan
poblaciones iniciales de 500 y un máximo de 1000 iteraciones para ajustar eficientemente sus
parámetros internos. Utilizando datos de temperatura como la única variable de entrada,
se compararon varias configuraciones de división de datos para entrenamiento y prueba,
encontrando que el ANFIS mejorado con algoritmos de optimización mostró una precisión
superior en la predicción de SR. En particular, ANFIS combinado con optimización GWO
(ANFIS-GWO) resultó ser el más efectivo, con un R2 de 0.959 y los errores más bajos de
RMSE y MAE de 1.489 MJ/m2 y 1.248 MJ/m2, respectivamente, para la estación de Adana
con una división de datos de entrenamiento-prueba del 80%-20%.

El art́ıculo Kumar et al. (2023b) analiza un modelo de predicción de irradiancia solar
utilizando la técnica de Boosting de Gradiente Extremo (XGB) con 100 a 1000 árboles
y una profundidad máxima de 5, optimizado mediante algoritmos metaheuŕısticos como
Optimización de la Llama de la Polilla (MFO) y GWO. Se experimentaron cinco tamaños
de población (50, 100, 150, 200 y 500) y un máximo de 100 iteraciones para refinar los
hiperparámetros del modelo XGB, con el objetivo de maximizar la precisión de la predicción
de la irradiancia solar en una ubicación espećıfica. Los resultados destacados incluyen un R2

de 0.9337 para GHI, utilizando el modelo XGB-GWO, con un RMSE de 76.29 W/m2.

El art́ıculo de Bakali et al. (2023) propone un modelo para predecir la irradiancia solar
en un horizonte de 24 horas. Para esta predicción, se utilizan técnicas de Descomposición
del Modo Variacional (VMD) y el algoritmo STACK con 200 neuronas en la primera capa
oculta y 500 en la segunda, junto con la optimización de los parámetros de VMD utilizando el
Algoritmo de Enjambre de Gorriones (SSA). Se enfatiza que la partición de datos estacionales
y la selección adecuada de parámetros de VMD a través de SSA son cruciales para mejorar la
precisión de la predicción. Los resultados muestran un Error Cuadrático Medio Normalizado
(NRMSE) de 3.87% y un Error Porcentual Absoluto Medio Normalizado (NMAPE) de
1.58% para d́ıas nublados.

En el art́ıculo de Pani y Nayak (2019), se propone un modelo de predicción basado en la
Máquina de Aprendizaje Extremo con Núcleo (KELM) optimizada utilizando el Algoritmo
de Búsqueda Gravitacional Caótica (CGSA) para predecir la irradiancia solar, crucial para
la gestión de la enerǵıa fotovoltaica. El modelo optimizado, llamado OKELM, reduce sig-
nificativamente el proceso de selección de parámetros al optimizar las variables del núcleo,
logrando una predicción más precisa y eficiente. Se valida utilizando datos de una planta fo-
tovoltaica de 1 MW en India, con resultados sobresalientes en la predicción de la irradiancia
solar bajo diversas condiciones meteorológicas. El modelo KELM, antes de la optimización,
no requiere definir el número de nodos ocultos, reduciendo la variabilidad de los resultados.
La implementación de CGSA mejora la generalización y estabilidad del modelo, demostrado
por métricas como MAPE, que en el caso optimizado alcanza un valor de 0.71% para la
temporada de verano.

El art́ıculo J. Fan et al. (2020) analiza la predicción de la radiación solar difusa dia-
ria (DSR) en regiones contaminadas utilizando máquinas de soporte vectorial h́ıbridas con
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algoritmos heuŕısticos: PSO, BA y WOA. Estos modelos se comparan con modelos SVM
estándar, Splines de Regresión Adaptativa Multivariante (MARS) y Boosting de Gradiente
Extremo (XGBoost). Los resultados indican que la incorporación de variables de contami-
nación del aire (PM2.5, PM10, O3) mejora significativamente la precisión del modelo en la
predicción diaria de DSR, con disminuciones relativas promedio en la Desviación Cuadrática
Media (RMSD) de 11.1%, 10.0% y 10.4%. Además, el modelo SVM-BAT superó a los mo-
delos SVM-PSO y SVM-WOA, aśı como a los modelos SVM estándar, MARS y XGBoost,
demostrando ser el más efectivo para predecir la DSR diaria, especialmente en regiones con
alta contaminación atmosférica.

El estudio de Jia et al. (2023) se centra en mejorar las predicciones diarias y mensuales de
GSR en el noreste de China mediante la optimización de algoritmos PSO integrados con un
modelo exponencial gaussiano (GEM). El modelo PSO-GEM se compara con otros cuatro
modelos de ML y dos modelos emṕıricos utilizando datos meteorológicos diarios de 1997
a 2016 de cuatro estaciones en el noreste de China. Logró un RMSE entre 1.045 y 1.719
MJ/m2/d́ıa, RRMSE del 7.6 al 12.7%, MAE de 0.801 a 1.283 MJ/m2/d́ıa y R2 del 0.953 al
0.981 para estimaciones diarias. Para estimaciones mensuales, PSO-GEM también mostró
la mayor precisión con un RMSE entre 0.197 y 0.575 MJ/m2/d́ıa, RRMSE del 1.5 al 7.0%,
MAE de 0.137 a 0.499 MJ/m2/d́ıa y R2 del 0.999 al 1.

Kumar et al. (2023b) desarrollaron un modelo avanzado para la predicción de la irradian-
cia solar utilizando modelos de ML como SVR, MLP y RFR, optimizados con MFO, GWO
y Optimización del Mejor de la Clase Evolutiva (ECTO). Para SVR, los parámetros óptimos
incluyen una función de núcleo RBF y un parámetro de regularización C optimizado a 0.01.
Para MLP, se identificaron 100 capas ocultas como óptimas con función de activación ReLu.
RFR mostró un rendimiento superior con 100 árboles y una profundidad máxima de 5. Se
observó que el modelo RFR-ECTO superó a los demás, ofreciendo los valores de R2 más
altos de 0.9402 con el valor de RMSE más bajo de 75.8613 W/m2.

Islam et al. (2021) desarrollaron una técnica de predicción para SR y velocidad del viento
utilizando un enfoque basado en bosques aleatorios de aprendizaje profundo, optimizado
por un nuevo algoritmo Coot (CA). Este modelo superó al algoritmo PSO en términos de
precisión. El estudio logró reducir el RMSE a 0.0366 para la irradiancia solar y 0.0602 para
la velocidad del viento, mientras que MAPE se situó en 2.98% y 4.78% respectivamente.

1.2. Descripción del problema

La fluctuación de la radiación solar global afecta la estabilidad de los sistemas de enerǵıa
fotovoltaicos y pone en peligro la seguridad de la red eléctrica (Zhu et al., 2021). Para mo-
nitorear esta variable se requiere invertir en estaciones meteorológicas en diferentes puntos.
Sin embargo, hay una limitada cantidad de estaciones meteorológicas, las cuales monitorean
la radiación solar global con instrumentos que son costosos, al igual que su mantenimiento
(Q. Zhang et al., 2022). Bajo este contexto se requieren de algoritmos de predicción que sean
precisos, pero que además el valor sea calculado lo más rápido posible ya que anteriormente
los estudios se enfocaban en calcular los valores promedio diarios, mensuales y anuales (Li
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et al., 2019). Los algoritmos deben ser capaces de calcular mediante datos históricos y mo-
delos matemáticos, la variable de radiación solar global, esto permitirá a los operadores de
la red eléctrica tomar decisiones informadas sobre la producción, generación y distribución
de enerǵıa con mayor eficiencia (Hassan et al., 2022; Álvarez-Alvarado et al., 2021).

De acuerdo con el estado del arte, las técnicas convencionales presentan convergencia
prematura dado que hacen una mala selección de los parámetros de control, principalmente
en los métodos que usan algoritmos de optimización, por lo que cada vez se demanda en
nuevas técnicas más exactas en la selección de parámetros de control (Langazane y Saha,
2022). Otro de los problemas que reportaron en la literatura fue el sobreajuste de los datos,
lo que significa que los entrenamientos que realizaron en sus modelos de predicción fueron
muy cercanos o exactamente el conjunto de datos que se estudiaba, lo que provoca que no
se pueda ajustar a otros conjuntos de datos o pierda la capacidad de predicción ya que no
se ajusta adecuadamente lo que puede volver demasiado espećıfico el modelo de predicción
y por lo tanto no generalizar bien ante nuevas entradas de datos (Malik et al., 2022; Zhou
et al., 2021a). Lo anterior puede caer en la reducción de la confiabilidad del modelo (Mann
et al., 2022).

1.3. Justificación

El pronóstico de la radiación solar es una solución rápida, económica y eficaz en la op-
timización de diferentes operaciones de microrredes, como el recorte de picos, la reducción
del impacto de la incertidumbre, problema de despacho económico y en el sistema eléctrico
(Rajagukguk et al., 2020). La creación de un modelo de predicción eficiente de la radiación
solar global es importante para mejorar la obtención de enerǵıa eléctrica v́ıa enerǵıa solar y
observando los modelos existentes en el estado del arte, podemos visualizar que tienen pro-
blemas muy importantes como lo son la convergencia prematura y sobreajuste de los datos,
en cuanto a los modelos que usan algoritmos de optimización y técnicas de probabilidad.
Los modelos vistos que usan redes neuronales presentan buen rendimiento, sin embargo, es
necesario el seguir contando con modelos que presenten aún un error más pequeño debido
a la creciente infraestructura para la creación de base de datos y desarrollo de tecnoloǵıas
que aprovechen aún mejor el recurso solar disponible, por lo que ahora es necesario optimi-
zarlos, ya que se necesita obtener el valor de radiación solar global más confiable para poder
administrar de mejor manera la enerǵıa solar obtenida.
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CAPÍTULO 2

Fundamentación teórica

2.1. Redes neuronales

Las redes neuronales son estructuras paralelas fuertemente interconectadas con neuronas
(nodos) organizadas jerárquicamente, diseñadas para interactuar con objetos del mundo real
de manera similar a como lo hacen los sistemas nerviosos biológicos (Kohonen, 2012).

Las redes neuronales son sistemas paralelos altamente interconectados con nodos (neuro-
nas) organizados de manera jerárquica, concebidos para interactuar con el entorno de forma
similar a los sistemas nerviosos biológicos (Kohonen, 2012). En ciencias de la computación,
las redes neuronales se definen como modelos matemáticos con numerosos parámetros. Estos
modelos comprenden varias funciones, como se ilustra en 2.1, que se anidan múltiples veces.
Los algoritmos de aprendizaje para redes neuronales suelen estar respaldados por rigurosas
pruebas matemáticas. Un ejemplo de red neuronal es el perceptrón, un clasificador binario
que consiste en dos capas de neuronas. La primera capa recibe las señales externas y las
env́ıa a la segunda capa, que actúa como una unidad lógica de umbral, también conocida
como neurona M-P (Zhou et al., 2021b).

yj = f(
∑
i

WiXi − θ) (2.1)

2.2. Técnicas de preprocesamiento de datos

Las bases de datos son altamente susceptibles a contener datos ruidosos, incompletos
o inconsistentes debido al gran volumen y la variedad de fuentes de datos que se manejan
actualmente. Existen varias técnicas de preprocesamiento de datos, tales como: la limpieza
de datos, que se aplica para eliminar el ruido y corregir las inconsistencias; la integración
de datos, que combina datos de múltiples fuentes en un lugar coherente, como un almacén
de datos; la reducción de datos, que disminuye el volumen de datos mediante la agregación,
eliminación de caracteŕısticas redundantes o agrupamiento; y la transformación de datos,
que incluye la normalización, donde los datos se escalan a un rango menor, como de 0.0 a
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1.0 (C. Fan et al., 2021). Las técnicas de preprocesamiento de datos se muestran en la Fig.
2.1.

Figura 2.1. Técnicas de preprocesamiento de datos.

2.2.1. Limpieza de datos

El primer paso en el proceso de limpieza de datos es la detección de discrepancias, que
pueden surgir debido a diversos factores como formularios mal diseñados, errores humanos
o intencionales, y datos desactualizados.

2.2.2. Integración de datos

La combinación de múltiples fuentes de datos requiere una integración cuidadosa para
reducir y evitar redundancias e inconsistencias en el conjunto de datos resultante. Esto
mejora la precisión y la velocidad de los procesos de inteligencia artificial. La heterogeneidad
en la semántica y la estructura de los datos presenta grandes desaf́ıos en la integración de
datos.

2.2.3. Reducción de datos

Las técnicas de reducción de datos se aplican para obtener una representación de menor
volumen del conjunto de datos, preservando la integridad de los datos originales. Algunas
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de estas técnicas incluyen la reducción de dimensiones, la reducción de numerosidad y la
compresión de datos.

2.2.4. Transformación de los datos

Los datos se transforman para ser más eficientes y facilitar la identificación de patrones
comprensibles. Algunas estrategias para la transformación de datos incluyen el suavizado, la
construcción de atributos, la agregación, la normalización, la discretización y la creación de
jerarqúıas de conceptos para datos nominales (C. Han et al., 2011).

2.3. Pronóstico de series temporales

Los métodos de series temporales, fundamentales en el análisis estad́ıstico, son una de
las principales técnicas utilizadas para estimar la radiación solar (SR). Los modelos de series
temporales han demostrado una alta eficacia en la estimación de SR, aprovechando datos
históricos para realizar predicciones (Gürel et al., 2023).

Una serie temporal se compone de observaciones registradas en momentos espećıficos. Las
series temporales se caracterizan por componentes clave como la tendencia, que muestra la
dirección general (ascendente o descendente), los ciclos, que reflejan patrones repetitivos sin
un peŕıodo fijo, y las variaciones estacionales, que indican fluctuaciones periódicas (Brockwell
y Davis, 2002).

Una serie temporal es estacionaria cuando sus propiedades estad́ısticas, como la media
y la desviación estándar, se mantienen constantes a lo largo del tiempo. La invariabilidad
temporal es crucial, ya que implica una alta probabilidad de que la serie temporal repita su
comportamiento en el futuro, lo que facilita significativamente su predicción (Ensafi et al.,
2022).

El pronóstico de series temporales abarca una amplia gama de metodoloǵıas. Estas inclu-
yen desde la selección automatizada de modelos paramétricos hasta técnicas de aprendizaje
automático (ML) convencionales, como la regresión de kernel y la regresión de vectores de
soporte. Además, los procesos gaussianos son ampliamente utilizados en la predicción de
series temporales. Los avances recientes incluyen el desarrollo de procesos gaussianos profun-
dos y la integración de la paralelización en ML mediante procesos neuronales (Lim y Zohren,
2021).

Como se ilustra en la Fig. 2.2, la fiabilidad eléctrica del sistema depende de su capacidad
para responder eficazmente a las fluctuaciones previstas e imprevistas en la producción y el
consumo, aśı como a las interrupciones, manteniendo la calidad y la continuidad del servicio
para los clientes. Por lo tanto, el proveedor de enerǵıa debe gestionar el sistema a través de
diversos horizontes temporales (Voyant et al., 2017).

Además de la optimización metaheuŕıstica, las técnicas de IA se utilizan a menudo debido
a la eficacia de los modelos de vanguardia, como las redes neuronales recurrentes (RNN),
incluidas las redes de memoria a largo corto plazo (LSTM), que sobresalen en la captura
de dependencias temporales intrincadas (Z. Han et al., 2021; Lara-Beńıtez et al., 2021; Lim

21



y Zohren, 2021; Hong y Martinez, 2024). Estas técnicas son valiosas para determinar los
hiperparámetros adecuados y seleccionar los marcos más apropiados (Torres et al., 2021;
Kolambe, 2024), en particular los Transformers de series temporales, para tareas como la
previsión, la detección de anomaĺıas y la clasificación (Zeng et al., 2023). Su efectividad se
debe en gran medida a su capacidad para capturar dependencias e interacciones de largo
alcance.

Predicción de Radiación Solar

La RS es altamente intermitente y caótica; incluso pequeñas fluctuaciones en la radiación
solar pueden impactar significativamente la seguridad del suministro energético. Esto requiere
modelos predictivos cada vez más precisos, especialmente dado el potencial aumento en el
uso de enerǵıa solar suministrada por paneles fotovoltaicos (Rajagukguk et al., 2020). Por
lo tanto, la creación de un modelo predictivo para la radiación solar global es crucial para
garantizar prácticas óptimas de despacho y gestión de enerǵıa (Ghimire, Deo, Casillas-Pérez,
y Salcedo-Sanz, 2022). Según el estado del arte, se han desarrollado varios modelos utilizando
técnicas de aprendizaje automático como SVR (Dahmani et al., 2024; Yu, 2023; Ghimire et
al., 2019) y RF (Chaibi, Benghoulam, Tarik, Berrada, y Hmaidi, 2022; Prasad et al., 2019),
aśı como técnicas de aprendizaje profundo como RNN (Bamisile et al., 2022; Vaisakh y
Jayabarathi, 2022), MLP (Jadidi et al., 2018; Ghimire, Deo, Casillas-Pérez, y Salcedo-Sanz,
2022; Mfetoum et al., 2024), que han ganado una relevancia significativa en los últimos años
(Kumari y Toshniwal, 2021).

Temporal horizons

Year(s)

Global Management

Month/Week/Day

Energy Management MWh

Hours/Minutes/Seconds

Power Management MW

Capacity/Network Optimization Production/Consumption/Network System Safety

Figura 2.2. Horizontes de predicción para la gestión de enerǵıa solar en una red eléctrica.

2.4. Optimización

La optimización es obtener los valores óptimos para un conjunto de variables sobre cuál
sea el objetivo de la función y que puede ser restringida o no restringida. Cualquier conjunto
de valores asignados a las variables siempre produce una salida, pero el conjunto óptimo
produce la salida óptima. Los objetivos del problema y las limitaciones pueden formularse
en términos de funciones o ecuaciones matemáticas. La expresión matemática que representa
el objetivo de la optimización se denomina función objetivo.

22



La función objetivo podŕıa definirse para la maximización o minimización dependiendo
del dominio del problema.

2.4.1. Algoritmos de optimización bioinspirados

Los algoritmos bioinspirados son algoritmos metaheuŕısticos que son desarrollados con
los principios de la evolución biológica, el comportamiento de enjambre, procesos f́ısicos y
qúımicos. Son una técnica de inteligencia computacional bioinspirada desde que incorporan
inteligencia en los algoritmos. Algunos de los campos donde se usan los algoritmos bioinspira-
dos es en la ingenieŕıa, especialmente ciencias de la computación, economı́a, diseño mecánico
(Vasuki, 2020).

Colonia artificial de abejas (ABC)

El algoritmo ABC (Karaboga et al., 2005) se propuso para resolver problemas de optimi-
zación numérica unimodal y multimodal, pero con los años se ha convertido en una técnica
prometedora para resolver problemas de optimización del mundo real.

El principio fundamental del algoritmo ABC es la comunicación, la cual es el intercambio
de información entre las abejas. Es el paso más importante para la recolección de conoci-
miento acerca de las fuentes de alimento. Cuando la información ha sido compartida a otras
abejas, la abeja observadora decide explotar las fuentes de alimento, dependiendo en el valor
de probabilidad de las fuentes de alimento. El primer paso para encontrar fuentes de alimento
en el algoritmo ABC es la inicialización de la población. Inicialmente, las primeras fuentes
de alimento son encontradas aleatoriamente por una abeja exploradora usando la ecuación
2.2:

xj
i = xj

min + rand(0, 1)
(
xj
max − xj

min

)
(2.2)

en donde xj
i es la fuente de alimento actual, xj

min y xj
max son el ĺımite inferior y el ĺımite

superior de las fuentes de alimento, rand(0,1) es un valor aleatorio entre 0 y 1 (Nadira y
Rustam, 2018). En la Fig. 2.3, se puede observar el diagrama de flujo del algoritmo ABC.

2.4.2. Optimización de hiperparámetros

La optimización de hiperparámetros es un proceso cŕıtico en ML y DL que implica selec-
cionar el mejor conjunto de hiperparámetros para un modelo dado (Bischl et al., 2023). Como
se muestra en la Fig.??, se ilustra el proceso común de optimización de hiperparámetros uti-
lizando algoritmos metaheuŕısticos. Los hiperparámetros son los parámetros ajustables que
controlan el proceso de entrenamiento y la estructura del modelo, como la tasa de aprendi-
zaje, el número de capas ocultas y el tamaño del lote para las redes neuronales artificiales,
y otros hiperparámetros para modelos espećıficos de ML como C para SVR y el número
máximo de niveles en cada árbol de decisión para RF (Yang y Shami, 2020).

A diferencia de los parámetros del modelo, que se aprenden durante el entrenamiento,
los hiperparámetros deben establecerse antes de que comience el proceso de aprendizaje
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Final

Figura 2.3. Diagrama de flujo del algoritmo de la colonia artificial de abejas (Vasuki, 2020).

(Elgeldawi et al., 2021). Una optimización efectiva de los hiperparámetros mejora el rendi-
miento del modelo al encontrar la configuración óptima que minimiza el error y mejora la
precisión predictiva. Este proceso a menudo emplea varias técnicas, incluidas la búsqueda en
cuadŕıcula, la búsqueda aleatoria y métodos avanzados como la optimización bayesiana y los
algoritmos metaheuŕısticos, para navegar eficientemente el vasto espacio de hiperparámetros
e identificar las configuraciones más efectivas (Abbas et al., 2023).

2.5. Métricas de rendimiento del modelo

Al crear un modelo de inteligencia artificial, se necesita evaluar la calidad del modelo,
para evaluar el rendimiento de la etapa de entrenamiento con el cuál fue construida y qué
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dataset
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x1

x2

xn

...

Metodoloǵıas comunes para la afinación de hiperparámetros de modelos ML/DL utilizando
algoritmos metaheuŕısticos, donde x1, x2 a xn son variables de entrada.

tan preciso es para predecir nuevas observaciones de pruebas.
Para esto, se necesitan diferentes métricas de evaluación del modelo, algunas de las cuales

son las siguientes:

R2 es una medida que representa la proporción de variación en el resultado que puede
atribuirse a las variables predictoras. En los modelos de regresión múltiple, R2 indica
la correlación cuadrada entre los valores de salida observados y los valores predictores
utilizados en el modelo. Un valor más alto de R2 sugiere un mejor rendimiento del
modelo.

El Error Cuadrático Medio (RMSE) evalúa el error t́ıpico del modelo en la predicción
de los resultados de las observaciones. Se deriva matemáticamente como la ráız cua-
drada del Error Cuadrático Medio (MSE), representando la varianza entre los valores
observados reales y los valores predichos por el modelo. Un RMSE más bajo indica una
mayor precisión del modelo.

El Error Absoluto Medio (MAE) cuantifica la precisión de la predicción, similar al
RMSE. Calcula la disparidad absoluta promedio entre los valores observados y predi-
chos. Su versión normalizada (nMAE o NMAE) se utiliza comúnmente para facilitar la
comparación entre diferentes escalas (Huang et al., 2022). El MAE muestra una menor
sensibilidad a los valores at́ıpicos en comparación con el RMSE.

El Error Porcentual Absoluto Medio (MAPE) se obtiene mediante la ecuación 2.3,
(Djeldjli et al., 2023).

MAPE =
100

N

N∑
i=1

∣∣∣∣GSim,i −GAct,i

XAct,i

∣∣∣∣ (2.3)

El Error Porcentual Absoluto Medio Normalizado (NMAPE) se calcula con la ecuación
2.4 (Bakali et al., 2023):

NMAPE =

1
N

∑N
i=1

∣∣∣X̂season,i −Xseason,i

∣∣∣
1
N

∑N
i=1Xseason,i

(2.4)
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El Error Cuadrático Medio Relativo (rRMSE) se obtiene mediante la ecuación 2.5
(Djeldjli et al., 2023):

rRMSE =
1

GAct

√∑N
i=1(GSim,i −GAct,i)2

N
(2.5)

El Error Medio de Sesgo (MBE) (El-Kenawy et al., 2021)

La Eficiencia de Nash-Sutcliffe (NSE) se basa en la ecuación 2.6 (Ikram et al., 2022).

NSE = 1−
∑N

i=1 [(SR0)i − (SRc)i]
2∑N

i=1

[
(SR0)i − SR0

]2 , (2.6)

−∞ < NSE ≤ 1 (2.7)

El Error Cuadrático Medio Normalizado (NRMSE) se obtiene mediante la ecuación
2.8

NRMSE =
100

x

√√√√ 1

T

T∑
t=1

(xt − x̂t)2, (2.8)

La Desviación Cuadrática Media (RMSD) se calcula mediante la ecuación 2.9, (J. Fan
et al., 2020).

RMSD =

√√√√ 1

m

m∑
i=1

(Yi,o − Yi,p)2 (2.9)
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CAPÍTULO 3

Hipótesis y Objetivos

3.1. Hipótesis

El sobre entrenamiento de una red neuronal se verá disminuido a través de un modelo de
optimización por la colonia artificial de abejas al explorar la relación entre la precisión y las
técnicas de predicción considerando las variables en series de tiempo climáticas.

3.2. Objetivos

Diseñar un modelo de redes neuronales entrenado con datos meteorológicos y optimizado
mediante un algoritmo de colonia artificial de abejas para la predicción de la radiación solar
global.

Objetivos particulares

Analizar la base de datos meteorológica con técnicas de preprocesamiento de datos
para eficientizar los datos.

Desarrollar modelo predictivo de redes neuronales para la predicción de la radiación
solar global.

Optimizar el modelo mediante el algoritmo de la colonia artificial de abejas para in-
crementar la precisión del modelo.

Entrenar el modelo ya optimizado con la base de datos preprocesada para calcular
valores de radiación solar global en tiempo real.

Medir la precisión del modelo mediante indicadores estad́ısticos para validar la calidad
del modelo desarrollado.

27



CAPÍTULO 4

Metodoloǵıa

El presente caṕıtulo describe la metodoloǵıa utilizada para predecir la radiación solar
global en la región de Querétaro, México, utilizando modelos de aprendizaje automático,
profundo, además de probar el modelo h́ıbrido ABC-MLP. El proceso metodológico se di-
vide en varias etapas clave, que incluyen la recopilación de datos, el análisis de datos, la
construcción y el entrenamiento del modelo, y la evaluación del modelo. Cada una de estas
etapas se detalla a continuación. La 4.1 ilustra el flujo de trabajo completo de la metodoloǵıa
aplicada.

2

Análisis y proprocesamiento de 
datos

(Limpieza, integración, reducción, 
transformación de los datos)

Optimización del modelo

(Optimizar no. de neuronas de los 
modelos y selección de 

características)

ABC

Optimización del modelo

(Optimizar no. de neuronas de los 
modelos y selección de 

características)

ABC

Construcción del modelo
 predictivo Deep Learning

MLP

Construcción del modelo
 predictivo Deep Learning

MLP

Validación del modelo

(Indicadores estadísticos)

R RMSE MAE

Validación del modelo

(Indicadores estadísticos)

R RMSE MAE

Entrenamiento del modelo

(Datos de entrenamiento, prueba y 
validación)

Selector ABC-MLP

Entrenamiento del modelo

(Datos de entrenamiento, prueba y 
validación)

Selector ABC-MLP

Validación cruzada
(Otras bases de datos 

meteorológicas)

Huimilpan Huichapan Presa 
Allende

Validación cruzada
(Otras bases de datos 

meteorológicas)

Huimilpan Huichapan Presa 
Allende

Recopilación de datos

(Estación meteorológica UAQ 
Aeropuerto)

Comparativa de modelos Machine 
Learning y Deep Learning

SVR RF LSTMMLP

Comparativa de modelos Machine 
Learning y Deep Learning

SVR RF LSTMMLP

Selector ABC-MLP

Comparativa de modelos Machine 
Learning y Deep Learning

SVR RF LSTMMLP

Selector ABC-MLP

Análisis y proprocesamiento de 
datos

(Limpieza, integración, reducción, 
transformación de los datos)

Optimización del modelo

(Optimizar no. de neuronas de los 
modelos y selección de 

características)

ABC

Construcción del modelo
 predictivo Deep Learning

MLP

Validación del modelo

(Indicadores estadísticos)

R RMSE MAE

Entrenamiento del modelo

(Datos de entrenamiento, prueba y 
validación)

Selector ABC-MLP

Validación cruzada
(Otras bases de datos 

meteorológicas)

Huimilpan Huichapan Presa 
Allende

Recopilación de datos

(Estación meteorológica UAQ 
Aeropuerto)

Comparativa de modelos Machine 
Learning y Deep Learning

SVR RF LSTMMLP

Selector ABC-MLP

Figura 4.1. Diagrama de metodoloǵıa propuesta.
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En la 4.2 se puede observar el cronograma de actividades que se irán desarrollando a lo
largo de la investigación propuesta.

# Actividad 8 9 10 11 12 1 2 3 4 5 6 7 8 9 10 11 12 1 2 3 4 5 6 7

1 Búsqueda del estado del arte

2 Escribir tesis

3 Preprocesar la base de datos

4 Desarrollar modelo predictivo

5 Optimizar el modelo 

6 Entrenar modelo

7 Validar la precisión del modelo 

Cuarto semestre

20242022 2023

Primer semestre Segundo semestre Tercer semestre

Figura 4.2. Cronograma de actividades.

4.1. Adquisición de datos

En este estudio, los datos se recolectaron de una estación meteorológica ubicada en la Uni-
versidad Autónoma de Querétaro, campus Aeropuerto, situada a una latitud de 20.626098
y una longitud de -100.359066. La estación ha estado monitoreando varias variables meteo-
rológicas, incluyendo la dirección y velocidad del viento, humedad relativa, punto de roćıo,
precipitación, radiación solar global y temperatura desde diciembre de 2017 hasta junio de
2018. Se recopilaron un total de 28,053 entradas durante este peŕıodo. El objetivo principal
de esta estación es estimar el potencial para la utilización de enerǵıa solar y calor residual en
la región del estado de Querétaro. La estación meteorológica cuenta con sensores de veloci-
dad, dirección del viento, humedad relativa, presión, radiación solar y precipitación, descritos
de manera más clara en la Tabla 4.1.

4.2. Análisis de datos

Para ilustrar el comportamiento de la radiación solar en diferentes condiciones meteo-
rológicas, se presentan ejemplos espećıficos extráıdos de la base de datos recolectada. La Fig.
4.3 (a) muestra un d́ıa soleado del 10 de enero de 2018. In esta gráfica, se observa un gra-
dual incremento of the radiación solar global (GSR) from 8:00 to alcanzar su punto máximo
alrededor del medioda, seguido by una gradual disminución hasta las 18:00. Este patrón es
t́ıpico de un d́ıa soleado donde la intensidad de la radiación solar es más alta debido a la
posición del sol en el cielo. La Fig. 4.3 (b), correspondiente al 4 de enero de 2018, presenta
un patrón similar con un aumento gradual de la GSR desde las 9:00 hasta las 18:00 horas,
reflejando también un da soleado con un pico al medioda.

Por otro lado, para analizar el comportamiento en d́ıas nublados, la Fig. 4.4 (a) muestra
los datos del 12 de mayo de 2018. En esta gráfica, se presentan valores de GSR significativa-
mente más bajos y con fluctuaciones irregulares a lo largo del d́ıa, lo que es caracteŕıstico de
d́ıas nublados donde la cobertura de nubes reduce la cantidad de radiación solar que llega a
la superficie terrestre. La Fig. 4.4 (b) del 10 de junio de 2018 también refleja un d́ıa nublado
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Tabla 4.1. Sensores utilizados en el estudio

Foto Sensor Caracteŕısticas

Sensor de velocidad y
dirección de viento

Anemómetro ultrasónico
bidimensional

Tasa de muestreo de 40Hz

Sensor de humedad relativa
y temperatura

Humedad: 0% a 100%,
Resolución de 0.03%

Temperatura: -40°C a 70°C,
Resolución de 0.01°C

Sensor de presión Exactitud ±0.3 hPa a +20°C

Piranómetro Mide la irradiación solar,
Sensitividad del 12.2

µV/W/m².

Pluviómetro Recolección de 200 mm (7,87
pulgadas) de diámetro

con mediciones de GSR desde las 7:00 hasta las 17:00 horas, mostrando variaciones irregu-
lares y sin un patrón claro como en los d́ıas soleados. Estas gráficas demuestran claramente
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Figura 4.3. Valores de la radiación solar global (GSR) promedio en función del tiempo para
d́ıas soleados: a) 10 de enero de 2018, b) 4 de enero de 2018.
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Figura 4.4. Valores de la radiación solar global (GSR) promedio en función del tiempo para
d́ıas nublados: a) 12 de mayo de 2018, b) 10 de junio de 2018.

la diferencia en la radiación solar recibida en d́ıas soleados frente a d́ıas nublados. Los d́ıas
soleados presentan un patrón de radiación más estable y predecible, con un claro pico al
mediod́ıa, mientras que los d́ıas nublados muestran una variabilidad considerable debido a
la cobertura de nubes. Estos ejemplos de d́ıas espećıficos son parte del análisis detallado de
los datos meteorológicos recolectados, proporcionando una comprensión más profunda del
comportamiento de la radiación solar bajo diferentes condiciones climáticas.

Basado en los hallazgos de estudios previos (Woldegiyorgis et al., 2022; Dahmani et al.,
2024; Guermoui et al., 2022; Zhou et al., 2023), las variables seleccionadas para la modeliza-
ción mediante aprendizaje automático o profundo incluyen temperatura, humedad relativa,
presión atmosférica, radiación solar global, velocidad del viento y dirección del viento. La
Tabla 4.2 presenta las métricas estad́ısticas esenciales tales como media, mı́nimo, máximo,
primer cuartil, mediana, tercer cuartil y desviación estándar (SD) tanto para los parámetros
de entrada como de salida utilizados en esta investigación.

Las variables que tuvieron la mayor correlación con la radiación solar global fueron la
temperatura y la dirección del viento, mientras que se observó una correlación negativa con
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Tabla 4.2. Datos meteorológicos usados en el estudio.

Resumen
Tavg

(C◦)
HR
(%)

GSRavg

(Wh/m2)
Pavg

(hPa)
Prec
(mm)

VelVto
(m/s)

DirVtoD1
(gra-
dos)

DirVtoSD1

media 177.738 560.49 2557.81 807.15 59 3.645 1387.89 149.558
SD 6.4609 242.06 3494.45 5.02 1.57 1.642 883.451 11.8125
min -695 7.796 0 57.65 0 95 0 0
25% 13.14 34.93 0 806 0 2.428 73.64 8.57
50% 17.31 54.03 374 807 0 3.483 89.8 10.88
75% 22.67 77.54 525.1 809 0 4.735 242.3 16.77
max 35.81 100 1220 814 13 11.2 359.8 102.5

la humedad relativa. Por otro lado, la presión atmosférica, la precipitación, la velocidad
del viento y la hora del d́ıa no mostraron ninguna correlación significativa con la radiación
solar global Fig. 4.5. Estas relaciones se visualizaron además a través de un mapa de co-
rrelación, proporcionando una visión completa de la interacción entre los diferentes factores
meteorológicos y la distribución de la radiación solar.

4.3. Construcción del modelo

Para la creación de modelos de aprendizaje automático, se utilizó la biblioteca scikit-
learn. RandomForestRegressor (RF) empleó 1000 regresores. En el caso de Support Vector
Regressor (SVR), se utilizó GridSearchCV para obtener las mejores configuraciones para
cada kernel. Con el kernel lineal, se obtuvieron los parámetros C=10 y gamma=scale; con el
kernel de función de base radial, se establecieron los parámetros C=100 y gamma=scale; y
con el kernel polinómico, se definieron los parámetros C=10 y gamma=auto.

Se emplearon diferentes configuraciones para los modelos de aprendizaje profundo. Para el
Multilayer Perceptron (MLP), se implementaron 4 capas ocultas con 9 neuronas de entrada,
seguidas de 100, 200, 500 y 200 neuronas en las capas ocultas respectivas, con una neurona
de salida. Para ABC-MLP, el algoritmo ABC determinó el número de neuronas en las capas
ocultas, que fueron 660, 955, 439 y 644 respectivamente. Ambos modelos utilizaron la función
de activación ReLU en las capas ocultas y una función lineal en la capa de salida.

Para el modelo Long Short-Term Memory (LSTM), se emplearon 2 capas LSTM con 50
unidades cada una. Todos los modelos se entrenaron utilizando el optimizador Adam y la
función de pérdida de Error Absoluto Medio (MAE) durante 500 épocas.
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Figura 4.5. Matriz de correlación de las variables climatológicas.

4.4. Optimización de las capas del modelo MLP

La configuración de los hiperparámetros de la red neuronal, espećıficamente el número de
neuronas en cada capa oculta, fue optimizada utilizando el algoritmo 1 colonia artificial de
abejas (ABC) , creado por (Vasuki, 2020). Este proceso de optimización se centró en encon-
trar la combinación óptima de neuronas para maximizar la precisión del modelo mientras se
minimiza el tiempo de ejecución. La Tabla 4.5 resume los resultados de esta optimización.

El tiempo de ejecución promedio en segundos para diferentes tamaños de colonia (núme-
ro de abejas) muestra que el tiempo de ejecución aumenta significativamente con el tamaño
de la colonia. En particular, una colonia con 10 abejas tiene un tiempo de ejecución menor
comparado con colonias más grandes, como las de 50 o 100 abejas. Esto indica que al escoger
10 abejas se logra una ejecución más rápida, lo cual es deseable para aplicaciones que re-
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Tabla 4.3. Hiperparámetros usados en los modelos ML

Modelo Hiperparámetros Valor

SVR Lineal C 10

gamma scale

SVR Radial basis function C 100

gamma scale

SVR Polinomial C 10

gamma auto

RF Regresores 1000

quieren predicciones rápidas y eficientes, como se observa en la Fig. 4.6. Además, la relación
entre la función objetivo y el tiempo de ejecución para diferentes tamaños de colonia revela
que, aunque el tiempo de ejecución aumenta con el tamaño de la colonia, la mejora en la
función objetivo no es proporcionalmente significativa. Para una colonia de 10 abejas, se lo-
gra un valor de la función objetivo que es competitivo comparado con colonias más grandes,
pero con un tiempo de ejecución mucho menor, sugiriendo que se obtiene un buen balance
entre la precisión de la predicción y la eficiencia del tiempo de ejecución con una colonia
de 10 abejas, como se muestra en la Fig. 4.7. El mapa de calor que muestra en la Fig. 4.8,
la función objetivo promedio para diferentes combinaciones de tamaño de colonia y ĺımite,
indica que para un tamaño de colonia de 10 y un ĺımite de 5, la función objetivo promedio
es la más baja con un promedio de 31.38 comparado con otras combinaciones, indicando que
esta configuración no solo es eficiente en términos de tiempo de ejecución, sino que también
proporciona una buena precisión en la predicción de la radiación solar global.

Nota. Pseudocódigo del algoritmo de la colonia artificial de abejas (Vasuki, 2020).

El algoritmo ABC exploró el espacio de búsqueda definido por los ĺımites inferior y
superior para cada capa oculta, evaluando múltiples configuraciones. Los resultados de esta
exploración se utilizaron para seleccionar las neuronas óptimas en cada capa oculta. Los
valores obtenidos (454, 227, 1000, y 429 para las capas ocultas 1, 2, 3, y 4 respectivamente)
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Algorithm 1 Pseudocódigo del algoritmo de optimización ABC

1: Inicialización
2: Tamaño de la población de abejas N
3: Defina la función objetivo para el problema f(X)
4: Número de etapas M
5: f(X) consta de los componentes de la solución [X1, X2, . . . , Xn]
6: La mejor solución actual CBest se inicializa a cualquier solución factible
7: Número máximo de iteraciones MaxIter
8: np← 1 ▷ np es la variable para indexar las etapas
9: iter ← 1
10: while iter ≤MaxIter do
11: for np← 1 to M do
12: Las abejas vuelan de la colmena y crean soluciones parciales durante el paso hacia

adelante
13: Las soluciones parciales se eligen del conjunto disponible en la etapa s(np)
14: Las abejas vuelven a la colmena durante el paso hacia atrás y se intercambian

información
15: end for
16: if S(iter) es mejor que CBest then
17: CBest ← S(iter)
18: end if
19: iter ← iter + 1
20: end while
21: La mejor solución actual CBest es la solución óptima global al problema.
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Tabla 4.4. Hiperparámetros usados en los modelos DL

Modelo
Capa

entrada
Capa
oculta

1

Capa
oculta

2

Capa
oculta

3

Capa
oculta

4

Capa
salida

Fun.
activación

capas
ocultas

Fun.
activación
capa de
salida

MLP 9 100 200 500 200 1 ReLu Linear

ABC-
MLP

9 660 955 439 644 1 ReLu Linear

Propuesta
Selec-
tor

ABC-
MLP

7 454 227 1000 429 1 ReLu Linear

LSTM - 50 50 - - - - -

Ĺımite inferior Ĺımite superior Neuronas optimizadas
Capa oculta 1 1 1000 454
Capa oculta 2 1 1000 227
Capa oculta 3 1 1000 1000
Capa oculta 4 1 1000 429

Variables Temperatura del aire, Humedad Relativa, Velocidad del
viento, Dirección del viento, Año, Mes, Dı́a

Parámetros ABC Tamaño colonia: 10, Ĺımite: 5

Tabla 4.5. Tabla de parámetros de capas ocultas y variables

reflejan una configuración que balancea adecuadamente la capacidad de aprendizaje del
modelo y la eficiencia computacional.

Además, el proceso de optimización incluyó la consideración de las variables de entrada:
temperatura del aire, humedad relativa, velocidad del viento, dirección del viento, año, mes
y d́ıa. Estas variables fueron seleccionadas debido a su relevancia en la predicción de la
radiación solar global.

El tamaño de la colonia y el ĺımite del algoritmo ABC también fueron configurados para
optimizar el desempeño del modelo. Se eligió un tamaño de colonia de 10 y un ĺımite de
5, basados en análisis previos que mostraron que esta configuración proporciona un buen
balance entre la precisión del modelo y el tiempo de ejecución, tal como se detalla en los
gráficos y análisis presentados.
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Figura 4.6. Tiempo de ejecución promedio en función del tamaño de la colonia.
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4.5. Entrenamiento del modelo con base de datos pre-

procesada

Los modelos se entrenaron utilizando el 80% de los datos para el entrenamiento y el
20% restante para las pruebas. El proceso de entrenamiento utilizó el optimizador Adam
y la función de pérdida de Error Absoluto Medio (MAE) durante 500 épocas. Este proceso
permitió el ajuste de los parámetros del modelo para minimizar los errores de predicción y
mejorar la precisión.

4.6. Evaluación del Modelo

Se utilizaron varios indicadores estad́ısticos, como el error absoluto medio (MAE) 4.1, el
error cuadrático medio (RMSE) 4.2 y el coeficiente de determinación (R²) 4.3, para evaluar
los modelos. Estas métricas se calcularon para comparar el rendimiento de los modelos en
la predicción de la radiación solar global. Los resultados de la evaluación de los modelos se
presentan en una tabla comparativa entre modelos de aprendizaje automático y aprendizaje
profundo, y se ilustran en los gráficos de regresión.

MAE =
1

n

n∑
i=1

|yi − ŷi| (4.1)
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RMSE =

√√√√ 1

n

n∑
i=1

(yi − ŷi)2 (4.2)

R2 = 1−
∑n

i=1(yi − ŷi)
2∑n

i=1(yi − ȳ)2
(4.3)
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CAPÍTULO 5

Resultados y discusión

5.1. Resultados de la revisión sistemática

En esta sección se muestran los resultados obtenidos de una revisión sistemática para
obtener un mejor entendimiento de los modelos h́ıbridos para la predicción de radiación
solar global, usando algoritmos de optimización y algún modelo de machine learning o deep
learning.
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Figura 5.1. El número de trabajos que utilizan los diferentes algoritmos de optimización.

El algoritmo PSO se ha destacado como el optimizador más utilizado en la literatura
cient́ıfica, apareciendo en un total de 12 estudios, lo que representa el 29% de la literatura
revisada. Esto resalta su importancia y efectividad para resolver una amplia gama de pro-
blemas. Le sigue de cerca el GA, que ha estado presente en 5 ocasiones, representando el
12.1%, confirmando su popularidad y aplicabilidad en varios contextos.

Otros métodos de optimización, como ACO, ASO, BAT, CS, GSA, GWO, HHO, MFO,
SSA, WOA y WT, también se han empleado en 2 trabajos cada uno, aunque algunos de
ellos solo se mencionaron en sus respectivos art́ıculos. Esta variedad de enfoques refleja la
diversidad de herramientas disponibles y la búsqueda continua de métodos efectivos para
abordar problemas complejos.
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Figura 5.2. El número de estudios que utilizan los diferentes modelos de IA revisados en la
literatura.

En el campo de la predicción de SR, se ha observado que CNN, ELM y MLP han surgido
como los modelos más utilizados, representando el 43.9% de los trabajos, lo que sugiere su
capacidad para capturar patrones complejos en los datos solares.
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Figura 5.3. El número de trabajos que utilizan los diferentes horizontes temporales revisados
en la literatura.

En cuanto a los horizontes temporales utilizados en los estudios, es notable que el peŕıodo
diario ha sido el más frecuentemente referido, con un total de 20 menciones, constituyendo
el 48.7% de la literatura revisada. Esto indica un énfasis significativo en la predicción a
corto plazo y la optimización de la gestión energética para la producción, el consumo y
las operaciones de la red. Este énfasis subraya la importancia de abordar las necesidades
operativas inmediatas. Posteriormente, los peŕıodos intra-horario y horario han obtenido
10 menciones, representando el 24.3% de las referencias. Esto sugiere un interés en las
predicciones a través de varias escalas de tiempo para una gestión efectiva de la enerǵıa
y consideraciones de seguridad del sistema. Por el contrario, el peŕıodo mensual ha recibido
comparativamente menos atención, con solo 5 menciones. Esto puede implicar su menor
relevancia en ciertos contextos dentro del campo de la investigación de la radiación solar.
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Figura 5.4. El número de estudios que utilizan las diferentes variables meteorológicas.

La distribución de trabajos basada en la utilización de diversas variables meteorológicas,
según lo revisado en la literatura, se ha representado en la Figura 5.4. Un análisis de las
variables más frecuentemente empleadas revela la inclusión constante de datos solares en
todos los estudios, reflejando su papel fundamental en la predicción de SR. La temperatura
ha surgido como una variable ampliamente estudiada, mencionada 37 veces, representando
el 90% de los casos, lo que subraya su importancia en los modelos de predicción. Además,
la humedad, la velocidad del viento y la presión atmosférica también han surgido de manera
prominente, con 28, 23 y 17 menciones, respectivamente, constituyendo el 68.2%, 56% y
41.4% de los casos. Estos hallazgos destacan la importancia de estas variables en la modeli-
zación y predicción de SR.

Según la revisión realizada, los algoritmos como MLP, CNN y RNN, incluidos LSTM y
GRU, son ampliamente utilizados debido a su efectividad cuando se integran con estrategias
de optimización espećıficas como PSO, FFA y GWO. En este contexto, MLP muestra adapta-
bilidad cuando se combina con PSO y FFA, debido a su capacidad para optimizar soluciones
en predicciones complejas. Mientras tanto, CNN, cuando se integra con AOA y GWO, fa-
cilita la identificación de caracteŕısticas espaciales y temporales relevantes, permitiendo el
descubrimiento de patrones complejos en la predicción de radiación solar. También es impor-
tante destacar la efectividad del modelo ADSSOA-LSTM, que logra un RMSE de 0.000388,
convirtiéndose en uno de los modelos de mejor rendimiento en la literatura. Además, méto-
dos como GWO, conocidos por su robustez en la optimización, fortalecen la adaptación en
entornos dinámicos.

Además, RNN, cuando se combina con algoritmos como ADSSOA y PSO, permite el
ajuste preciso de predicciones basadas en patrones a los modelos, mejorando aśı la adap-
tabilidad del modelo a nuevas condiciones sin comprometer la precisión. El uso de técnicas
de transformación como la Transformada Wavelet (WT) facilita la descomposición de series
temporales de radiación solar en componentes más manejables, mejorando la precisión de
los modelos predictivos. Según estos enfoques, la diversidad de modelos no solo proporciona
adaptabilidad y eficiencia en el procesamiento de datos, sino que también mejora la precisión
de las predicciones, lo que impacta significativamente en la gestión de los recursos de enerǵıa
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renovable.
Al comparar los trabajos del estado del arte con la propuesta Selector ABC-MLP, se

observa que nuestro enfoque logra un mejor desempeño para horizontes temporales intraho-
rarios. Gracias a la optimización de hiperparámetros utilizando el algoritmo ABC, el modelo
propuesto alcanza un RMSE de 73.7466 Wh/m2, un MAE de 37.1981 Wh/m2 y un R2

de 0.9409, superando a otros métodos en precisión y eficiencia. La Tabla 5.1 resume esta
comparación.

Tabla 5.1. Comparación de trabajos del estado del arte con la propuesta Selector ABC-MLP

Autor Algoritmo Comparativa
Horizonte
temporal

Optimización Resultados

(Jadidi et
al., 2018)

GA - Diario
Selección de
caracteŕısti-

cas

RMSE 47.6955
Wh/m2 y MAE
24.7772 Wh/m2

(Vaisakh y
Jayaba-
rathi,
2022)

GU-
DHOA

CNN, RNN
Intra-
horario

Neuronas
ocultas

RMSE 212.27
Wh/m2 y MAE
136.51 Wh/m2

(Y. Zhang
et al.,
2019)

PSO -
Intra-
horario

Pesos y
sesgos

R2 0.7649–0.9678

(Djeldjli
et al.,
2023)

FFA SVM Diario
Selección de
caracteŕısti-

cas

R 0.9321 W/m2,
rRMSE% 11.96 y
MAPE% 8.26

(Huang et
al., 2022)

GOA ANFIS Mensual
No

mencionado
nMAE 0.545

(Xu et al.,
2024)

EO - Horario
Pesos y
sesgos

RMSE 141.61
W/m2, MAE

108.07 W/m2 y R2

0.91

Propuesta ABC MLP
Intra-
horario

Neuronas
ocultas

RMSE 73.7466,
MAE 37.1981, R2

0.9409

5.2. Resultados de la comparativa de modelos

En esta sección se muestran los resultados obtenidos de la comparativa entre modelos de
machine learning como SVR y RF, además de modelos de deep learning como LSTM, MLP,
ABC-MLP y el modelo propuesto Selector ABC-MLP. La Tabla 5.2 muestra los valores de
RMSE, MAE y R2, permitiendo una comparación detallada del rendimiento de los modelos.
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Es evidente que el modelo propuesto Selector ABC-MLP mostró el mejor rendimiento en
todas las métricas, seguido de cerca por MLP estándar y RF. El rendimiento del modelo
Selector ABC-MLP y ABC-MLP en la métrica MAE es notable, ya que lograron un buen
resultado, debido a que el algoritmo de optimización ABC, teńıa como objetivo minimizar el
error de MAE. Sin embargo, es importante destacar que los modelos SVR con kernels lineal
y polinómico deben descartarse debido a sus valores negativos de R2. Esto indica que estos
modelos no son adecuados para predecir valores de radiación solar global. La presencia de
un valor negativo en R2 sugiere que el modelo es inadecuado y que su rendimiento es inferior
a simplemente usar la media de los valores observados como predicción (Chicco et al., 2021;
Nakagawa y Schielzeth, 2013).

Tabla 5.2. Comparativa entre modelos de machine learning y deep learning.

Modelo RMSE MAE R2

Propuesta Selector
ABC-MLP

73.7466 37.1981 0.9409

MLP 78.5627 40.9764 0.9330
RF 79.5018 47.8121 0.9314

LSTM 89.8786 48.3569 0.9123
SVR-RBF 104.4158 57.3045 0.8816
ABC-MLP 107.4657 41.3594 0.8746
SVR-Linear 958.7575 165.2579 -8.9838
SVR-Poly 42,018.2718 997.7063 -19,174.8420

Las Figuras 5.5, 5.8, 5.9, 5.10 y 5.11 presentan comparaciones gráficas que ilustran el
rendimiento de los modelos identificados durante las fases de entrenamiento y prueba del
proceso de modelado. Una menor dispersión corresponde a una mayor precisión, resultando
en menores errores de pronóstico. Se observó que el modelo óptimo se determinó en función
de su capacidad para producir los valores más bajos de Root Mean Squared Error (RMSE),
ya que una menor dispersión corresponde a una mayor precisión, resultando en menores
errores de pronóstico. A pesar de que el modelo propuesto supera a los modelos MLP, RF,
LSTM, ABC-MLP y SVR-RBF en términos de precisión de estimación, es evidente que estos
enfoques alternativos surgen como opciones convincentes para una predicción precisa de la
radiación solar. La discrepancia entre los datos medidos y pronosticados es significativa para
los modelos MLP, SVR-RBF y LSTM (Ver Figuras 5.9, 5.8 y 5.11), mientras que es mı́nima
al usar el modelo propuesto Selector ABC-MLP. En la Figura 5.6 se puede observar que
SVR con kernel lineal intenta predecir lo datos de entrenamiento, sin éxito y tampoco logra
predecir los datos de prueba, lo cual se refleja en el coeficiente R2, al igual que SVR con
kernel polinomial (Figura 5.7).
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Figura 5.5. Gráfico de regresión que ilustra los valores predichos versus reales del modelo RF
en a) datos de entrenamiento, b) datos de prueba.

0 200 400 600 800 1000 1200 
Actual 

-500

-250

0 

250 

500 

750 

1000 

1250 

Pr
ed

ict
ed

 

Training Data 

a)

0 200 400 600 800 1000 
Actual 

-40000

-30000

-20000

-10000

0 

Pr
ed

ict
ed

 

Testing Data 

b)

Figura 5.6. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
SVR con kernel lineal en a) datos de entrenamiento, b) datos de prueba.
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Figura 5.7. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
SVR con kernel polinómico en a) datos de entrenamiento, b) datos de prueba.
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Figura 5.8. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
SVR con kernel de función de base radial en a) datos de entrenamiento, b) datos de prueba.
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Figura 5.9. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
MLP en a) datos de entrenamiento, b) datos de prueba.
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Figura 5.10. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
ABC-MLP en a) datos de entrenamiento, b) datos de prueba.
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Figura 5.11. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
LSTM en a) datos de entrenamiento, b) datos de prueba.
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Figura 5.12. Gráfico de regresión que ilustra los valores predichos versus reales del modelo
ABC-MLP con selección de caracteŕısticas en a) datos de entrenamiento, b) datos de prueba.

Para finalizar, se realiza una comparación en la función de pérdida del modelo propuesto
Selector ABC-MLP Figura 5.13 a) y la del modelo MLP estándar Figura 5.13 b), en donde
podemos observar que ambas funciones tienen un comportamiento similar, aunque el modelo
propuesto logra seguir mejorando a través de más épocas, lo que podŕıa ayudar a tener
mejores resultados en cuanto a sobre entrenamiento.
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a) b)

Figura 5.13. Gráfico con las funciones de pérdida de entrenamiento y validación del modelo
propuesto Selector ABC-MLP a) y el modelo MLP b).

5.3. Validación con otras bases de datos

Se ha experimentado con el modelo propuesto ABC-MLP utilizando un selector de carac-
teŕısticas, determinando que las variables más importantes eran el promedio de temperatura
del aire, humedad relativa, promedio de radiación solar global, velocidad del viento, direc-
ción del viento, mes, d́ıa y hora. Con estas variables, se realizó una validación cruzada en
tres Estaciones Meteorológicas Automáticas (EMA) en México: una ubicada en Huichapan,
Hidalgo (latitud 20.3886, longitud -99.6638), otra en San Miguel de Allende, Guanajuato (la-
titud 20.8483, longitud -100.8247), y finalmente, en Huimilpan, Querétaro (latitud 20.3902,
longitud -100.2836111). La ubicación de estas estaciones se puede observar en la Tabla 5.3 y
en la Figura 5.14.

Tabla 5.3. Ubicación EMAs.

EMA Latitud Longitud Altura (m)

UAQ Aeropuerto 20.626098 -100.359066 1970
Huichapan 20.388611 -99.663888 2087
Huimilpan 20.390277 -100.283611 2280

Presa Allende 20.848333 -100.824722 1847

Como se observa en la Tabla 5.4, la estación UAQ Aeropuerto ha mostrado resultados
excelentes, con una RMSE de 48.4032 W/m2, una MAE de 19.5054 W/m2 y un R2 de 0.9812,
lo que indica que el modelo es muy preciso. Huichapan y Huimilpan han presentado valores
de RMSE de 167.8547 W/m2 y 181.2048 W/m2, respectivamente, mientras que las MAE
han sido de 91.0539 W/m2 y 89.9884 W/m2. Aunque estos valores son relativamente altos,
mantienen buenos valores de R2, sugiriendo que el modelo es razonablemente bueno, pero con
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Figura 5.14. Ubicación de EMAs cercanas a la estación meteorológica UAQ Aeropuerto.

Tabla 5.4. Comparativa entre resultados del modelo ABC-MLP con selector de caracteŕısticas
en diferentes EMAs.

EMA RMSE MAE R2

UAQ Aeropuerto 73.7466 37.1981 0.9409
Huichapan 167.8547 91.0539 0.8112
Huimilpan 181.2048 89.9884 0.7882

Presa Allende 197.793 108.2048 0.7423

errores absolutos significativos. La estación Presa Allende ha mostrado el peor desempeño,
con RMSE y MAE más altos, de 197.793 W/m2 y 108.2048 W/m2 respectivamente, y un R2

de 0.7423, más bajo en comparación con las otras estaciones. No obstante, un R2 de 0.7423
sigue siendo aceptable. En conclusión, los resultados del modelo ABC-MLP con selector de
caracteŕısticas han sido muy buenos para la estación meteorológica de la UAQ Aeropuerto
y razonablemente buenos para las otras estaciones.
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Figura 5.15. Estación Huichapan
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Figura 5.16. Estación Huimilpan
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Figura 5.17. Estación Presa Allende
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Figura 5.18. Estación UAQ Aeropuerto

Figura 5.19. Gráficos de regresión que ilustran los valores predichos en diferentes estaciones.
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CAPÍTULO 6

Conclusiones

En esta tesis, se ha desarrollado y validado un modelo h́ıbrido para la predicción de la
radiación solar global (GSR), combinando el algoritmo de optimización bioinspirado Colonia
Artificial de Abejas (ABC) con un Perceptrón Multicapa (MLP). A través de este traba-
jo, se han alcanzado las siguientes conclusiones significativas, el modelo propuesto mostró
una mejora notable en la precisión de la predicción de GSR en comparación con modelos
predictivos tradicionales. En particular, se obtuvo un RMSE de 73.7466 W/m2 y un MAE
de 37.1981 W/m2 en la estación UAQ Aeropuerto, con un R2 de 0.9409. A partir de los
resultados obtenidos y la comparación de las funciones de pérdida entre el modelo propuesto
Selector ABC-MLP y el modelo MLP estándar, se puede concluir que la hipótesis planteada
ha sido validada. Las curvas de aprendizaje muestran que ambas funciones tienen un com-
portamiento similar durante las primeras épocas, pero el modelo Selector ABC-MLP sigue
mejorando a través de más épocas. Esto indica que el modelo optimizado es más robusto y
presenta una mejor capacidad de generalización, reduciendo el sobreentrenamiento.

El uso del algoritmo de optimización por la colonia artificial de abejas ha demostrado ser
efectivo en la disminución del sobreentrenamiento al explorar la relación entre la precisión
y las técnicas de predicción, considerando las variables en series de tiempo climáticas. Estos
resultados confirman que la implementación del modelo Selector ABC-MLP puede ofrecer un
mejor desempeño en comparación con un MLP estándar, validando aśı la hipótesis propuesta.
La optimización de los hiperparámetros del MLP mediante el algoritmo ABC permitió una
configuración óptima del número de neuronas en las capas ocultas, mejorando la precisión
del modelo. La validación cruzada utilizando datos de diversas estaciones meteorológicas
automáticas en México demostró la robustez y generalización del modelo ABC-MLP. Este
modelo es capaz de adaptarse a diferentes contextos geográficos, manteniendo una alta pre-
cisión en la predicción de GSR. En la estación Presa Allende, el modelo optimizado mostró
un RMSE de 197.793 W/m2, un MAE de 108.2048 W/m2 y un R2 de 0.7423, lo que indica
áreas de mejora para condiciones climáticas diversas. La selección de caracteŕısticas cŕıticas,
como la temperatura del aire, humedad relativa, radiación solar global promedio, velocidad
y dirección del viento, contribuyó significativamente a la mejora del rendimiento del mo-
delo predictivo. Esta selección permitió capturar de manera más precisa las variables que
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afectan la GSR. Los resultados obtenidos destacan la superioridad del modelo propuesto
Selector ABC-MLP en la predicción de GSR, proporcionando una herramienta valiosa para
el desarrollo de sistemas de enerǵıa solar más eficientes y la gestión optimizada de recursos
energéticos. Este enfoque puede contribuir significativamente a la toma de decisiones en el
sector energético, mejorando la seguridad y eficiencia del suministro energético.

6.1. Trabajos a futuro

Basado en los hallazgos y la discusión en el estudio sobre las técnicas de aprendizaje
automático y profundo utilizadas en la predicción de la radiación solar global, se han sugerido
varias direcciones para futuras investigaciones que podŕıan expandir y profundizar el impacto
y la aplicación de estas tecnoloǵıas:

La investigación adicional en algoritmos de optimización alternativos para modelos de
aprendizaje profundo en la predicción de la radiación solar global puede ser beneficio-
sa. Por ejemplo, la investigación puede explorar metodoloǵıas como la Optimización
por Colonia de Hormigas (ACO), el Algoritmo Genético (GA) y la Optimización por
Enjambre de Part́ıculas (PSO). Estos algoritmos pueden ofrecer ventajas únicas y po-
tencialmente mejorar el rendimiento predictivo de los modelos.

Experimentar con variables de entrada adicionales más allá de las consideradas en este
estudio puede ser valioso. Factores como las condiciones atmosféricas, la cobertura de
nubes y las caracteŕısticas geográficas pueden influir en los patrones de radiación solar
y pueden mejorar las capacidades predictivas de los modelos.

Evaluar el rendimiento a largo plazo y la estabilidad del modelo desarrollado durante
peŕıodos de tiempo extendidos puede proporcionar información valiosa sobre su fiabili-
dad y efectividad para aplicaciones prácticas. Los estudios longitudinales que rastrean
el rendimiento del modelo durante múltiples años o estaciones pueden ayudar a iden-
tificar desaf́ıos potenciales y oportunidades para el refinamiento del modelo.
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CAPÍTULO 7

Anexos

Figura 7.1. Constancia de idioma.
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Figura 7.3. Art́ıculo publicado en revista indexada: Pérez-Rodŕıguez, S. A.,
Álvarez-Alvarado, J. M., Romero-González, J. A., Aviles, M., Eileen, M. R. A.,
Carlos, F. S., & Rodŕıguez-Reséndiz, J. (2024). Metaheuristic Algorithms for So-
lar Radiation Prediction: A Systematic Analysis. IEEE Access, doi: 10.1109/AC-
CESS.2024.3429073.
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Álvarez-Alvarado, J. M., Ŕıos-Moreno, J. G., Obregón-Biosca, S. A., Ronquillo-Lomeĺı, G.,
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5.19. Gráficos de regresión que ilustran los valores predichos en diferentes estaciones. 50

7.1. Constancia de idioma. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
7.2. Participación en CONiiN XX. . . . . . . . . . . . . . . . . . . . . . . . 54
7.3. Art́ıculo publicado en revista indexada: Pérez-Rodŕıguez, S. A.,

Álvarez-Alvarado, J. M., Romero-González, J. A., Aviles, M., Ei-
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