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RESUMEN

Reconocer la intención de cruce de peatones es una de las tareas más importantes y

ampliamente investigadas en esta era de autos inteligentes y conducción autónoma. El obje-

tivo de reconocer las intenciones del peatón alrededor de los vehículos autónomos es realizar

acciones evasivas en situaciones potencialmente peligrosas para evitar accidentes con peato-

nes, ciclistas, animales, personas discapacitadas y otras personas que se acerquen al automó-

vil. El proceso de reconocimiento comienza con la recuperación de imágenes de peatones a

partir de vídeos en tiempo real con aplicaciones de visión artificial. Luego, para categorizar la

intención de cruce del peatón, estas imágenes se procesan para extraer características para el

reconocimiento de patrones de comportamiento. Esta tesis estudia la combinación de técni-

cas de aprendizaje automático y profundo para extraer características de los peatones, como

los ángulos internos de las rodillas generados por el paso natural del peatón, la orientación

de la cabeza y también el giro, y la consideración de otros factores externos como el paso de

peatones, semáforo y señal de alto. Analizar las características que aportan los algoritmos es

parte fundamental para determinar la intención del peatón ya que juegan un papel importante

otras muchas variables externas, además de las consideradas, como la climatología o estación

del año y, sobre todo, la cultura del peatón en función del país donde reside. Las investigacio-

nes sobre el tema y la experiencia adquirida durante el posgrado indican que la estructura del

modelo para inferir rápidamente la intención del peatón debe ser secuencial y robusta. Para

tener un algoritmo robusto, considere más variables y encuentre el equilibrio adecuado entre

velocidad y rendimiento.

Palabras clave : Predicción, Peatón, Inteligencia artificial, Aprendizaje profundo,

Aprendizaje maquina.
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ABSTRACT

Recognizing the pedestrian crossing intention is among the most important and wi-

dely researched tasks in this age of smart cars and autonomous driving. The objective of

recognizing the pedestrian’s intentions around autonomous vehicles is to take evasive ac-

tion in potentially dangerous situations to avoid accidents with pedestrians, cyclists, animals,

disabled people, and others who come near the car. The recognition process starts with re-

trieving images of pedestrians from videos in real time with computer vision applications.

Then to categorize the pedestrian’s crossing intention, these images are processed to extract

features for behaviour pattern recognition. This thesis studies the combination of deep and

machine learning techniques to extract pedestrian characteristics, such as the internal knee

angles generated by the natural gait of the pedestrian, the head orientation and turn also, and

the consideration of other external factors such as pedestrian crossing, traffic light and stop

sign. Analyzing the characteristics provided by the algorithms is an essential part of deter-

mining the pedestrian’s intention since many other external variables, in addition to those

considered, play an important factor, such as the weather or season of the year and, above all,

the behavioral culture of the country of the pedestrian. The research on the subject and the

gained experience during the postgraduate course indicate that the model structure to quickly

infer the pedestrian’s intention should be sequential and robust. To have a robust algorithm,

consider more variables, and find the right balance of speed and performance.

Keywords: Prediction, Pedestrian, Artificial intelligence, Deep learning, Machine

learning.
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SAE Society of Automotive Engineers

ILP Integer Linear Programming

RNN Recurrent Neural Network

DNN Deep Neural Networks

VRU Vulnerable Road User

HDV Human Driven Vehicles

FAV Fully Automated Vehicles

C Crossing

NC No Crossing

MLP Multilayer Perceptron

JAAD Joint Attention in Autonomous Driving

GRU Gated Recurrent Unit

GB Gradient Boost

XGB Extreme Gradient Boost

RGB Red Blue Green

NN Neural Networks

LR Linear regression

ADASYN Adaptive synthetic sampling approach for imbalanced learning

PCA Principal Component Analysis
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VP Verdaderos Positivos

VN Verdaderon Negativos

FP Falsos Positivos

FN Falsos Negativos

PR Precision vs Recall

ROC receiver operating characteristic

AUC Area Under Curve

DFL Distributional Focal Loss

ResNet Residual Neural Network

YOLO You Only Look Once
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1. INTRODUCCIÓN

1.1. Introducción

La inteligencia artificial con los métodos ML por sus siglas en inglés y Aprendizaje

Profundo o Deep Learning (DL) por sus siglas en inglés ha llegado hasta los automóviles

de hoy en día para convertirlos en autos autónomos o vehículos inteligentes, esto con el

fin de salvaguardar la seguridad y la integridad no solo de sus ocupantes sino también de los

usuarios de la vía pública como lo son peatones de cualquier tipo, ciclistas o incluso animales.

Hoy en día se utiliza la detección de peatones mediante técnicas del área de DL

para así extraer características tomadas de cada imagen (frame) de un vídeo en tiempo real,

esta tarea de detección y extracción de características es un área bastante madura ya que se

cuenta con muchos modelos que realizan estas tareas, como lo son YOLOVn (técnica de

un paso) o ResNet (técnica de dos pasos), entre muchas otras. En la parte de ML, existen

métodos que pueden tomar estas características y hacer una predicción de la intención. En

base a lo investigado en el estado del arte, la determinación de las características mínimas

necesarias para el reconocimiento de la intención de un peatón es un área que aún se sigue

siendo investigada, ya que diferentes investigaciones utilizan diferentes características de una

imagen o de un peatón como por ejemplo la orientación de la cabeza del peatón, uso de gestos

del rostro o manos, orientación del torso o incluso del ambiente como las señales peatonales o

vehiculares. Es por esto por lo que es la presente tesis se pretender usar algunas características

ya usadas más la consideración de los ángulos internos generados por las rodillas de un

peatón mediante técnicas ya conocidas de DL y ML para lograr un mejor desempeño para la

velocidad y/o robustez y las métricas correspondientes a este ámbito.
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1.2. Justificación

La Organización Mundial de la Salud [10] (World Health Organization (WHO) por

sus siglas en ingles), reporta que en el mundo cada 1:41 minutos muere un peatón, 33 al día,

23,938 por mes y 257,007 por año que se ven involucrados en un accidente con un vehículo

por varias razones, el exceso de velocidad, estar bajo efectos de alguna sustancia, distraccio-

nes por parte del conductor y también se debe a la mala infraestructura. Para México reporta

por cada 100 mil personas 3.7 peatones mueren. Todas estas cifras son solo por accidentes

terrestres.

WHO muestra que una ligera tendencia en aumento de las fatalidades a nivel mun-

dial hasta el año 2016, y es por eso por lo que hoy día se ve o se suele hablar de carros

inteligentes o autónomos, los cuales se conducen solos o tiene un grado de autonomía. Esto

con el fin de reducir las fatalidades de los peatones. Y para lograr esto hay muchos estudios

tratando de mejorar las técnicas para sensar, detectar, reconocer y trazar el comportamiento

del peatón para que el carro inteligente tome decisiones por sí mismo y así poder evitar una

colisión con el peatón.

A pesar de que en la actualidad, como ya se vio en los antecedentes, se están utili-

zando métodos de Inteligencia Artificial (AI por sus siglas en ingles) para poder lograr llegar

a los Vehículos Autónomos (Autonomous Vehicles (AV) por sus siglas en inglés) los cuales

tienen deferentes niveles de autonomía y pueden llegar a no requerir asistencia del conductor.

Existen complicaciones en la vida real como se menciona en los trabajos [11, 12]. Por ahora

existen muy pocos sistemas lo suficientemente robustos; es decir, que falle por una nueva

entrada o la ausencia de información para que puedan ser implementados en un automóvil.

Esto ocurre porque los nuevos sistemas que usan AI solo se enfocan en un solo atributo del

peatón, y si llegara a fallar no hay otra manera de actuar frente a un accidente con un peatón.

La contribución al término del trabajo será un sistema que puede unir dos carac-

terísticas extraídas del peatón y que no se ha encontrado muchos sistemas que puedan unir

dichas características. Este sistema podrá brindará a la sociedad un mecanismo para AV que

les permitirá ser más fiables y dar un paso más cerca de un AV con mayor autonomía.
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1.3. Planteamiento del problema

Uno de los principales retos al usar vídeos como fuente, es la extracción de informa-

ción de la imagen o imágenes a usar. Mientras la calidad del vídeo sea mayor, mayor y me-

jor serán las características que puedan ser extraídas, pero con un alto costo computacional.

Mientras que, si se utiliza una calidad baja de vídeo, la velocidad y el costo computacional se-

rá mucho mejor pero la tarea de extracción de características será más difícil y menos precisa;

así que se debe de seleccionar la calidad de vídeo adecuado para una tarea en específico.

En la búsqueda bibliográfica los trabajos [13, 14, 15, 16, 17, 18] mencionan o usan

CNN, debido a que encontraron u obtuvieron resultados de precisión por arriba del 90 por

ciento.

En el trabajo [18] se reporta una precisión de 94.4 por ciento usando cuadros de ví-

deos de una resolución de 1280x1024 usando el esqueleto de un peatón; aunque no menciona

los cuadros por segundo (Frames Per Seconds (FPS) por sus siglas en inglés) presume de

tener una velocidad de 0.25 ms por inferencia; aunque se basa en vídeos RGB, lo cual hace

más pesado el procesamiento, y el trabajo [14] reporta una precisión de 91 y 92 por ciento

para la orientación de la cabeza y la orientación del cuerpo para un peatón respectivamente.

En estos y otros trabajos solo se enfocan en una característica, y evaluarla individualmente

un área de oportunidad es combinar dos o más características para que el sistema sea más

robusto; es decir, que sea menos propenso a fallas.

Algo también que queda pendiente para el mejoramiento de estos sistemas es la

existencia de algunas controversias, ya que algunos trabajos revisados como [13] utiliza la

dirección de la cabeza para el reconocimiento de la intención del peatón a diferencia del

trabajo [18] argumenta que no es necesariamente útil en tareas específicas o para el mejor

desempeño del sistema. Otra área de oportunidad para el trabajo [18] es la utilización de

cuadro de vídeos de más baja resolución con la misma precesión para mejorar la velocidad y

la carga computacional.

En el trabajo [19] presume de tener una precisión de 100 por ciento para detectar si

el peatón está mirando al conductor por medio de los ángulos de la mirada entre ellos, pero la
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limitante de este trabajo es que fue realizado sin técnicas de AI y en un ambiente controlado

donde el auto con equipamiento esta inmóvil.

Otra área de oportunidad es que varios trabajos ya mencionados coinciden en el

mejoramiento de la oclusión (la obstrucción del peatón por algún otro objeto) del peatón.

1.4. Hipótesis

Mediante la extracción y unificación del esqueleto virtual del peatón y la dirección

de la cabeza desde vídeos por medio de métodos de AI se reconocerá la intención del peatón

con mayor eficiencia y en menor tiempo.

1.5. Objetivos

1.5.1 Objetivo General

Desarrollar un sistema que permita reconocer si un peatón va a cruzar la calle por

medio de técnicas y métodos de AI para reconocer la orientación de la cara y el movimien-

to del cuerpo usando su esqueleto con el fin de prevenir o disminuir accidentes viales que

involucren peatones.

1.5.2 Objetivos Específicos

Seleccionar y utilizar métodos para la extracción de información de vídeos.

Desarrollar un sistema y aplicar métodos de AI que permitan reconocer la postura del

cuerpo de peatón y la dirección de su cabeza.

Proponer una estrategia para unir ambas características; dirección de la cabeza y pos-

tura del cuerpo.

Realizar pruebas utilizando la estrategia propuesta, y aplicarle métricas.

1.6. Estructura de la tesis

En el presente proyecto de tesis se estudian diversos temas relacionados con inteli-

gencia artificial, aprendizaje profundo y automático. La estructura de la tesis se plantea de la

siguiente forma:
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Capitulo 2 Se abordan los antecedentes de las redes neuronales y las técnicas de apren-

dizaje automático utilizadas en el área de conducción autónoma llegando así al estado

del arte.

Capitulo 3 Nos concentraremos en los fundamentos que nos permiten la realización

del proyecto de tesis, donde exponemos temas primordiales como: redes neuronales

recurrentes, redes neuronales convolutivas, algoritmos de aprendizaje maquina como

lo son bosque aleatorio (Ramdom Forest (RF) por sus siglas en ingles), máquina de

soporte de vectores (Support vector machine (SVM) por sus siglas en ingles) y vecinos

más cercanos (KNN por sus siglas en ingles).

Capitulo 4 Se abordan los métodos y materiales utilizados para el desarrollo de esta, la

metodología y algoritmos primordiales utilizados para la realización de pruebas.

Capitulo 5 se mostrará el comportamiento obtenido de haber utilizado la característica

de los ángulos interiores de la rodilla.

En el capítulo 6 finalmente se verán las conclusiones del trabajo de tesis y las poten-

ciales aplicaciones futuras.
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2. ANTECEDENTES

Dado a la falta de pericia del conductor y los avances tecnológicos, se pretende

tener AV que puedan evitar todo tipo de accidente, que para este trabajo se relaciona con los

accidentes con peatones. Hoy en día los autos inteligentes llegan a un nivel de autonomía

3, estando a la mitad de camino para la autonomía total. Las investigaciones realizadas para

llegar a esto se centran únicamente en una solo característica del peatón para reconocer si

tiene la intención de cruzar una vía urbana y esto hace que el sistema no sea lo suficientemente

robusto para enfrentar situaciones de la vida real y además de que no existen muchos modelos

que pueda unir diferentes características del peatón y hacer un reconocimiento de la intención

del peatón de cruzar la vía urbana de manera más fiable.

Desde los años 80’s ya se hablaba de vehículos autónomos, principalmente estas

aproximaciones eran hechas para proyectos de defensa nacional, como por ejemplo "Martin

Materietta Denver Aerospace’s Autonomus Land Vehicle project"[20]. El cual consistía en

la información tomada desde un sistema de visión para localizar y evadir obstáculos con el

propósito de que el vehículo tome decisiones tácticas. Este trabajo consistió en demostrar

los avances de la inteligencia artificial, manejo de imágenes y arquitecturas avanzadas dentro

del contexto militar. Aunque se consiguió terminar el proyecto aún quedaba por resolver la

detección y modelamiento en intersecciones.

En el trabajo [21] habla sobre el incremento de vías vehiculares y el aumento del uso

de vehículos, los problemas de tráfico, accidentes viales en otros, se empezó a tomar de base

las investigaciones ya mencionadas para poder así detectar obstáculos y también el mejora-

miento para ambientes más complejos. En el trabajo [22] habla sobre los primeros intentos

donde solo se detectaba desde un auto, a otros vehículos estando en movimiento o estáticos.

También se aplicaba a la predicción de trayectorias de los vehículos en los alrededores.
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Los AV están en auge hoy en día en las ciudades urbanas donde existe una mayor

concentración de carros y de personas que llamaremos peatones. Existe mucha interacción

entre los peatones y los vehículos en lugares como un cruce peatonal, un cruce en zonas no

permitidas para peatones, entre otras. Los accidentes sean fatales o leves son provocados por

la mal toma de decisiones o la distracción de los peatones o de los conductores; estos factores

suelen ser causados por factores ajenos a la interacción misma de peatones y conductores

como los son la fatiga por diversos factores como la privación del sueño provocado por el

estilo de vida en las zonas urbanas o por el uso de dispositivos como los celulares. Es por

eso por lo que hoy en día existe mucho interés en la realización de AV capaces de tomar sus

propias decisiones y acciones en base a los acontecimientos que pasan en sus alrededores y

que son captados por sensores, cámaras, etc.

2.1. Niveles de Autonomía

Para poder decir que un auto es autónomo se debe de tener niveles que definan las

características de un AV y poder partir de ahí, en la tabla 1 se muestra los niveles de autono-

mía de un carro que existen hoy en día propuesto por Sociedad de Ingenieros Automotrices

(Society of Automotive Engineers (SAE) sus siglas en ingles). Los niveles van desde el cero

al cinco, donde el nivel cero indica que no existe ningún sistema autónomo, pero cuenta con

sensores visuales que ayudan al conductor, un ejemplo es la asistencia visual del punto muer-

to de los retrovisores, en el nivel uno se tiene un sistema crucero donde el conductor debe de

tener las manos sobre el volante para controlar la trayectoria, para el nivel 2 el sistema toma

el control total del vehículo mientras que el conductor está preparado para intervenir en caso

de que se requiera, para el nivel 3 el conductor puede no prestar atención y el auto debe ser

capaz de responder a situaciones de emergencia, para el nivel 4 no se requiere que el con-

ductor este concentrado salvo en áreas especiales, Finalmente para el nivel 5 no se requiere

intervención alguna del conductor.

El trabajo [1] propone que para poder alcanzar el nivel 1 el AV necesita proveer

herramientas de asistencia, para hacer esto se necesita detectar. Para alcanzar el nivel 2 es

necesario que el AV reconozca para así poder hacer predicciones a corto plazo. Para alcanzar
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Tabla 2.1: Niveles de autonomía para autos [1].

Nivel(SEA) Descripción Requerimientos

0 Sin automatización. El sistema automatizado emite adver-
tencias y puede intervenir momentáneamente, pero no tiene
un control sostenido del vehículo

Sensar

1 Las manos en el volante. El conductor y el sistema automa-
tizado comparten el control del vehículo. El conductor debe
estar listo para retomar el control total cuando sea necesario

Detección

2 Manos fuera. El sistema automatizado toma el control to-
tal del vehículo (dirección y velocidad). El conductor debe
estar preparado para intervenir de inmediato. El contacto
ocasional entre la mano y el volante suele ser obligatorio.

Reconocimiento,
Seguimiento

3 Ojos fuera El conductor puede desviar la atención de forma
segura de las tareas de conducción, usar un teléfono o ver
una película. El vehículo manejará situaciones que requie-
ran una respuesta inmediata, como el frenado de emergen-
cia. El conductor aún debe estar preparado para intervenir
dentro de un tiempo limitado

Predicción com-
portamiento

4 Mente fuera. No se requiere la atención del conductor, ex-
cepto en áreas espaciales limitadas o circunstancias especia-
les en las que el vehículo debe poder cancelar o transferir el
control al ser humano de manera segura.

Interacción pea-
tonal, señaliza-
ción

5 Automatización total. Ninguna intervención humana reque-
rida

Robustez y fia-
bilidad extremas

el nivel 3 se requiere una predicción más robusta para así quitar tareas al conductor. Y para

alcanzar el nivel 4 y 5 el AV debe ser capaz de entender las situaciones como lo haría un con-

ductor, basados en el comportamiento del peatón y las interacciones existentes. Se muestra

en la figura 2.1 los requerimientos para alcanzar dichos niveles.

2.2. Inteligencia artificial en el área de conducción autónoma

Con el avance de los años las nuevas tecnologías han crecido con mayor potencia y

redujeron su tamaño. Esto abrió la puerta para las técnicas ya preexistentes de la AI para poder

ser utilizadas; ya que algunos métodos requieren procesos más tardados o especializados.

Derivado de esto se empezó a utilizar diversas técnicas para obtener mejores resultados en

el área de la industria automotriz. Hablando de AV se están aplicando métodos de AI para
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Figura 2.1: Niveles de autonomía para autos [1].

mejorar las áreas de sensado, detección, reconocimiento, trazado, predicción e interacción.

Este trabajo se concentrará en el área de reconocimiento. En el trabajo [1] menciona

que el reconocimiento toma ciertos atributos específicos de un objeto (peatón) que ha sido

detectado y sensado ya sea por sensores o entradas visuales. Existen muchos modelos de

reconocimiento que se pueden apreciar en la figura 2.2.

En la actualidad existen una gran variedad de trabajos donde cada uno de ellos utiliza

métodos de reconocimiento del área de la AI para poder reconocer o clasificar las caracte-

rísticas deseadas. En las recopilaciones de [1, 23] mencionan una gran variedad de técnicas

y algunas que son comúnmente usadas son CNN, Programación Lineal Entera (Integer Li-

near Programming (ILP) por sus siglas en inglés), Redes Neuronales Recurrentes (Recurrent

Neural Network (RNN) por sus siglas en inglés), Redes Neuronales Profundas (Deep Neural

Networks (DNN) por sus siglas en inglés), KNN, SVM estos y más métodos son usados y

también usan variantes o complementos con el propósito de clasificar y encontrar atributos

específicos para el reconocimiento de las intenciones de los peatones.

Ahora bien, para poder aplicar y que funcione cualquiera de estos métodos de AI y
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Figura 2.2: Modelos de Reconocimiento[1].

poder reconocer características se debe de tener ya sea una imagen o un vídeo de donde poder

extraer la información y hacer todo el proceso necesario. Mientras mejor sea la calidad de la

imagen mejor será la precisión del reconocimiento y para esto existen también técnicas de AI

para mejorar o modificar ya sean las imágenes o vídeos, con el fin de facilitar el trabajo de

estudio. En el trabajo [12] menciona que existen varios retos al momento de clasificar debido

a muchas circunstancias en el mundo real como los son:

Imágenes de baja resolución debido a la distancia o movimientos súbitos del peatón.

Diferentes escenas esto implica diferentes ángulos, iluminación entre otros.

Oclusión lo cual se refiere a que los objetos en cuestión sean tapados por otros creando

ambigüedad.

De igual manera en el trabajo [11] comenta que es aún más complicado a la hora

de reconocer los comportamientos de peatones individualmente dentro de una multitud, ya
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que, a pesar de los problemas ya mencionados, cada peatón de este rebaño tiene su propia

dirección, dependiendo de su objetivo. Cabe recordar que un vídeo es una serie de imágenes

consecutivas. El trabajo [24] propone los pasos para el procesamiento de imágenes, los cuales

son: Adquisición de la imagen, mejora de imagen, procesamiento morfológico, restauración

de la imagen, procesamiento de imágenes a color, compresión de la imagen y segmentación.

2.3. Comportamiento al caminar

Para Predecir la intención de los peatones, es fundamental conocer y establecer las

principales características que un peatón muestra de forma no verbal. Los trabajos [2, 25]

investigan el andar de los peatones y miden los ángulos de algunas articulaciones de la parte

inferior del cuerpo, como las rodillas y se puede apreciar en la figura 2.3. Otros artículos

como [13, 14, 15, 26, 27, 28] mencionan o usan el movimiento/orientación de la mirada, la

cabeza, los ojos, los brazos y las piernas. La referencia [29] argumenta que, si un peatón

mira al conductor en un automóvil, que se aproxima, lo más probable es que la intención del

peatón sea no cruzar. Por el contrario, si el peatón no está mirando al vehículo la probabilidad

de cruzar es mayor y más aún, la acción se está desarrollando sobre el paso de peatones. Y

el artículo [30] nos dice que es más probable que ocurra la acción de cruzar si un peatón está

caminando hacia el cruce de peatones que otra que está parada en la acera.

Figura 2.3: Ángulo de la rodilla al caminar de un peatón [2].

Además, casi todas las búsquedas de artículos se centran en los peatones que cruzan

el cruce de peatones y no consideran todas las variables que pueden influir en el comporta-

miento de cada peatón [31], como el entorno y las características individuales y situaciones
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personales, pero Rasouli et al. [31] tiene en cuenta algunas características para la intención

de cruzar:

Tipo: toma la edad de los peatones y los clasifica en tres clases, adulto, niño y anciano.

Estas clases obtienen diferentes formas de cruzar.

Rasgo: Se trata del carácter de cada peatón, agresivo, conservador y promedio. El rasgo

afecta el comportamiento de cada uno, mientras que un Vulnerable Road User (VRU)

o peatón agresivo camina más rápido y los VRU promedio conservadores caminan más

lento.

Ley de obediencia: Un VRU promedio es que uno puede obedecer o romper depen-

diendo del entorno. Una persona media es aquella que se encuentra por debajo de un

umbral predefinido, es decir, que se encuentra más cerca de una zona designada como

paso de peatones o similar para peatones.

Aceptación del espacio: Es el espacio que acepta un peatón para cruzar la calle impru-

dentemente. Y está relacionado con los VRU agresivos.

Patrón de cruce: se trata de dos categorías, una etapa en la que VRU espera para cruzar

cuando no se acerca ningún vehículo o no hay ningún vehículo en la carretera y el

espacio rodante donde VRU intenta el primer carril libre disponible y así sucesivamente

hasta llegar en la acera

Ruido perceptual: La capacidad de cada VRU para escanear su entorno afecta la acep-

tación del espacio para cruzar la calle. Y este ruido perceptible depende de la edad del

peatón y de la incapacidad fiscal (si la hay).

Otra consideración importante es que con la llegada de la era de los teléfonos inteli-

gentes, nuestros estilos de vida se han modificado. Hablando sobre el tema de esta encuesta,

la influencia de los teléfonos inteligentes ha cambiado el comportamiento de los peatones,

y esto hace que los artículos e investigaciones que han estado trabajando en características

como la orientación de la cabeza necesiten cambiar nuevos enfoques.

25



En [32] comenta que los peatones, que usan teléfonos inteligentes en las intersec-

ciones, están menos preocupados por su entorno, y aquellos que caminan y usan teléfonos

inteligentes se denominan Çaminantes distraídos 2"Zombis con teléfonos inteligentes", res-

pectivamente. Y también, algunos los estudios han encontrado que el 50 por ciento están

grabando mientras caminan y el 69.5 por ciento de los accidentes son peatones hablando por

teléfono. Referencia [33] investigó y encontró que el campo de visión de un peatón usando

un teléfono inteligente es el 5 por ciento del total de los VRU normales y las hembras adoptan

un comportamiento de cruce más peligroso, especialmente cuando están distraídas.

En [34] se llevó a cabo una encuesta de texto en la que los participantes se dividieron

en dos grupos, en uno de ellos se introdujo la información sobre vehículos impulsados por

humanos (Human Driven Vehicles (HDV)) y en el otro sobre vehículos totalmente automati-

zados (Fully Automated Vehicles (FAV)). Encontraron que los peatones que son conscientes

de que un automóvil es un FAV, se sienten más seguros para cruzar en acciones de riesgo

donde el FAV no se detuvo. Así, se modifica el comportamiento de un peatón original.

2.4. Estado del arte

2.4.1 Detección de comportamiento de peatones

Para la detección del comportamiento de los peatones, existen muchos enfoques di-

ferentes, y la forma en que se consideran algunas partes o movimientos para los peatones

podría arrojar mejores resultados sobre la intención del peatón. Cada trabajo tomó diferen-

tes partes o movimientos de VRU que consideraron relevantes para las intenciones de los

peatones. A continuación, se presentará.

La referencia [35] usó puntos clave de imágenes recortadas y el enfoque de arriba

hacia abajo que primero detecta un peatón mediante un cuadro delimitador y luego asigna los

puntos clave.

El esqueleto de peatón es utilizado actualmente por muchos artículos como [13, 27,

28] porque se necesita menos dimensionalidad. La figura 2.4 se puede ver el esqueleto de una

persona.

Algunos trabajos han utilizado ángulos tomados de esqueletos para predecir la de-
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Figura 2.4: Representación de un esqueleto de una persona por OpenPose [3].

tección de la intención de comportamiento de cruce.

El uso del género está relacionado con el comportamiento y para el reconocimiento

de género, trabajos como [36] y [37] utilizaron imágenes recortadas de la cabeza para la de-

tección. Los codos o las muñecas son útiles para comportamientos de atención específicos de

los peatones porque se utilizan para la comunicación con los conductores como se menciona

en [18]. Además, la referencia [36] usó gestos con las manos, y en la referencia [18] se pre-

fieren el torso y los hombros para modelar la orientación del peatón. Por otro lado, [18, 26]

utilizó puntos clave de rodilla y tobillo para detectar si el VRU está caminando o de pie y si

el proceso es dinámico. Además, [13, 38] utilizó la dirección, la orientación y el estado de

movimiento de mirar/mirar.

2.4.2 Predicción de la intención del peatón

Para reconocer la intención de un peatón se necesita alguna información extraída

de algún vídeo, aquí es donde la visión por computadora es importante debido al procesa-

miento de vídeo/imagen, que proporciona un mejor rendimiento para el reconocimiento de la

intención. Por otro lado, el uso de vídeo conlleva algunas dificultades como el costo compu-

tacional debido a su alto dimensional. En [24] se mencionan los pasos del procesamiento de

imágenes. Para obtener la Intención de Cruce / No Cruce (Crossing (C)/No Crossing (NC)),

es necesario:
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1. Extraer características.

2. Clasificar según características.

La referencia [39] trabajó en la predicción de la trayectoria del peatón basada en

la biomecánica de la marcha. Usaron solo una variable biomecánica, 10 cámaras Flex3 para

monitorear los experimentos y las leyes de Newton. Sus ventanas de predicción eran de alre-

dedor de 1 segundo. Pidieron a cinco sujetos adultos de entre 21 y 52 años que realizaran los

experimentos.

[40] propuso un novedoso generador de trayectorias multimodales basado en el mo-

vimiento natural de los peatones. Su modelo utiliza una red de puntuación y una red de regre-

sión para extraer características de los distintos patrones de movimiento y refinar los distintos

patrones de movimiento punto por punto con dos capas de perceptrón multicapa (Multilayer

Perceptron (MLP) por sus siglas en ingles), respectivamente. Utilizan cuatro métricas (Error

de desplazamiento (ADE), Error de desplazamiento final (FDE), Distancia promedio por pa-

res (APD) y Distancia final por pares (FPD)) para evaluar la precisión de las predicciones de

trayectoria.

2.4.3 Extracción de características

Para Extraer características, los artículos [13, 14, 15, 18, 28, 41] utilizan algunas

características como la orientación de la cabeza y la esqueletización de la pose del cuerpo.

Mientras que en [42, 43, 44] argumentan que la orientación de la cabeza y el movimiento

de las piernas son las principales características que indican la intención de los peatones.

Además, el artículo [42] afirma que el contexto de los peatones es útil y puede mejorar el nivel

de reconocimiento de la intención del peatón. El uso de esqueletización brinda la ventaja de

hablar sobre el tiempo de procesamiento, en [45] argumenta que el uso de un área de interés de

recorte y esqueletización afecta positivamente el rendimiento "17 articulaciones de esqueleto

en comparación con 2048 ResNet Feature Vector".

Con el uso del esqueleto de las piernas, el artículo [46] calcula algunos ángulos

para diferentes articulaciones. En [2] establece ciertos ángulos para la marcha normal de un

peatón. Estos ángulos pasan por 40° y 60° de las rodillas. Además, en [4] propuso un método
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de predicción de intención de cruce de peatones que considera usar la fusión de múltiples

características, estas características son características de un peatón, como los ángulos de las

partes inferiores del peatón usando su pose, la distancia relativa entre El AI y el peatón, el

entorno y la información del AI como la velocidad y son extraídos por una cámara monocular.

Un ejemplo de los ángulos usados por [4] se puede ver en la figura 2.5.

Figura 2.5: Ángulos de centrado utilizados por [4].

Ahora, hay muchas maneras de obtener estas características. Actualmente existe

una gran variedad de trabajos donde cada uno de ellos utiliza métodos de reconocimiento

del área de AI para poder reconocer o clasificar las características deseadas. Los artículos

[1, 23] mencionan las dos técnicas más comunes de AI que son CNN y RNN. Ambas redes

se pueden aplicar para extraer características, pero existen algunas diferencias que hacen que

se utilicen para aplicaciones similares y no para la misma tarea. [47], utilizó una pose 2D

y una combinación de tipos de CNN para extraer las características de los peatones en el

conjunto de datos Joint Attention in Autonomous Driving (JAAD).

La referencia [48] usó CNN (VGG19) y RNN (Gated Recurrent Unit (GRU)) para

extraer características para un peatón y un AV y usó solo CNN en un reloj para obtener más

información sobre el peatón a fin de predecir la intención del peatón.
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2.4.4 Clasificación de las intenciones

Ahora, para el paso 2. Basado en algunas características del peatón, agregado al

contexto del peatón. Hay muchos métodos de ML que pueden usarse como clasificador y

determinar la intención del peatón de cruzar o no cruzar.

En [49] se mencionó el uso de SVM como clasificador, la referencia [37] usó un

módulo de atención facial como clasificador, SVM fue usado como clasificador del modelo

de decisión de cruce por [50]. SVM, RF, Gradient Boost (Gradient Boost (GB)) y Extreme

Gradient Boost (Extreme Gradient Boost (XGB)) fueron usados por [27], y más trabajos

hablan sobre el uso de algunos clasificadores similares SVM, RF, GB y XGB, KNN. De la

misma forma, In [4] y [47] solo usaron un RF como clasificador para practicar la intención

de un peatón en base a ángulos, alrededores e información de AV.

Sabiendo que no es posible realizar pruebas con sujetos reales debido a la naturaleza

del tema, todos los trabajos utilizan algún tipo de base de datos para poder generar resultados.

Una de las bases de datos más utilizadas en la Atención Conjunta en Conducción Autónoma

JAAD [51, 52], que contiene 346 videoclips HD de 5-10 segundos de duración grabados con

encendido -cámara de a bordo a 30 FPS.

2.4.5 Modelos de predicciones

La tabla 2.2 muestra modelos Tradicionales, que no utilizan métodos de DL y mo-

delos AI para predecir algunas características de los peatones por trabajos actuales. Algunos

trabajos como [39] no utilizan las métricas mencionadas en la sección 6, sin embargo, el mé-

todo de predicción propuesto para este trabajo logra un error promedio entre 100 y 200 mm

para un tiempo de 0 - 0.5 s. De la misma manera, el trabajo [19] informó una muestra de

mirada media de 0.996 para el conductor y 0.997 para la mirada del peatón, umbral de 4◦ y

detección de contacto visual.

2.4.6 Resumen

Teniendo las herramientas, métodos y una buena fuente de donde sacar la informa-

ción, es posible reconocer si el peatón tiene intención de cruzar o no la calle o una avenida.
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Existen varias maneras para determinar esto, varios trabajos [13, 14, 15, 28] se centran en la

dirección del cuerpo completo, la dirección de la cabeza, la dirección de los ojos, otros se

basan en la partición del cuerpo sea por partes o la partición de puntos o un esqueleto que

de información derivado de ciertos ángulos o separación entre puntos claves del esqueleto.

En la figura 2.6 se muestra los modelos de esqueletos que se obtuvieron en varios trabajos

diferentes. En el trabajo [13] estudia la dirección de los ojos y el esqueleto del peatón para de-

terminar el comportamiento. Se concluye que es más difícil trabajar y obtener una precisión

por medio del esqueleto a largas distancias. Para el trabajo [14] se enfocó sobre la dirección

de la cabeza y la orientación del cuerpo completo usando CNN, obteniendo una precisión

de 0.91 y 0.92 para la posición de la cabeza y la orientación del cuerpo respectivamente,

comenta que es posible mejorar la precisión aumentando la cantidad de clasificaciones para

la orientación. En el trabajo [15] usa la posición relativa para detectar al peatón y es posible

mejorar su precisión usando la posición absoluta. En el trabajo [28] trabaja con el esqueleto,

pero no utiliza métodos de AI y concluyó que es posible obtener mejores resultados usando

CNN. En la figura 2.7 se muestra la clasificación de los peatones que están mirando hacia la

cámara o carro y los que no lo hacen.

(a) Intención de cruzar[13]. (b) Detección de postura[15]. (c) Modelo del esqueleto[28].

Figura 2.6: Representación del modelo esquelético.

Es posible reconocer las intenciones del peatón mediante cinco principales carac-

terísticas que son propuestas en el trabajo [62] las cuales son: Movimientos de la cabeza,

movimiento de las piernas, dinámica del caminar, características del peatón y trafico. Un da-

to interesante es que los conductores tienden más a observar y durante más tiempo en la parte

superior del peatón para intentar predecir sus posibles movimientos.
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(a) Peatón mirando[14].

(b) Peatón no mirando[14].

Figura 2.7: Orientación de la cabeza.

En el trabajo [16] menciona que partiendo del esqueleto de un peatón es posible

conocer sus intenciones mediante la pendiente, distancias o ángulos entre los puntos claves o

articulaciones, como los que podría ser la columna, rodillas, codos etc.

De manera análoga es posible mediante ángulos reconocer si el peatón está pres-

tando atención al cruzar debido que un peatón la mayor parte del tiempo trata de establecer

contacto visual con el conductor. En el trabajo [19] calculan los ángulos entre el peatón y

el conductor y establecen a que ciertos ángulos hay contacto visual, este trabajo se centró

con un solo peatón y un carro inmóvil. Nathanael [63] comenta que es posible solo utilizar

la dirección de los ojos y por ende la cabeza junto con la posición o postura del peatón para

reconocer las intenciones de los peatones.

Se encontró con el trabajo [18] que presume de tener la mayor precisión en el estado

del arte con un 94.4 por ciento para el reconocimiento de la intención del peatón, basándose

solamente en el esqueleto del cuerpo, utilizando métodos como CNN. Y también menciona

que es posible mejorar sus resultados mediante la unión de otras características.

Después de la revisión del estado del arte que para el trabajo [18] usa una secuencia

de vídeos con una resolución de 1280x1024, lo cual representa un costo computacional más

alto, y sumado a ellos utilizan información con un formato Red Blue Green (RGB) por lo cual

el costo es aún mayor ya que involucra 3 matrices de 1280x1024, por lo cual es una limitante

por el hecho de que aún no todos los automóviles cuenta con cámaras de alta resolución y los

32



que los tienen son de un costo poco accesible a la población en general. Otra limitante de este

trabajo es que sólo se enfoca en una sola característica (esqueleto del peatón), lo cual para su

servidor valdría la pena el usar otro atributo para el reconocimiento del comportamiento del

peatón.

También para el trabajo [14] sus limitaciones el uso vídeos de baja resolución y

que utilizan la orientación del cuerpo, esto no da una referencia clara si el peatón cruzará, a

diferencia del uso del esqueleto del peatón ya que este da información de ciertas posiciones

en una secuencia sobre cinética del peatón. En la tabla 2.3 se muestra un par de trabajos con

sus aportaciones, precisión y limitaciones.
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Tabla 2.2: Resultados de algunos trabajos para sus propios enfoques. No disponible (N/A).

Autor Año Modelo Pre. Re. F1 Acc. AUC Alcance
[39] 2022 Predicción a corto plazo basada en el peatón

en las leyes de Newton.
N/A N/A N/A N/A N/A Predicción de la tra-

yectoria humana.
[50] 2021 Peatón Híbrido Multimodal (MHP), SVM. 0.79 0.73 0.75 0.88 N/A Paso de peatones/No

paso de peatones.
Métodos tra-
dicionales

[19] 2021 distancia pitagórica, ángulos, contacto visual
de peatones.

N/A N/A N/A N/A N/A Eye contact detection.

[12] 2020 Hierarchical Feature Embedding (HFE) fra-
mework.

0.87 0.85 0.86 0.92 N/A Reconocimiento de
atributos.

[28] 2019 Gaussian Process Dynamical Models (B-
GPDMs).

0.95 0.99 0.97 0.95 N/A Predicción de trayec-
torias peatonales, po-
ses e intenciones.

[53] 2022 Kernelized convolutional transformer net-
work (KCTN) with multihead attention
(MHA) mechanism.

N/A N/A N/A 0.99 N/A Predicción de la inten-
ción del conductor.

[54] 2022 YOLOv3, LSTM. N/A N/A N/A 0.97 N/A Reconocimiento de
comandos de tráfico.

[55] 2021 Long short-term memory network with at-
tention mechanism (AT-LSTM).

0.95 0.98 N/A 0.96 N/A Intención de paso de
peatones.

[36] 2021 LSTM network, dense network. N/A N/A 0.90 0.91 N/A Pedestrian’s Intention
Recognition.

[56] 2021 GRU, multilayer perceptron (MLP),
VGG16.

0.96 N/A 0.90 0.87 0.92 Predicción de accio-
nes e intenciones para
pasos de peatones.

[44] 2021 VGG19, GRU. 0.51 0.81 0.63 0.83 N/A Predicción de la inten-
ción de cruce de pea-
tones.

[45] 2021 ResNet-50 and two parallel single-layered
convolutional task head.

0.71 0.79 N/A N/A N/A Pedestrian intention
prediction.

[41] 2021 U-GRU, TrouSPI-Net. 0.73 0.89 0.80 0.88 0.88 Predicción de las ac-
ciones de los peato-
nes.

Métodos IA [57] 2021 YinYang-Net, ResNet50. N/A N/A N/A 0.93 N/A Reconocimiento de
Género.

[27] 2021 SVM, RF, GBM, and XGBoost. 0.80 0.75 0.77 0.92 0.84 Predicción de inten-
ción de cruce de pea-
tones.

[35] 2021 High Resolution Net (HR-NET), VGG16. N/A N/A 0.84 0.79 N/A Predicción de inten-
ción de cruce de pea-
tones.

[58] 2020 Feature pyramid attention model (FPAM)
based on ResNet-50, Multi label focal loss
(MLFL).

0.87 0.86 0.86 0.79 N/A Reconocimiento de
atributos de peatones.

[38] 2020 Pretrained CNN models from ResNet, Res-
NeXt, ResNet34. RNNs modelos Long
Short-Term Memory (LSTM) and Gated Re-
current Unit (GRU).

0.83 1.0 N/A 0.70 N/A Predicción de cruce
de peatones.

[18] 2020 Cascaded Pyramid Network (CPN), SPI-Net
(Skeleton-based Pedestrian Intention net-
work).

N/A N/A N/A 0.94 N/A Predicción de las in-
tenciones de los pea-
tones.

[59] 2020 CNN–LSTM architecture, VGG16, LSTM. N/A N/A N/A 0.93 N/A Reconocimiento de la
Acción Humana.

[60] 2019 Mask R-CNN, ResNet-50. N/A N/A N/A 0.89 N/A Reidentificación de
persona.

[13] 2019 Resnet (Resnet18, Resnet34, Resnet50, Res-
net18, Resnet101).

N/A N/A N/A 0.92 N/A Reconocimiento de
intención de paso de
peatones.

[61] 2019 Dense41-YOLOV3-TINY. N/A N/A N/A 0.80 N/A Detección de peatones
y reconocimiento de
comportamiento.
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Tabla 2.3: Comparaciones de trabajos.

Trabajos Aportación Precisión % Limitaciones
Predicting Inten-
tions of Pedestrians
from 2D Skeletal
Pose Sequences with
a Representation-
Focused Multi-Branch
Deep Learning Net-
work [18].

Reconocimiento de la
intención de cruzar o
no, mediante la extrac-
ción del esqueleto y el
uso de capas profundas
2D-CNN.

94.4 Uso de videos de al-
ta resolución y uso de
una sola característica
del peatón.

Appearance based
pedestrians’ head pose
and body orientation
estimation using deep
learning [14].

CNN para el reconoci-
miento de la dirección
de la cabeza y la orien-
tación del cuerpo.

91 (cabeza) y 92
(cuerpo).

Vídeos de baja calidad
y la orientación no de
información convincen-
te de la intención del
peatón.

Vision-based recog-
nition of pedestrian
crossing intention in an
urban environment[13].

Clasificador "miran-
do o no (looking/no
looking)"por medio de
2D-CNN. Clasificador,
çruzar o no (crossing/
no crossing) "por me-
dio de 3D-CNN.

93.0 - (lookin-
g/no looking).
92.6 - (C/ NC).

Uso de vídeos de alta
resolución.

Pedestrian Path, Pose
and Intention Predic-
tion through Gaussian
Process Dynamical
Models and Pedestrian
Activity Recognition
[28].

Reconocimiento de la
actividad del peatón a
partir del movimiento,
la posición y articula-
ciones claves del pea-
tón.

95.13 Desplazamientos arti-
culares, los cuales en
diferentes situaciones
puede ser bueno o no en
la clasificación. Se pue-
de mejorar la precisión
usando CNN. Pruebas
en carros estáticos.

Design of A Prediction
based Pedestrian Trac-
king System by UAV
[16].

Sistema UAV, el cual
monitorea la seguridad
pública. Consiste en el
trazado y el reconoci-
miento de la pose de la
persona.

89.0 Distancia de alcance de
3.4m.

Towards the detection
of driver–pedestrian
eye contact [19].

Modelo para la detec-
ción del cruce de mi-
radas entre el peatón y
conductor mediante el
cálculo ángulos.

100 Ambiente controlado
(laboratorio), carro
estático. Técnicas IA
no usadas.
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3. FUNDAMENTACIÓN TEÓRICA

En la presente sección se discutirán los fundamentos teóricos sobre los cuales se

basa la metodología propuesta.

Para realizar el trabajo se necesita una base de datos que nos ayude simular y probar

el sistema en un ambiente urbano, sin poner en riegos la integridad de un ser humano o

animal. Esta base de datos consta de vídeos de corta duración, y en cada vídeo seleccionado

se le hará un procesamiento de imagen a una serie de imágenes del mismo vídeo en una cierta

secuencia. Estas imágenes consecutivas serán con las cuales se entrene y pruebe la CNN para

conseguir la dirección de la cabeza y el esqueleto virtual del peatón. Después se buscará la

forma de unir estas dos características para hacer una clasificación (SVM, KNN y RF) de la

intención del peatón.

3.1. Base de datos

Una base de datos es un conjunto o colecciones de cosas, y para el uso de este pro-

yecto serán base de datos de vídeos sobre peatones en zonas urbanas. En la actualidad existen

muchas bases de datos, como por ejemplo [64] Datasets for Computer Vision and Image Pro-

cessing on CVonline donde contiene una colección de diferentes bases de datos públicas y

también existe GOOGLE Dataset Search. La base de datos elegida para esta investigación

es conocida como JAAD dataset [51] la cual es una base de datos publica la cual consta de

346 vídeos cortos de 5 a 10 segundos a 30 FPS, 2793 cajas delimitadores (Bounding box).

Esta base de datos también contiene las anotaciones para los peatones, el vehículo, el clima

y entre otros más. La razón por la selección de esta base de datos fue por la gran variedad

de ambientes, la duración de los vídeos y después de una investigación de las bases de datos

utilizadas para este tipo de tareas que utiliza solo imágenes RGB fue la más utiliza, en la tabla
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3.1 se observa las bases de datos investigadas y los trabajos que las utilizaron.

3.2. Procesamiento de vídeos

El libro [81] explica que un vídeo consiste en un conjunto de imágenes que se le

conocen como frames las cuales son mostradas a la persona a una determinada velocidad

(frame rate) la cual se mide en FPS. Se ha determinado que entre 25 a 30 FPS se percibe

un movimiento suave y continuo. Una desventaja de un vídeo es que se cuenta con mucha

información, lo que incrementa el tamaño del archivo y por consecuente el procesamiento

del vídeo. ” Un vídeo de un minuto consiste en 30 FPS y cada uno de ellos es de 640 por

480 píxeles y usando 24-bits de color y esto tomo más de 1582MB”. Los vídeos a color

utilizan señales RGB que corresponde a los colores principales los cuales son rojo, verde y

azul cada uno de estos colores a nivel de programación es manejado como una matriz lo cual

lo hace pesado computacionalmente. ” Cada una de estas matrices o longitudes de onda está

compuesta de píxeles y cada píxel trabaja con 8 bits y esto nos da 256 valores diferentes

por consecuente al tener tres canales se tiene 2563 lo cual representa 16,777,216 colores por

pixel”[82].

Según el libro [83] el análisis de videos incluye la detección de límites de tiro; es

decir, segmentos del video, y la extracción de frames clave del contenido.

Para la detección de límites de tiro, explica que no es eficiente procesar todo el video

a la vez, por lo cual es mejor que se descomponga el video en secciones más pequeñas y pro-

cesarlas a cada una por separado. Existen técnicas de detección de límites de tiro automático

y que pueden ser clasificados en cinco categorías, basado en píxeles, basado en estadísticas,

basado en transformación, basado en características y basado en histograma. La extracción

de fotogramas(frames) clave se realiza después de la detección de límites de tiro, los cuales

serán los fotogramas claves.

Conscientes de que en los libros [81] [83] expresan que los videos, al ser una se-

cuencia de imágenes o frames, es posible aplicar técnicas de procesamiento de imágenes.
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Tabla 3.1: Base de datos investigadas.
.

Dataset Works Details Download
VOC2012 [65] 20 types of classes. The train and validate data have

11,530 images containing 27,450 ROI-labeled ob-
jects and 6,929 segmentations.

http://host.robots.ox.ac.uk/ pas-
cal/VOC/voc2012/

CMU-
Perceptual-
Computing Lab

[66] 2D real-time multi-person joints detection. 3D real-
time single-person joints detection. Adjust toolbox.
Single-person tracking

https://github.com/CMU-
Perceptual-Computing-
Lab/openpose

MARS [67] Reidentification dataset, expansion of Market-1501
dataset.Contains 1,261 different VRUs, and used at
least 2 cameras.

https://paperswith co-
de.com/dataset/mars

JAAD [51, 52] 346 HD videos 5-10 seconds. It is used a camera at
30 FPS on the board. Variety of labels.

https://data.nvision2
.eecs.yorku.ca/JAAD _data-
set/

Market-1501 [68] 1501 identities taken by six different cameras, and
32,668 pedestrians image bounding-boxes. 750 for
training and 751 for testing.

https://paperswith co-
de.com/dataset/ market-1501

DukeMTMC-
reID

[69] HD videos were taken by 8 different cameras.
16,522 training images of 702 identities, 2,228 in-
quiry images of the other 702 identities, and 17,661
gallery images.

https://paperswith co-
de.com/dataset/ dukemtmc-reid

VIPER [70] Contains 632 VRUs and two outdoor cameras. Each
image has been resized to be 128×48 pixels. Pose
the angle of each person.

https://paperswith co-
de.com/dataset/viper

USC [71] Video Temporal Analysis,Face Recognition and
Unsupervised 3D Geometry Learning

https://sites.usc.edu /iris-cvlab/

KITTI [72] A vehicle equipped with HD color and grayscale
video cameras.

http://www.cvlibs.-
net/datasets/kitti/

PIE [73] 6 hrs of HD video is taken with a camera (30 FPS)
on-board and split into 10-minute chunks. Many an-
notations.

https://data.nvision2
.eecs.yorku.ca/ PIE_dataset/

MPII [74] The data set contains 25,000 images which contain
over 40,000 VRUs with key points labels.

http://human-pose.mpi-
inf.mpg.de/

PETA [75] Recognizing pedestrian attributes, gender, and
clothing style, at a far distance. 19,000 pedestrian
images with 65 attributes.

https://paperswith co-
de.com/dataset/peta

KTH [76] Made by six movements: walk, jog, run, box,hand-
wave, and hand clap.

https://paperswith co-
de.com/dataset/kth

OPV2V [77] 70 scenes, 11,464 frames, and 232,913 annotated
vehicle bounding boxes.

https://paperswith co-
de.com/dataset/opv2v

CODD [78] LIDAR information from multiple vehicles,3D ob-
ject detection, cooperative object tracking. Annota-
tions.

https://paperswith co-
de.com/dataset/codd

ETH [79] Contains 1,804 images in three video clips extrac-
ted from a stereo rig mounted on a car (13-14 FPS).

https://paperswith co-
de.com/dataset/eth

UCY [80] Real pedestrian trajectories composed of Zara01,
Zara02, and UCY.

https://paperswith co-
de.com/dataset/ucy
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3.3. Extracción de atributos del peatón mediante métodos de AI

La extracción de atributos o características del peatón es una tarea indispensable

para el reconocimiento del comportamiento del peatón, ya que con ellas se puede reconocer

si el peatón está tendiendo a cruzar o no, y para ello existen muchas maneras de extraer dichas

características. Durante la búsqueda de los antecedentes se encontró que la gran mayoría de

los trabajos utiliza las CNN, y en específico el trabajo [17] hace una tabla 3.2 comparativa,

donde se muestra que las razones del porque son más usados las CNN’s ya que son más fáciles

de entrenar, la carga computacional es menor a comparación de otras redes. Ahora para a los

trabajos [14, 18] reportan una precisión de 94.4 y 91-92 por ciento en el reconocimiento de

sus atributos respectivamente. En el trabajo [18] se basa solamente en el esqueleto (94.4 por

ciento) y para el trabajo [14] utiliza la dirección de la cabeza y del cuerpo del peatón (91

y 92 por ciento respectivamente). Basado en los trabajos revisados se considera para este

trabajo, la extracción y reconocimiento del esqueleto del peatón y la dirección de la cabeza

para reconocer la intención del peatón.

Tabla 3.2: Comparaciones de métodos [17]
.

Métodos basado en CNN Métodos basado en RNN Métodos NO basados en
Neural Networks (NN)

Ventajas -Bueno para aprender
características espaciales,
geométricas y de forma.
-Carga computacional
reducida en compa-
ración con las redes
neuronales normales
- Invariancia de traduc-
ción.

-Bueno para proce-
sar series de datos.
-Bueno para aprender
características y de-
pendencias temporales.
-Asegurar la coherencia
temporal.

-Diseñar un modelo de
trabajo es más sencillo
en comparación con
las redes neuronales.
-La mayoría no dependen
de los datos de entrena-
miento.

Desventajas -No puede determinar las
dependencias temporales
en los datos de secuencia
sin mecanismos adiciona-
les.

-Generalmente más difícil
de entrenar.

No modelan las depen-
dencias de secuencia con
tanta eficiencia.
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3.3.1 Redes Neuronales Convolucionales (CNN)

La investigación [84] comenta que las redes neuronales convolucionales (CNNs) han

sido actualmente usadas para la clasificación y trazado de problemas, ya que ha demostrado

que un comportamiento superior en tareas de visión y puede generar características robustas

y genéricas. El trabajo [17] menciona que algunas ventajas de CNNs sobre los métodos más

convencionales de clasificación es debido a las capas convolucionales ya que estas pueden

tener varios filtros, características y este método puede aprender mediante un entrenamiento

previo. Y estas capas y características son modificables para así poder mejorar los resultados

de dependiendo de los requerimientos del problema en cuestión.

El trabajo [14] argumenta que para poder utilizar CNNs es necesario tener las imá-

genes o la secuencia de ellas (vídeo) normalizadas, esto para que todas estén en un mismo

formato. Después del conjunto de datos se separa en subconjuntos que llamaremos datos de

entrenamiento y validación (prueba). Las imágenes son marcadas con sus características y

así tenemos listo nuestros datos para el entrenamiento supervisado. Estos subconjuntos ahora

están listos para pasar por el método seleccionado de CNN. Esto se hará para la base de datos

para el reconocimiento de la orientación de la cabeza y del esqueleto de manera separada.

En la figura 3.1 se muestra el diagrama de flujo donde se conceptualiza el procedi-

miento para obtener la dirección de la cara o vista y el esqueleto del peatón mediante CNN

con imágenes procesadas previamente con el fin de obtener una salida donde se tenga infor-

mación de la orientación de la cabeza y el esqueleto del cuerpo con puntos claves, con el fin

de pasar la salida ya mencionada por clasificadores de la AI. A continuación, se muestran los

modelos que se utilizaron para la extracción de características del peatón y su entorno.

3.3.2 YOLOV8

Los modelos de You Only Look Once (YOLO)vn son del tipo conocidos como mé-

todo de una etapa la cual priorizan la velocidad de inferencia. El funcionamiento de este

modelo se cometa en el trabajo [85] el cual se basa en analizar una imagen completa pa-

ra entender el contexto de la imagen, pero al mismo tiempo divide la imagen en una red o

secciones cuadradas SxS y cada sección es clasificada y da un nivel de confiabilidad a cada
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Figura 3.1: Modelo CNN (Imágenes obtenidas de [5]).

sección, la sección con mayor valor serán las detecciones finales que el modelo YOLOvn

dará, es por esto que al realizar todo en una solo toma hace que sea más rápido.

El modelo YOLOv8 [6] es de las últimas versiones del año 2023, la cual tiene la

capacidad de hacer detecciones, estimación de poses, y segmentaciones en tiempo real, ofre-

ciendo altos rendimiento en velocidad y precisión. También resalta su fácil implementación

con otras versiones anteriores. En la figura 3.2 se observa la comparaciones de YOLOv8 con

sus predecesoras versiones

Figura 3.2: Comparaciones de versiones del modelo YOLO [6].
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3.3.3 ResNet50

Los modelos de Residual Neural Network (ResNet)n se puede considerar también se

un solo paso, pero la diferencia con YOLO es que contiene módulos residuales que alimentan

al siguiente modulo y a la salida para así poder tener una red más profunda y no tener proble-

mas del desvanecimiento de gradiente como se comenta en el trabajo [86], lo cual ocurre en

redes profundas sin estas conexiones residuales. Se selecciono este modelo,ResNet50 por que

tarda menos tiempo que una ResNet101 pero es más lenta que una YOLO pero en teoría más

precisa. En el trabajo [87] hace una comparación del tiempo y la exactitud de los modelos de

ResNet, donde el modelo Resnet50 se encuentra a la mitad de los demás modelos con una

exactitud de 0.86 y una velocidad 5580 segundos de entrenamiento. Con esto buscamos el

modelos con un rendimiento bueno sin sacrificar mucho el tiempo. Tambien fue seleccionado

ya que se encontró este modelo pre-entrenado con la base de datos publica COCO [88] con

el fin de ahorrar tiempo para la generación del nuestro sistema en cuestión.

3.4. Métodos de AI para la clasificación de la intención del peatón

Habiendo obtenido las características del esqueleto y la dirección de la cabeza, el

siguiente paso es clasificar de acuerdo con las características ya mencionadas y para esto

existen varios métodos de la AI del apartado de aprendizaje supervisado, el cual consiste en

proporcionales datos de entrenamiento los cuales pasaron por la CNN. Después se le hacen

llegar nuevos datos y el método deberá de poder clasificarlos. Aunque existen varios métodos

de clasificación como KNN, RF, Regresión lineal (Linear regression (LR) por sus siglas en

inglés), pero el más mencionado en las referencias utilizadas en este trabajo es la SVM.

3.4.1 Máquina de Soporte de Vectores (SVM)

La investigación [89] de una noción sobre lo que es la Máquina de Soporte de Vecto-

res y que fue concebida en 1992 e introducida por Boser, Guyon y Vapnik. Este método está

relacionado al campo del aprendizaje supervisado y es usado para la clasificación y regresión.

Este método utiliza la teoría ML para maximizar la precisión mientras evita el sobre ajuste

de los datos. SVM es ampliamente utilizado en el mapeo de píxeles ya que da una precisión
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comparable con los nuevos métodos como, por ejemplo, las NN. SVM se desempeña mejor

al no sobre generalizar, no como los métodos de NN.

Los trabajos [89, 90] mencionan que la teoría del aprendizaje estadístico permite

obtener conocimiento, hacer predicciones y tomar decisiones de un conjunto de datos. Esto

permite escoger hiper-planos que son utilizados por SVM.

El trabajo [89] explica como SVM realiza una clasificación o una regresión. La cual

es realización de un hiperplano, es decir dado un plano, sea 2D, 3D etc. El SVM agrega otro

plano para así poder separar los datos que aparentemente no puede ser separados por una

línea recta. Lo que hace posible la creación de hiperplano es por el uso de Kernels y existen

diferentes tipos de kernels que dan diferentes propiedades de acuerdo al tipo de kernel a usar.

Existen muchos hiper-planos para separar la información, pero hay solo uno que separa de

manera más uniforme y de mejor manera los datos, para conocer cuál es el mejor hiperplano

se usa el margen máximo. El margen máximo nos asegura que incluso, si es cometido un

pequeño error en los límites, no se tendrá una mala clasificación, y por otra parte evita los

mínimos locales y una mejor clasificación. Ambos trabajos [89, 90] dicen que el margen

máximo es el que se encuentra más alejado de las clases a separar y está a la mitad exacta

de los datos de cada clase más cercanos. En la figura 3.3a se muestra un conjunto de datos

aparentemente no separables, pero al usar SVM se convierte de una dimensión 2D a 3D y

ahora es posible clasificar por medio de un hiperplano. En la figura 3.3b es un hiperplano

para clasificar un conjunto de datos en un plano 2D que es fácilmente separable en este caso.

Ventajas y desventajas En los trabajos [89, 91] mencionan las ventajas y desventajas.

Las ventajas: Es de más fácil entrenamiento, no se estanca en un mínimo local a diferencia

de las NN, la complejidad y el error puede ser modificable, es eficaz en espacios de gran

dimensión, eficiente en la memoria, se pueden especificar diferentes funciones del núcleo

para la función de decisión. Las desventajas: Selección del kernel ideal y no proporcionan

directamente estimaciones de probabilidad.
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(a) Separación para 3D[89]. (b) Separación para 2D[90].

Figura 3.3: Hiper-planos.

3.4.2 Hiperparametros

Como se meconio anteriormente, el kernel hace que el comportamiento de este mo-

delo cambien a nuestras necesidades, a continuación se muestran los kernels más comunes[91,

92]:

Lineal:

K(x1, x2) = xT
1 x2 (3.1)

Aprendizaje de dos clases.

Polinómica

K(x1, x2) = (xT
1 x2 + 1)ρ (3.2)

ρ representa el orden del polinomio.

Sigmoide

K(x1, x2) = tanh(β0x
T
1 x2 + β1) (3.3)

β0 y β1 son coeficientes arbitrarios.
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Función de base radial (RBF) o gaussiana

K(x1, x2) = exp

(
−||xT

1 x2||2
2σ2

)
(3.4)

σ representa la anchura del kernel.

3.4.3 Vecinos más cercanos (KNN)

En los trabajos [93, 94] KNN, es uno de los más antiguos, pero sigue siendo unos

de los métodos de clasificación y regresión con un alto valor de precisión comparado con

nuevos métodos como el SVM. Este método clasifica datos de prueba basándose en datos

de entrenamiento previamente clasificados. KNN normalmente utiliza la distancia euclidiana

como métrica y una K como la cantidad de vecinos a usar para una comparación. Dependiente

de la cantidad de vecinos establecidos en K, tomará esa cantidad de datos con las menores

distancias euclidianas con relación al nuevo dato de entrada. Se hace una comparación de la

cantidad de cada clase y el que tenga la mayor presencia será la clasificación que tendrá el

nuevo dato. En la figura 7 se muestran dos ejemplos usando diferentes valores de K, donde en

la figura 3.4a se establece la cantidad de vecinos K = 1 y el resultado será que el nuevo dato

será clasificado como clase 1 y para la figura 3.4b se utiliza un K = 7, donde la clasificación

para el nuevo dato será de clase 2.

(a) KNN con K = 1. (b) KNN con K = 7.

Figura 3.4: Clasificación KNN.

Aunque este método es fácil de entender, implementar y entrenar. El sitio [91] y el

trabajo [93] mencionan que una de las principales desventajas de este método es la elección
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del valor de K, ya que; "La elección óptima del valor depende en gran medida de los datos: en

general, un mayor K suprime los efectos del ruido, pero hace que los límites de clasificación

sean menos distintos"[91]. Otra desventaja importante que es muy mencionada es el costo

computacional, ya que guarda (almacena todos los todos ya clasificados) y utiliza los datos

ya clasificados.

3.4.4 Hiperparametros

Los hiper parametros que presenta este modelo en base a la librería scikit-learn son

los siguientes [91]:

N° vecinos: tipo entero, default=5.

Esta es la cantidad de vecinos a considerar.

Pesos: ‘uniform’, ‘distance’,default=’uniform’.

‘uniform’ : La influencia de todos los vecinos es igual.

‘distance’ : Los vecinos más cercanos tendran un mayor pesos o importancia.

Algoritmo : Es el algoritmo para calcular los vecinos más cercanos. ‘ball_tree’, ’kd_tree’,

’brute’, y ’auto’. ’auto’ trata de seleccionar el mejor de los anteriores algoritmos.

Tamaño de hoja: tipo entero, default=30.

Se utiliza este parámetro cuando el algoritmo seleccionado sea ’ball tree’ o ’kd tree’ y

esto afecta la velocidad y la memoria requerida para el árbol.

P: entero, default=2. Parámetro de potencia para la métrica de Minkowski. p = 1, esto

es equivalente a usar la distancia manhattan (l1) y la distancia euclidean (l2) para p =

2. Para p arbitraria, se usa la distancia minkowski (l_p)

Metrica: cadena, default=’minkowski’. El valor predeterminado es "minkowski", que

da como resultado la distancia euclidiana estándar cuando p = 2. Otras tipo de dis-

tancias son ’cityblock’, ‘cosine’, ‘euclidean’, ‘haversine’, ‘l1’, ‘l2’, ‘manhattan’, ‘nan

euclidean’.
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N° trabajos: entero, default=None. El número de trabajos paralelos a ejecutar para la

búsqueda de vecinos.

3.4.5 Bosque Aleatorio

En los trabajos [95, 96, 97] hablan sobre el RF siendo este el más utilizado amplia-

mente como un método de clasificación ya que éste ofrece un gran grado de precisión, el

manejo de grandes cantidades de datos, el manejo de la correlación entre variables, mientras

menor sea la correlación entre los árboles menor será el sobre ajuste del RF, lo cual pocos

métodos pueden ofrecer. El RF es una colección de un número finito de árboles de decisión,

los cuales los nodos y las características son puestas aleatoriamente para reducir la corre-

lación. Cada árbol de decisión tiene como resultado una clasificación y la clasificación con

mayores ocurrencias será la mejor clasificación posible. Las desventajas de este método son:

mientras más árboles el costo aumentara. En la figura 3.5 se muestra el proceso de RF, donde

se tiene nodos para ir separando por características, al final de cada árbol se concluyó con

una clasificación, Reptil, Reptil y Mamífero, de las cuales Reptiles apareció dos veces, esa

será la clasificación final para el dato de entrada.

Figura 3.5: Modelo Bosque Aleatorio.
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3.4.6 Hiperparametros

Los hiper parametros que presenta este modelo en base a la librería scikit-learn son

los siguientes [91]:

N° estimadores: entero, default=100. Es el numero de arboles en el bosque.

Criterio: “gini”, “entropy”, “log_loss”, default=”gini”. La función para medir la calidad

de una división.

Profundidad maxima: entero, default=None.

La profundidad máxima del árbol. Si es Ninguno, los nodos se expanden hasta que to-

das las hojas sean puras o hasta que todas las hojas contengan menos de min_samples_split

samples.

min_samples_split: entero o flotante, default=2. El número mínimo de muestras reque-

ridas para dividir un nodo interno.

min_samples_leaf:entero o flotante, default=1. El número mínimo de muestras reque-

ridas para estar en un nodo de hoja

min_weight_fraction_leaf:flotante, default=0.0. La fracción ponderada mínima de la

suma total de pesos (de todas las muestras de entrada) requerida para estar en un nodo

hoja. Las muestras tienen el mismo peso cuando no se proporciona sample_weight.

max_features“sqrt”, “log2”, None: entero o flotante, default=”sqrt”. La cantidad de

características a considerar al buscar la mejor división:

3.5. Procesamiento de la información para modelos de ML

3.5.1 Imputación por moda

Los métodos de imputación es un conjunto de métodos que rellenan los valores

faltantes de una base de datos. Dependiendo de la naturaleza de cada base de datos existe una
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técnica de imputación que de mejores aproximaciones para no afectar la distribución de los

datos.

Con el método de imputación por moda se busca tomar una cierta cantidad de veci-

nos (3,5 o 10) que se encuentren más cercanos desde arriba y hacia abajo del valor faltante y

así poder calcular la moda para rellenar los datos faltantes. La desventaja es la reducción de

su varianza y por ende la distribución se ve modificada. también es importante no hacer esta

imputación con valores que han sido también imputados [98].

3.5.2 Distribución de los datos

Como se mencionó anteriormente, existen varias maneras de llenar los valores fal-

tantes lo cual es bueno ya que no se pierde la instancia completa y se evita que afecte de

forma negativa a cualquier modelo de ML. Sin embargo hay que tener cuidado en no modifi-

car el comportamiento de los datos, esto se puede lograr mediante la inspección visual de la

distribución de los datos como se comente en [98]. Lo que se busca es que los histogramas de

cada atributo no cambien en forma al hacer algún tipo de imputación de datos. En la figura

3.6 se puede observar una mala selección de imputación de datos por moda(fig. 3.6b), donde

claramente la distribución de los datos se ve afectada.

(a) Histograma Original. (b) Histograma imputado.

Figura 3.6: Mala imputación de media.
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3.5.3 Normalizaciones

La normalización de forma simplificada es un método que nos permite tener la mis-

ma relación entre cada uno de los valores de cualquier conjunto de datos. Esto para que

cualquier método de ML tenga un comportamiento más estable, ya que la distancia entre ca-

da dato es la misma. A continuación, se muestran los dos tipos de normalizaciones utilizadas

en este proyecto.

Normalización MaxMin

Este método de normalización es muy común. Convierte el valor más grande en uno y

el valor más chico en cero, de esta forma están modificados nuestro punto de referencia

para que la distancias en valores sea las homogéneo. Sin embargo, como lo comentan

los sitios [7]. [99] este tipo de normalización NO es bueno trabajando con valores

atípicos. La fórmula se aprecia en la ecuación 3.5. En la figura 3.7 se puede apreciar el

problema con los datos atípicos.

x
′
=

x− xmin

xmax − xmin

(3.5)

Normalización StandardScale o Z-score

Es una técnica que evita el problema de los datos atípicos como lo refiere [7] donde a

cada dato se le resta la media de la variable y se le divide por la desviación típica. Pero

el sitio [99] comenta que sirve para algunos valores atípicos, pero no tan extremos. La

ecuación se muestra en la formula 3.6. Cabe mencionar que la fórmula es igual a la de

estandarización.

x
′
=

x− µ

σ
(3.6)
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Figura 3.7: Mala normalización con datos atípicos [7].

3.5.4 PCA

El análisis de componentes principales, conocido como Principal Component Analy-

sis (PCA) por sus siglas en inglés, es un método para reducir la dimensionalidad de una base

de dato y que minimiza la perdida de información. Además, que al final de aplicar este mé-

todo, los atributos son independientes de los demás [98, 100]. Los pasos para aplicar PCA

como se menciona en [98, 100] son:

1. Eliminar el valor de decisión.

2. Estandarizar los datos de entrada.

3. Restar a cada valor la media de su propio atributo.

4. Calcular la matriz de covarianza.

5. Calcular eigenvalores y eigenvectores.

6. Ordenar los eigenvalores de mayor a menor.
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7. Seleccionar los componentes principales que sumen la mayor información deseada.

8. Obtener la nueva base de datos con los atributos seleccionados.

Este método tiene como desventaja ser muy sensible a los outliers.”Por esta razón,

surgieron variantes de PCA para minimizar esta debilidad. Entre otros se encuentran: Rando-

mizedPCA, SparcePCA y KernelPCA” [100].

3.5.5 Matriz de Correlación de Pearson

La matriz de confusión de Pearson, también conocida como matriz de correlación,

es una matriz cuadrada que muestra las correlaciones entre las variables de un conjunto de

datos. Es una medida de la relación lineal entre dos variables y su coeficiente de correlación

se conoce como coeficiente de correlación de Pearson.

El coeficiente de correlación de Pearson puede variar entre -1 y 1, donde un valor

de -1 indica una correlación negativa perfecta, 0 indica que no hay correlación y 1 indica una

correlación positiva perfecta. Esta matriz ayuda a comprender las asociaciones y patrones de

correlación entre las variables en un conjunto de datos.

Los que se busca en este trabajo al usar la correlación de Pearson y conocer cuáles

de las características esta más relacionada con el atributo de decisión el cual es el estado del

peatón (Cross True), que se puede apreciar en la tabla 4.1. A continuación se presenta una

matriz de correlación de Pearson:

Matriz de correlación de Pearson :


1 r12 . . . r1n

r21 1 . . . r2n
...

... . . . ...

rn1 rn2 . . . 1
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3.6. Métodos de evaluación en el comportamiento de modelos DL y

ML

3.6.1 K-fold

El método K-fold Cross Validación es utilizado para conocer el desempeño de pre-

dicción de algún modelo y tener una métrica de comparación contra otros modelos. Este

método trabaja bien incluso para pocos datos, ya que los datos son divididos en subconjuntos

dependiendo del valor de la variable K.

El método de K-fold es descrito en los siguientes pasos y cabe recalcar que estos pa-

sos solo son una prueba, lo cual no es suficiente por lo cual se deben realzar el procedimiento

varias veces [8, 101]. En la figura 3.8 se aprecia el procedimiento.

1. Revolver el conjunto de datos aleatoriamente.

2. Separar los datos en K conjuntos, donde k debe ser menor o igual a la cantidad de

datos.

3. Selecciona un conjunto de los k conjuntos, el cual será el conjunto de datos para prue-

bas, mientras que los conjuntos restantes son utilizados para el entrenamiento.

4. Entrenar el modelo con los conjuntos de entrenamiento.

5. Probar el modelo con el conjunto de entrenamiento.

6. Guardar las métricas de evaluación.

7. Eliminar el modelo.

8. Seleccionar otro conjunto como de prueba y hacer los demás conjuntos como los de

entrenamiento.

9. Repetir el procedimiento K veces necesarias del punto 2 al 8.
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Figura 3.8: K-fold [8].

3.6.2 Matriz de Confusión

Las matrices de confusión son una herramienta utilizada en la evaluación de modelos

de clasificación. Es una tabla que muestra la comparación entre las etiquetas reales de un

conjunto de datos y las etiquetas predichas por un modelo.

La matriz de confusión tiene dimensiones NxN, donde N es el número de clases o

categorías en el problema de clasificación. Los elementos de la matriz representan la cantidad

de instancias que se clasificaron correcta o incorrectamente en cada clase.

En una matriz de confusión típica, los elementos en la diagonal principal repre-

sentan las predicciones correctas, mientras que los elementos fuera de la diagonal principal

representan las predicciones incorrectas.

Las matrices de confusión son útiles para evaluar el rendimiento del modelo de

clasificación en términos de precisión, recall (sensibilidad), especificidad y otras métricas.

También permiten identificar patrones de errores, como falsos positivos, falsos negativos y

confusiones entre clases similares.

Para el objetivo de este proyecto la clasificación binaria con las clases Cruzando y

No cruzando, una matriz de confusión típica tendría el siguiente formato:

Verdaderos Positivos (VP): Indica la cantidad de instancias de la clase Cruzando que

se predijeron correctamente como Cruzando.
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Predicciones
No Cruzando Cruzando Total

Real No Cruzando VN FP V N + FP

Cruzando FN VP FN + V P

Total V N + FN FP + V P N

Verdaderon Negativos (VN): Indica la cantidad de instancias de la clase No cruzando

que se predijeron correctamente como No cruzando.

Falsos Positivos (FP): Indica la cantidad de instancias de la clase No cruzando que se

predijeron incorrectamente como Cruzando (falsos positivos).

Falsos Negativos (FN): Indica la cantidad de instancias de la clase Cruzando que se

predijeron incorrectamente como No cruzando (falsos negativos).

En resumen, una matriz de confusión en un problema de clasificación binaria con las

clases Cruzando y No cruzando muestra la cantidad de aciertos y errores en las predicciones

del modelo para cada clase. Es una herramienta útil para evaluar el rendimiento y la precisión

del modelo en términos de verdaderos positivos, verdaderos negativos, falsos positivos y

falsos negativos.

3.6.3 Métricas de evaluación

En el área de ML y de DL existen cuatro métricas básicas que surgen a partir de la

matriz de confusión, estas son la exactitud, precisión, recall, y f1-score.

Exactitud: ”Es la proporción de muestras clasificadas correctamente entre las muestras

positivas clasificadas” [27]. Se puede ver en la fórmula 3.7.

Exactitud =
VP + VN

AV + VN + FP + FN
(3.7)

Precisión:”Es la proporción de muestras clasificadas correctamente entre todas las mues-

tras” [27]. Se puede ver en la fórmula 3.8.
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Precisin =
VP

VP + FP
(3.8)

Recall: ”También conocida como sensibilidad, es la proporción de muestras clasifica-

das correctamente entre las muestras positivas reales” [27]. Se puede ver en la fórmula

3.9.

Recall =
VP

VP + FN
(3.9)

F1-Score: ”Es un promedio ponderado de la precisión y recall” [27]. Se puede ver en

la fórmula 3.10.

F1 =
2 ∗ Precisin ∗Recall

Precisin+Recall
=

2 ∗ VP
2 ∗ VP + FP + FN

(3.10)

3.6.4 Gráficas de comportamiento de modelos ML

Existen un par de gráficas para la clasificación binaria que son utilizadas para cono-

cer el rendimiento de cualquier modelo de ML para tareas de clasificación binaria, receiver

operating characteristic (ROC) y PR.

La gráfica de ROC contiene en el eje x ratio de falsos positivos y el eje y ratio de

falsos negativos, y cada eje va desde cero hasta uno. ” La tasa de falsos positivos se

calcula como el número de positivos verdaderos divididos entre el número de positivos

verdaderos y de falsos negativos” [102], esto también es conocido como sensibilidad o

recall.

Esta gráfica es muy útil para saber la capacidad de los modelos de diferenciar entre las

clases. Pero suele utilizarse para conjuntos de datos que tengas sus clases balanceas, ya

que es sensible al desequilibrio de las clases. En la figura 3.9 se observan tres ejemplos

de diferentes comportamientos, la gráfica de color rojo muestra un perfecto desempeño,

la gráfica de color azul se considera un buen desempeño, pero la gráfica de color verde
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un el peor comportamiento, ya que el modelo no sabe distinguir entre las clases y sus

predicciones seria aleatorias

Figura 3.9: Comparación de diferentes gráficas ROC.

En resumen, valores pequeños en el eje X indican pocos falsos positivos y muchos

verdaderos negativos. Valores grandes en el eje Y indican elevados verdaderos positivos

y pocos falsos negativos.

La curva PR también es utilizada para conocer el desempeño de cualquier modelo de

ML y a diferencia de la cuerva ROC esta es utilizad para conjuntos de datos des ba-

lanceados y ”La clave del uso de la curva de precisión-sensibilidad es que no tiene

en cuenta los falsos negativos. La curva de precisión-sensibilidad solo se preocupa de

la clase positiva, es decir, de la clase minoritaria”[102]. En la figura 3.10 se observan

diferentes cuervas de PR. La curva en color morado corresponde a un excelente desem-

peño, la curva de color verde es un desempeño relativamente bueno y la cuerva de color

azul tiene el peor comportamiento. Lo que se busca en esta gráfica es que modelos es

que la precisión se mantenga lo más alta posible mientras el valor de recall va aumenta-

do y que sea también lo más alto posible. En otras palabras, se busca que el porcentaje

de predicciones positivas correctas contra todas las predicciones positivas sea siempre

cercano a uno y que al mismo tiempo el porcentaje de predicciones positivas contra los

estados reales positivos sean lo más cercano a uno.
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Figura 3.10: Comparación de diferentes gráficas PR [9] .

3.7. Unificación de características

Para poder utilizar las características deseadas como la orientación de la cabeza, la

propuesta de utilizar los ángulos de las rodillas y entre otras más, se utilizó un formato CSV

o Excel para así poder manejar y entrenar a los modelos KNN, SVM, y RF de mejor manera.

En la tabla 3.3 se muestra la estructura que tendrá la base de datos para el entrenamiento de

los modelos ML y la generación de la misma.

Tabla 3.3: Ejemplificación de unión de características

Atributo 1 Atributo 2 ... Atributo n Atributo decisión
a b c d
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4. MATERIALES Y MÉTODOS

En esta sección se verá los pasos realizados para cumplir el objetivo general y los

objetivos específicos de esta tesis; también se vera la base de datos que se utilizó, así como

las métricas a considerar y las herramientas empleadas.

4.1. Metodología

La metodología empleada consta de tres secciones, 1.- Generación de base de datos

la cual consiste en hacer detecciones de semáforos, señales de alto vehicular, pasos peato-

nales, y el peatón más cercano para poder obtener los ángulos de sus rodillas con el fin de

generar una base de datos de tipo CSV para entrenar los modelos ML. 2.- Entrenamiento de

modelos ML, este paso utilizara la base de datos creada en el paso 1, esta base de datos será

procesada de tal modo que se tendrán varias diferentes versiones de la base de datos original,

se seleccionaran las mejores bases de datos para los modelos de clasificación de ML y final-

mente seleccionar el mejor modelo ML. 3.- Sistema Final, este último paso es la combinación

de los dos anteriores, el cual solo detectara las variables ya mencionadas y serán mandadas

a los modelos de ML seleccionados para la clasificación del estado del peatón imagen por

imagen. En la figura 4.1 se maestra el diagrama de flujo general explicado anteriormente.

4.1.1 Generación de base de datos

Para la generación de la base de datos se tuvieron que realizar algunos puntos para

lograrlo. Se utilizó un modelo pre-entrenado (ResNet50) para la detección de algunas varia-

bles. Se entrenó el modelo de YOLOV8 para la detección de dos variables más que no se

pudieron encontrar en alguna base de datos pública. Una vez obteniendo las variables y de

haber detectado al peatón más cercano, este último es recortado de la imagen original y por

medio de la librería Mediapipe se le realiza una esqueletización y se calcula los ángulos inter-
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Figura 4.1: Diagrama general de metodología.

nos de las rodillas. Estos dos ángulos será parte también de la base de datos final en este paso.

En la figura 4.2 se observa el diagrama de flujo con la secuencia para la generación de la base

de datos, se tiene como entrada un vídeo, del cual se va analizando imagen por imagen hasta

acabar. La detección es realizada a cada imagen para obtener las variables del entorno y la

presencia del peatón, en dado caso que no detecte o no pueda detectar el modelo al peatón,

se asigna el valor de -9999 para poder así guardas las demás variables con una instancia en la

base de datos. Una vez pasada esta etapa y se aúlla podido detectar al peatón, las coordenadas

de esta detección son utilizadas para encontrar en la base de datos JAAD el estado real del

peatón (Cruzando o No Cruzando). En seguida se recorta el peatón de la imagen original y

se obtiene su esqueleto para calcular los ángulos internos de las rodillas por medio de la ley

de cosenos, siendo la rodilla el punto medio entre la cadera y el talón. A continuación, se

muestra algo de información del entrenamiento realizado para los modelos de detección en

forma de lista.

1. Entrenamiento de modelos de Detección

a) ResNet50

ResNet50 es un modelo pre-entrenado con la base de datos publica COCO, las

clases que este modelo detectara son personas, semáforos, y señales de alto.

b) YOLOV8
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Debido a que las características pasas peatonales y lo orientación de la cabe-

za (Mirando, No Mirando) no se encontraron juntas en ninguna base de datos

publica, fue necesario generar una base de datos propia a partir de la base de

datos publica JAAD. La base de datos publica generada fue nombrada Cross-

walk&Pedestrian Looking [103] y puede ser encontrada en la página de Roblo-

flow.

c) Crosswalk&Pedestrian_Looking

Esta base de datos fue creada por la necesidad de detectar los pasos peatonales y

la orientación de la cabeza. La obtención de estas imágenes fue tomada de la base

de datos JAAD y para evitar un sobre entrenamiento para cualquier modelo de

detección, se tomaron los primeros 276 vídeos (80 %) del total de 346. De cada

uno de estos vídeos se tomó una imagen cada segundo o cada 30 FPS, dando una

cantidad de 2237 imágenes. Esta base cuenta con las siguientes características:

2237 imágenes.

4680 anotaciones.

Tamaño de imagen 1920x1080.

Balance de clases 2,270, 1,838, y 572 para No Mirando, Paso peatonal, y

Mirando.

Al final de la generación de esta base de datos se obtendrá una base de dato del

tipo CSV con los atributos Instancia, Semáforo, Señal alto, Paso peatonal, Peatón Mirando,

Ángulo Rodilla Derecho, Ángulo Rodilla Izquierda, y Cross True como se muestra en la tabla

4.1.

Tabla 4.1: Muestra de la Base de datos a crear.

Instancia Semáforo Señal alto Paso
peatonal

Peatón
Mirando

Ángulo
Rodilla
Der

Ángulo
Rodilla
Izq

Cross True
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Figura 4.2: Generación de la base de datos.

4.1.2 Entrenamiento de modelos ML

El segundo paso para esta metodología es el entrenamiento de los modelos de apren-

dizaje máquina, donde en base a la investigación donde los más utilizados para la clasificación

de la intención del peatón son: KNN, SVM, y RF. Los hiperparametros seleccionados para

estos modelos fueron los siguientes:

SVM: Kernel = ‘rbf’, gamma = ’auto’, probability = True. Se seleccionó el kernel

rbf por este trabaja en infinitas dimensiones y la función gamma fue para encuentre

la mejor separación de los datos, y el parámetro de probabilidad para poder generar

gráficas de PR.

KNN: n_neighbors = 5, metric = ’minkowski’. Estos parámetros fueron utilizadas ya

que el valor de 5 vecino es comúnmente usada y la métrica de distancia, fue la que

mejores resultados dieron en la materia de ML.

RF: Criterion = ”gini”, splitter = ”best”, max_Depth = None, min_samples_Split = 2.

Estos parametros son los de default y se dejaron así ya que se tiene una gran cantidad de
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combinaciones para explorar, lo cual pudo afectar el tiempo de termino de este trabajo

en tiempo y forma.

Cualquier modelo de ML es tan bueno como la base de datos con la que fue entrena-

da. Por esta razón la base de datos generada en el paso anterior, se le aplicará una preparación

y un análisis de los datos para así tener no solo variantes de la base de datos, sino también

conocer que atributos realmente son necesarios para los modelos para realizar la clasifica-

ción. En la figura 4.3 se presenta el diagrama de flujo para el procedimiento de preparación,

análisis, entrenamiento y evaluación de los modelos, KNN,SVM,y RF.

Con lo mencionado, se realizaron varias bases de datos con variaciones a partir de

la base de datos original 5.1 para ver el comportamiento que los modelos ML pudieran tener.

Es por eso por lo que se generarán las siguientes variantes:

Imputada

Esta variante se eliminarán varias instancias y se le imputaran algunas instancias que

presentaron datos faltantes en el atributo de decisión, lo cual se explica en la sección

5. El método de imputación utilizado fue por moda. Y las instancias eliminadas fueron

las que presentaron valores menores a ceros para los atributos de los ángulos de las

rodillas. Al final esta base de datos consto de los 6 atributos seleccionados Semáforo,

Señal de alto vehicular, Pasos Peatonales, Orientación de la cabeza, ángulo derecho y

ángulo izquierdo de las rodillas.

Imputada Reducida

Esta variante surgió de la base de datos imputada y la aplicación del método de reduc-

ción de dimensionalidad, PCA, lo cual nos da una base de datos con solo dos atributos,

los ángulos de las rodillas.

Imputada maxmin

Esta variante surgió de la base de datos imputada y la aplicación del método de norma-

lización maxmin para los atributos, ángulos de las rodillas ya que los demás atributos
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son del tipo booleano. Siendo así que se tendrán los 6 atributos totales con los ángulos

de las rodillas normalizados.

Imputada maxmin Reducido

Esta variante surge de la base de datos imputada maxmin a la cual se le aplicó el método

de reducción de dimensionalidad PCA. Esto no deja una base de datos con 4 atributos

de los 6 originales, estos atributos son Semáforos, Pasos peatonales, Orientación de la

cabeza, Ángulo derecho de la rodilla normalizada.

Sintéticos

Esta variante surge de la base de datos imputada a la cual se le aplico el método de

generación de datos sintéticos, Adaptive synthetic sampling approach for imbalanced

learning (ADASYN) con el fin de balancear las clases cruzando y no cruzando. Esta

base mantiene los 6 atributos originales.

Sintéticos Reducidos

Esta base de datos surgió de la base de datos sintéticos y se aplicó el método PCA lo

cual arrojo una base de datos con solo 2 atributos, ángulos de las rodillas.

Sintéticos maxmin

Esta variante surgió de la base de datos sintética y la aplicación del método de norma-

lización maxmin para los atributos, ángulos de las rodillas ya que los demás atributos

son del tipo booleano. Siendo así que se tendrán los 6 atributos totales con los ángulos

de las rodillas normalizados.

Sintéticos maxmin Reducido

Esta variante surge de la base de datos sintética maxmin a la cual se le aplicó el método

de reducción de dimensionalidad PCA. Esto no deja una base de datos con 4 atributos

de los 6 originales, estos atributos son Semáforos, Pasos peatonales, Orientación de la

cabeza, Ángulo derecho de la rodilla normalizada.
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Imputados StandarScale Reducido

Esta base de datos surgió de la base de datos imputada, y a la cual se le aplico otro mé-

todo de normalización llamando StandardScale y también se le aplico el método PCA.

Obteniendo al final una base de datos con 4 atributos y todos de ellos normalizados

Semáforos, Pasos peatonales, Orientación de la cabeza, Ángulo izquierdo.

Teniendo 9 base de datos y 3 modelos a entrenar, el total de modelos entrenados fue

de 27 modelos a analizar y seleccionar. Una vez seleccionados los modelos se guardan para

su implementación en el sistema final.

Figura 4.3: Entrenamiento de modelos de ML.

4.1.3 Sistema final

Como último paso se tiene el sistema final, el cual consiste en la unión de punto 1

y los modelos entrenados del punto 2. Como se puede apreciar en la figura 4.4, este sistema

en vez de detectar y generar una base de datos, este guarda y manda las variables detectadas

y calculadas a los modelos de ML para la clasificación del estado del peatón. En caso de que

sistema no pueda detectar, se enviara un mensaje de peatón no detectado y se seguirá con

la siguiente imagen en caso de que se haya detectado al peatón, pero no se logró generar el

esqueleto de este, se mandará un mensaje de no se pudo renderizar el esqueleto.
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Figura 4.4: Sistema final.

4.2. Recursos

Dado a que los recursos requeridos para este trabajo son el uso de algún hardware

con algún tipo de tarjeta gráfica o GPU, se opto por trabajar por medio de la herramienta

conocida como Google Colab Pro. Del cual se trabajó con las siguientes características:

Procesador: TU104

Disco : 167 GB

RAM sistema: 12.7 GB

GPU: Tesla T4
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4.3. Software

Los softwares utilizados en este trabajo se en listan a continuación con el propósito

de dar toda las características necesarias para que este trabajo se reproducible en caso de

usarlo.

Python 3.10.12

pycocotools 2.0.6

pixellib 0.7.1

mediapipe 0.10.1

OpenCV 4.7.0

Ultralytics YOLOv8.0.20

torch-2.0.1+cu118
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5. RESULTADOS Y DISCUSIÓN

5.1. Modelos de detección

Los modelos de detección se encargan de localizar y clasificar por medio de la caja

delimitadora en toda la imagen. Para la tarea de detectar las variables deseadas, semáforos,

paso peatonal, señal de alto, orientación de la cabeza, y el peatón se ha implementado los

modelos de Resnet50 y YOLOV8. Donde el modelo ResNet50 es el encargado de detectar a

un peatón, señales de tráfico(semáforos y señales de alto vehicular), y mientras que YOLOV8

se encarga de la detección de los pasos peatonales y la orientación de la cabeza del peatón.

Estos modelos son entrenados no solo para poder generar una base de datos para

los entrenamientos de los modelos de ML , sino también son utilizados para el sistema final

con el objetivo ya no de entrenar a los modelos de ML si no de alimentar a los modelos ya

entrenados.

5.1.1 YOLO V8

Este modelo YOLOV8 fue entrenado con el objetivo de detectar los pasos peatona-

les y la orientación de la cabeza del peatón (mirando o no mirando). Para que este modelo

pudiera cumplir su tarea se debido crear una base de datos con las variables deseadas (pa-

sos peatonales y la orientación de la cabeza), debido a que no se encontró ninguna base de

datos publica con estas características. Esta base de datos publica puede encontrarse en la

plataforma de robooflow como Crosswalk&Pedestrian_Looking [103].

Para llevar a cabo el entrenamiento se tomó y utilizo la notebook de roboflow para

el modelo de detección YOLOv8 [6]. Este entrenamiento se llevó a cabo con los parámetros

pre-establecidos, el único parámetro que se vario fue la cantidad de épocas, 30 y 50 épocas

fueron probadas. A continuación, se muestran los resultados de los dos entrenamientos.
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Curvas de entrenamiento y validación.

En la figura 5.1 las gráficas de entrenamiento y validación para el valor de la pérdida

para las cajas delimitadoras o Bounding Box, la perdida de las clases, y la perdida

de la función de perdida pérdida focal distributiva (Distributional Focal Loss (DFL)

por sus siglas en ingles). Para el comportamiento de las cajas delimitadoras nos dice

como va bajando el valor de la función de perdida, siendo así para el entrenamiento

baja de manera desea, sin embargo, la de validación no baja tanto lo cual podría ser

un indicativo de un sobre entrenamiento. Este comportamiento se repite para DFL. Por

otra parte, el comportamiento es buenos para la gráfica que contiene la pérdida con

respecto a las clases, C Y NC, ya que siempre se encentre entre los valores 1 y 2.

(a) 50 épocas.

Figura 5.1: Curvas de entrenamiento y validación.
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Curvas de precisión

En la figura 5.2 se presenta las gráficas de precisión para los dos entrenamientos la

figura 5.2a para el entrenamiento con 30 épocas y la figura 5.2b con 50 épocas. Estas

gráficas muestran el valor que toma la precisión del modelo al ir incrementando el valor

de confiabilidad. La gráfica 5.2b se observa que obtiene una mayor precisión y sube de

manera constante.

(a) 30 épocas. (b) 50 épocas.

Figura 5.2: Curvas de precisión.

Curvas de Recall o Sensitividad

En la figura 5.3 se presenta las gráficas para la métrica Recall. Se puede observar una

mejora en la métrica para el entrenamiento de 50 épocas (fig. 5.3b), ya que no decae

tan rápido el valor del Recall. Esto nos dice que con el mismo valor de confiabilidad se

puede obtener mayor valor en la métrica recall.
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(a) 30 épocas. (b) 50 épocas.

Figura 5.3: Curvas de Recall o Sensitividad.

Curvas de F1-Score

En la figura 5.4 se presenta las gráficas para la métrica F1-Score o la media harmóni-

ca. Al igual que la gráfica de Recall (5.3), se puede apreciar que el entrenamiento de

50 épocas (fig. 5.4b) tiene un comportamiento más adecuado ya que se presenta una

meseta y a una altura mayor que en la gráfica 5.4a.

(a) 30 épocas. (b) 50 épocas.

Figura 5.4: Curvas de F1-Score.
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Curvas de Precisión-Recall (PR) En la figura 5.5 se muestran las dos métricas precisión

y Recall. Este comportamiento nos dice más claramente el comportamiento del modelo,

por lo cual vemos que la figura 5.5b es mejor ya que las áreas bajo la curva tienen un

valor mayor.

(a) 30 épocas. (b) 50 épocas.

Figura 5.5: Curvas de Precisión-Recall.

En base a las gráficas se seleccionó el modelo de YOLOV8 con 50 épocas de entre-

namiento para la detección de pasos peatonales y la orientación de la cabeza del peatón, para

los pasos de generación de base de dato y para el sistema final.

5.2. Generación de la base de datos

Una vez que los modelos de detección han sido seleccionado y entrenado, se imple-

mentaron para llevar a cabo el diagrama de flujo 4.2. Siendo así que al final de este proceso se

obtuvo una base de dato del tipo Excel (.CSV). Esta base de datos consta de 670,927 instan-

cias, es de tipo booleano, y consta de 7 atributos los cuales son: Semáforo, Señal de alto, Paso

peatonal, Ángulo de la rodilla derecha e izquierda y como ultimo y séptimo atributo el atribu-

to de decisión "Cross True". La base de datos se puede apreciar en la Tabla 5.1 donde el tipo

de dato para los atributos Semáforo, Señal de alto, Paso peatonal, Peatón mirando, y Cross

True son del tipo booleano, mientras que los atributos de los ángulos derecho e izquierdo son

continuos.
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Tabla 5.1: Base de datos original.

Instancia Semáforo Señal alto Paso
peatonal

Peatón
Mirando

Ángulo
Rodilla
Der

Ángulo
Rodilla
Izq

Cross True

0 0 0 0 0 136.45 128.33 not-crossing
1 0 0 0 0 175.17 179.07 not-crossing
2 0 0 0 0 176.15 158.88 not-crossing
3 0 0 0 0 168.56 162.41 not-crossing
4 0 0 0 0 168.74 169.90 not-crossing
5 0 0 0 0 172.20 177.88 not-crossing
6 0 0 0 0 164.15 146.01 not-crossing
. . . . . . . .
. . . . . . . .
. . . . . . . .
4882 0 0 0 0 -99999 -99999 not-crossing
4883 0 0 0 0 163.84 176.53 -99999
4884 0 0 0 0 132.70 112.99 not-crossing
4885 0 0 0 0 -99998 -99998 not-crossing
. . . . . . . .
. . . . . . . .
. . . . . . . .
67086 0 0 0 0 170.34 163.99 crossing
67087 0 0 0 0 176.93 162.04 crossing
67088 0 0 0 1 171.90 122.92 crossing
67089 0 0 0 0 -99998 -99998 crossing
67090 0 0 0 0 -99998 -99998 crossing
67091 0 0 0 0 163.12 132.47 crossing

5.3. Modelos de aprendizaje maquina

Como se vio en la sección 3.4, los modelos seleccionados para realizar la clasifi-

cación y el reconocimiento de la intención del peatón son los modelos KNN, SVM, y RF.

Pero antes de poder implementar y experimentar con estos modelos, es necesario recodar que

cualquier modelo de inteligencia artificial es tan bueno como los datos con los que fueron

entrenados. Por lo cual la calidad de los datos es primordial. A continuación, se presentan

estos pasos realizados para mejorar la base de datos obtenida.
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5.3.1 Preparación de los datos

1. Base de datos original

Una vez que se cuenta con la base de datos 5.1. Se procedió a conocer sus caracte-

rísticas Esta base de datos contiene los atributos detectados, Semáforo, Señal de alto,

Paso peatonal, y Peatón mirando. También contiene las características de los ángulos

calculados en base a la detección del peatón y la generación de su esqueleto. Y como

atributo de decisión o clase se encuentra como la última columna. Se recalcaron en co-

lor naranja los valores de los ángulos cuando no se pudo detectar el peatón(-99999) o

cuando el sistema no pudo generar el esqueleto (-99998). También se recalcó de color

rojo los valores en el atributo de decisión cuando hubo un problema de captura y se el

valor como -99999.

Una vez identificado estos valores, la preparación de la base de datos tiene una serie de

puntos que se deben de realizar para conocer el comportamiento de los datos y decidir

qué tipo de técnicas son mejores para preparar la base de datos. Estos pasos son:

Conocer si hay datos faltantes. Para saber si existen valores faltantes se utilizó el

método .unique() de la librería pandas para cada uno de los tributos. Para todos

los atributos excepto los ángulos, los valores serán solo cero o 1. Se determino

de esta manera que no contaba con valores faltantes a parte de los ya conocidos

(-9999 y -9998).

Conocer el Balance de Clases. Se utilizo una función propia para conocer el ba-

lance de clases. Siendo así, la base de datos contiene un imbalance de clases

marcado, not-crossing: 16,713 (24.91 %), -99999: 20,032 (29.86 %), y crossing:

30,347 (45.23 %).

La distribución de cada uno de los atributos.

A continuación, se presenta las distribuciones de cada atributo en función de la

clase de decisión para la base de dato original y junto a una base de datos donde

se le ha eliminado las instancias cuyos atributos de los ángulos sea menor a ce-
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ro, ya que estos valores no dejan apreciar el comportamiento de los atributos en

cuestión.

En las figuras 5.6 y 5.7 se puede observar de mejor manera el comportamiento de

los ángulos de cada rodilla. Esta eliminación de instancias deja a la base de dato

con una cantidad de 33,474 instancias.

(a) Base de datos original. (b) Base de datos con instancias eliminadas.

Figura 5.6: Distribución del atributo ángulo derecho.

(a) Base de datos original. (b) Base de datos con instancias eliminadas.

Figura 5.7: Distribución del atributo ángulo izquierdo.

En la figura 5.8 se tiene la distribución para el atributo de pasos peatonales, don-

de al eliminar las instancias no deseadas, se puede apreciar que, en la presencia

de un paso peatonal, los peatones tienden a cruzar más. Por otra parte, cuando
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no existe un paso peatonal casi la misma cantidad de peatones tiende a cruzar a

comparación de los que no cruzan.

(a) Base de datos original. (b) Base de datos con instancias eliminadas.

Figura 5.8: Distribuciones del atributo paso peatonales.

En la figura 5.9 se tiene la distribución para el atributo de orientación de la cabeza

del peatón, el cual nos indica si el peatón está mirando o no. Se puede apreciar

que la mayoría de los peatones que no miran hacia el vehículo, tienen a cruzar.

Por otro lado, cuando los peatones miran hacia el vehículo, un poco más de los

peatones prefieren no cruzar.

(a) Base de datos original. (b) Base de datos con instancias eliminadas.

Figura 5.9: Distribuciones del atributo orientación de cabeza.

En la figura 5.10 se muestra la distribución del atributo señal de alto vehicular. Y
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se puede observar que al no estar presente un semáforo la cantidad de peatones

que cruza es mayor. En la presencia de algún semáforo, se alcanza a apreciar que

la mayoría de los peatones cruza con la presencia de este atributo.

(a) Base de datos original. (b) Base de datos con instancias eliminadas.

Figura 5.10: Distribuciones del atributo señal de alto vehicular.

En la figura 5.11 tenemos la distribución del atributo semáforo. El cual se puede

observar un comportamiento muy similar a la distribución del alto vehicular.

(a) Base de datos original. (b) Base de datos con instancias eliminadas.

Figura 5.11: Distribuciones del atributo semáforo.
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2. Imputación de datos

Como se observó en las gráficas de distribución de los datos, persiste la clases -99999

debido a esto se volvió a revisar el balance de clases. El balance de clases quedo de

la siguiente manera: 16,713 (24.91 %) instancias para la clase not-crossing, 22,201

(66.32 %) instancias para la clase crossing y 31 (0.09 %) instancias para la clase -99999.

Las 31 instancias que no se eliminaron pudo ser por un error de captura en código.

Para resolver esto se decidió a aplicar una técnica de imputación por moda. Al final de

esta imputación el balance de clases quedo de la siguiente manera: 11,253 (33.62 %)

instancias para la clase not-crossing, 22,221 (66.38 %) instancias para la clase crossing.

En la figura 5.12 se puede ver el balance de clases después de la imputación de datos,

donde el valor cero y uno corresponde a no-cruzando y cruzando respectivamente.

Figura 5.12: Balance de clases de la base de datos imputada.
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A continuación, se muestra la comparación de la base de datos original y la base de

datos aplica la imputación para verificar que el comportamiento de los datos no sea

afectado.

(a) Base de datos original. (b) Base de datos imputadas.

Figura 5.13: Distribución del atributo ángulo derecho.

(a) Base de datos original. (b) Base de datos imputadas.

Figura 5.14: Distribución del atributo ángulo izquierdo.
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(a) Base de datos original. (b) Base de datos imputada.

Figura 5.15: Distribuciones del atributo paso peatonales.

(a) Base de datos original. (b) Base de datos imputada.

Figura 5.16: Distribuciones del atributo orientación de cabeza.

3. Datos sintéticos

Una vez que la imputación de datos fue realizada, se procedió a crear una variación de

la base de datos imputada. Esta nueva versión se le aplicara el método de ADASYN

esperando así que los modelos de ML tengan mejores resultados. Siendo así, el balance

de clases que da la siguiente forma. Para la clase no-cruzando o cero tiene una cantidad

de 22,598(50.42 %) y para la clase cruzando o uno 1.0: 22,221(49.58 %). En la figura

5.19 se observa que se logró el balance satisfactoriamente, sin embargo, se presentaran

a continuación las distribuciones de cada atributo como se ha estado presentado antes

para verificar que el comportamiento de los datos no ha sido afectado.
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(a) Base de datos original. (b) Base de datos imputada.

Figura 5.17: Distribuciones del atributo señal de alto vehicular.

(a) Base de datos original. (b) Base de datos imputada.

Figura 5.18: Distribuciones del atributo semáforo.

4. Normalización de los datos

Se realizo otra variación para las bases de datos ya mencionadas, imputada y sintética,

esta variación es la aplicación de la normalización maxmin, y StardarScale para ver

que comportamiento pudiera surgir con tan solo hacer una normalización. Y además

en la parte de análisis de los datos, la normalización debe hacer se antes y no después

al aplicar las técnicas PCA y la matriz de Pearson.
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Figura 5.19: Balance de clases de la base de datos sintéticos.

(a) Base de datos original. (b) Base de datos sintética.

Figura 5.20: Distribución del atributo ángulo derecho.

5.3.2 Análisis de los datos

El análisis de datos consiste en una variedad de técnicas a seleccionar para así poder

discernir que características de la base de datos son las más importantes y así poder ahorrar

tiempo y costo computacional. Para esta tesis se utilizaron las técnicas: Matriz de confusión

de Pearson y la técnica de PCA. Con estas dos técnicas se establecieron que atributos real-

mente son necesarios para por hacer la clasificación o reconocimiento de la intención del

peatón de cruza. A continuación, se mostrarán los resultados al aplicar la matriz de Pearson

para las bases de datos imputada, sintética y la normalización maxmin a cada una de ellas, te-

niendo así 4 base de datos para, y para la técnica de PCA se le suma además de las anteriores,

82



(a) Base de datos original. (b) Base de datos sintéticos.

Figura 5.21: Distribución del atributo ángulo izquierdo.

(a) Base de datos original. (b) Base de datos Sintética.

Figura 5.22: Distribuciones del atributo paso peatonales.

la normalización StandatScale, teniendo así 6 variaciones de la base de datos.

Matriz de Confusión de Pearson

Para este análisis se utilizaron la base de datos imputada, se utilizaron la base de datos

imputada, sintética(balanceada) y sus normalizaciones maxmin.

En la tabla 5.2 se puede apreciar estos atributos con mayor correlación con el atributo

de decisión.
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(a) Base de datos original. (b) Base de datos sintética.

Figura 5.23: Distribuciones del atributo orientación de cabeza.

(a) Base de datos original. (b) Base de datos sintética.

Figura 5.24: Distribuciones del atributo señal de alto vehicular.

(a) Base de datos original. (b) Base de datos sintética.

Figura 5.25: Distribuciones del atributo semáforo.
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Tabla 5.2: Atributos más correlacionado al atributo de decisión.

Imputados Imputados maxmin Sintéticos Sintéticos maxmin
Paso
peatonal

0.185 Paso
peatonal

0.185 Paso
peatonal

0.189 Paso
peatonal

0.189

Peatón
mirando

-0.226 Peatón
mirando

-0.226 Peatón
mirando

-0.141 Peatón
mirando

-0.141

Análisis de componentes principales (PCA)

Para este paso ya se contaba con 6 bases de datos, la base de datos imputada, impu-

tada normalizada (maxmin), imputada (StandarScale), sintética , sintética normalizada

(maxmin), sintética (StandarScale). Estas 6 variantes de bases de datos fueron ana-

lizadas con esta técnica y el resultado se puede apreciar en la Tabla 5.3, donde se

puede observar el porcentaje de información cada atributo para cada variante de ba-

se de datos, la base de datos imputada (imp.), imputada normalizada con el méto-

do maxmin (imp.maxmin), sintética (sint.), sintética normalizada maxmin (imp. max-

min),importada con la normalización StandardScale, y sintética con StandardScale.

Tabla 5.3: Porcentaje de información de cada atributo para las bases de datos.

Imp. Imp. maxmin Sint. Sint. maxmin Imp. StandarS. Sint. StandarS.
Ángulo
derecho

0.81 Paso pea-
tonal

0.47 Ángulo
derecho

0.81 Paso
peatonal

0.48 Ángulo
izquierdo

0.27 Ángulo
derecho

0.27

Ángulo
izquierdo

0.19 Peatón
mirando

0.22 Ángulo
izquierdo

0.19 Peatón
mirando

0.21 Paso pea-
tonal

0.18 Semáforo 0.17

Paso pea-
tonal

0.00 Ángulo
derecho

0.13 Paso pea-
tonal

0.00 Ángulo
derecho

0.14 Peatón
mirando

0.17 Señal-
alto

0.17

Peatón
mirando

0.00 Semáforo 0.09 Peatón
mirando

0.00 Semáforo 0.09 Semáforo 0.16 Peatón
mirando

0.16

Semáforo 0.00 Señal-
alto

0.05 Semáforo 0.00 Señal-
alto

0.05 Señal-
alto

0.16 Señal-
alto

0.16

Señal-
alto

0.00 Ángulo
izquierdo

0.03 Señal-
alto

0.00 Ángulo
izquier-
do

0.03 Ángulo
izquierdo

0.06 Ángulo
derecho

0.06
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Como resultado de este análisis de los datos por medio de la técnica de PCA y

la matriz de correlación de Pearson, se obtuvo al final 9 variaciones de la base de datos

original para poder así ver el comportamiento de los modelos de ML. La base de datos que

se utilizaran para entrenar y validar los modelos de ML se en listan a continuación:

Imputada

Esta base de datos contiene todos los atributos (6) y el atributo de decisión Cross True.

Imputada Reducida

Esta base de datos contiene 2 atributos de los 6 originales (Ángulos de las rodillas) y el

atributo de decisión Cross True.

Imputada maxmin

Esta base de datos contiene todos los atributos (6) y el atributo de decisión Cross True.

A los atributos de las rollas se les fue aplicado una normalización maxmin.

Imputada maxmin Reducida

Esta base de datos contiene 4 atributos de los 6 originales (Paso peatonal, Peatón mi-

rando, ángulo derecho, y semáforo) y el atributo de decisión Cross True. A los atributos

de las rollas se les fue aplicado una normalización maxmin.

Sintéticos

Esta base de datos contiene todos los atributos (6) y el atributo de decisión Cross True.

Y también se le aplico un balance de clases con el método ADASYN.

Sintéticos Reducidos

Esta base de datos contiene 2 atributos de los 6 originales (Ángulos de las rodillas) y

el atributo de decisión Cross True. Y también se le aplico un balance de clases con el

método ADASYN.

Sintéticos maxmin
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Esta base de datos contiene todos los atributos (6) y el atributo de decisión Cross True.

A los atributos de las rollas se les fue aplicado una normalización maxmin. Y también

se le aplico un balance de clases con el método ADASYN.

Sintéticos maxmin Reducida

Esta base de datos contiene 4 atributos de los 6 originales (Paso peatonal, Peatón mi-

rando, ángulo derecho, y semáforo) y el atributo de decisión Cross True. A los atributos

de las rollas se les fue aplicado una normalización maxmin. Y también se le aplico un

balance de clases con el método ADASYN.

Imputados StandarScale Reducido

Esta base de datos contiene 4 atributos de los 6 originales (ángulo izquierdo, Paso

peatonal, Peatón mirando, y semáforo) y el atributo de decisión Cross True. A los

atributos de las rollas se les fue aplicado una normalización maxmin.

5.3.3 Entrenamiento y pruebas

Una vez que se contó con estas 9 bases de datos, se procedió a entrenar y probar los

modelos de ML (KNN, SVM, y RF). Para realizar este proceso se utilizó la técnica de K-fold

con un valor para K=5, esto debido a que las particiones más comunes son 5 y 10, siendo este

último mucho más tardado en entrenar, la cual fue la razón del valor de 5. Los parámetros

utilizados para cada modelo se muestran a continuación al igual que se presenta la figura 5.26

se muestran los resultados promedios de las métricas de los 27 modelos mediante el método

K-fold.

KNN : N° vecinos = 5, distancia = minkowski

SVM : Kernel = ‘rbf’, gamma = ’auto’, Probabilidad = True

RF : Criterio = ”gini”, Separador = ”best”, máxima profundidad = None, separaciones

mínimas de pruebas = 2
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Figura 5.26: Gráfica de barras de los 27 modelos entrenado y probados con diferentes versio-
nes de la base de datos original. 88



A continuación, se muestra una seria de tablas que muestran los resultados de las

métricas obtenidas en el entrenamiento y prueba de los 4 modelos seleccionados al utilizar

el método de k-fold. Cada tabla corresponde a un tipo de base de datos y a además se hizo

un enfoque hacia las dos clases para ver como el comportamiento hacia cada uno de ellos. El

promedio de los resultados se resalta en color rojo.

En las tablas 5.4, 5.5, 5.6, y 5.7 se tiene los resultados de los modelos SVM entrena-

dos para las bases de datos imputada, imputada normalizada, imputada normalizada(maxmin)

reducida, imputada normalizada(StandardScale) reducida respectivamente . Los resultados

con el enfoque de hacia la clase cruzando presenta buenos valores para el F1-score, Recall

y Precisión. Pero los resultados hacia el enfoque de NO cruzando no son muy buenos, lo

cual está relacionado a las matrices de confusión y se corrobora que la clasificación de no

cruzando tiene que ser mejorada para que el sistema en general mejore también.

Analizando los resultados de cada tabla se puede observar que todos tienen valores

muy similares en sus métricas, pero se recalca en color verde los valores de la Exactitud, y

F1-score en la tabla 5.5, para la métrica Recall en la tabla 5.6 ,y para la métrica Precisión

en la tabla 5.7 como los mejores en comparación de las además tablas. En la tabla 5.8 se

muestran los promedios de los resultados para la clase cruzando con sus rangos y para cada

base de datos utilizada en el entrenamiento de los modelos de SVM.

Tabla 5.4: Resultados K-fold para la base de datos Imputados.

Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.686 0.686 0.882 0.771
2 0.695 0.735 0.885 0.803
3 0.697 0.753 0.866 0.805
4 0.584 0.578 0.970 0.724
5 0.678 0.693 0.928 0.794
Prom. 0.668 0.689 0.906 0.779

NO Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.686 0.492 0.220 0.304
2 0.695 0.472 0.244 0.326
3 0.697 0.417 0.253 0.315
4 0.584 0.683 0.084 0.149
5 0.678 0.543 0.173 0.262
Prom. 0.668 0.521 0.195 0.271
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Tabla 5.5: Resultados K-fold para la base de datos Imputados Normalizada (maxmin).

Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.664 0.682 0.916 0.782
2 0.711 0.733 0.929 0.819
3 0.765 0.785 0.931 0.852
4 0.612 0.600 0.954 0.737
5 0.706 0.725 0.904 0.804
Prom. 0.691 0.705 0.927 0.799

NO Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.664 0.525 0.178 0.266
2 0.712 0.537 0.196 0.288
3 0.765 0.644 0.180 0.437
4 0.616 0.751 0.180 0.290
5 0.706 0.613 0.307 0.409
Prom. 0.693 0.614 0.208 0.338

Tabla 5.6: Resultados K-fold para la base de datos Imputados Normalizada (maxmin) Redu-
cida (S,PP,OC,AD).

Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.647 0.679 0.879 0.766
2 0.714 0.735 0.928 0.820
3 0.750 0.785 0.901 0.839
4 0.616 0.600 0.952 0.737
5 0.705 0.725 0.901 0.804
Prom. 0.686 0.705 0.912 0.807

NO Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.647 0.460 0.199 0.277
2 0.714 0.544 0.205 0.298
3 0.750 0.575 0.351 0.436
4 0.616 0.745 0.181 0.291
5 0.705 0.609 0.309 0.410
Prom. 0.686 0.587 0.249 0.324

Tabla 5.7: Resultados K-fold para la base de datos Imputados Normalizada (StandardScale)
Reducida (S,PP,OC,AD).

Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.658 0.682 0.899 0.776
2 0.711 0.739 0.910 0.816
3 0.755 0.787 0.908 0.843
4 0.613 0.598 0.955 0.735
5 0.708 0.728 0.899 0.804
Prom. 0.689 0.707 0.914 0.795

NO Cruzando
K-fold Exac. Pre. Recall F1-Score
1 0.658 0.498 0.193 0.279
2 0.710 0.526 0.237 0.327
3 0.755 0.593 0.352 0.442
4 0.613 0.744 0.170 0.276
5 0.708 0.613 0.322 0.422
Prom. 0.689 0.595 0.255 0.349

En la tabla 5.8 se muestran los resultados promedio para cada tipo de base con su

rango de operación. En la tabla 5.9 se hace una comparación de los resultados obtenidos con-

tra los trabajos que utilizaron la misma base de datos publica JAAD. El resultado(promedios

de las métricas) utilizado para la comparación fue tomada de la tabla 5.5, ya que fue la que

obtuvo dos métricas como mejores resultados. Y como se puede apreciar este trabajo se des-
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Tabla 5.8: Métricas promedio con sus rangos de operación.

Base de datos Exactitud Presición Recall F1-score
Imputada 0.668 ±0.056 0.689 ±0.087 0.906 ±0.044 0.779 ±0.040

Imputada maxmin 0.691 ±0.076 0.705 ±0.092 0.927 ±0.025 0.799 ±0.057
Imputada maxmin reducida 0.686 ±0.067 0.705 ±0.092 0.912 ±0.036 0.807 ±0.051

Imputada StandardScale reducida 0.689 ±0.071 0.707 ±0.094 0.914 ±0.028 0.795 ±0.054

taca en la métrica Recall y F1-score las demás métricas se encuentra entre el estado del arte

con los trabajos que utilizan la misma base de datos.

Tabla 5.9: Comparación de trabajo que usan la misma base de da JAAD.

Trabajo Exactitud Presición Recall F1-score
J.Gesnouin, 2020,[18]. 0.944 - - -

Z.Fang, 2018,[47]. 0.88 - - -
J.Gesnouin,2021,[41]. 0.85 0.56 0.57 0.55
D. Yang, 2022,[44]. 0.83 0.51 0.81 0.63
Y. Yao,2021,[56]. 0.82 - - 0.88

J.A. Abbasi, 2022,[48]. 0.7676 0.879 0.7172 0.7899
Lorenzo,2020,[38]. 0.6882 0.7420 0.7703 0.7559

Nosotros 0.691 ±0.076 0.705 ±0.092 0.927 ±0.025 0.799 ±0.057

91



A continuación, se presenta la tabla 5.10 la cual contiene los resultados de las matri-

ces de confusión de cada modelo entrenado con las diferentes variables de la base de datos.

Esta tabla contiene los VP, VN), FP, y FN. Lo que se busca en esta tabla es que los VP, y VN

sean los más altos posibles, ya que estos indican que el modelo está clasificando de mejor

manera a los peatones que está cruzando(VP), y los que no están cruzando (VN). Por otro

lado, se busque que los FP, y los FN sean los más bajos posibles, ya que estos representan

una mala clasificación. Es decir que mientras más alto sean los FP esto indica que el modelo

está clasificando a peatones que no están cruzando como si estuvieran cruzando. Y la peor

situación es que se presente altos valores de FN, ya que el modelo está clasificando a los pea-

tones como no cruzando cuando en realidad el peatón es cruzando, y esto es de alto riesgo. En

dicha tabla se resaltan en negrillas los valores más altos para los VP, y VN para cada modelo

entrenado con su variante de base de datos. También se resalta para los FP, y FN los valores

más pequeños ya que son los valores se requieren. En base a estos resultados se resaltan en

verde los modelos que tuvieron altos valores de VP y los más bajos en FN. Esto debido a que

se pretende reducir los accidentes a peatones, sin embargo, esto hace seleccionar a estos 4

modelos (SVM) tienda a generar más FP haciendo a los modelos "Preventivos".
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Tabla 5.10: Resultados de las matrices de confusión de los modelos KNN, SVM, y RF.

Base datos Modelo Verdaderos
Positivos

Verdaderos
Negativos

Falsos
Positivos

Falsos
Negativos

KNN 3749 510 1710 726
Imputada SVM 4135 383 1837 322

RF 3237 860 1360 1238
KNN 3695 754 1466 780

Imputada maxmin SVM 4045 682 1538 430
RF 3270 853 1367 1205
KNN 2873 1921 1292 2878

Sintética SVM 2684 2138 1075 3067
RF 3195 1685 1528 2556
KNN 3089 1956 1257 2662

Sintética maxmin SVM 3805 2173 1040 1946
RF 3208 1695 1518 2543
KNN 1912 1331 889 2563

Imputada reducida SVM 1483 1563 657 2992
RF 2147 1163 1057 2328
KNN 3793 719 1501 682

Imputada maxmin reducida SVM 4036 685 1535 439
RF 3192 965 1255 1283
KNN 2438 1956 1257 3313

Sintética reducida SVM 1916 2312 901 3835
RF 2749 1695 1518 3002
KNN 3088 1915 1298 2663

Sintética maxmin reducida SVM 3797 2187 1026 1954
RF 2990 1793 1420 2761
KNN 3794 710 1510 681

Imputada maxmin reducida SVM 4023 715 1505 452
RF 3184 957 1263 1291
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A continuación, se presentan las gráficas PR de cada uno de los 27 modelos. Anali-

zando todas las gráficas 5.27, 5.35, 5.29, 5.35, 5.33, 5.35, 5.33, 5.35, y5.35 se puede ver un

patrón donde todos los modelos entrenados con cualquier base de datos del tipo KNN y RF

tienden a tener una pendiente continua y luego se estabilizan. Pero los modelos SVM tienen

un comportamiento diferente, bajan drásticamente pero muy poco, y se mantienen por un

tramo más largo. Cabe recalcar que la escala en este caso es engañosa y la gráfica 5.29b se

aprecia mejor su resultado. En conclusión, para esta parte los modelos SVM tienen buenos

resultados para estas gráficas, pero no son los mejores, pero su gran ventaja de ellos es que

tienen un comportamiento más estable, por lo cual es preferible seleccionar los modelos de

SVM resaltados en color verde por su estabilidad y los resultados de las matrices de con-

fusión. Por otra parte, los modelos de KNN y RF no son elegibles a pesar de tener mejores

resultados para las gráficas de Precisión vs Recall ya que sus matrices de confusión arrogaron

malos resultados.

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.27: Gráficas PR con modelos ML entrenados con la base de datos imputada.
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(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.28: Gráficas PR con modelos ML entrenados con la base de datos imputada y nor-
malizada (maxmin).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.29: Gráficas PR para los tres modelos ML entrenados con la base de datos sintéticos.

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.30: Gráficas PR para los tres modelos ML entrenados con la base de datos sintética
y normalizada (maxmin).
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(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.31: Gráficas PR para los tres modelos ML entrenados con la base de datos imputada
reducida (ángulos derecho e izquierdo).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.32: Gráficas PR para los tres modelos ML entrenados con la base de datos imputada,
normalizada (maxmin), y reducida (Semáforo, P. P., O.C., Ang. Der.).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.33: Gráficas PR para los tres modelos ML entrenados con la base de datos sintético
reducido (ángulos derecho e izquierdo).
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(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.34: Gráficas PR para los tres modelos ML entrenados con la base de datos sintético,
normalizado (maxmin), y reducida (Semáforo, P.P., O.C., Ang. Der.).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.35: Gráficas PR con modelos ML entrenados con base de datos imputada, normali-
zada (StandardScale), y reducida (Semáforo, P.P., O.C., Ang. Der.).
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Ahora se presentarán las gráficas ROC. Como se puede apreciar en las figuras 5.36,

5.37, 5.38, 5.39, 5.41, 5.43, y 5.44, el modelo que mejor se desempeñó en cada una de las

bases de datos fue SVM, lo cual nos esta reafirmado lo obtenido en las matrices de confusión.

Sin embargo, para los modelos 5.38b, 5.39b, y 5.43b no fueron seleccionados ya que sus

matrices de confusión resultaron con una gran cantidad de falsos negativos. Por otro lado,

se puede observar un patrón en las figuras 5.40, 5.42 donde la característica en común es

que ambas usan los atributos ángulo derecho e izquierdo, para la base de datos imputada y

sintética, y se puede ver que cualquiera de modelos no puede diferenciar de la clase cruzando

y no cruzando. Por lo cual nos dice que solo estos dos atributos no bastan para reconocer la

intención de cruzar por parte del peatón.

Una vez habiendo analizado las matrices de confusión, las gráficas de PR, y las gráfi-

cas ROC se seleccionaron 4 modelos de las 9 iniciales. A continuación, se presenta un listado

de la base de datos de los cuales fueron entrenados los modelos de SVM seleccionados. Estos

coinciden con los resultados de K-fold aplicado en la tabla 5.8.

Base de dato imputada.

Base de dato imputada normalizada(maxmin).

Base de dato imputada normalizada(maxmin) y reducida con los atributos Semáforo,

Paso peatonal, Orientación de la cabeza, y Ángulo derecho.

Base de dato imputada normalizada(StandarScale) y reducida con los atributos Semá-

foro, Paso peatonal, Orientación de la cabeza, y Ángulo Izquierdo.
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(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.36: Gráficas ROC para los modelos ML entrenados con la base de datos imputada.

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.37: Gráficas ROC para los modelos ML entrenados con la base de datos imputada y
normalizada(maxmin).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.38: Gráficas ROC para los modelos ML entrenados con la base de datos sintéticos.
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(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.39: Gráficas ROC para los modelos ML entrenados con la base de datos sintética y
normalizada(maxmin).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.40: Gráficas ROC para los modelos ML entrenados con la base de datos imputada
reducida (ángulos derecho e izquierdo).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.41: Gráficas ROC para los modelos ML entrenados con la base de datos imputada,
normalizada(maxmin), y reducida (Semáforo, P.P., O.C., Ang. Der.).
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(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.42: Gráficas ROC para los modelos ML entrenados con la base de datos sintéticos
reducidos (ángulos derecho e izquierdo).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.43: Gráficas ROC para los modelos ML entrenados con la base de datos sintética,
normalizada(maxmin), y reducida (Semáforo, P.P., O.C., Ang. Der.).

(a) Modelo KNN(K=5). (b) Modelo SVM. (c) Modelo RF.

Figura 5.44: Gráficas ROC para los modelos ML entrenados con la base de datos imputada,
StandardScale, y reducida (Semáforo, P.P., O.C., Ang. Der.).
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5.4. Sistema final

El sistema final como ya se ha mencionado, es la unión de la arquitectura del sistema

que generó la base de datos para entrenar a los modelos de ML y los modelos entrenados.

Dado que los resultados en el entrenamiento y prueba de los modelos de ML fueron muy

similares, se probó el sistema final con estos 4 modelos entrenados sus respectivas bases de

datos. Para probar el sistema final se utilizaron 70 vídeos(277-346), los cuales nunca fueron

usados anteriormente. Y solo se calcularon las métricas de precisión, exactitud, recall y f1-

score.

Los resultados obtenidos se encuentran en la parte de anexos A.1, A.2,A.3, A.4, A.5,

A.6, A.7, y A.8. Después de analizar los resultados se encontraron con varias situaciones. Para

los resultados del anexo A.1 se presenta valores de cero en las métricas y una vez analizado

cada uno de los vídeos, se encontró que en los vídeos 285, 292, 296, 323, 343 no se presenta

ningún peatón. Por otra parte, para el vídeo 346 si se presenta un peatón cruzando, pero las

condiciones de contra luz, el sistema no fue capaz de detectar al peatón o de obtener los

ángulos.

Figura 5.45: Ejemplo de situación compleja de detección a contraluz del sol.

En los anexos A.2 y A.3 se muestran los resultados para los vídeos 284, 288, 289,

300, 304, 308, 309, 318, 329, 335,337, 342, y 344. Claramente las métricas son malas, esto

es debido a varias razones. Como se ha visto en el entrenamiento de los modelos de ML, el
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sistema tiende a predecir a los peatones como cruzando, y esto explica por qué los resultados

en estos vídeos son malos, ya que los peatones detectados en cada vídeo no están cruzando

respecto a la base de datos y el sistema dice que si lo están. También esto pudiera ser a que el

sistema está detectando al peatón de espalda o de frente (ejemplo en la figura 5.46), lo cual

el cálculo bidimensional no es lo mejor para este tipo de tomas.

Figura 5.46: Ejemplo de situación donde el peatón se detectó de espaldas en medio de una
calle en el vídeo 218.

En los resultados para los anexos A.4, A.5, A.6, A.7, y A.8 se puede apreciar que

los valores de las métricas son relativamente buenos y que mantienen el comportamiento

presentado por lo modelos SVM. Los parámetros establecidos de confiabilidad para el siste-

ma final fueron para la detección del peatón de 0.90, para las señales de tráfico (semáforos

y señales de alto) de 0.60, para los pasos peatonales de 0.60, para la orientación de la ca-

beza de 0.30, y para la esqueletización de 0.50. Para poder comparar el desempeño de los

modelos SVM entrenados con las bases de datos imputada, imputada normalizada(maxmin),

imputada normalizada(maxmin) reducida e imputada normalizada(StandardScale) reducida,

se calculó el promedio de cada métrica para cada vídeo de su respectivo modelo entrado con

un de las cuatro bases de datos ya mencionadas. En las figuras 5.47, 5.48, 5.49, y 5.50 se

puede apreciar los resultados del promedio de las métricas de todos los vídeos. Analizando

estas gráficas de barras, se puede apreciar claramente que el modelo SVM entrenado con la

base de datos imputada presenta menor desempeño para las métricas de exactitud, precisión
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y F1-Score, lo que nos dice que esta base de datos imputada que contenía todos los atributos

deseados inicialmente no es la mejor. Por otro lado, los modelos de SVM entrenados por la

base de datos imputado normalizado(maxmin), imputado normalizado(maxmin) reducido (4

atributos de 6), e imputado normalizado(StandardScale) reducido (4 atributos de 6) presenta

valores muy semejantes en todas las métricas. Por lo cual, la selección del tipo de base de

datos y su procesamiento para entrenar modelos para el tipo SVM puede ser cualquiera de las

dos siguientes, la base de datos imputado normalizado(maxmin) reducido (4 atributos de 6),

e imputado normalizado(StandardScale) reducido (4 atributos de 6), esto porque a diferencia

de la base de datos imputada reducida (maxmin) tiene o usan dos características menos. Para

seleccionar uno de los dos bases de datos "Ganadoras", la base de datos imputado normali-

zado(maxmin) reducido (4 atributos de 6), e imputado normalizado(StandardScale) reducido

(4 atributos de 6), realmente no hay diferencia en utilizar una a la otra, pero si deja en evi-

dencia que normalizar la base de datos fue relevante para este trabajo. El tiempo requerido

para las detecciones y clasificación fue en promedio de 0.86 y 0.84 segundos para la base

de datos imputado normalizado(maxmin) reducido (4 atributos de 6), e imputado normaliza-

do(StandardScale) reducido (4 atributos de 6) respectivamente. Se utilizo una GPU tesla T4

de colab.

Como manera de cerrar el sistema final, se muestra la tabla 5.11 en la cual se com-

paran varios trabajos que utilizaron la misma base de datos JAAD contra los resultado de

los modelos de SVM entrenados con 4 diferentes variaciones. En esta tabla se comparan las

métricas de Exactitud(Exac.), Precisión(Pre.), Recall, y F1-Score, los tiempos de inferencia,

la cantidad y el tipo de atributo utilizado y el tipo de hardware utilizado. Vemos que los re-

sultados están dentro del estado del arte, y que es superior en la métricas recall y que además

al tener métricas que compiten al mismo nivel pero utilizando menor cantidad de atributos o

características para reconocer o predecir la intención del peatón.

104



Figura 5.47: Gráfica de barras de la exactitud promedio de los vídeos.

Figura 5.48: Gráfica de barras de la precisión promedio de los vídeos.
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Figura 5.49: Gráfica de barras de la recall promedio de los vídeos.

Figura 5.50: Gráfica de barras de la F1-Score promedio de los vídeos.
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Tabla 5.11: Comparación de varios trabajos en base a la misma base de datos JAAD

Trabajo N°
Atri.

Atributos Tiempos de
inferencia (s)

Hardware Exac. Pre. Recall F1-
Score

J.Gesnouin,2020[18] 1 PC 0.00025/67 RTX
2080ti/i7
8700K

0.944 - - -

Z.Fang,2018,[47] 1 PC - - 0.88 - - -
J.Gesnouin,2021[41] 1 PC 1-2 - 0.85 0.56 0.57 0.55
D. Yang, 2022,[44] 7 Bb,IV, SP,

PC,SA,ST,S
1-2 - 0.83 0.51 0.81 0.63

J.A.Abbasi,2022[48] 7 Bb,IV,SP,
PC,SA,ST,S

- RTX™
A4000

0.7676 0.879 0.7172 0.7899

Lorenzo,2020,[38] 6 ST,SA,OC,
Coo,EM,Bb

- GTX TI-
TAN X

0.6882 0.7420 0.7703 0.756

Razali 2021,[45] 1 PC 0.2 GTX
1080 Ti

- - - -

Yao 2021,[56] 6 S, PP, SA,
T, E, IV

0.006
±0.0012

Tesla
V100

0.82 - - 0.88

Base imputada 6 S, PP, SA,
OC, AD,AI

0.8494 Tesla T4
colab

0.7516 0.7531 0.9527 0.8138

Base imputada
maxmin

6 S, PP ,SA,
OC, AD,AI

0.8396 Tesla T4
colab

0.7985 0.7939 0.9619 0.8457

Base imputada
maxmin reducida

4 S,PP,OC,AD 0.8591 Tesla T4
colab

0.7999 0.8038 0.9578 0.8467

| Base imputada Es-
tándar Scaled redu-
cida

4 S,PP,OC,AI 0.8403 Tesla T4
colab

0.7965 0.8039 0.9520 0.8443
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En la figura 5.51 se muestra una secuencia de 7 imágenes. En las imagen 0 y 24 solo

se observan la detección de pasos peatonales. En la imagen 49 se muestran las detecciones de

los pasos peatonales, la ordinación de la cabeza, el cual es incorrecta puesto que pertenece a

otro peatón, y el peatón en color rojo y los ángulos de color blanco, dando así la predicción

de 1 o cruzando cuando su estado real es no cruzando(FP). En la imagen 74 se muestran las

mismas detecciones que en la imagen anterior pero con la orientación de la cabeza corres-

pondiente al peatón, y ahora la predicción es no cruzando (0), mientras que el estado real es

No Cruzando un VN. Para la imagen 99 se muestran las misma detecciones para la imagen

49 pero ahora la predicción y el estado real del peatón es 1(C) y C respectivamente y este

comportamiento siguen igual para las imágenes 124 y 149. La velocidad de procesamiento

por imagen es de 0.84 segundos, debido a que es escogió el sistema entrenado con la Base

imputada Estándar Scaled reducida en la tabla 5.11, y es por eso que de el vídeo 305 que

consta de 150 imágenes solo se muestran 7.

Figura 5.51: Secuencian de imágenes del sistema final para el vídeo 305 de la base de datos
JAAD.
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6. CONCLUSIONES Y TRABAJO FUTURO

6.1. Conclusiones

En base a los resultados obtenidos y analizados en esta tesis se puede concluir los

siguientes puntos:

Debido a las necesidades de este proyecto se requirió crear una base de datos con los 6

atributos deseados. En base a la investigación, se puede decir que esta base de datos es

una aportación ya que no se encontró alguna mención o existencia de la base de datos

utilizada para entrenar a los modelos de machine learning. Lo cual es muy valioso.

De acuerdo con los resultados, la preparación de los datos, análisis de los atributos

fueron una estratégica altamente recomendada ya que las base a las cuales se les redujo

su dimensionalidad (cantidad de atributos, 6 a 4) y la normalización de sus datos con

diferentes maneras fueron las que dieron mejores resultados en los modelos de SVM.

En base a la experimentación, entrenamiento, y resultados del modelo de KNN, SVM,

y RF, se seleccionó los modelos de SVM entrenado con diferentes variaciones de la

base de datos original. La razón por la cual el modelo RF no funciono se puede deber

a que no es bueno cuando el sistema tiene una gran cantidad de instancias y hace la

profundidad más grande. Para el modelo KNN no fue el mejor posiblemente por que

los vecinos más cercanos no fueron lo suficiente o que los datos estos mezclados. Dado

a los dos modelos anteriores el modelo SVM fue mejor muy posiblemente por que los

datos que estuvieran mezclados fueron clasificados correctamente por el aumento de

dimensionalidad que este modelo ofrece.

En base a la investigación realizada se encontró que varios trabajos utilizaban varias
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y diferentes características ya sea del peatón y mayormente del vehículo, como lo son

la orientación de la cabeza, orientación del torso entre otras, y para el vehículo como

la velocidad, frenado entro otras más. Pero en este trabajo se centró en lo que el auto

"puede ver"mediante una cámara RGB y obtener variables del ambiente y del mismo

peatón. Y de las 6 características que se utilizaron (semáforos, alto vehicular, pasos

peatonales, orientación de la cabeza, ángulo de la rodilla derecha e izquierda) se puedo

determinar que las características mínimas necesarias para reconocer la intención del

peatón son la orientación de la cabeza (si el peatón está viendo o no al vehículo), la

presencia de pasos peatonales, semáforos y de solo un ángulo de cualquier rodilla, en

total 4 de las 6 características iniciales.

En general para el sistema final realiza todo el proceso de detección y clasificación se

le puede considerar bueno ya que detecta muy bien a los peatones que están cruzan-

do. Y que este sistema tiende a ser preventivo lo cual es relativamente bueno, ya que

clasifica a un peatón que está cruzando cuando en realidad no lo está. Por lo cual, si

solo no limitamos a la tarea de reconocer la intención del peatón para así poder evitar

un accidente, este proyecto ha cumplido con su objetivo, y no solo eso, sino demuestra

cuales características son realmente necesarias del total inicial.

Para la parte del sistema es preventivo, esto pudo deberse a al desbalance de clases,

debido a que la base de datos se encontraba con mayor cantidad de peatones cruzando.

Por lo cual otro método diferente al ADASYN pudiera ser otra opción para mejorar

el sistema general en gran medida. También esté comportamiento pudiera ser por la

base de datos JAAD, es decir que el modelo lo esté prediciendo bien y que la etiqueta

de ese peatón allá sido puesta incorrectamente por una confusión de la definición de

cruzar para un peatón. Por lo cual la definición de cuando un peatón está cruzando es

fundamental tenerla claramente.
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6.2. Trabajo futuro

Para poder mejorar un mas este proyecto se en listan las tareas que se puede realizar

para mejorar el sistema en general.

Buscar modelos pre-entrenados o entrenar modelos para las características deseadas y

mencionadas en este proyecto. Por ejemplo, se entrenó el modelo YOLOV8 que fue

liberado en enero del 2023 y se podría intentar con el modelo siguiente YOLO NAS el

cual salió dos o tres meses después.

Mejorar la detección del peatón para que el sistema sea capaz de realizar esta detección

con un valor de con confiabilidad menor a 0.9 para si poder cubrir y analizar más

imágenes donde si exista un peatón.

Probar otros métodos de generación de datos sintéticos para balancear las clases y

probarlo con el modelo SVM con la intención de disminuir los falsos positivos y que el

modelo sea menos preventivo al clasificar correctamente a los peatones que realmente

no están cruzando.

Probar con más parámetros al entrenar al modelo SVM y esperar su desempeño mejore

aún más, sobre todo en las gráficas PR y la gráfica ROC. Esto con la intención de que

el modelo sea más capaz de diferenciar mejor las clases cruzando y no cruzando.

Probar el sistema final, con un poder de cómputo más grande, para así mejorar el tiempo

de detección, ya que en este trabajo se utilizó una GPU Tesla T4.

Una vez que se allá cumplido con lo anterior se podría intercambiar o agregar otra

variable para deseadas que involucren al peatón y su entorno para investigar que otras

más características pudieran ser igual o más importantes de las ya encontradas en este

trabajo.

Una mejorar sería llevar la esqueletización de un plano 2D a uno en 3D para lograr ser

más precisos mediante el uso de vectores pero sin afectar la velocidad de clasificación.
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1. ANEXOS
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Figura A.1: Resultados del sistema final para los vídeos que no presentaban un peatón o el
sistema nunca logro detectar.
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Figura A.2: Resultados del sistema final para vídeos donde le peatón no cruza parte 1.
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Figura A.3: Resultados del sistema final para vídeos donde le peatón no cruza parte 2.

128



Figura A.4: Resultados del sistema final para vídeos donde presenta ambos estados parte 1.
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Figura A.5: Resultados del sistema final para vídeos donde presenta ambos estados parte 2.
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Figura A.6: Resultados del sistema final para vídeos donde presenta ambos estados parte 3.
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Figura A.7: Resultados del sistema final para vídeos donde presenta ambos estados parte 4.
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Figura A.8: Resultados del sistema final para vídeos donde presenta ambos estados parte 5.
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Figura A.9: Constancia de manejo de la lengua.
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Figura A.10: Constancia de comprensión de textos de lengua extranjera.
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Figura A.11: Constancia de producto académico.
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