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Abstract

Estimating attentional states is an essential task in different areas of knowledge. So far, the
classification of attentional states was limited by the classes that the state of the art used to
describe subjects’ cognitive states. This contribution proposes a new way of processing data
from eye-tracking sessions: converting one-dimensional information to a two-dimensional
visualization. This approach provides the opportunity to visualize the physical properties
of different eye movements that, during conventional processing may go unnoticed. One of
the main problems of this research is the lack of public databases to work with, so it is
proposed to create a database based on identifying the physical properties of each state
of attention in the dataset. This identification allows the database to be labeled for the
five states of care proposed by the clinical model of Solberg and Mateer. This information
is subjected to an optical flow transformation for domain modification. Through domain
shifting and deep learning techniques, specifically transfer learning dynamics, it is possible
to successfully identify four attention levels by analyzing eye-tracking sessions.
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Resumen

La estimación de estados de atención es una tarea importante en diferentes áreas del cono-
cimiento. Hasta el momento la clasificación de estados de atención se véıa limitada por las
clases que el estado del arte ha utilizado para describir el estado cognitivo de los sujetos. En
esta contribución se plantea una nueva forma de procesar los datos de sesiones de seguimiento
ocular: convertir la información una dimensión a una visualización bidimensional. Esta pro-
puesta brinda la oportunidad de visualizar propiedades f́ısicas de los diferentes movimientos
oculares que durante un procesamiento convencional pueden pasar desapercibidas. Uno de los
problemas principales de esta investigación es la falta de bases de datos públicas con las que
trabajar, por lo que se propone la creación de una base de datos basada en la identificación
de propiedades f́ısicas de cada estado de atención en el conjunto de datos. Esta identifica-
ción permite etiquetar la base de datos para los cinco estados de atención propuestos por
el modelo cĺınico de Solberg y Mateer. Esta información es sometida a una transformación
de flujo óptico con el propósito de modificar el dominio. A través de una combinación entre
el cambio de dominio y técnicas de aprendizaje profundo, espećıficamente la dinámica de
transferencia de aprendizaje, es posible identificar exitosamente cuatro estados de atención
a través del análisis de sesiones de seguimiento ocular.
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Índice de figuras

2.1. Interpretación del ambiente a través de la atención visual [creación propia]. . 8
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CAPÍTULO 1

Introducción

La estimación de estados de atención visual se ha convertido en un tema de gran impor-
tancia en la investigación en interacción humano-computadora. La técnica de seguimiento
ocular proporciona información valiosa sobre la atención visual del usuario, pero su análisis
y clasificación pueden ser desafiantes debido a la complejidad de los datos recopilados. Aqúı
es donde entran en juego las técnicas de Aprendizaje Profundo (AP). Los métodos de apren-
dizaje profundo son capaces de procesar grandes cantidades de datos y aprender patrones
complejos, lo que los hace ideales para la clasificación de estados de atención visual.

Los sensores de seguimiento ocular recopilan información precisa sobre la ubicación y du-
ración de las fijaciones oculares en un monitor de computadora. Al combinar esta información
con técnicas de AP, se puede analizar la dinámica de los movimientos oculares y clasificar
los estados de atención que caracterizan la actividad neurológica durante tareas cognitivas.
En esta investigación, se analizará la importancia de la estimación de estados de atención
visual y se explorará cómo el AP puede ser utilizado para mejorar la precisión y la fiabilidad
de la estimación. Se discutirán diferentes enfoques y técnicas utilizadas en la literatura para
abordar este problema, incluyendo técnicas basadas en AP y enfoques h́ıbridos que combinan
con otras técnicas. Además, se investigarán las implicaciones prácticas de la estimación de
estados de atención visual en aplicaciones espećıficas relacionadas a campos espećıficos como
la psicoloǵıa y neuroloǵıa. Finalmente, se discutirán las limitaciones actuales y las posibles
áreas de investigación futura en este campo en constante evolución.

1.1. Motivación

Como los movimientos oculares están directamente relacionados con los mecanismos neu-
ronales involucrados en la atención visual, el seguimiento ocular es una herramienta valiosa
para estudiar el comportamiento de la atención [5]. Además, el análisis de los patrones de
movimiento ocular también puede proporcionar información sobre trastornos neurológicos
y otros procesos complejos relacionados con la atención[6]. Por lo tanto, es importante de-
sarrollar sistemas robustos que puedan determinar con precisión el estado de atención del
sujeto a partir de la información proporcionada por el seguimiento ocular.
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El uso de información de seguimiento ocular no invasivo y aprendizaje profundo para
estimar estados de atención es motivado por la necesidad de comprender y medir la con-
centración y la dirección de la mirada de una persona en tiempo real. La combinación de
los datos de seguimiento ocular con técnicas de AP permite crear modelos precisos y efi-
cientes para predecir la atención de una persona, lo que puede ser útil en una variedad de
aplicaciones, como la investigación en neurociencia. Además, el uso de estas estrategias para
procesar grandes cantidades de datos de seguimiento ocular permite una mayor precisión y
velocidad en la estimación de estados de atención. Este enfoque no invasivo permite evitar
la subjetividad de los diagnósticos tradicionales en la evaluación de la función cognitiva,
especialmente relacionada con la atención y el aprendizaje. Además, la identificación precisa
de los estados de atención relacionados con trastornos neurológicos brinda mayor confianza
en el diagnóstico a los especialistas.

1.2. Planteamiento del Problema

La atención visual es un aspecto fundamental en la investigación en neurociencia y psi-
coloǵıa. Sin embargo, los dos medios principales utilizados para estudiar la atención, como
la resonancia magnética funcional y la potenciales evocados, son invasivos y limitados en
su capacidad de proporcionar información precisa sobre el estado de atención del sujeto en
situaciones reales. Cuando se observan diferentes śıntomas relacionados con trastornos de
atención, usualmente en el aula, se notifica a padres o tutores para que el sujeto sea some-
tido a una entrevista con un profesional. El llamado diagnostico tradicional consiste en la
recopilación de información sobre los antecedentes médicos y sociales, y una evaluación en
donde se analizan aspectos como la expresión emocional, el habla y funciones cognitivas, en
donde destacan el nivel de alerta, espacio y tiempos, memoria, razonamiento y concentración
o atención.

Es común debido a la naturaleza del análisis del sujeto, que el especialista emita un
diagnóstico basado en la subjetividad y el padecimiento sufrido sea distinto al diagnostica-
do. La atención es un factor importante asociado con el efecto de aprendizaje [5]. A través
de la evaluación de la atención, es posible especular que el sujeto tiene enfermedades relacio-
nadas con la atención. Recientemente se han utilizado distintas fuentes de información para
corroborar diagnósticos a través del análisis de atención en la evaluación mental, se utiliza
Electroencefalogramas (EEG) para registrar y estudiar el comportamiento cerebral durante
la ejecución de tareas, Imagen por Resonancia Magnética Funcional (fMRI) para diferenciar
anatómicamente al sujeto de grupos de control y como análisis adicional el registro de mo-
vimientos oculares, pues existe un estrecho v́ınculo entre la dirección de la mirada humana
y el foco de atención [7].

Actualmente, existen varias estrategias para la estimación de estados de atención, como
la observación directa, la retroalimentación subjetiva y el seguimiento ocular. Sin embargo,
estas estrategias presentan algunas desventajas importantes. La observación directa puede
ser subjetiva y estar influenciada por la percepción individual del observador. La retroalimen-
tación subjetiva depende de la capacidad del sujeto para autoevaluar su estado de atención,
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lo que puede ser limitante en caso de trastornos neurológicos. El seguimiento ocular invasivo
requiere el uso de electrodos en el ojo, lo que puede ser incómodo para el sujeto y limitar la
aplicabilidad en entornos reales.

Otra estrategia para la estimación de estados de atención es el uso de EEG, que registra
la actividad eléctrica del cerebro y es menos invasivo que el seguimiento ocular. El EEG se
puede utilizar para identificar patrones de actividad cerebral asociados con diferentes estados
de atención y para analizar la dinámica de la actividad cerebral durante tareas cognitivas.
Sin embargo, la resolución temporal y espacial del EEG es limitada y puede no ser suficiente
para capturar detalles finos en la dinámica de la actividad cerebral. Además, el EEG requiere
la aplicación de electrodos en la cabeza, lo que puede ser incómodo y limitar su aplicación
en entornos reales. Por lo tanto, aunque el EEG es una herramienta valiosa para la estima-
ción de estados de atención, todav́ıa presenta desaf́ıos y limitaciones importantes que deben
abordarse en futuros estudios.

El mayor problema de la clasificación con fuentes de información mencionadas anterior-
mente recae en las etiquetas que se utilizan. Clasificar estados de atención visual como atento
o noatento puede tener desventajas, como la simplificación de la complejidad del compor-
tamiento humano. La atención no es un concepto binario y puede variar en intensidad y en
dirección. Además, la clasificación puede ser influenciada por factores externos como la tarea
en śı misma y la disposición emocional de la persona, lo que puede llevar a resultados poco
precisos. Otro problema es que las tecnoloǵıas utilizadas para medir la atención, como un
eye− tracker, pueden ser invasivas y limitar la capacidad de la persona para realizar tareas
naturalmente. En resumen, clasificar la atención como atento o noatento puede proporcio-
nar información útil, pero es importante ser consciente de sus limitaciones y considerar otros
factores que puedan afectar la precisión de la clasificación.

En lo que respecta al problema computacional, existe un problema relacionado a modelos
que en el pasado han intentado clasificar estados de atención con información de una sesión
de seguimiento ocular. Espećıficamente utilizan rRedes Neuronales Convolucionales (CNN)
y series de tiempo extráıdas del eye-tracker sin preprocesar. Estos enfoques tienen áreas
de oportunidad significativas. En primer lugar, los datos de eye-tracking pueden ser muy
ruidosos y contener artefactos que afecten la precisión del modelo. Además, los modelos
CNN son propensos a sobresaturarse cuando se les presentan grandes cantidades de datos
sin preprocesamiento, lo que puede resultar en una disminución en la precisión. Además, el
procesamiento de series de tiempo requiere una gran cantidad de recursos computacionales
y tiempo, lo que puede ser un obstáculo para su aplicación en situaciones reales.
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1.3. Justificación

La existencia de trastornos neurológicos no es algo precisamente nuevo, de los mencio-
nados anteriormente el más común es Transtorno por Déficit de Atención e Hiperactividad
(TDAH), cuyo diagnostico tradicional se basa en observación y aplicación de cuestionarios.
Esta forma de análisis tradicional gúıa hacia un diagnóstico erróneo, se estima que el 20% de
los niños son mal diagnosticados con TDAH sólo por la diferencia de edad con sus compañeros
de clase. Estad́ısticas mundiales arrojan un incremento del 8.5 al 9.5% en el número de niños
diagnosticados con TDAH del 2011 al 2017 [8]. Este trastorno tiene altas probabilidades de
prevalencia en la vida adulta, algunas de las secuelas presentadas en adultos diagnosticados
son la poca habilidad para relacionarse socialmente, deficiencia en el desempeño académico
y profesional, problemas para manejar ansiedad y depresión [9].

Swanson y Volkow [10] han considerado que los estragos de la pandemia por coronavirus
2019 (COVID-19) no sólo se limitan a las muertes por el virus, el confinamiento obligatorio y
la reducción de la interacción con la sociedad tendrá un efecto visible en el comportamiento
cerebral de niños, jóvenes y adultos. Es preocupante que al término del confinamiento y
regreso a las aulas el desempeño neurológico de estudiantes no sea el esperado, pues se
piensa que un subtipo etiológico novedoso de TDAH podŕıa detectarse en dicha población.
Los expertos especulan que los efectos residuales de la enfermedad COVID-19 pueden afectar
selectivamente las regiones del cerebro subyacentes a los déficits de atención y motivación
asociados con el TDAH.

En un reciente estudio, Zhao et al. [11] analiza el comportamiento de estudiantes univer-
sitarios en el regreso a las aulas. Se observan que los principales problemas de salud mental
en jóvenes adultos es ansiedad, depresión y un porcentaje considerable de ellos han sido
diagnosticados con TDAH. Padecimientos como altos niveles de ansiedad y estrés en una
madre gestante joven incrementan la probabilidad de que el feto sufra de trastornos del de-
sarrollo neurológico en edad adulta [12], como el TDAH, el trastorno del espectro autista, los
trastornos del espectro de la esquizofrenia, comportamiento antisocial y śıntomas depresivos.

La innovación de sistemas impulsados por Inteligencia Artificial (IA) utilizando EEG,
cámaras térmicas con seguimiento ocular e fMRI con seguimiento ocular fueron mencionadas
con anterioridad. Pese a esto la clasificación de atención que realizan en muchos casos no
es suficiente, pues es una cuestión binaria: atento y no atento. En términos del TDAH, por
ejemplo, la observación del comportamiento atencional se basa en estados de atención un
poco más complejos como atención sostenida y alternada, pues quien sufre del trastorno
tiene dificultades para prestar atención a los detalles, para mantener la atención durante un
peŕıodo prolongado de tiempo y para alternar la atención a objetos relevantes [13].
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1.4. Objetivos

Clasificar estados de atención utilizando la segmentación del área de interés visual y
seguimiento ocular a través de técnicas de aprendizaje profundo.

1.4.1. Objetivos Espećıficos

Determinar los movimientos oculares a evaluar, en base a su relevancia con estados de
atención visual.

Establecer las áreas de interés visual requeridas para el análisis de la información
obtenida por el seguimiento ocular.

Definir los estados de atención que brinden más información sobre el comportamiento
de atención visual del sujeto para su clasificación.

Analizar los datos obtenidos para extraer las caracteŕısticas de los movimientos oculares
definidos.

Diseñar y proponer un modelo con técnicas de aprendizaje profundo para la clasificación
de los estados de atención.

Realizar las pruebas necesarias para determinar el desempeño del modelo, y en su caso
ajustarlo para obtener resultados satisfactorios.

Evaluar los resultados obtenidos y comparar con el estado del arte.

1.5. Estructura de la Tesis

La tesis se organiza del siguiente modo:

Capitulo 2 presenta una revisión por los trabajos relacionados. En este caṕıtulo se
realiza una exhaustiva revisión de los trabajos previos y estudios relevantes relacionados
con el tema de investigación. Se analizan y resumen los hallazgos más importantes de
la literatura existente, proporcionando un contexto sólido para el estudio actual.

Capitulo 3 muestra a detalle la metodoloǵıa planteada. En este caṕıtulo se describe de-
talladamente la metodoloǵıa propuesta para llevar a cabo la investigación. Se explica el
enfoque adoptado, los procedimientos utilizados, los instrumentos de recolección de da-
tos y cualquier otra técnica o estrategia empleada en el estudio. Se busca proporcionar
una comprensión clara de cómo se ha llevado a cabo la investigación.

Capitulo 4 detalla los resultados alcanzados. En este caṕıtulo se describe detalladamen-
te la metodoloǵıa propuesta para llevar a cabo la investigación. Se explica el enfoque
adoptado, los procedimientos utilizados, los instrumentos de recolección de datos y
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cualquier otra técnica o estrategia empleada en el estudio. Se busca proporcionar una
comprensión clara de cómo se ha llevado a cabo la investigación.

Capitulo 5 se mencionan las conclusiones de la investigación. En este caṕıtulo se presen-
tan las conclusiones derivadas de la investigación realizada. Se resumen los principales
resultados, se destacan las contribuciones y se discuten las implicaciones prácticas y
teóricas del estudio. También se mencionan posibles direcciones futuras para la investi-
gación, brindando recomendaciones adicionales o áreas que podŕıan ser exploradas en
trabajos posteriores.

Esta estructura permite a los lectores tener una visión clara y organizada de la tesis, abar-
cando desde la revisión de la literatura existente hasta los resultados y conclusiones finales
de la investigación.
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CAPÍTULO 2

Revisión de Literatura

La estimación de estados de atención es una tarea crucial en diversas aplicaciones, inclu-
yendo la medición de la eficacia de la publicidad, la detección de fatiga en conductores y la
evaluación de la atención de pacientes con trastornos neurológicos. Con el avance de la inteli-
gencia artificial (IA), se han desarrollado métodos automáticos para la estimación de estados
de atención con una mayor precisión y eficiencia que los métodos tradicionales. La estimación
de estados de atención es un tema de gran importancia en el campo de la neurociencia y la
psicoloǵıa, ya que la atención es un proceso cognitivo crucial para el desempeño humano.
En los últimos años, se ha demostrado que tanto la electroneuroencefalograf́ıa (EEG) como
que los movimientos oculares contienen información valiosa relacionada a los diferentes esta-
dos de atención. La EEG permite registrar la actividad eléctrica cerebral, mientras que los
movimientos oculares reflejan el estado de alerta y concentración del sujeto. La revisión de
literatura sobre esta área de investigación busca examinar los avances y desaf́ıos en la esti-
mación de estados de atención a través de EEG y movimientos oculares, aśı como explorar
su aplicación en diversas tareas y situaciones.

2.1. Estados de atención

La atención puede definirse como un mecanismo central de control del procesamiento de
información, que actúa de acuerdo con los objetivos del organismo activando e inhibiendo
procesos, y que puede orientarse hacia los sentidos, las estructuras de conocimiento en me-
moria y los sistemas de respuesta. En la Figura 2.1 se muestra cómo es que los seres humanos
extraemos información del ambiente para su posterior análisis a través de la mirada.

La atención visual ha sido estudiada desde hace décadas para distintos fines [14, 15, 16],
este mecanismo propio del ser humano brinda amplia información sobre el desarrollo neuro-
nal y permite analizar distintos aspectos psicológicos. No existe un acuerdo universal en la
literatura sobre procesamiento de información con respecto a los mecanismos de atención. La
mayoŕıa de los modelos de atención basados en el enfoque del procesamiento de información
humana fueron introducidos por primera vez por Broadbent [17]. El problema con todos
los modelos de atención introducidos anteriormente que ninguno aborda adecuadamente el
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Figura 2.1: Interpretación del ambiente a través de la atención visual [creación propia].

fenómeno cĺınico de los déficits de atención o su remediación. Los pocos programas de trata-
miento para la atención que existen tienden a estar orientados a tareas sin una base teórica
sólida. Los estados de atención que se enlistan a continuación fueron descritos por Sohlberg
y Mateer [18], estos brindan información certera sobre el comportamiento del sujeto, no se
limita únicamente a la resolución de tareas y donde el sujeto analizado está atento o no
atento.

Atención enfocada: capacidad de responder discretamente a est́ımulos visuales, au-
ditivos o táctiles.

Atención sostenida: capacidad de mantener una respuesta conductual constante
durante la actividad continua o repetitiva.

Atención selectiva: capacidad de mantener un conjunto cognitivo que requiere acti-
vación e inhibición de respuestas dependientes de la discriminación de est́ımulos.

Atención alternada: capacidad de flexibilidad mental que permite moverse entre
tareas que tienen diferentes requisitos cognitivos.

Atención dividida: capacidad de responder simultáneamente a múltiples tareas.

Estos estados de atención visual pueden ser modulados por diferentes factores, como la
tarea que se está realizando, el nivel de fatiga o la presencia de distracciones. La capacidad de
identificar y medir estos diferentes estados de atención visual a través de EEG y movimientos
oculares es crucial para comprender mejor el procesamiento cognitivo humano.

2.2. Movimientos oculares

El comportamiento del movimiento ocular es el resultado de complejos procesos cogniti-
vos, las métricas de la mirada pueden revelar objetivos e información cuantificable sobre la
calidad, previsibilidad y consistencia de dichos procesos [19], por lo tanto, son una fuente de
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información natural para sistemas proactivos que analizan el comportamiento del usuario.
En comparación con otros tipos de datos, los movimientos oculares contienen caracteŕısticas
menos complejas, cuya dimensionalidad, reducida en su forma original, resulta ideal para la
identificación de trastornos neurológicos [9]. La atención visual y el movimiento ocular nos
permiten interactuar con ambientes complejos seleccionando información relevante para ser
procesada en el cerebro. El comportamiento de la atención junto con los movimientos ocula-
res contiene una huella biométrica de la función o disfunción del cerebro del individuo. Estas
huellas tienen potencial para identificar desordenes neurológicos, pues tienen impregnada
información caracteŕıstica de desórdenes como el trastorno de déficit de atención por hiper-
actividad (TDAH) [20]. En la Figura 2.2 podemos ver el método común para la obtención
de información relacionada con la mirada.

Figura 2.2: Técnica comúnmente utilizada para registrar movimientos oculares[creación pro-
pia].

2.3. Estimación de estados de atención con EEG

El proceso cognitivo de la atención es fuente de distintas interrogantes a las que se ha
intentado dar respuesta por diferentes caminos. Espećıficamente determinar el estado de
atención que presta el sujeto a determinada tarea. La relevancia de los estados de atención
recae en que no sólo pueden ser utilizados como fuente de información sobre desempeños
académicos, por ejemplo, en la aplicación de alguna prueba. Previamente mencionamos la
importancia atención visual en diferentes patoloǵıas, pues los patrones visuales propios de
cada trastorno pueden aportar al diagnóstico diferencial de cada uno.

Dentro de las principales técnicas de estimación de atención visual nos encontramos con
aquellas propuestas que hacen uso de actividad cerebral obtenidas por señales EEG. Belle
et al. [21] proponen desarrollar un sistema de monitorización que utilice señales ECG para
analizar y predecir la presencia o falta de atención cognitiva en los individuos durante la
ejecución de una tarea. Se utilizar diferentes modelos de Aprendizaje Automático (AA) para
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la clasificación. Los resultados muestran que la precisión global del modelo de clasificación
basado en bosques aleatorios fue superior al modelo clasificación basado regresión, con una
precisión de clasificación de casi el 86% para el conjunto de caracteŕısticas del EEG. Se
concluye entonces que el análisis de las señales de EEG sirve principalmente para establecer
un punto de referencia con el que comparar el análisis de las caracteŕısticas fisiológicas del
brazalete. El sistema propuesto se centra principalmente en la señal del electrocardiograma
y en ella se aplican varios métodos de descomposición.

Dado que las emociones, el estado mental y la atención de una persona se rigen por diver-
sas partes frontales del cerebro, la observación de las señales EEG de esta zona es un método
viable para determinar si los alumnos están atentos. Liu et al. [22] presenta una propuesta
para observar e identificar si los alumnos están atentos mediante una sencilla detección y
clasificación de señales EEG. Los resultados del estudio indican que el estado de atención es
un fenómeno continuo, y que la observación de datos de un periodo limitado es ligeramente
superior a la precisión de clasificación de una sola entrada de datos. Además, los resultados
en muestran que Máquina de Soporte de Vectores (SVM) puede proporcionar una mayor
precisión cuando se emplean todas las caracteŕısticas de las señales EEG, espećıficamente al-
canzando una exactitud del 71% para la clasificación de dos estados de atención. Los autores
discuten sobre las señales de atención del EEG son más fáciles de identificar en comparación
con las de desatento; esto se debe a que las señales de falta de atención del EEG contienen
más información.

S. M. Yang et al. [23] proponen un análisis adicional a las señales EEG, argumentando
que las señales del deben ser realzadas porque, en general, se miden con señales eléctricas
débiles del cerebro. Después de utilizar una optimización con algoritmos genéticos con se-
lección óptima de modelos y caracteŕısticas, este estudio desarrolla un nuevo modelo basado
en señales EEG para identificar los niveles de alta y baja atención de los estudiantes en un
entorno autónomo de e-learning. De acuerdo con sus resultados, el modelo propuesto puede
identificar con precisión los periodos de baja atención de la videoconferencia que los alum-
nos generaron en cierta medida basándose en las medidas de rendimiento de la precisión, la
tasa de recall y la F1 score. A través de una clasificación con SVM se obtuvieron valores de
precisión del 91.60% para el estado atento y de 87.44% para el estado alto y bajo, respec-
tivamente. Nuevamente se presenta la observación que para estados reducidos de atención
existe menos información en señales EEG.

Aliakbaryhosseinabadi et al. [24] concluyen que, con la precisión del modelo análisis dis-
criminante lineal que alcanzó un 71% de exactitud, es posible definir un criterio global para
investigar niveles de atención durante la ejecución de tareas motoras con el monitoreo de
señales EEG. Toa et al. [25] presentan un sistema útil para quienes estén interesados en desa-
rrollar monitoreo de la atención en diversos ambientes, en el entorno escolar, la investigación
del comportamiento y durante una evaluación de ejecución en la industria. Se propone ini-
cialmente combinar Memoria a corto y largo plazo (LSTM) y una red neuronal totalmente
conectada para aprender caracteŕısticas de alto nivel de la señal de EEG sin procesar y rea-
lizar la clasificación. En segundo lugar, se propone un modelo de AP con modelado Vec2Vec
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[26] que puede aprender en un enfoque de extremo a extremo mediante una red neuronal. El
modelo propuesto se denomina Red Neuronal de Convolución con Memoria de Atención que
utiliza Vec2Vec. Concluyen que CAMNN puede analizar eficazmente las señales EEG de los
participantes a través del modelo de AP y clasificar su nivel de atención con una exactitud
del 92%.

2.4. Estimación de estados de atención con movimien-

tos oculares

Los movimientos oculares han sido foco de investigaciones desde hace varias décadas,
podrá creerse que se encuentran en un área emergente de un campo nuevo de investigación,
pero lo cierto es que desde hace 20 años se hab́ıa notado el potencial que tiene la información
brindada por la vista [27]. La clasificación de estados de atención utilizando movimientos
oculares se ha convertido en un tema de interés creciente en la investigación neuropsicológi-
ca y de neurociencia. La atención es una habilidad fundamental que permite a las personas
procesar y responder a la información relevante en su entorno. La capacidad de medir y
clasificar los estados de atención puede tener aplicaciones prácticas en una amplia gama de
áreas, incluyendo la evaluación de trastornos de atención, la medición de la eficacia de las
intervenciones de atención y la investigación en neurociencia cognitiva.

Los movimientos oculares se han utilizado como un indicador de la atención y se ha
demostrado que están correlacionados con la atención y la concentración. Los estudios han
utilizado diversas técnicas para medir y clasificar los movimientos oculares, incluyendo la
velocidad de los movimientos oculares, la dirección y la frecuencia de los movimientos. Se
han desarrollado varios modelos de clasificación de estados de atención utilizando movimien-
tos oculares, incluyendo modelos basados en la teoŕıa de señalización, modelos basados en
el análisis de señales y modelos basados en la teoŕıa de la dinámica de sistemas. Algunos de
estos modelos han sido evaluados en estudios emṕıricos y se ha demostrado que son efectivos
en la identificación de diferentes estados de atención.

El interés por desarrollar sistemas capaces de clasificar estados de atención de una forma
simple y que no involucren al individuo a procesos invasivos para la obtención de información,
junto con el creciente interés del seguimiento ocular de los últimos años, inspira a diversos
autores a presentar propuestas de estimación de atención con técnicas de IA y movimientos
oculares tales como fijaciones o movimientos sacádicos.

Mohammadi-Aragh et al. [28] investigan la precisión del uso un sistema de clasificación
de ondas de Haar para distinguir a los estudiantes patrones de atención en una conferencia.
Los resultados y discusión demuestran la utilidad de aplicar SVM para la clasificación de
estados de atención con precisión del 82,8%. Chen et al. [5] hacen uso de gafas inteligentes
que registran información de la mirada e implementaron un sistema con SVM y algoritmos
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genéticos. Los experimentos realizados revelan que el sistema de estimación de atención pro-
puesto puede lograr la precisión del 93,1%. Zaletelj y Košir [29] desde otro enfoque utilizan
datos en 2 y 3 dimensiones obtenidos por el sensor Kinect One para construir un conjunto de
caracteŕısticas que caracterizan propiedades faciales y corporales de un estudiante, incluido
el punto de mirada y la postura corporal. A través de diferentes técnicas de AA la exactitud
alcanzada fue del 75.3%. Abdelrahman et al. [30] realizan un estudio con una cámara térmica
y dispositivos de seguimiento ocular para estimar cinco estados de atención que brindan más
información sobre el proceso cognitivo. Con tres técnicas de AA, concluyen que el mejor des-
empeño fue alcanzado con regresión loǵıstica con caracteŕısticas extráıdas de ambas fuentes
de información con 86.90% de exactitud. La Tabla 2.1 presenta las aportaciones relevantes
del estado del arte presentado en ĺıneas anteriores.

ESTADO DEL ARTE
EEG

Contribución Técnica Sujetos Clasificación Exactitud
[21] Random Forest 21 Atención y no atención 85.70%
[22] SVM 24 Atención, no atención 71%
[23] SVM 4 Atención alta, atención baja 85.70%
[24] Análisis

discriminante
lineal

12 Nivel atención controlada, ni-
vel de atención compleja

90%

[25] AP 30 Atento, desatento 92%
Seguimiento ocular

[28] SVM lineal 222 Atención
No atención

82.80%

[29] Árboles de
decisión

K-Vecinos más
Cercanos

3 Atención, no atención 71%

[5] SVM y
algoritmos
genéticos

10 Atención
No atención

93.10%

[30] Regresión
loǵıstica

22 Atención enfocada, atención
mantenida, atención alterna-
da, atención selectiva comple-
ja, atención dividida

90%

Tabla 2.1: Estado del arte.
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CAPÍTULO 3

Metodoloǵıa

En el campo de la psicoloǵıa y la neurociencia cognitiva, la medición de la atención visual
es una herramienta importante para comprender cómo procesamos y comprendemos el mun-
do que nos rodea. Una forma común de medir la atención visual es mediante la estimación
de estados de atención visual, que se refiere a la identificación de momentos espećıficos en los
que un sujeto está prestando atención a un est́ımulo visual en particular. Existen diversas
estrategias que han sido implementadas previamente para la estimación o clasificación de
estados de atención. Como se mencionó en la sección anterior, las dos fuentes principales de
información son los movimientos oculares y EEG. Esta contribución se enfoca en utilizar una
fuente de información que no sea invasiva al sujeto durante la adquisición de información, es
por ello que las señales de seguimiento ocular resultan ideales para el análisis de atención.
En ocasiones, como se mencionó anteriormente, al utilizar un método invasivo en la adquisi-
ción, los sujetos pueden ser sometidos a est́ımulos adicionales por error y existiŕıa un sesgo
considerable en la información.

El método planteado en esta investigación consta espećıficamente de una primera es-
timación de cinco estados de atención visual, propuestos en el modelo cĺınico de atención
de Sohlberg [18]. Este modelo cĺınico es considerado como uno de los más completos, pues
como se menciono anteriormente, las clasificaciones realizadas por trabajos previos constan
de etiquetas o clasificaciones básicas que no contienen información relevante relacionada al
estado cognitivo del sujeto. Concretamente existen dos niveles de atención globales: nivel
alto y nivel bajo.

Esta primera estimación de atención se realizará a través de un análisis del comportamien-
to ocular del sujeto durante una prueba. Espećıficamente se contabilizan los movimientos
oculares ejecutados por la mirada: fijaciones, movimientos sacádicos y persecuciones suaves,
la duración y velocidad de cada evento realizado. Sin embargo, es importante mencionar que
estas medidas solo proporcionan una estimación aproximada de la atención visual y no deben
considerarse como la única medida para evaluar la atención visual, esta aproximación brin-
dará información a un especialista para lograr una correcta clasificación de la atención visual.
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Figura 3.1: Metodoloǵıa propuesta.

La estimación de atención se realiza a través de un modelo de AP entrenado en una base
de datos maestra, compuesta por la base de datos más grande de la literatura relacionada a
los movimientos oculares, GazeCom [31], Lund2013 [2] y 360EM [32]. Debido a la naturaleza
del modelo, se requiere de una cantidad de datos considerable para el entrenamiento del
modelo, pues se puede esperar un mejor desempeño en la tarea con una mayor cantidad
de ejemplos. Una vez entrenado el modelo es capaz de estimar el estado de atención visual
presentado durante una prueba. El modelo y una presentación del comportamiento ocular se
presenta en una interfaz de usuario, embebido el proceso completo en un sistema: limpieza de
muestras, preprocesamiento, clasificación y una transformación a un dominio de flujo óptico
que representa visualmente el comportamiento de la mirada en la pantalla. Concretamente en
la Figura 3.1 encuentran las etapas correspondientes a la metodoloǵıa de esta investigación.

3.1. Inteligencia Artificial

La Inteligencia Artificial (IA) es un campo de la informática que se enfoca en la creación
de sistemas y algoritmos que pueden realizar tareas que normalmente requieren la interven-
ción humana, como el reconocimiento de voz, la visión por computadora, el procesamiento del
lenguaje natural y la toma de decisiones. La IA ha evolucionado rápidamente en las últimas
décadas y ha encontrado aplicaciones en diversos campos, como la medicina, la robótica, el
comercio y la educación. Además, el AA y el AP han permitido el desarrollo de sistemas que
pueden mejorar y adaptarse continuamente en función de su experiencia y datos de entrada.
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La IA ha encontrado una gran cantidad de aplicaciones en la biomedicina, desde el des-
cubrimiento de nuevos fármacos hasta la predicción de enfermedades y la identificación de
biomarcadores para un diagnóstico temprano. Por ejemplo, se están utilizando algoritmos de
AA para analizar grandes cantidades de datos de pacientes y de investigaciones médicas para
identificar patrones y factores de riesgo para enfermedades. Además, se está utilizando esta
tecnoloǵıa para diseñar nuevas terapias y tratamientos personalizados para enfermedades co-
mo el cáncer, la diabetes y la enfermedad de Alzheimer. En el futuro, puede desempeñar un
papel cada vez más importante en la mejora de la atención médica y la detección temprana
de enfermedades.

Espećıficamente en psicoloǵıa y la neurociencia, desde el análisis de datos hasta la eva-
luación y tratamiento de trastornos mentales. Los algoritmos de AA se están utilizando para
analizar grandes cantidades de datos de imágenes para identificar patrones y factores de ries-
go para enfermedades neurológicas y trastornos mentales. Además, se están desarrollando
sistemas de inteligencia artificial para mejorar la precisión de los diagnósticos y el tratamien-
to personalizado de los trastornos mentales, como la depresión, la ansiedad y el trastorno
del espectro autista. En la psicoloǵıa, la inteligencia artificial se está utilizando para crear
modelos de procesamiento cognitivo, como el aprendizaje y la memoria, y para desarrollar
herramientas de evaluación y tratamiento para pacientes con trastornos cognitivos y del de-
sarrollo. En resumen, tiene el potencial de transformar la forma en que se estudian y tratan
los trastornos mentales y neurológicos en la psicoloǵıa y la neurociencia.

3.1.1. Aprendizaje Automático

El aprendizaje automático, o machine learning en inglés, es una rama de la inteligencia
artificial que se enfoca en desarrollar algoritmos que permiten a las computadoras apren-
der y mejorar su rendimiento en una tarea espećıfica a partir de la experiencia previa y la
retroalimentación recibida. Esto significa que los algoritmos de aprendizaje automático son
capaces de detectar patrones en grandes conjuntos de datos y utilizar esta información para
hacer predicciones o tomar decisiones sin necesidad de una programación expĺıcita. El apren-
dizaje automático tiene una amplia variedad de aplicaciones en campos como la medicina,
la economı́a, la seguridad, el transporte, entre otros [33].

3.1.2. Aprendizaje Profundo

El aprendizaje profundo (AP), una rama del aprendizaje automático basado en redes
neuronales profundas, se ha convertido en una herramienta poderosa para la investigación
en biomedicina. Esta técnica ha demostrado su utilidad en diversas áreas, como la identifi-
cación de patrones en imágenes médicas, la clasificación de datos genómicos y la predicción
de resultados de tratamientos. Por ejemplo, el AP se ha utilizado para analizar imágenes
de resonancia magnética y tomograf́ıa computarizada para detectar tumores o anomaĺıas
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estructurales en el cerebro, aśı como para clasificar patoloǵıas a partir de imágenes de mi-
croscoṕıa. Además, el AP ha permitido la identificación de biomarcadores y la predicción de
riesgos en enfermedades crónicas, como la diabetes o el cáncer, a partir de análisis genómicos
y cĺınicos.

Redes Neuronales Convolucionales

Las redes neuronales convolucionales (CNN, por sus siglas en inglés) son una arquitectura
espećıfica de redes neuronales profundas que han demostrado un gran éxito en el procesa-
miento y clasificación de imágenes. Su funcionamiento se basa en la aplicación de operaciones
de convolución y pooling en cada capa de la red para extraer caracteŕısticas relevantes de la
imagen de entrada.

La operación de convolución implica la aplicación de un conjunto de filtros o kernels
sobre la imagen de entrada. Cada filtro se desplaza por la imagen realizando una multipli-
cación de los valores de los ṕıxeles de la imagen que están bajo el filtro, y luego se suma el
resultado de todas las multiplicaciones para generar un solo valor en la salida de la capa con-
volucional. Este proceso se repite con diferentes filtros para extraer diferentes caracteŕısticas
de la imagen, como bordes, texturas y formas. En su forma más general, la convolución es
una operación sobre dos funciones de un argumento de valor real [34]. La salida S(i, j) a la
que se le aplica la operación convolución, en términos de las posiciones i y j dentro de una
cuadŕıcula de dos dimensiones, se define de la siguiente manera:

S(i, j) = (K ∗ I)(i, j) (3.1)

Donde:

K: kernel
I: entrada

En la Figura 3.2 se muestra un ejemplo de cómo el kernel va realizando la operación con
partes de una cuadŕıcula.

Figura 3.2: Ejemplo de secuencia del recorrido de una cuadŕıcula con un kernel [creación
propia].

La operación de pooling se utiliza para reducir el tamaño de la representación de la ima-
gen en la red, lo que permite una computación más eficiente. En esta operación, se divide
la imagen en regiones y se toma el valor máximo (en el caso del max-pooling) o el valor
promedio (en el caso del average-pooling) de cada región para generar una nueva imagen
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reducida en tamaño.

Las CNN suelen estar compuestas por varias capas convolucionales y de pooling, seguidas
de capas totalmente conectadas que realizan la clasificación final. Durante el entrenamiento,
se ajustan los pesos de las capas para minimizar la función de pérdida que mide la diferencia
entre las predicciones de la red y las etiquetas reales de las imágenes de entrenamiento.

Redes Neuronales Recurrentes

Las Redes Neuronales Recurrentes (RNN) son un tipo de arquitectura de redes neurona-
les que permite el procesamiento de datos secuenciales, como el lenguaje natural o señales de
series de tiempo. A diferencia de las redes neuronales convencionales, las RNN tienen cone-
xiones retroalimentadas, lo que les permite mantener una memoria interna que les permite
aprender y recordar patrones de entrada a lo largo del tiempo. as redes neuronales recurren-
tes (RNN) son una familia de redes neuronales para procesar datos secuenciales. Una red
neuronal recurrente es una red neuronal especializada en procesar una secuencia de valores
x1, ..., xn, estas redes se pueden construir de muchas formas diferentes [34].

h(t) = f(h(t−1), x(t); θ) (3.2)

Donde:

h: estado
x: entrada
t: tiempo

θ: valor inicial

Una de las tareas más comunes al utilizar RNN es predecir el futuro a partir del pasado,
la red normalmente aprende a usar h(t) como una especie de resumen con pérdidas de los
aspectos relevantes para la tarea de la secuencia pasada de entradas hasta t [34].La unidad
básica de una RNN es la célula de memoria, que toma como entrada la entrada actual y
la memoria anterior y produce una salida y una nueva memoria para la siguiente iteración.
La memoria se retroalimenta para la siguiente iteración, lo que permite a la RNN tener en
cuenta el contexto temporal y procesar la información de manera secuencial. La arquitectura
tradicional de una RNN se muestra en la Figura 3.3.

Las RNN tienen diversas aplicaciones, como el procesamiento del lenguaje natural, la
generación de texto, la traducción automática, la clasificación de imágenes secuenciales y
la predicción de series de tiempo. Una variante popular de las RNN son las LSTMs (redes
neuronales de memoria a largo plazo), que están diseñadas para resolver el problema de la
desaparición del gradiente en las RNN, lo que les permite mantener la memoria a largo plazo
y aprender patrones de entrada de larga duración.
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Figura 3.3: Arquitectura ejemplo de una RNN sin capa de salida[creación propia].

Transformers

Un Transformer es un modelo de aprendizaje profundo utilizado en el procesamiento
del lenguaje natural (NLP) que se basa en la atención. Vaswani et al. [35] presentan el
Transformer, el primer modelo de transducción de secuencias basado enteramente en la
atención, sustituyendo las capas recurrentes más comúnmente utilizadas en arquitecturas
codificador-decodificador por la autoatención multi-cabezal. Este modelo puede entrenarse
significativamente más rápido que las arquitecturas basadas en capas recurrentes o convo-
lucionales para tareas de traducción. Como se menciono previamente, el funcionamiento se
basa en el concepto de atención, que permite al modelo enfocarse en partes relevantes de la
entrada al momento de realizar la predicción. El proceso de atención se realiza mediante un
mecanismo que permite a la red ponderar la importancia de cada elemento de entrada en
función de la tarea en cuestión.

Esta arquitectura consta de dos partes principales: el codificador y el decodificador. El
codificador toma una secuencia de entrada y la transforma en una serie de vectores de
caracteŕısticas, mientras que el decodificador toma esta representación de entrada y genera
una secuencia de salida. En el corazón del Transformer se encuentra el mecanismo de atención
multi-cabezal, que permite que el modelo preste atención a diferentes partes de la entrada
simultáneamente. Cada cabeza de atención aprende a enfocarse en una parte diferente de la
entrada y a calcular su importancia para la tarea en cuestión. Los resultados de las distintas
cabezas de atención se combinan mediante una capa lineal para producir una representación
final de la entrada. Una vez que la entrada ha sido procesada por el codificador, se utiliza
el decodificador para generar la salida. El decodificador también utiliza el mecanismo de
atención multi-cabezal, pero en este caso se utiliza para enfocarse en la entrada codificada y
generar la salida paso a paso.

3.1.3. Aplicaciones de la atención

El Transformer utiliza la atención multicabezal de tres formas distintas:

En las capas de atención codificador-decodificador, las consultas proceden de la ca-
pa decodificadora anterior, y las claves y valores de memoria proceden de la salida
del codificador. Esto permite que cada posición del decodificador atienda a todas las
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posiciones de la secuencia de entrada. Esto imita los mecanismos t́ıpicos de atención
codificador-decodificador en modelos secuencia-a-secuencia como [38, 2, 9].

El codificador contiene capas de autoatención. En una capa de autoatención todas las
claves, valores y consultas proceden del mismo lugar, en este caso, la salida de la capa
anterior del codificador. codificador. Cada posición del codificador puede atender a
todas las posiciones de la capa anterior del del codificador.

Del mismo modo, las capas de autoatención del descodificador permiten que cada
posición del descodificador atienda a todas las posiciones del decodificador hasta esa
posición inclusive. Debemos evitar el flujo de en el decodificador para preservar la
propiedad autorregresiva.

3.2. Flujo Óptico

Flujo óptico es un método utilizado en visión por computadora para analizar el movi-
miento de los objetos en una secuencia de imágenes. Se basa en la suposición de que los
ṕıxeles de una imagen se mueven de manera continua en el tiempo, y que el movimiento
entre dos imágenes adyacentes puede ser representado por un vector de desplazamiento para
cada ṕıxel. Existen diferentes métodos para calcular el flujo óptico, pero en general se pueden
dividir en dos categoŕıas: métodos densos y métodos dispersos. Los métodos densos calculan
el flujo óptico para cada ṕıxel de la imagen, mientras que los métodos dispersos solo calculan
el flujo óptico en puntos espećıficos seleccionados previamente.

La estimación de un campo de movimiento denso, correspondiente al desplazamiento de
cada ṕıxel, se denomina flujo óptico. La noción de flujo óptico se refiere a los desplazamientos
de los patrones de intensidad. Esta definición tiene su origen en una descripción fisiológica
de la percepción visual del mundo a través de la formación de imágenes en la retina. Existen
dos tipos: El flujo óptico disperso y el flujo óptico denso. El flujo óptico disperso calcula el
vector de movimiento para un conjunto espećıfico de objetos, lo que significa que no habrá
información de movimiento sobre los ṕıxeles que no estén contenidos en él. El flujo óptico
denso computa el vector de flujo óptico para cada ṕıxel del fotograma, lo que conduce a un
posible resultado más preciso [36].

Aunque el campo de flujo óptico se aproxima a la proyección del movimiento real de la
escena, proporciona información valiosa en diferentes aplicaciones. Se utiliza ampliamente
para tareas de vigilancia visual, incluyendo el seguimiento [37], la segmentación [38], y la
detección de anomaĺıas [39]. El concepto de flujo óptico fue propuesto por Gibson, Poggio
y Reiehardt [40] presentaron un enfoque para calcular el movimiento de cada ṕıxel en una
imagen. Finalmente, el primer modelo práctico de flujo óptico fue establecido por el trabajo
clásico de Horn y Schunck [41]. El problema del flujo óptico puede expresarse de la siguiente
manera, si I(x, y, t) es la intensidad de una imagen en función del espacio (x, y) durante un
tiempo t y los ṕıxeles se desplazan (δx, δy) después de un tiempo δt, resultará una nueva

19



imagen que se describirá como el supuesto de intensidad constante, correspondiente a la
Ecuación 3.3.

I(x, y, t) = I(x+ δx, y + δy, t+ δy) (3.3)

Aplicando una aproximación de Taylor al lado derecho y dividiendo por δt la Ecuación
3.3, se obtiene la Ecuación fundamental del flujo óptico que se describe por la Ecuación 3.4.

dI

dx
u+

dI

dy
v+

dI

dt
= 0 (3.4)

Donde u = dx/dt y v = dy/dt, dI/dx es el gradiente de la imagen a lo largo del eje
horizontal, dI/dy es el gradiente de la imagen a lo largo del eje vertical, y dI/dt es un
tiempo largo. Al tener sólo una ecuación para encontrar dos valores desconocidos, se utilizan
diferentes técnicas para encontrarlos.

Existen varias técnicas de flujo óptico, cada una de las cuales utiliza diferentes métodos
para resolver el problema descrito en la Ecuación 3.4. Estas técnicas pueden clasificarse en
los siguientes grupos: técnicas diferenciales, basadas en regiones, basadas en caracteŕısticas,
basadas en frecuencias y basadas en CNN. En la presente contribución, se utiliza el algoritmo
de estimación de flujo óptico de Farneback [42] para extraer el flujo óptico denso. Esta técnica
de flujo óptico diferencial ha demostrado previamente su eficacia en diferentes aproximaciones
con señales médicas [43].

Algoritmo de Farneback

El algoritmo Farneback incrusta un modelo de movimiento de traslación entre vecindarios
de dos fotogramas consecutivos mediante expansión polinómica. La idea de la expansión po-
linómica es aproximar algún vecindario de cada ṕıxel con un polinomio cuadrático y estimar
las intensidades de los ṕıxeles contenidos en él. La magnitud y dirección del flujo óptico se
calculan a partir de una matriz de vectores de flujo (u, v); la visualización de la dirección del
flujo se representa por el tono y la distancia o magnitud del flujo por el valor de la represen-
tación de color HSV(Hue, Saturation, Value) [42]. Este es un modelo de color ampliamente
utilizado en el campo de la informática gráfica y el procesamiento de imágenes. A diferencia
del modelo RGB (Red, Green, Blue), que se basa en la combinación aditiva de colores pri-
marios para generar otros colores, el modelo HSV se centra en los atributos perceptuales del
color.

Fanerback es un enfoque clásico utilizado en el análisis del flujo óptico. Esta técnica se
basa en la correlación de ṕıxeles en diferentes fotogramas de una secuencia de imágenes para
detectar el movimiento de objetos en la escena. La técnica de Fanerback implica el cálculo de
un campo de Flujo Óptico (OF) en cada punto de la imagen. En primer lugar, se calcula la
correlación de ṕıxeles entre dos fotogramas consecutivos. Luego, se busca el desplazamiento
que maximiza la correlación. Este desplazamiento se utiliza para calcular el OF para cada
punto de la imagen. Los vectores de OF se pueden visualizar como flechas que indican la
dirección y magnitud del movimiento en cada punto de la imagen.
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El algoritmo de Farneback es una técnica de flujo óptico de segundo orden que se utiliza
para estimar la velocidad y dirección del movimiento de los objetos en una secuencia de
imágenes. La implementación de este algoritmo en OpenCV se basa en la estimación de la
matriz de derivadas espaciales y temporales de las imágenes de entrada. Primero, las imágenes
se convierten a escala de grises y se suavizan para reducir el ruido. Luego, se calculan las
matrices de derivadas parciales de segundo orden para cada ṕıxel de la imagen. Después, se
aplica un método de pirámide Gaussiana para reducir el tamaño de las imágenes y el cálculo
de las matrices de derivadas. Esto permite aumentar la precisión del algoritmo al considerar
diferentes escalas espaciales y temporales del movimiento. A continuación, se calcula el flujo
óptico entre las dos imágenes mediante la estimación de la matriz de correlación de los
vectores de flujo de los ṕıxeles vecinos. Por último, se utiliza una técnica de interpolación
para suavizar el flujo óptico y eliminar el ruido.

Modelo de color HSV

La representación del flujo óptico con el modelo de color HSV permite una mejor vi-
sualización de la magnitud y la dirección del movimiento en una secuencia de imágenes.
la representación del flujo óptico con el modelo de color HSV en aplicaciones de detección
de movimiento ofrece una mayor distinción de colores, independencia de la luminosidad y
sensibilidad a los cambios de color. Esto permite una detección de movimiento más precisa
y confiable en escenas complejas, como en la vigilancia y el análisis de v́ıdeo. El canal Hue
representa la dirección del movimiento, mientras que los canales Saturation y Value repre-
sentan la magnitud. El canal Hue utiliza un esquema de colores ćıclicos, donde el color rojo
se asigna a un movimiento hacia la derecha, el verde se asigna a un movimiento hacia abajo,
el azul se asigna a un movimiento hacia la izquierda y el morado se asigna a un movimiento
hacia arriba. La saturación y el valor se utilizan para indicar la fuerza del movimiento.

Los componentes principales del modelo HSV son:

Matiz (Hue): Representa el tono del color y se refiere a la ubicación del color en el
espectro. Los valores de matiz abarcan un rango de 0 a 360 grados, donde 0 y 360
corresponden al rojo puro, 120 al verde y 240 al azul.

Saturación (Saturation): Indica la pureza o intensidad del color. Valores más altos de
saturación representan colores más vivos e intensos, mientras que valores más bajos
se acercan a tonos de gris. La saturación se mide en porcentaje, generalmente en un
rango de 0% a 100%.

Valor (Value): Representa el brillo o la claridad del color. Valores más altos de brillo se
traducen en colores más claros y brillantes, mientras que valores más bajos se acercan
al negro. El valor también se mide en porcentaje, generalmente en un rango de 0% a
100%.

El modelo HSV permite una representación más intuitiva del color, ya que separa los
aspectos perceptuales del color en componentes independientes. Esto facilita el ajuste y
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Figura 3.4: Comparativa y explicación a detalle de dos modelos de color: RGB y HSV.

manipulación de colores, aśı como la selección de tonos espećıficos en aplicaciones gráficas y
de procesamiento de imágenes.

La representación del flujo óptico con el modelo de color HSV es particularmente útil
en aplicaciones donde la detección de movimiento es crucial, como en la vigilancia y el
análisis de v́ıdeo. Además, esta representación también se utiliza en la detección de objetos
en movimiento y en el seguimiento de objetos en un v́ıdeo. Sin embargo, es importante
tener en cuenta que esta representación no siempre es precisa, especialmente en escenas con
cambios bruscos de iluminación o donde hay oclusiones. En tales casos, se pueden requerir
técnicas más avanzadas de procesamiento de imágenes para una representación precisa del
flujo óptico. El uso de la representación de flujo óptico en la investigación no tiene los
principales problemas de la iluminación ya que la información de las sesiones de eye-tracking
transformadas a este dominio no sufren de cambios bruscos de entorno.

3.3. Base de datos

Como se ha mencionado anteriormente, las sesiones de eye-tracking contienen una gran
cantidad de información relacionada a los movimientos oculares realizados. Estos contienen
información sobre el comportamiento ocular y por consecuencia, del estado cognitivo del
sujeto. El principal reto de esta investigación son las bases de datos, ya que en la literatura
no existen bases de datos numerosas relacionadas al problema planteado. A continuación se
muestra la información de las bases de datos públicas disponibles etiquetadas con los movi-
mientos oculares principales: Fijaciones (FX), Movimientos Sacádicos (SC) y Seguimientos
Suaves (SP). La base de datos maestra, será la unión de las bases de datos contenidas en la
Tabla 3.1. A través del cambio de dominio a las diferentes bases de datos, que fueron captu-
radas con diferentes dispositivos, y por consecuencia con diferentes frecuencias de muestreo,
se pretende agregar robustez al modelo.
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Dataset Duración Pruebas Frecuencia Equipo Distribución

Lund2013
[2]

14.9 min
imágenes

puntos en movimiento
clips de video

500 Hz
SMI

Hi-Speed
1250

46.49% FX
5.88% SC
3.34% PSO
41.60% SP

GazeCom
[31]

14.1 h
imágenes

clips de video
250 Hz EyeLink II

73.96% FX
10.67% SC
9.83% SP

360EM
[3]

32.9 min clips de video 120 Hz FOVE
75.15% FX
10.44% SC
9.76% SP

Tabla 3.1: Bases de datos que conforman la base de datos maestra. Donde FX se refieren
a Fijaciones, SC Movimientos sacádicos, PSO Oscilaciones Posacádicas y SP Persecuciones
suaves.

3.3.1. GazeCom

El conjunto contiene grabaciones de 18 v́ıdeos con 47 sujetos en cada uno. Los sujetos
estaban sentados a 45 cm de una pantalla de 40 cm por 30 cm con imágenes a una resolución
de 1280 por 720 ṕıxeles. El est́ımulo abarcaba 48 por 27 grados de ángulo visual, corres-
pondiendo 1 grado a unos 26,7 ṕıxeles [1]. Se realizó una calibración binocular, pero sólo se
registraron datos monoculares, lo que dio lugar a un error de validación medio de 0,62 grados
en todos los sujetos. En los metadatos de la grabación se almacenan las especificaciones del
experimento. El conjunto de datos contiene las posiciones brutas de la mirada, las etiquetas
los resultados de los distintos algoritmos de movimiento ocular y las caracteŕısticas extráıdas.
La verdad básica contiene el tiempo en microsegundos, la posición x (horizontal) e y (verti-
cal) como posición de la mirada en la pantalla como la posición de la mirada en la pantalla,
la confianza del rastreador ocular y la puntuación de cada etiquetador y una puntuación
final combinada. El conjunto de datos contiene 5 clases: fijaciones, sacadas, persecuciones
suaves y ruido, etiquetadas de 0 a 4 en el orden respectivo.
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Figura 3.5: Ejemplos del escenario de pruebas utilizado durante la grabación de la sesión de
eye-tracking [1].

Escenario experimental

Dorr et al. [1] grabaron a 76 sujetos con un rastreador ocular SR Research EyeLink II a
250 Hz. Los sujetos se distribuyeron en tres experimentos. El primer experimento 54 suje-
tos tuvieron que ver 18 peĺıculas de escenas reales de Lübeck y sus alrededores. El segundo
experimento contó con 11 sujetos que acudieron dos d́ıas seguidos para medidas repetidas.
Vieron cuatro trailers de peĺıculas de Hollywood seis peĺıculas seleccionadas de las 18 peĺıcu-
las reales, como se muestra en la Figura 3.5. En el tercer experimento también participaron
11 sujetos, se les mostraron nueve peĺıculas en stop motion hechas a partir de las peĺıculas
del mundo real del primer experimento. Después se les mostraron imágenes estáticas de las
nueve peĺıculas del primer experimento. Agtzidis et al. [44] etiquetaron todo el conjunto
de datos etiquetando primero automáticamente todo el conjunto de datos y luego haciendo
que codificadores manuales lo revisaran y lo corrigieran. Solo se etiquetaron los datos del
experimento uno, lo que dio como resultado 4,3 millones de muestras repartidas entre 38629
fijaciones, 39217 sacadas y 4631 persecuciones suaves. Este es el conjunto etiquetado más
grande a disposición del público y supone unas 4,8 horas de grabación. Podŕıa considerarse
un conjunto de datos de referencia, ya que se han probado múltiples algoritmos de clasifica-
ción de movimientos oculares de última generación con los datos y su rendimiento también
está disponible públicamente.

3.3.2. Lund2013

Larsson et al. [2] grabaron a 31 sujetos con un rastreador ocular Hi-Speed 1250 de Senso-
Motoric Instruments a 500 Hz. A los sujetos se les presentaron imágenes estáticas, lecturas,
videoclips, est́ımulos de puntos en movimiento y texto de desplazamiento vertical. Sólo un
subconjunto de imágenes, est́ımulos de puntos móviles y videoclips fue etiquetado manual-
mente por dos evaluadores. Marcus Nyström (MN) y Richard Andersson (RA). El dataset
contiene etiquetas para diferentes movimientos oculares: fijaciones, movimientos sacádicos,
oscilaciones posacádicas (PSO) y persecuciones suaves. Y etiquetas adicionales como par-
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padeos y muestras indefinidas. Tiene una distribución de eventos del 46.49% corresponde
a fijaciones, del 5.8% movimientos sacádicos, del 3.34% a oscilaciones posacádicas y del
41.60% a persecuciones suaves, con un total de 1015 eventos.

Escenario experimental

Los datos se registraron utilizando un sistema Hi-Speed 1250 montado en torre, de Senso-
Motoric Instruments GmbH (Teltow, Alemania), que minimiza los movimientos de la cabeza
mediante un apoyo para la barbilla y la frente. Todos los datos se registraron durante una
sesión en una de las salas de experimentos del Laboratorio de Humanidades de la Universidad
de Lund. El desplazamiento medio de la mirada de los participantes según un procedimiento
de validación de 4 puntos fue de 0,40°. La precisión se estimó midiendo la desviación cuadráti-
ca media (RMSD) de las coordenadas x, y de las muestras identificadas por ambos expertos
humanos como fijaciones. Las instrucciones consist́ıan en ver libremente las imágenes mirar
los objetos en movimiento de los v́ıdeos y seguir los puntos móviles. Algunas de las imagenes
y videos empleados en este escenario experimental se muestran en la Figura 3.6.

Figura 3.6: Escenarios empleados durante la sesión de eye-tracking de la base de datos
Lund2013 [2].

3.3.3. 360EM

Agtzidis et al. [3] crearon una base de datos contiene 16 v́ıdeos de 360 grados de diferentes
escenas, como un bosque, un concierto y un mercado, y fue capturada utilizando una cámara
de 360 grados y un sistema de seguimiento ocular. Este conjunto se compone de los datos de
seguimiento ocular de 24 participantes, que observaron los v́ıdeos y sus movimientos oculares
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se registraron durante el proceso. La base de datos contiene información sobre la posición de
los ojos, el diámetro de la pupila, el parpadeo y la dirección de la mirada, y también incluye
información sobre el comportamiento de la cabeza y el cuerpo. Además de la base de datos,
los autores también presentan un algoritmo de clasificación de movimientos oculares que se
utilizó para analizar los datos de seguimiento ocular. El algoritmo se basa en el análisis de
los movimientos oculares en tres categoŕıas principales: fijaciones, movimientos sacádicos y
persecuciones suaves. Contiene un total de 24 archivos de análisis del movimiento ocular,
uno para cada sujeto que participó en los experimentos.

Escenario experimental

La colección de v́ıdeos reunida incluye 14 clips naturalistas de YouTube y un v́ıdeo gene-
rado sintéticamente. Los clips seleccionados en seleccionados representan un conjunto diverso
de diferentes categoŕıas de contenido y contexto, por ejemplo, cámara estática, caminando,
en bicicleta o conduciendo, aśı como propiedades tales como que el contenido represente una
escena de interior o una escena al aire libre, el entorno abarrotado o vaćıo urbano o mayorita-
riamente natural, etc. como se muestra en la Figura 3.7 La duración de los v́ıdeos completos
era muy variable, por lo que se decidió utilizar un máximo de un minuto por est́ımulo.

Figura 3.7: Ejemplos de escenarios empleados durante la sesión de eye-tracking de la base
de datos 360EM [3].
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3.4. Métricas de Seguimiento Ocular

Dada la naturaleza del modelo de AP, ya se ha mencionado que la cantidad de datos es
un factor determinante en el desempeño del modelo. La base de datos maestra, contiene tres
bases de datos publicas etiquetadas unicamente con los movimientos oculares. Una de las
aportaciones más significativas de esta investigación consiste en plasmar una relación directa
entre los tres principales movimientos oculares y el modelo cĺınico de atención de Sohlberg y
Mateer [18]. Este modelo describe un sistema jerárquico de la atención, cuyos componentes
aumentan cada vez más en complejidad, es decir que los últimos niveles de atención, requie-
ren un esfuerzo atencional mayor que los precedentes. Este modelo se describió buscando
una manera de evaluar la atención.

La atención y los movimientos oculares están estrechamente relacionados, ya que los
movimientos de los ojos son una forma clave en que nuestro cerebro dirige nuestra atención
hacia los est́ımulos visuales. La atención puede ser enfocada en un objeto espećıfico mediante
el movimiento de los ojos hacia ese objeto, y los movimientos oculares también pueden ser
utilizados para explorar un escenario visual y detectar objetos relevantes. Además, el patrón
de movimientos oculares puede indicar el nivel de atención de una persona hacia un est́ımulo
visual, lo que permite a los investigadores medir la atención de manera objetiva.

Por otro lado, la atención también influye en los movimientos oculares. Por ejemplo, cuan-
do estamos enfocados en una tarea espećıfica, nuestros ojos se moverán de manera diferente
en comparación con cuando estamos distráıdos o aburridos. Además, las interrupciones en
la atención pueden llevar a cambios en los patrones de movimientos oculares, lo que indica
una distracción temporal. Por lo tanto, la relación entre la atención y los movimientos ocula-
res es bidireccional y ambos aspectos son importantes para comprender cómo procesamos y
comprendemos el mundo visual que nos rodea. En general, los movimientos oculares pueden
ser un indicador útil del estado de atención de una persona y de cómo están procesando los
est́ımulos visuales en su entorno [45].

3.4.1. Fijaciones

Las fijaciones son un fenómeno importante en el estudio de la percepción visual y la aten-
ción, ya que nos permiten examinar la relación entre la fijación de la mirada y la cognición.
Las fijaciones son momentos en los que el ojo permanece relativamente inmóvil en un punto
espećıfico del campo visual durante un corto peŕıodo de tiempo. Estas fijaciones pueden ser
utilizadas para entender cómo los seres humanos procesan y organizan la información visual,
y cómo la atención influye en la percepción.

Las propiedades de las fijaciones son de gran interés ya que permiten medir el tiempo que
los seres humanos dedican a examinar objetos espećıficos. Las fijaciones pueden proporcionar
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información sobre la ubicación de la atención, la calidad de la percepción y la cantidad de
información que se está extrayendo del est́ımulo visual. Además, las fijaciones también pue-
den ser utilizadas para estudiar la memoria visual, ya que las fijaciones pueden ser utilizadas
para determinar si un objeto espećıfico ha sido examinado antes o no. En general, las pro-
piedades de las fijaciones son una herramienta valiosa para el estudio de la percepción visual
y la atención, ya que pueden proporcionar información detallada sobre cómo procesamos
la información visual y cómo nuestra atención se enfoca en diferentes aspectos del entorno
visual [46].

Atención Enfocada

Las fijaciones son un proceso complejo que involucra no solo la dirección del movimiento
ocular, sino también la velocidad, la duración y la amplitud. Estas propiedades f́ısicas pueden
variar según la tarea visual, la complejidad del est́ımulo, la fatiga visual y otros factores, lo
que las hace una herramienta valiosa para el estudio de la percepción visual y la atención.

El número de fijaciones y el tiempo que los ojos pasan fijos en un objeto o est́ımulo
pueden proporcionar información útil sobre la atención enfocada, pero no es suficiente para
estimarla de forma precisa y completa. Si bien la duración de las fijaciones pueden indicar
que los ojos están dirigidos hacia un est́ımulo en particular, no necesariamente indican que la
atención cognitiva se está enfocando en ese est́ımulo. Para determinar de manera más precisa
la atención enfocada, es necesario considerar otros factores, como la calidad de la fijación
(por ejemplo, si los ojos están enfocados adecuadamente en el est́ımulo), el tiempo que los
ojos pasan en desplazamiento entre est́ımulos, el tamaño y la complejidad de los est́ımulos,
aśı como la velocidad de procesamiento cognitivo. La duración promedio de fijaciones du-
rante la atención enfocada puede variar dependiendo de la tarea y de las caracteŕısticas del
est́ımulo que se está observando. Sin embargo, se ha encontrado que en promedio, durante
la atención enfocada, la duración de las fijaciones puede oscilar entre 200 y 500 milisegundos
[47].

La velocidad de las fijaciones se refiere a la velocidad a la que el ojo se mueve de un
punto a otro en el campo visual. Una alta velocidad de fijaciones puede indicar una atención
superficial y una baja velocidad de fijaciones puede indicar una atención profunda y enfocada.
Además, la duración de las fijaciones también puede ser utilizada para medir la atención
enfocada, ya que una fijación prolongada en un punto espećıfico del campo visual indica que
el procesamiento cognitivo está en curso. Se ha encontrado que la velocidad promedio de una
fijación durante la atención enfocada es de alrededor de 30 a 60 grados por segundo [48].

Atención Selectiva

La atención selectiva se refiere a la capacidad de enfocar la atención en un est́ımulo es-
pećıfico mientras se ignoran otros est́ımulos irrelevantes. En este caso, la velocidad de las
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fijaciones puede indicar la eficacia de la atención selectiva, ya que una mayor velocidad de
las fijaciones en el est́ımulo relevante puede indicar una atención más enfocada. Además,
la duración de las fijaciones en el est́ımulo relevante también puede indicar la capacidad de
mantener la atención en un objeto espećıfico durante un peŕıodo prolongado de tiempo.

La relación entre las propiedades f́ısicas de velocidad y duración de las fijaciones en la
atención selectiva y las pruebas estáticas es importante, ya que las pruebas estáticas suelen
utilizarse para evaluar la capacidad de los individuos para enfocar la atención en un est́ımulo
espećıfico mientras se ignoran otros est́ımulos irrelevantes. En estas pruebas, los individuos
deben buscar un est́ımulo espećıfico en un campo visual lleno de est́ımulos irrelevantes. La
velocidad y la duración de las fijaciones pueden ser utilizadas para evaluar la eficacia de
la atención selectiva en estas pruebas, ya que las fijaciones en el est́ımulo relevante pueden
indicar una atención más enfocada y prolongada, mientras que las fijaciones en los est́ımulos
irrelevantes pueden indicar una atención dispersa. Durante la atención selectiva, su duración
promedio puede ser más larga que durante la atención dividida o alternada, ya que se enfoca
la atención en un est́ımulo espećıfico. La duración promedio de las fijaciones durante la
atención selectiva puede variar entre 200 y 500 milisegundos, con una velocidad promedio de
alrededor de 50 a 100 grados por segundo.

Atención Sostenida

La atención sostenida se refiere a la capacidad de mantener la atención en una tarea
espećıfica durante un peŕıodo prolongado de tiempo. En esta situación, la velocidad de las
fijaciones puede indicar la eficacia de la atención en la tarea, ya que una alta velocidad de
fijaciones puede indicar una atención superficial y una baja velocidad de fijaciones puede in-
dicar una atención profunda y sostenida. Además, la duración de las fijaciones puede indicar
la capacidad de mantener la atención en un objeto espećıfico durante un peŕıodo prolongado
de tiempo [49].

Las propiedades f́ısicas de velocidad y duración de las fijaciones son herramientas im-
portantes para el estudio de la atención sostenida en diferentes tareas y situaciones. La
evaluación de la atención sostenida utilizando la velocidad y duración de las fijaciones puede
ser utilizada para identificar patrones de atención en diferentes grupos de individuos, como
aquellos con trastornos de atención. En general, las propiedades f́ısicas de velocidad y dura-
ción de las fijaciones son una herramienta valiosa para el estudio de la atención sostenida,
ya que pueden proporcionar información detallada sobre cómo los seres humanos mantienen
y enfocan su atención en tareas prolongadas y repetitivas.

Durante la atención sostenida, la duración promedio de fijaciones puede ser más larga
que durante la atención dividida o alternada, ya que se enfoca la atención en un est́ımulo
espećıfico durante un peŕıodo prolongado de tiempo. La duración promedio de las fijaciones
durante la atención sostenida puede variar entre 300 y 800 milisegundos, con una velocidad
promedio de alrededor de 50 a 100 grados por segundo [50].
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Atención Alternada

La atención alternada implica cambiar la atención entre dos o más tareas o est́ımulos de
forma rápida y efectiva. En este caso, la velocidad de las fijaciones puede indicar la eficacia de
la atención alternada, ya que una mayor velocidad en cambiar la atención entre los est́ımulos
puede indicar una mayor capacidad para realizar la tarea de forma eficiente. Además, la
duración de las fijaciones puede ser utilizada para medir la capacidad de cambiar la atención
de forma rápida y eficiente, ya que una duración corta en las fijaciones puede indicar una
mayor capacidad para cambiar rápidamente la atención entre los est́ımulos.

La relación entre las propiedades f́ısicas de velocidad y duración de las fijaciones en la
atención alternada y las pruebas dinámicas es importante, ya que pueden ser utilizadas
para evaluar la capacidad de los individuos para cambiar la atención entre diferentes tareas
o est́ımulos de forma rápida y efectiva. En estas pruebas, los individuos deben cambiar
rápidamente la atención entre diferentes est́ımulos en un campo visual lleno de est́ımulos
irrelevantes en constante movimiento. Es importante tomar en cuenta tanto la duración
como la velocidad de las fijaciones en la estimación de la atención alternada, ya que este
tipo de atención implica alternar entre múltiples est́ımulos o tareas en un corto peŕıodo de
tiempo. Por lo tanto, se espera que las fijaciones sean más cortas y rápidas en comparación
con otras formas de atención, como la atención enfocada o la atención sostenida. Además,
la capacidad para cambiar entre est́ımulos o tareas de manera eficiente se relaciona con una
mejor función cognitiva y una mayor flexibilidad mental.

En cuanto a las caracteŕısticas promedio de las fijaciones durante la atención alternada,
la duración suele oscilar entre 200 y 300 milisegundos, y la velocidad media se encuentra en
el rango de 250-300 grados por segundo. Sin embargo, estas cifras pueden variar según el
tipo de est́ımulos y las demandas de la tarea en cuestión. En general, una mayor velocidad
y una menor duración de las fijaciones pueden indicar una mejor capacidad para cambiar de
una tarea a otra en la atención alternada [51].

Atención Dividida

La atención divida implica la capacidad de procesar dos o más tareas al mismo tiempo.
En este caso, la velocidad de las fijaciones puede ser utilizada para evaluar la capacidad de
los individuos para procesar dos o más est́ımulos al mismo tiempo, mientras que la duración
de las fijaciones puede indicar la capacidad de los individuos para mantener la atención en
las diferentes tareas durante un peŕıodo prolongado de tiempo [52].

La relación entre las propiedades f́ısicas de velocidad y duración de las fijaciones en la
atención dividida y las pruebas dinámicas es crucial, ya que las pruebas dinámicas pueden
evaluar la capacidad de los individuos para procesar múltiples tareas simultáneamente en
entornos complejos y cambiantes. Las fijaciones pueden ser utilizadas para identificar los pun-
tos de interés relevantes y cómo se distribuye la atención en las diferentes tareas. Además,
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la velocidad y la duración de las fijaciones pueden indicar la eficacia de la atención dividida
en estas pruebas, ya que una mayor velocidad en cambiar la atención entre los diferentes
est́ımulos y una duración prolongada de las fijaciones en los est́ımulos relevantes puede indi-
car una mayor eficacia en la atención dividida.

La duración y velocidad promedio de las fijaciones durante la atención dividida pueden
variar dependiendo de la complejidad de la tarea y la capacidad cognitiva del individuo.
Sin embargo, en general, se ha encontrado que la duración promedio de las fijaciones en la
atención dividida es de alrededor de 200-250ms y la velocidad promedio de las fijaciones es de
aproximadamente 200-250 g/s. Es importante tener en cuenta estos valores en la estimación
de la atención dividida, ya que una disminución en la duración y velocidad de las fijaciones
puede indicar una menor capacidad para procesar la información de manera simultánea en
múltiples tareas [48].

3.4.2. Movimientos sacádicos

Los movimientos sacádicos son rápidos movimientos oculares que se producen cuando los
ojos se mueven de un punto de interés a otro en el campo visual. Estos movimientos son
importantes en la estimación de la atención visual, ya que reflejan la capacidad del sistema
visual para cambiar rápidamente el enfoque y la atención en diferentes est́ımulos. Los mo-
vimientos sacádicos son esenciales para la exploración visual y la selección de información
relevante en el ambiente

Los movimientos sacádicos son especialmente importantes para el procesamiento rápido
de la información visual. La capacidad de mover rápidamente los ojos entre diferentes pun-
tos de interés en el campo visual permite una mayor eficiencia en el procesamiento de la
información y una mayor capacidad para captar información relevante en entornos visuales
complejos. Además, los movimientos sacádicos son importantes en la atención selectiva, ya
que pueden ser utilizados para identificar rápidamente los est́ımulos relevantes y separarlos
de los est́ımulos irrelevantes en el campo visual [52].

Atención Enfocada

En la atención enfocada, los movimientos sacádicos también juegan un papel importante.
La capacidad de mover los ojos rápidamente de un objeto a otro permite enfocar la atención
en la tarea visual y permite un procesamiento visual eficiente. Los movimientos sacádicos
también ayudan a las personas a cambiar la atención de una tarea a otra de manera rápida y
eficiente. Durante la atención enfocada, la duración y velocidad promedio de un movimiento
sacádico pueden variar dependiendo de la tarea y del est́ımulo que se está observando. Sin
embargo, en general, la duración promedio suele ser de alrededor de 20 a 40 milisegundos,
mientras que la velocidad promedio puede ser de 300 a 600 grados por segundo [53].
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Además, los movimientos sacádicos también pueden proporcionar información sobre la
capacidad de la atención enfocada. Las personas con déficit de atención pueden mostrar
movimientos sacádicos at́ıpicos o irregulares, lo que indica una dificultad para enfocar la
atención de manera efectiva. También se ha encontrado que las personas con trastornos
neurológicos, como el śındrome de Tourette o la esquizofrenia, pueden mostrar patrones
at́ıpicos de movimientos sacádicos, lo que indica una alteración en la función de la atención
[54].

Atención Selectiva

La capacidad de mover rápidamente los ojos de un objeto a otro permite a las personas
elegir los objetos relevantes y filtrar los irrelevantes en su campo visual. Los movimientos
sacádicos permiten una selección visual rápida y eficiente, lo que es esencial para realizar
tareas que requieren atención selectiva. Durante la atención selectiva, estos movimientos
suelen ser más cortos y más frecuentes que durante la atención enfocada, ya que se necesita
cambiar rápidamente la atención entre diferentes objetos o est́ımulos. La duración promedio
de los movimientos sacádicos durante la atención selectiva puede ser de alrededor de 20 a 50
milisegundos, con una velocidad promedio de 300 a 600 grados por segundo.

Además, los movimientos sacádicos también pueden proporcionar información sobre la
capacidad de la atención selectiva. Las personas que tienen dificultades para realizar tareas
de atención selectiva pueden mostrar patrones at́ıpicos de movimientos sacádicos, como una
mayor frecuencia de movimientos hacia objetos irrelevantes, lo que indica una dificultad para
filtrar la información no relevante [55].

Atención Sostenida

En la atención sostenida, la capacidad de mantener la atención en una tarea durante un
peŕıodo prolongado de tiempo es crucial. Los movimientos sacádicos son importantes en la
atención sostenida ya que permiten al ojo explorar el campo visual para detectar cambios y
mantener la atención en la tarea visual. La investigación ha demostrado que la velocidad y
la amplitud de las sacadas disminuyen con el tiempo durante una tarea prolongada, lo que
indica una disminución en la eficiencia de la atención visual. Durante la atención sostenida,
suelen ser menos frecuentes que durante la atención dividida o alternada, ya que se necesita
cambiar menos la atención entre diferentes objetos o est́ımulos. La duración promedio de
los movimientos sacádicos durante la atención sostenida puede ser de alrededor de 20 a 50
milisegundos, con una velocidad promedio de 300 a 600 grados por segundo [56].

Los movimientos sacádicos también pueden proporcionar información sobre la fatiga vi-
sual y la carga cognitiva durante la atención sostenida [57]. Estudios han demostrado que
las personas que experimentan fatiga visual durante una tarea prolongada muestran una
disminución en la amplitud y velocidad de las sacadas, lo que sugiere una disminución en la
eficiencia de la atención visual [58]. Por lo tanto, medir y analizar los movimientos sacádicos
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durante la atención sostenida puede ser útil para comprender los procesos cognitivos subya-
centes y la fatiga visual en tareas prolongadas, lo que puede ayudar a mejorar la eficiencia
de la atención y la productividad [57].

Atención Alternada

En análisis de estos movimientos es importante en la estimación de atención alternada ya
que permiten a las personas mover la atención rápidamente entre dos o más tareas o est́ımulos
[59]. Los movimientos sacádicos rápidos y precisos son esenciales para la realización de tareas
de atención alternada, ya que permiten a las personas mover la atención de manera rápida
y efectiva entre diferentes tareas o est́ımulos [60]. Durante la atención alternada, pueden ser
más frecuentes y más cortos que durante la atención enfocada, con una duración promedio
de alrededor de 10 a 20 milisegundos y una velocidad promedio de 300 a 600 grados por
segundo. Sin embargo, también pueden ser más grandes y más rápidos cuando se cambia la
atención de un est́ımulo a otro [61].

Además, los movimientos sacádicos también pueden proporcionar información sobre la
capacidad de la atención alternada. Por ejemplo, las personas con trastornos de atención
pueden mostrar patrones de movimientos sacádicos at́ıpicos, como una mayor frecuencia de
movimientos entre dos tareas o est́ımulos, lo que indica una dificultad para mantener la
atención en una tarea por un peŕıodo prolongado [55].

Atención Dividida

La atención dividida es un tipo de atención que se enfoca en la capacidad de procesar
múltiples est́ımulos simultáneamente [62]. Los movimientos sacádicos, en particular la ve-
locidad y duración de estos movimientos, son fundamentales en la medición de la atención
dividida y su capacidad para procesar y responder a múltiples est́ımulos [63]. La velocidad
y duración de los movimientos sacádicos pueden ser utilizados para evaluar la capacidad
del sistema visual para procesar múltiples est́ımulos, y cómo los est́ımulos compiten por la
atención limitada del sujeto [64].

La medición de la velocidad y duración de los movimientos sacádicos también puede ser
utilizada para evaluar la eficacia de la atención dividida en diferentes tareas. Por ejemplo, en
tareas de búsqueda visual, la velocidad y duración de los movimientos sacádicos pueden ser
utilizados para medir la capacidad del sistema visual para procesar y seleccionar información
relevante entre distracciones irrelevantes. En tareas de seguimiento de objetos, la velocidad
y duración de los movimientos sacádicos pueden ser utilizados para medir la capacidad del
sistema visual para mantener la atención dividida entre múltiples objetos en movimiento.
En general, durante la atención dividida, las fijaciones pueden ser más cortas y más rápidas
que durante la atención enfocada, con una duración promedio de alrededor de 150 a 300
milisegundos y una velocidad promedio de 60 a 120 grados por segundo [47].
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La implementación presentada en esta investigación pretende que no se requiera de un
dispositivo (eye-tracker) especifico, ya que en el mercado existe una gran variedad. Al entre-
nar el modelo de aprendizaje profundo con datos obtenidos con diferentes equipos a distintas
frecuencias de muestreo se pretende lograr generalizar en los patrones de los diferentes mo-
vimientos oculares, no en los datos que se les son entregados como normalmente sucede en
algunos modelos de AP.

3.4.3. Seguimientos Suaves

Los seguimientos suaves son un tipo de movimiento ocular que se produce cuando la per-
sona sigue un objeto en movimiento de forma suave y continua. Estos movimientos oculares
son importantes para la percepción visual y para el seguimiento de objetos en movimiento.
Durante los seguimientos suaves, el sistema visual y motor trabajan juntos para mantener
la fijación en un objeto en movimiento y seguirlo con precisión [62].

En cuanto a su relación con la atención visual, los seguimientos suaves pueden propor-
cionar información útil sobre la capacidad de la atención selectiva. La atención selectiva es
la capacidad de enfocar la atención en un objeto espećıfico y excluir distracciones. los se-
guimientos suaves son una medida de la capacidad de la persona para seguir un objeto en
movimiento mientras mantiene la atención selectiva [65].

Estos movimientos pueden ser utilizados para evaluar la capacidad de la atención visual
y para identificar posibles trastornos de atención. Además, la capacidad de seguir objetos
en movimiento con precisión puede ser importante para tareas visuales complejas, como la
conducción o el deporte, por lo que el estudio de los seguimientos suaves también puede tener
aplicaciones prácticas en estos campos [65].

Atención Enfocada

En la atención enfocada, las seguimientos suaves pueden ser utilizadas para seguir un
objeto en movimiento en una tarea espećıfica, como seguir un objeto en movimiento en
un videojuego [66]. La capacidad de realizar persecuciones suaves precisas y estables es un
indicador de una buena atención enfocada, ya que requiere una alta precisión y un segui-
miento constante del objeto en movimiento [67]. La velocidad promedio suele ser de alre-
dedor de 50-100 grados por segundo, con una duración promedio de alrededor de 100-200
milisegundos[68, 66]. Es importante tener en cuenta que estos valores pueden variar depen-
diendo de la tarea espećıfica y de las caracteŕısticas individuales del sujeto.

Además, los seguimientos suaves también se utilizan para la detección temprana de tras-
tornos neurológicos, como el déficit de atención y la hiperactividad (TDAH) [69], la esclerosis
múltiple [70] y la enfermedad de Parkinson [71]. En estos casos, las alteraciones en los se-
guimientos suaves pueden ser un indicador temprano de cambios en la función neurológica
relacionados con la atención visual. Por lo tanto, el estudio de los seguimientos suaves en la
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atención enfocada puede tener implicaciones cĺınicas importantes en la detección temprana
de trastornos neurológicos relacionados con la atención visual [62].

Atención Selectiva

Los seguimientos suaves también son relevantes en la atención selectiva, ya que pueden
reflejar la capacidad del individuo para seguir un objeto espećıfico en presencia de distrac-
ciones o est́ımulos irrelevantes. Por ejemplo, un individuo que puede seguir un objeto en
movimiento a través de un entorno lleno de distracciones y est́ımulos irrelevantes tendŕıa
un mejor desempeño en una tarea de atención selectiva que aquellos que tienen dificultades
para mantener el enfoque [72]. Durante la atención selectiva, suelen ser menos frecuentes
que durante la atención dividida o alternada, ya que la atención se enfoca en un est́ımulo
espećıfico [65]. La duración promedio de los seguimientos suaves durante la atención selec-
tiva puede ser de alrededor de 300 a 600 milisegundos, con una velocidad promedio de 30 a
60 grados por segundo [73]. Además, los seguimientos suaves también pueden ser utilizadas
para medir la flexibilidad cognitiva y la capacidad de cambio entre tareas en una tarea de
atención selectiva. Un individuo que puede cambiar rápidamente su enfoque entre diferentes
est́ımulos en una tarea de atención selectiva tendŕıa un mejor desempeño en la tarea y se
consideraŕıa más flexible cognitivamente que aquellos que tienen dificultades para cambiar
de enfoque de manera efectiva [74].

Atención Sostenida

Se ha encontrado que la duración y la frecuencia de los seguimientos suaves están relacio-
nadas con la capacidad de atención sostenida. Por ejemplo, en un estudio se encontró que los
participantes que mostraron una mayor frecuencia de persecuciones suaves también tuvieron
un mejor rendimiento en una tarea de atención sostenida, lo que sugiere que los seguimientos
suaves pueden ser un indicador útil de la capacidad de atención sostenida. Además, también
se ha encontrado que la falta de persecuciones suaves puede ser un indicador de fatiga visual
y mental durante una tarea de atención sostenida. Durante la atención sostenida, pueden ser
más frecuentes que durante la atención selectiva, ya que el ojo puede seguir el movimiento de
un objeto o est́ımulo que se mueve en la pantalla. La duración promedio de los seguimientos
suaves durante la atención sostenida puede ser de alrededor de 300 a 600 milisegundos, con
una velocidad promedio de 30 a 60 grados por segundo [56].

Atención Alternada

los seguimientos suaves son un tipo de movimiento ocular que se produce cuando la per-
sona sigue un objeto en movimiento de forma suave y continua. En la atención alternada, los
seguimientos suaves también son importantes ya que permiten a la persona seguir un objeto
o tarea en movimiento de forma efectiva mientras cambia su atención a otra tarea o est́ımulo
[62].
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Los seguimientos suaves pueden proporcionar información útil sobre la capacidad de la
atención alternada [66]. Por ejemplo, las personas con trastornos de atención pueden tener
dificultades para seguir objetos en movimiento de forma suave y continua, lo que puede
indicar una capacidad reducida para mantener la atención en una tarea mientras se realiza
una tarea diferente [75, 76]. Además, los estudios han demostrado que las personas con
trastornos de atención pueden mostrar patrones de persecuciones suaves at́ıpicos [75], como
una menor velocidad o precisión en el seguimiento de objetos en movimiento. Por lo tanto,
la medición y análisis de los seguimientos suaves durante la atención alternada puede ser
útil para identificar trastornos de atención y mejorar la eficiencia en la atención alternada
[77, 78]

Atención Dividida

En los seguimientos suaves en la atención dividida, se ha observado que la velocidad
promedio es mayor que en la atención sostenida o enfocada. Además, la duración promedio
de los seguimientos suaves también es menor. Esto puede indicar una mayor dificultad en
mantener la atención en un objeto en particular mientras se procesa información de otras
fuentes simultáneamente. En general, la atención dividida se asocia con una mayor frecuencia
de movimientos oculares y una mayor velocidad de procesamiento visual [77].

La Tabla 3.2 muestra las caracteŕısticas de los tres movimientos oculares relacionadas
con los cinco tipos de atención visual mencionadas en párrafos anteriores.

Atención Fijaciones Mov. Sacádicos Persecuciones Suaves

Selectiva
200 - 500 ms
50 - 100 g/s

20 - 50 ms
300 - 600 g/s

300 - 600 ms
30 - 60 g/s

Enfocada
200 - 500 ms
30 - 60 g/s:

20 - 40 ms
300 - 500 g/s

200 - 500 ms
30 - 40 g/s

Sostenida
300 - 800 ms
50 - 100 g/s

20 - 50 ms
300 - 600 g/s

300 - 600 ms
30 - 60 g/s

Alternada
200 - 300 ms
250 - 300 g/s

15 - 25 ms
500 - 800 g/s

100 - 200 ms
20 - 40 g/s

Dividida
200 - 250 ms
200 - 250 g/s

10 - 15 ms
400 - 600 g/s

200 - 400 ms
20 - 30 g/s

Tabla 3.2: Propiedades f́ısicas de los movimientos oculares. La primera fila de cada movi-
miento indica la duración, mientras que la segunda es la velocidad en g/s.

3.5. Etiquetado

Se plantea entonces un etiquetado basado dos aspectos: naturaleza de est́ımulos visuales
y las propiedades de los movimientos oculares ejecutados. Los est́ımulos visuales utilizados
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en pruebas de evaluación cognitiva en donde se registran movimientos oculares: estáticos
y dinámicos. Las pruebas cognitivas con est́ımulos estáticos y dinámicos requieren de una
atención visual diferente debido a las diferencias en la forma en que se presentan los est́ımu-
los visuales y en la naturaleza del procesamiento visual que se requiere para cada tipo de
prueba. En pruebas estáticas, el est́ımulo visual es presentado de manera fija en una panta-
lla, y el participante debe examinarlo para detectar detalles y caracteŕısticas espećıficas. Por
lo tanto, se requiere una atención visual más enfocada y sostenida para poder examinar el
est́ımulo visual con detenimiento [45]. Además, el procesamiento visual en pruebas estáticas
y dinámicas involucra diferentes áreas del cerebro y diferentes procesos cognitivos. En las
pruebas estáticas, el procesamiento visual se enfoca en la percepción de detalles y la identi-
ficación de patrones, mientras que en las pruebas dinámicas, se requiere una mayor atención
al movimiento y al cambio de la información visual [45].

Es por lo anterior que se propone realizar una primera estimación basada en las propie-
dades f́ısicas de duración y velocidad de los movimientos oculares: fijaciones, movimientos
sacádicos y persecuciones suaves. Para cada tipo de estimulo visual se analizan distintos
niveles de enfoque. En la Tabla 3.3 se relacionan estos aspectos y se presenta formalmente
la estimación de atención como un primer acercamiento a la clasificación formal.

Nivel Estimulo Atención FX SC SP

Bajo Estático
Selectiva

200 - 500 ms
50 - 100 g/s

20 - 50 ms
300 - 600 g/s

300 - 600 ms
30 - 60 g/s

Enfocada
200 - 500 ms
30 - 60 g/s:

20 - 40 ms
300 - 500 g/s

200 - 500 ms
30 - 40 g/s

Alto Dinámico
Sostenida

300 - 800 ms
50 - 100 g/s

20 - 50 ms
300 - 600 g/s

300 - 600 ms
30 - 60 g/s

Alternada
200 - 300 ms
250 - 300 g/s

15 - 25 ms
500 - 800 g/s

100 - 200 ms
20 - 40 g/s

Dividida
200 - 250 ms
200 - 250 g/s

10 - 15 ms
400 - 600 g/s

200 - 400 ms
20 - 30 g/s

Tabla 3.3: Propiedades f́ısicas de los movimientos oculares y naturaleza de est́ımulos en
relación a los estados de atención. La primera fila de cada movimiento indica la duración,
mientras que la segunda es la velocidad en g/s.

La base de datos maestra se etiqueta a través de un script que requiere primero del tipo de
prueba: estática o dinámica. Para sujeto se extraen los eventos de los diferentes movimientos
oculares y se realiza un análisis de la duración en milisegundos y velocidad en grados por
segundo. A través de las métricas mostradas en la Tabla 3.3 se realiza la clasificación de cada
sujeto.

Para obtener la velocidad en grados por segundo se calcula primero la correspondencia
por ṕıxel a través de la Ecuación 3.5. Esta información es proporcionada por los diseñadores
de cada base de datos. El script del etiquetado toma en consideración este factor para calcular

37



la velocidad. Donde ∆x es la diferencia entre las dos muestras de mirada horizontal y ∆y
es la diferencia entre dos muestras de mirada vertical, ∆tiempo es la diferencia entre las dos
muestras utilizadas, v es en grados/s.

v =

√
∆x2 +∆y2

∆tiempo
(3.5)

Después de obtener todas las propiedades f́ısicas de cada par de muestras, la duración y
velocidad son promediadas para realizar la evaluación de acuerdo a la Tabla 3.3. Se evalúa la
correspondencia de cada sujeto con esta información y se suma el porcentaje de la relación
que existe entre el sujeto con el estado de atención y se etiqueta a aquel donde el porcentaje
es mayor.

3.6. Preprocesamiento

El preprocesamiento de una base de datos en el aprendizaje profundo es crucial para
garantizar la calidad y la eficacia del modelo. La base de datos puede contener datos incom-
pletos, ruido, datos erróneos o datos no normalizados que pueden afectar negativamente al
rendimiento del modelo. El preprocesamiento de la base de datos implica la limpieza de los
datos, la normalización, la eliminación de duplicados y la transformación de los datos en un
formato adecuado para el modelo. Además, el preprocesamiento de la base de datos también
puede incluir la selección de caracteŕısticas y la reducción de la dimensionalidad para reducir
la complejidad de los datos y hacer que el modelo sea más eficiente. En esta contribución el
preprocesamiento está compuesto por 3 etapas: Etapa I, Etapa II y Etapa III, a continuación
se describe cada una de las etapas a detalle.

3.6.1. Etapa I: Limpieza e interpolación

El registro de una sesión de eye-tracking puede almacenarse en diferentes formatos, por
lo que, inicialmente, es necesario transformar el archivo en un archivo separado por comas.
Además, dado que la información procede de sujetos humanos, pueden producirse errores
durante el registro de una sesión de eye-tracking. Por ejemplo, supongamos que hay otros
est́ımulos visuales o distracciones en la sesión. En ese caso, los sujetos pueden apartar la
mirada de la pantalla y el eye-tracker no podrá registrar información valiosa. Por este motivo,
se realiza una limpieza inicial del archivo para eliminar los registros falsos resultantes de un
error de grabación. A continuación, se eliminan del archivo de sesión todos los registros que
faltan. Este procedimiento se realiza debido a la naturaleza de la transformación a flujo
óptico. La traslación en las distintas posiciones en las que se situó la mirada en la pantalla
no debe sufrir cambios drásticos. Por último, se interpolan veinte puntos entre cada par de
coordenadas para equilibrar el número de muestras mediante una interpolación Akima [79]. El
método de interpolación Akima utiliza un subspline continuamente diferenciable construido
a partir de polinomios cúbicos a trozos. La curva resultante pasa por los puntos de datos

38



dados y tendrá un aspecto suave y natural. El proceso descrito anteriormente corresponde a
la Figura 3.8 y al Algoritmo 1.

Algorithm 1 Preprocesamiento.

Input: Archivo de una sesión de Eye-tracking data.
Output: Archivo limpio e interpolado interpolated data.

1: df = read file(data)
2: missing samples = df null values(df)
3: df = drop null values(missing samples)
4: interpolated data = create dataframe()
5: for all i in range(0, len (df) - 1) do
6: x = df loc[i:i+2, 0]
7: y = df iloc[i:i+2, 1]
8: akima = Akima1DInterpolator(x, y)
9: x interpolated = linspace(x[0], x[1], 20)
10: y interpolate = make akima(x,20)

11: interpolated data.append(x interpolated, y interpolated)

Figura 3.8: Etapa de limpieza e interpolación del archivo inicial de seguimiento ocular.

3.6.2. Etapa II: Transformación Inicial

Una vez que el conjunto de datos está limpio e interpolado se pasa a la Etapa II: trans-
formación inicial. El fichero limpiado por el paso anterior contiene la información de las
coordenadas de la mirada (x,y) y la etiqueta asignada por un experto identificada como
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Label, donde 1 corresponde a la fijación y 2 a un movimiento sacádico. En primer lugar,
se diseñó un algoritmo para automatizar la extracción de eventos del archivo. El algoritmo
analiza la secuencia de registros: si un conjunto de muestras de una Label espećıfica es con-
tinuo, el conjunto corresponde a un evento del movimiento ocular en cuestión.

Ya que el algoritmo ha identificado el evento, la información que contiene se somete a una
transformación plana bidimensional. Para cada evento, se genera un marco, consistente en un
ćırculo en las coordenadas x e y de la mirada en un lienzo del tamaño de la pantalla en la que
se ha realizado la sesión de eye-tracking. El siguiente paso es concatenar todos los fotogramas
generados, dando como resultado una secuencia de v́ıdeo vi. Con esta transformación inicial,
es posible visualizar el movimiento realizado por la mirada sobre la pantalla en un v́ıdeo; el
proceso descrito en estas ĺıneas corresponde a la Figura 3.9.

Figura 3.9: Extracción de los diferentes eventos del movimiento ocular para la transformación
inicial a una secuencia de v́ıdeo.

3.6.3. Etapa III: Cambio de dominio: Flujo Óptico

Se utiliza un dominio diferente al trabajado por propuestas anteriores, las imágenes. Es-
ta propuesta no se ha abordado anteriormente para el análisis de movimientos oculares, y
en consecuencia, para el procesamiento de la información relacionada con niveles de aten-
cióm. Este cambio de dominio se realiza a través de la función Farneback acelerada por una
tarjeta grafica dedicada contenida en la libreŕıa OpenCV. La función utiliza un modelo de
seis parámetros para describir el movimiento entre las dos imágenes. Este modelo calcula el
flujo óptico en cada punto de la imagen mediante una optimización iterativa para ajustar los
parámetros del modelo a los datos. La función toma como entrada dos imágenes consecutivas
de tamaño (L, M, 3). Los tamaños de las imágenes de entrada dependen del conjunto de
datos.
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Tras calcular el flujo óptico, devuelve una matriz de dos canales que contiene el flujo
óptico en los ejes x e y en cada punto de la imagen. Este proceso se realiza para cada par de
fotogramas del v́ıdeo generado por la transformación inicial.

Una vez obtenido el flujo óptico de todos los fotogramas, el siguiente paso es calcular
la magnitud y dirección del flujo óptico a partir de los valores de flujo óptico en los ejes
x e y contenidos en las matrices correspondientes. Para ello, es necesario convertir la re-
presentación de coordenadas cartesianas en una representación de coordenadas polares. A
continuación, se normaliza la magnitud del flujo óptico para que sea visible en la imagen,
y el último paso corresponde a la representación del flujo óptico. Esta representación puede
ser mediante una escala de colores que integra dirección y magnitud o una representación
vectorial de la dirección del flujo óptico a través de vectores en una imagen. Ambas represen-
taciones se obtuvieron en esta contribución, Figura 3.10 (1) corresponde a una representación
de color y (2) la dirección a través de vectores.

La representación del flujo óptico en formato HSV (hue, saturation, value) es una técnica
para visualizar el flujo óptico en una imagen utilizando un espacio de color diferente del
tradicional RGB (rojo, verde, azul). En este formato, el tono se utiliza para representar la
dirección del flujo óptico, la saturación se utiliza para representar la magnitud del flujo óptico
y el valor se utiliza para representar el nivel de confianza en la medición del flujo óptico.
Por ejemplo, un matiz rojo puede representar un flujo óptico hacia la derecha, mientras que
un matiz azul puede representar un flujo óptico hacia arriba. La saturación representa la
magnitud del flujo óptico, con una saturación máxima para la mayor magnitud de flujo y
una saturación 0 para la ausencia de flujo. Por último, el brillo (valor) representa la confianza
en la medición del flujo óptico, con un brillo máximo para la confianza más alta y 0 para la
confianza más baja. La ventaja de esta representación es que permite visualizar fácilmente
el flujo óptico en una imagen porque el tono permite ver intuitivamente la dirección del flujo
óptico y la saturación permite ver la magnitud del flujo óptico. Además, el brillo permite
ver el nivel de confianza en la medición, la descripción del modelo de color HSV de muestra
en la Figura 3.4, donde además se puede apreciar la diferencia con un modelo de color RGB,
en el cual no seŕıa posible observar todas las propiedades de la transformación obtenida por
técnicas de flujo óptico.

El último paso es ajustar la representación del flujo óptico a un tamaño arbitrario de
(224, 224, 3). Lo descrito en las ĺıneas anteriores se refiere a la Etapa III correspondiente al
Algoritmo 2, y el resultado se puede encontrar en la Figura 3.10.

Aunque la transformación de flujo óptico ha sido ampliamente utilizada desde su pro-
puesta, no ha sido explotada en aplicaciones relacionadas con el eye-tracking. El cambio de
dominio en los datos de eye-tracking podŕıa proporcionar información valiosa sobre nuevas
caracteŕısticas de las trayectorias de los movimientos oculares no detectadas con los métodos
presentados anteriormente.
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Algorithm 2 Cambio al dominio de flujo óptico.

Input: Video sequence vi.
Output: Optical Flow HSV imagen bgr.

1: while true do
2: prvs = change BGR to GRAY(v0)
3: hsv = create hsv vector like(v0)
4: hsv[..., 1] = 255
5: while true do
6: frame = read each frame(vi+1)
7: next = change BGR to GRAY(frame)
8: flow x,flow y = calc Farneback()
9: mag, ang = cord cart to Polar(flow x,flow y)
10: max mag = estimate max mag gradient(mag)
11: hsv= draw hsv(flow x,flow y, ang, max mag)
12: bgr = change HSV to BGR(hsv)
13: i = i+ 1

Figura 3.10: El proceso de obtención del flujo óptico denso, (a) corresponde a la representa-
ción HSV y (b) a la representación en flechas.
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3.7. Clasificación

Los modelos basados en CNN tienen un punto débil: el proceso de entrenamiento con
pesos aleatorios inicializados puede tardar mucho en converger y necesita la disponibilidad
de un conjunto de datos a gran escala. El entrenamiento completo o desde cero de una CNN
es complicado, requiere ajustes constantes de los parámetros para garantizar un aprendizaje
equivalente de todas las capas y es más propenso a sobreentranamiento. El sobreentrana-
miento se produce cuando hay un buen ajuste de los datos de entrenamiento, pero el modelo
no puede generalizarse adecuadamente a los nuevos datos. Hay varias formas de prevenir
este comportamiento durante el entrenamiento de un modelo de DL, la primera opción es
preparar más datos de entrenamiento; por desgracia, en las aplicaciones del mundo real a
menudo no es posible preparar más debido al tiempo y al costo [80].

La clasificación de la base de datos maestra se realiza a través del procesamiento de un
modelo de AP. A través de una estrategia de Transfer Learning se utiliza un modelo que ha
sido entrenado en la base de datos GazeCom para la clasificación de movimientos oculares
con el mismo preprocesamiento y cambio de dominio descrito en la sección previa. Se realiza
esta estrategia para acelerar la convergencia del modelo en los datos. Se ha demostrado ante-
riormente que utilizando este tipo de estrategias es posible alcanzar resultados prometedores
en pocas épocas de entrenamiento. Adicionalmente esto permite administrar los recursos
computacionales disponibles.

3.7.1. Arquitectura

El modelo de clasificación es un EfficientNet-B0 [4] que ha sido previamente entrenado en
el popular conjunto de datos ImageNet [81], compuesto por mil clases. La arquitectura del
modelo fue elegida tras una serie de experimentos realizados con otros modelos preentrena-
dos. Los detalles se pueden encontrar en la sección Experimentos: Entrenamiento del modelo.

EfficientNet-B0 es una arquitectura CNN y un método de escalado que escala unifor-
memente todas las dimensiones de profundidad/anchura/resolución utilizando un coeficiente
compuesto. La base EfficientNet-B0 se basa en los bloques residuales de cuello de botella
invertido de MobileNetV2 [82] y bloques de compresión y excitación. La arquitectura re-
sultante utiliza la convolución de cuello de botella invertido móvil (MBConv), compuesta
espećıficamente por bloques repetidos MBConv1, MBConv3 y MBConv6 que son diferentes
tipos de bloques MBConv [4]. La Figura 3.11 muestra la arquitectura descrita anteriormente.

3.7.2. Entrenamiento del modelo

El entrenamiento del modelo presentado en la sección anterior conlleva un proceso com-
plejo. Uno de los principales aspectos del AP es la cantidad de datos, el principio de la
cantidad de ejemplos que se suministran al modelo durante su etapa de aprendizaje resulta
vital en el desempeño del modelo. La base de datos maestra, descrita en la Sección 3.3,
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Figura 3.11: Arquitectura del modelo EfficientNet-B0, inspirado en [4]

contiene un total de 1,000 ejemplos que no resultan ser suficientes en un proceso de entrena-
miento de un modelo profundo como lo es EfficientNet. Es por ello que se propone un enfoque
de Transferencia de Aprendizaje (Transfer Learning) a través del entrenamiento del modelo
para una tarea similar: la clasificación de eventos de movimientos oculares en el dominio de
flujo óptico.

El enfoque de aprendizaje por transferencia de esta contribución consiste en utilizar el
aprendizaje adquirido por las capas convolucionales durante el entrenamiento anterior y
ajustar la parte densa de la arquitectura, comúnmente denominada clasificador, permitiendo
que el modelo se ajuste a la naturaleza del conjunto de datos. Esta estrategia permite que el
modelo se generalice en pocas épocas con un alto rendimiento de clasificación. La Figura 3.12
muestra las tres etapas de entrenamiento realizadas, en la primera etapa se realiza la clasifi-
cación de eventos de movimientos oculares. Esta es una tarea compleja en el estado puro de
los datos, pues consiste el análisis de una gran cantidad de muestras a mano. Este entrena-
miento se realiza con la base de datos GazeCom [1], que contiene cerca de 80,000 ejemplos.
El preprocesamiento y cambio de dominio descritos en la sección previa han sido aplicados
para el conjunto de datos, de manera que el modelo profundice en las caracteŕısticas de las
propiedades del dominio de flujo óptico, el extractor de caracteŕısticas va transfiriéndose a
cada etapa de entrenamiento. La siguiente etapa corresponde a la transferencia del aprendi-
zaje obtenido en la clasificación de niveles de atención. Finalmente, la última etapa consiste
en la estimación de los cinco estados de atención mencionados en secciones previas.

3.8. Recursos de Hardware

Los experimentos se implementaron en dos estaciones de computo con las siguientes
caracteŕısticas: un procesador Ryzen 5 5600g con 56 GB de RAM y una tarjeta Nvidia RTX
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Figura 3.12: Entrenamiento del modelo en las diferentes etapas [creación propia].
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3090. El sistema operativo utilizado es Linux Ubuntu 20.4, dotado del framework Python
3.10, Keras 2.3.0 y Tensorflow 2.8.1. La transformación del dominio se realiza a través de
la función del framework OpenCV del enfoque Farneback. Mediante el procesamiento de
la CPU, la transformación requirió una media de diez minutos para obtener el dominio
de flujo óptico. Se realizó una nueva compilación de OpenCV para incluir el procesamiento
mediante aceleración por GPU, por lo que fue posible acelerar la transformación. En concreto,
utilizando la aceleración por GPU y el hardware descrito anteriormente, es posible obtener
la transformación al dominio de flujo óptico una media de 16 veces más rápido.

3.9. Métricas de Desempeño

Una de las principales áreas de oportunidad son las métricas de rendimiento utilizadas en
enfoques anteriores. Algunas propuestas sólo presentan el coeficiente kappa de Cohen para
medir el rendimiento de la precisión. Esta métrica intenta corregir el sesgo de evaluación al
considerar la clasificación correcta mediante una suposición aleatoria. Cuanto más difieran
las distribuciones de clase objetivo predicha y real, menor será el valor kappa de Cohen máxi-
mo alcanzable. El valor kappa de Cohen máximo representa el caso ĺımite en el que el número
de falsos negativos o falsos positivos en la matriz de confusión es cero. Alcanza su máximo
cuando el modelo se aplica a datos equilibrados, por lo que esta métrica expresa poco sobre
la precisión de predicción esperada. El mismo modelo puede obtener valores más bajos de
kappa de Cohen para datos no equilibrados que para datos equilibrados [83] [84]. Por lo tan-
to, es incorrecto afirmar que los modelos presentados anteriormente clasifican correctamente
los movimientos oculares basándose únicamente en el comportamiento del coeficiente kappa
de Cohen.

Es necesario utilizar métricas de rendimiento para determinar con precisión la eficien-
cia de clasificación del conjunto de datos. Aunque algunos enfoques utilizan F1-Score o la
precisión, las métricas se presentan individualmente. Hasta ahora no se ha presentado un
análisis completo de la precisión de los modelos clasificadores. En esta contribución, se pre-
sentan todas las métricas de rendimiento utilizadas en el campo de la investigación: exactitud,
precisión, recuerdo, F1-Score, coeficiente kappa de Cohen e intersección sobre la unión (IoU).

Todas las métricas se obtienen mediante un análisis de la matriz de confusión, una herra-
mienta para visualizar el rendimiento de un algoritmo de aprendizaje supervisado. Contiene
cuatro posibles escenarios para evaluar el rendimiento del modelo: verdadero positivo (TP),
verdadero negativo (TN), falso negativo (FN) y falso positivo (FP). Las ecuaciones 3.6 a
3.10 corresponden a las métricas basadas en los resultados de la matriz de confusión. El uso
de diversas métricas de rendimiento permite abarcar todas las caracteŕısticas que componen
el rendimiento de un modelo de AP.
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Accuracy La exactitud es una métrica que generalmente describe el rendimiento del mode-
lo en todas las clases. Es útil cuando todas las clases tienen la misma importancia. Se calcula
como la relación entre el número de predicciones correctas y el número total de predicciones.
El comportamiento de esta métrica se muestra en la Ecuación 3.6.

Accuracy =
TP + TN

TP + TN + FP + FN
(3.6)

Recall Recall se define como la relación entre el número de muestras Positivas correcta-
mente clasificadas como Positivas y el número total de muestras Positivas. La recuperación
mide la capacidad del modelo para detectar muestras positivas. Cuanto mayor sea, mayor
será el número de muestras positivas detectadas. El comportamiento de esta métrica se
muestra en la Ecuación 3.7.

Recall =
TP

TP + FN
(3.7)

Precisión La precisión se define como la relación entre el número de muestras Positivas
clasificadas correctamente y el número total de muestras clasificadas como Positivas (ya sea
correcta o incorrectamente). La precisión mide la exactitud del modelo a la hora de clasificar
una muestra como positiva. El comportamiento de esta métrica se muestra en la Ecuación
3.8.

Precision =
TP

TP + FP
(3.8)

F1-Score La precisión y el recall son los dos componentes básicos de la F1-Score. El obje-
tivo de esta métrica es combinar la precisión y recall en una única métrica. Al mismo tiempo,
la F1-Score ha sido diseñada para funcionar bien con datos desequilibrados. Esta métrica
también se define como la media armónica de la precisión y Recall. El comportamiento de
esta métrica se muestra en la Ecuación 3.9.

F1− Score− score =
TP

TP + 1
2
(FP + FN)

(3.9)

Intersección sobre la unión La intersección sobre la unión (IoU) se utiliza para evaluar
el rendimiento de la detección de objetos comparando el cuadro delimitador real con el cuadro
delimitador previsto. Se incluye como métrica de desempeño en la presente contribución ya
que autores la han utilizado previamente en tareas de clasificación de movimientos oculares.
El comportamiento de esta métrica se muestra en la Ecuación 3.10.

IoU =
TP

TP + FP + FN
(3.10)
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Coeficiente Kappa de Cohen Esta métrica mide el acuerdo entre dos evaluadores que
clasifican N elementos en categoŕıas C mutuamente excluyentes. Es una medida estad́ıstica
que ajusta el efecto del azar en la proporción de la concordancia observada. Se incluye como
métrica para la evaluación del desempeño del modelo ya que se utiliza en el estado del arte,
de manera que la comparativa de esta contribución no estaŕıa completa. La Ecuación 3.11
resume el comportamiento de esta métrica, donde Pr(a) es el acuerdo observado relativo
entre los observadores, y Pr(e) es la probabilidad hipotética de acuerdo por azar, utilizan-
do los datos observados para calcular las probabilidades de que cada observador clasifique
aleatoriamente cada categoŕıa. Si los evaluadores están completamente de acuerdo, entonces
κ = 1 . Si no hay acuerdo entre los calificadores distinto al que cabŕıa esperar por azar (según
lo definido por Pr(e)),κ = 0. La Tabla 3.4 muestra la relación entre el valor del coeficiente
kappa (κ) y el grado de acuerdo entre las predicciones de un modelo y etiquetas reales.

κ =
Pr(a)− Pr(b)

1− Pr(e)
(3.11)

Kappa κ Estimación del grado de acuerdo
0 No de acuerdo

0.0 - 0.2 Insignificante
0.2 - 0.4 Bajo
0.4 - 0.6 Moderado
0.6 - 0.8 Bueno
0.8 - 1.0 Muy bueno

Tabla 3.4: Relación entre el valor del Coeficiente Kappa y el nivel de acuerdo entre las
muestras reales y predicciones.
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CAPÍTULO 4

Resultados y Discusión

En esta sección, se presentan los hallazgos y conclusiones que surgieron como resultado
del procesamiento y análisis de los datos. Los resultados que se presentan son fundamentales
para cumplir con los objetivos planteados y la hipótesis formulada en esta investigación.
Además, la interpretación y discusión de los resultados permiten obtener una comprensión
más profunda del tema de estudio y proporcionan nuevas perspectivas que pueden ser explo-
radas en futuros estudios. Por lo tanto, esta sección es crucial para demostrar la contribución
de la investigación al conocimiento existente y la importancia de los resultados obtenidos.
Esta sección presenta los resultados alcanzados durante la experimentación de la metodo-
loǵıa planteada. Se presenta por separado el resultado de las tres etapas de entrenamiento
del modelo.

4.1. Resultados

4.1.1. Clasificación de Movimientos Oculares

El primer entrenamiento del modelo, descrito en la Figura 4.1 consistió en la clasificación
de eventos de movimientos oculares con el base de datos GazeCom, con 79,983 ejemplos. Este
proceso sirve como calentamiento o warmup al modelo, ya que para el problema principal
existen pocos ejemplos, es necesario adoptar estrategias que proporcione un mejor rendi-
miento en una muestra tan pequeña de ejemplos. Esta estrategia ayuda a la red neuronal
a ajustar su tasa de aprendizaje de manera gradual y eficiente durante el entrenamiento, lo
que puede mejorar el rendimiento y la estabilidad del modelo para el problema principal.

Para demostrar la capacidad del método propuesto, se presentan comparaciones con tres
métodos de vanguardia utilizando GazeCom como conjunto de datos principal. El primer
método, [31], utilizó un modelo CNN 1D combinado con BLSTM para lograr el aprendizaje
secuencia a secuencia de extremo a extremo. El segundo [85], presentó gazeNet, el modelo
más popular para la clasificación de movimientos oculares. Por último, [86] utilizó una red
convolucional temporal (TCNs). Estas comparaciones permiten determinar el impacto del

49



cambio de dominio propuesto en las métricas de rendimiento.

Como se muestra en la Tabla 4.1, el método propuesto alcanza los valores más altos para
todas las métricas presentadas por las contribuciones anteriores. El rendimiento comparado
con los enfoques anteriores demuestra que el cambio de dominio aplicado al conjunto de
datos GazeCom consigue mejores resultados en la clasificación de eventos de movimientos
oculares.

Figura 4.1: Primera etapa de entrenamiento del modelo: clasificación de eventos de movi-
mientos oculares [creación propia].

Tabla 4.1: Comparación del rendimiento de los métodos más avanzados. Los marcados con *
corresponden a contribuciones con el base de datos GazeCom, y los marcados con + corres-
ponden a contribuciones con el base de datos Lund2013. Las métricas en negrita corresponden
a las puntuaciones más altas.

Fijaciones Movimientos Sacádicos
Contribution Acc Prec Recall F1 IoU Kappa Acc Prec Recall F1 IoU Kappa

[31]* - - - 93.9% - - - - - 89.3% 85.85 -
[85]* - - - - - 0.915 - - - - - 0.845
[86]* - 92.9% 96.1% 94.5% - - - 89.9% 88.8% 89.4% - -
[87]* - - - 93.60% - - - - - 97.16% - -

Propuesta* 96.61% 95.93% 97.31% 96.63% 93.45% 0.931 96.61% 97.31% 95.85% 96.59% 93.38% 0.9331
[85]+ - - - - - 0.959 - - - - - 0.947
[88]+ - - - - - 0.936 - - - - - 0.940

Propuesta+ 99.29% 99.17% 99.35% 99.26% 98.53% 0.985 99.28% 99.29% 99.26% 99.26% 98.56% 0.985

4.1.2. Clasificación de Niveles de Atención

La segunda etapa de entrenamiento del modelo consta de la clasificación entre niveles de
atención, de acuerdo a la Tabla 3.3, existen dos niveles de atención generales: alto y bajo,
de los cuales se desglosan los cinco estados de atención. La base de datos contiene 981 ejem-
plos para ambas clases. La arquitectura del modelo es la misma mostrada en la Figura 3.11,
utilizando los pesos de la etapa de entrenamiento previa, se realiza la clasificación de los dos
niveles de atención. En la Figura 4.2 se muestra cómo es que el extractor de caracteŕısticas
basado en el modelo EfficientNet-B0 se mantiene para esta nueva clasificación, al igual que
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en la etapa previa, la parte convolucional se congela para conservar el aprendizaje alcanzado.

La base de datos de esta etapa de entrenamiento descrita en la Sección 3.3 conforma-
da por tres diferentes conjuntos, no ha sido utilizada anteriormente para la clasificación de
atención. Como se explicó en previamente, se realiza el etiquetado de la base de datos de
acuerdo con las métricas de los diferentes movimientos oculares, basados en propiedades
f́ısicas analizadas por la literatura mencionada en la Sección 3.4. Lo anterior provoca que no
sea posible proporcionar una comparativa en los mismos términos para las diferentes contri-
buciones mencionadas en la Sección 2.

Figura 4.2: Segunda etapa de entrenamiento del modelo: clasificación de niveles de atención
[creación propia].

Las métricas de desempeño para evaluar el modelo son las mismas que en el entrena-
miento previo. Es importante demostrar el rendimiento de esta etapa de entrenamiento ya
que nuevamente el aprendizaje alcanzado en este proceso de clasificación será transferido
una ultima vez para clasificar los cinco estados de atención. En el campo del aprendizaje
profundo, es fundamental utilizar varias métricas de desempeño para evaluar la calidad de
los modelos. El uso de una sola métrica puede ser insuficiente para capturar la complejidad
de un modelo y puede llevar a conclusiones erróneas sobre su desempeño. Por ejemplo, una
métrica como la precisión puede ser engañosa si el conjunto de datos está desequilibrado.
En este caso, un modelo puede obtener una alta precisión simplemente prediciendo siempre
la clase mayoritaria. Por lo tanto, es importante utilizar una variedad de métricas, como la
precisión, recall, F1-Score y el coeficiente kappa de Cohen, para obtener una comprensión
más completa del desempeño del modelo en diferentes aspectos. Además, el uso de varias
métricas también puede ayudar a detectar posibles problemas en el modelo, como sobreentre-
namiento, y proporcionar información valiosa para mejorar el modelo en futuras iteraciones.

El modelo fue entrenado a través del uso de Google Colab, con una configuración de dis-
positivo distinta a la descrita en la Sección 3.8. Derivado de la cantidad de datos recolectados
en la base de datos, no es necesario la una configuración de hardware tan considerable como
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lo utilizado en la primera etapa de entrenamiento. Los recursos necesarios para la clasifica-
ción de este problema se cubren con la suscripción de Google Colab Pro con GPU’s de uso
medio. Se condujeron cinco experimentos o trials para asegurar la generalización correcta
del modelo. Estos experimentos consisten en un 5-fold-cross-validation. En la Tabla 4.2 se
muestran los promedios por métrica de cada experimento realizado, las métricas más altas
se presentan en negritas.

Tabla 4.2: Métricas alcanzadas por el modelo durante cinco pruebas realizadas y el promedio
de cada métrica.

Nivel Alto Nivel Bajo
Trial Acc Prec Recall F1 Kappa Acc Prec Recall F1 Kappa
1 85.02% 81.50% 79.83% 83.84% 0.6539 85.02% 84.28% 85.75% 84.87% 0.6539
2 85.30% 89.28% 79.32% 83.84% 0.7029 85.30% 82.55% 90.62% 86.33% 0.7029
3 85.74% 82.89% 85.74% 83.58% 0.7096 85.74% 87.98% 86.90% 87.32% 0.7096
4 87.90% 87.94% 85.71% 86.62% 0.7548 87.90% 88.03% 89.89% 88.81% 0.7548
5 87.72% 86.05% 79.96% 83.56% 0.7055 87.72% 82.60% 90.35% 86.89% 0.7548

Promedio 85.93% 85.53% 82.11% 84.29% 0.7053 85.93% 85.09% 88.70% 86.84% 0.7053

4.1.3. Estimación de Estados de Atención

A pesar de la importancia de la atención en el rendimiento del usuario, los métodos
actuales de clasificación de atención no permiten discriminar entre diferentes tipos de aten-
ción. Existe una limitación entre la estimación de atención que se ha realizado previamente
con información obtenida de sesiones de seguimiento ocular, y es que se limitan a clasificar
entre ”niveles”de atención ambiguos, tales como bajo-medio-alto o simplemente atención y
no atención. Únicamente una contribución previa a esta ha intentado diversificar entre los
modelos de atención presentados. Espećıficamente hablando del modelo cĺınico de atención
de Sohlberg y Mateer, Abdelrahman et al. [30] realizan una clasificación de cuatro estados de
atención, utilizando seguimiento ocular e imágenes térmicas obtenidas durante las sesiones
de seguimiento ocular. Ya que la información de este experimento no se encuentra disponible,
espećıficamente la base de datos, no es posible realizar una comparativa entre este método
y el propuesto por la contribución antes mencionada.

En la fase final del entrenamiento del modelo, se estiman los niveles de atención descritos
en el modelo cĺınico de Solberg y Mateer [18]. La clasificación de los niveles de atención
en categoŕıas alta y baja pretende identificar diferentes comportamientos atencionales. Dos
tipos de comportamientos se asocian al nivel de concentración bajo: la atención focalizada
y la selectiva. En el nivel de concentración alto, se observa atención sostenida, dividida y
alternada, siendo la última la más dif́ıcil de clasificar. El conjunto de datos utilizado pa-
ra esta clasificación es el mismo de la etapa dos del entrenamiento del modelo. Existe una
modificación entre las clases, ya que se pretende partir hacia lo espećıfico, los 981 ejemplos
se distribuyen en cinco clases. En la Figura 4.3 se muestra cómo es que el extractor de
caracteŕısticas basado en el modelo EfficientNet-B0 se mantiene para esta nueva clasifica-
ción y únicamente se modifica el clasificador para las cinco etiquetas de este problema de
clasificación.
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Figura 4.3: Tercera y última etapa de entrenamiento del modelo: estimación de estados de
atención [creación propia].

La transferencia del aprendizaje se realiza para dos subentrenamientos en paralelo. Del
conjunto de datos de la etapa dos, el primer subentrenamiento será el encargado de diferen-
ciar entre los dos estados de atención del nivel bajo. Mientras que el otro subentrenamiento
se entrenará para diferenciar entre los tres estados de atención del nivel alto. La experimenta-
ción realizada arroja que derivado de los pocos ejemplos encontrados del estado de atención
alternada, el modelo no es capaz de procesar este comportamiento de atención, por lo que
no se mostrarán resultados de la estimación de atención alternada.

Los subentrenamientos fueron realizados a través del uso de Google Colab, con una
configuración de dispositivo distinta a la descrita en la Sección 3.8. Derivado de la cantidad
de datos recolectados en la base de datos, no es necesario la una configuración de hardware
de la primera etapa de entrenamiento. Los recursos necesarios para la clasificación de este
problema se cubren con la suscripción de Google Colab Pro. Los resultados alcanzados para la
clasificación de atención enfocada y atención selectiva se presentan en la Tabla 4.3, mientras
que la Tabla 4.4 muestra los resultados de la estimación de atención sostenida y dividida.

Tabla 4.3: Métricas alcanzadas por el modelo en la estimación del nivel de atención bajo:
atención enfocada y atención selectiva, durante cinco pruebas realizadas.

Atención Enfocada Atención Selectiva
Trial Acc Prec Recall F1 Kappa Acc Prec Recall F1 Kappa
1 79.36% 71.42% 79.83% 83.84% 0.6539 79.36% 80.00% 85.71% 82.75% 0.6539
2 80.64% 67.14% 79.32% 83.84% 0.6012 80.64% 81.25% 92.85% 86.66% 0.6012
3 70.06% 63.33% 85.74% 83.58% 0.6754 70.06% 74.46% 83.33% 78.65% 0.6754
4 75.80% 60.00% 85.71% 86.62% 0.6433 75.80% 82.97% 84.78% 83.87% 0.6433
5 77.41% 61.53% 79.96% 83.56% 0.6529 77.41% 81.25% 86.66% 83.87% 0.6529

Media 77.30% 64.68% 82.11% 84.29% 0.6453 77.30% 85.09% 88.70% 86.84% 0.6453
std 4.12% 4.61% 3.31% 1.31% 0.027 4.12% 3.26% 3.67% 2.91% 0.027
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Tabla 4.4: Métricas alcanzadas por el modelo en la estimación del nivel de atención alto:
atención sostenida y atención dividida, durante cinco pruebas realizadas.

Atención Sostenida Atención Dividida
Trial Acc Prec Recall F1 Kappa Acc Prec Recall F1 Kappa
1 94.05% 94.05% 100% 96.63% 0.6921 94.05% 81.50% 79.83% 83.84% 0.6921
2 99.00% 98.00% 98.98% 98.98% 0.7421 99.00% 89.28% 79.32% 83.84% 0.7421
3 98.01% 98.01% 100% 99.00% 0.7065 98.01% 82.89% 85.74% 83.58% 0.6754
4 95.04% 95.04% 100% 97.46% 0.6932 95.04% 87.94% 85.71% 86.62% 0.6932
5 99.00% 99.00% 100% 99.49% 0.7014 99.00% 85.53% 82.11% 84.29% 0.7014

Media 97.02% 96.82% 99.80% 98.37% 0.7008 97.02% 85.42% 82.54% 84.43% 0.7008
std 2.32% 2.14% 0.45% 1.21% 0.024 2.32% 3.27% 3.27% 1.24% 0.024

4.2. Discusión

En esta sección se presentan los resultados de los experimentos realizados. Como ya se ha
mencionado, se entrenaron cincuenta modelos para garantizar la generalización, por lo que
se presentan las métricas promediadas del conjunto de pruebas realizadas. Los resultados de
la discusión pretenden demostrar que el método propuesto alcanza un rendimiento superior
a las contribuciones del estado del arte en la primera etapa de entrenamiento: Clasificación
de movimientos oculares. Para la segunda y tercera etapa de entrenamiento no se cuentan
con comparativas disponibles, ya que el conjunto de datos fue generado en esta contribución
no existen contribuciones externas que utilicen este conjunto como base de datos principal
para las dos tareas: clasificación de niveles cognitivos y estimación de estados de atención.
Por lo anterior en esta sección se presentan una serie de ensayos realizados a la metodoloǵıa
para demostrar la eficacia de la metodoloǵıa planteada.

4.2.1. Clasificación de Movimientos Oculares

Para determinar la eficacia del modelo se llevó a cabo una serie de ensayos compuestos
por una validación cruzada qúıntuple. En concreto, se realizaron diez ensayos mediante el
proceso de reordenar el conjunto de datos y generar nuevas validaciones cruzadas qúıntuples
en cada ensayo, esto se propuso para garantizar la coherencia de los resultados. Los resulta-
dos marcados con un ∗ en la Tabla 4.1 corresponden a los obtenidos en la clasificación del
conjunto de datos GazeCom para fijaciones y sacadas, y consisten en la media de los resul-
tados de los diez ensayos, que se muestran en la Tabla 4.1. Para demostrar la generalización
independientemente de la naturaleza del eye-tracker utilizado en la generación del conjunto
de datos, los resultados obtenidos en la clasificación del conjunto de datos Lund2013 tam-
bién se presentan en la Tabla 4.1, marcados con un +. Se puede observar consistencia en
los resultados a lo largo de los diez ensayos generados, y este comportamiento demuestra
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estad́ısticamente la correcta generalización del modelo en los conjuntos de datos.

La precisión en ambas clases muestra un rendimiento robusto que oscila entre un valor
mı́nimo de 96,50%, con una desviación estándar de 0,00054 para todos los ensayos. Es-
te rendimiento indica que, independientemente del orden de los datos de entrenamiento y
prueba, la metodoloǵıa propuesta puede predecir con precisión tanto las fijaciones como los
movimientos sacádicos.

El coeficiente Kappa de Cohen muestra un mı́nimo de 0,9300 y un máximo de 0,9401,
con una desviación estándar de 0,001. Dado que la métrica mide la fiabilidad y el acuerdo
de dos evaluadores que valoran las cantidades exactas, estos resultados indican que el ı́ndice
de acuerdo de 0,94 es lo suficientemente alto como para que tanto las fijaciones como los
movimientos sacádicos se consideren fiables en su clasificación. Cabe destacar que la preci-
sión de cada ensayo y el coeficiente kappa de Cohen son iguales. Puesto que la precisión es
el rendimiento global de todas las clases y el coeficiente kappa de Cohen indica el acuerdo
entre clases, cabe esperar un comportamiento idéntico. La precisión es coherente con ambos
movimientos oculares independientemente de los datos utilizados para el entrenamiento y
las pruebas, ya que los resultados muestran un comportamiento similar en ambas clases. El
rendimiento de las métricas a través de las diferentes pruebas garantiza que la metodoloǵıa
propuesta puede clasificar con precisión los movimientos oculares y minimizar el número de
falsos positivos y negativos.

Se utilizan gráficos de vioĺın para mostrar las métricas alcanzadas a través de las diez
pruebas. Se utiliza esta estrategia gráfica ya que muestra la densidad de probabilidad de los
datos. La Figura 4.4 muestra la distribución completa de los valores obtenidos para cada
métrica utilizada en la clasificación del conjunto de datos GazeCom. A través del análisis de
la distribución de cada métrica, es posible asegurar la fiabilidad del rendimiento alcanzado
por la presente contribución. En conjunto, los resultados muestran una concordancia mı́nima
del 96%, lo que indica la viabilidad y solidez de la contribución.

Un análisis posterior en un conjunto de diferentes modelos es realizado para demostrar
la consistencia de la metodoloǵıa. En concreto, se utilizan cinco modelos entrenados para la
clasificación de ImageNet: ResNet50 [89], MobilenetV2 [82], EfficientNetV2 [90], DenseNet
[91], y EfficientNet-B0 se entrenaron con validación cruzada con k = 5. Estos experimentos
se llevaron a cabo en las dos estaciones de computo mencionadas en la Sección 3.8, con una
media de 30 horas por experimento. En total, se necesitaron 150 horas para completar los ex-
perimentos. Los resultados demuestran el rendimiento superior del modelo EfficientNet-B0,
es por ello que se utilizo como modelo base para la estrategia de transferencia de aprendi-
zaje continua en las dos etapas de entrenamiento subsecuentes. La Figura 4.5 muestra las
métricas utilizadas para determinar el rendimiento de los cinco modelos en un boxplot para
una mejor visualización.

Durante el entrenamiento de un modelo CNN las gráficas que muestran las métricas de
desempeño, como el accuracy, pueden mostrar patrones caracteŕısticos de sobreentrenamien-
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Figura 4.4: Resultados de las métricas de rendimiento en los diez ensayos ejecutados en la
clasificación del conjunto de datos GazeCom.

Figura 4.5: Comportamiento de los cinco modelos para tres métricas: Accuracy, Precisión y
Recall.
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to. En una situación de sobreentrenamiento, la accuracy en el conjunto de entrenamiento
puede mejorar rápidamente y alcanzar niveles muy altos, mientras que la precisión en el con-
junto de validación se estabiliza o incluso disminuye. Esto se puede observar en las gráficas,
donde la curva de precisión en el conjunto de entrenamiento sube de manera pronunciada,
mientras que la curva de precisión en el conjunto de validación se estanca o disminuye. En
algunos casos, también puede haber una brecha significativa entre la precisión en el conjunto
de entrenamiento y el conjunto de validación, lo que indica que el modelo está memorizando
los datos de entrenamiento en lugar de aprender patrones generales que se puedan aplicar
a nuevos datos. En general, el comportamiento de sobreentrenamiento se puede observar en
cualquier métrica de desempeño.

La Figura 4.6 contiene las gráficas del desempeño del modelo durante dos folds del pri-
mer experimento. Contiene las tres principales métricas: accuracy, precision y recall. Las
gráficas muestran una generalización distinta en cada fold, sin embargo el comportamiento
de las metricas durante el entrenamiento y la validación no muestra un comportamiento de
sobreentrenamiento. Durante el diseño del entrenamiento se implementaron estrateǵıas que
permitieran analizar exitosamente si el modelo comenzaba a mostrar un comportamiento de
sobreentrenamiento y detenerlo cuando esto sucediera. Las curvas de entrenamiento y vali-
dación para cada fold no muestran una diferencia significativa, lo que nos permite visualizar
una generalización correcta a través de las épocas. Con una cantidad tan reducida de infor-
mación el sobreentrenamiento es una amenaza latente durante el entrenamiento del modelo,
es por ello que se adoptan estrateǵıas de evaluación distintas, como la validación cruzada y
callbacks que permitan analizar el comportamiento del modelo época a época para determi-
nar cuándo es el mejor momento para terminar. El desempeño mostrado por el modelo no
tiene indicios que indiquen que los resultados alcanzados son fruto de la casualidad, además
la ejecución de los diferentes experimentos permite visibilizar la robustez del modelo para
cualesquiera sean los conjuntos de entrenamiento, validación y prueba. Esto nos permite
asegurar una correcta generalización del modelo en la naturaleza de los datos.

4.2.2. Clasificación de Niveles de Atención

La Tabla 4.2 muestra los resultados de cinco pruebas realizadas en un modelo de clasi-
ficación, en las que se evaluó la accuracy (Acc), precisión (Prec), recall por clase (Recall),
F1-Score y coeficiente kappa. La Figura 4.7 muestra el comportamiento del modelo du-
rante dos folds del primer experimento realizado. Como se ha comentado previamente, se
analiza el comportamiento de ambas curvas de cada métrica para determinar si existe so-
breentrenamiento. El comportamiento mostrado en las gráficas no representa un indicio de
sobreentrenamiento del modelo en los datos utilizados para el entrenamiento.

En la prueba 1, el modelo obtuvo una precisión del 85,02%, una precisión por clase del
84,28% para nivel alto y 85,75% para el nivel alto y un recall por clase del 79,83% para el
nivel alto y 83,84% para el nivel bajo. F1-Score fue del 83,84% y el coeficiente kappa fue
de 0.6539. En la prueba 2, el modelo obtuvo una precisión del 85,30%, una precisión por
clase del 82,55% para nivel alto y 90,62% para nivel bajo, y una recuperación por clase del
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Figura 4.6: Comportamiento del modelo durante el entrenamiento para dos folds del primer
experimento.

Figura 4.7: Comportamiento del modelo durante el entrenamiento en dos folds del primer
experimento.
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79,32% para nivel alto y 86,33% para nivel bajo. F1-Score fue del 83,84% y el coeficiente
kappa fue de 0,7029. En la prueba 3, el modelo obtuvo una precisión del 85,74%, una preci-
sión por clase del 87,98% para el nivel alto y 86,90% para el nivel bajo, y un recall por clase
del 85,74% para ambas clases. F1-Score fue del 83,58% y el coeficiente kappa fue de 0,7096.

En la prueba 4, el modelo obtuvo una precisión del 87,90%, una precisión por clase
del 88,03% para el nivel alto y 89,89% para el nivel bajo, y una recuperación por clase
del 85,71% para el nivel alto y 86,62% para el nivel bajo. F1-Score fue del 86,62% y el
coeficiente kappa fue de 0,7548. En la prueba 5, el modelo obtuvo una precisión del 87,72%,
una precisión por clase del 82,60% para el nivel alto y 90,35% para el nivel bajo, y un
recall por clase del 79,96% para el nivel alto y 86,89% para el nivel bajo. F1-Score alcanzó
83,56% y el coeficiente kappa fue de 0,7055. En promedio, el modelo obtuvo un accuracy del
85,93%, una precisión por clase del 85,09% para el nivel alto y 88,70% para nivel bajo, y una
recuperación por clase del 82,11% para el nivel alto y 86,84% para el nivel bajo. F1-Score fue
del 84,29% y el coeficiente kappa fue de 0,7053. Los resultados muestran que el modelo tuvo
un rendimiento consistente en todas las pruebas, con una precisión y un F1-Score promedio
del 85,93% y 84,29%, respectivamente. También se puede observar que la precisión por clase
y la recuperación por clase vaŕıan según la prueba. Además, el coeficiente kappa muestra un
nivel moderado de acuerdo entre las predicciones del modelo y los valores reales. En general,
los resultados alcanzados durante las cinco pruebas de 5-fold-cross-validation realizadas al
modelo se muestran en la Figura 4.8

La Figura 4.7 contiene las curvas del desempeño del modelo durante el entrenamiento.
Contiene las tres principales métricas: accuracy, precision y recall. Las gráficas muestran una
generalización distinta en cada fold, sin embargo, el comportamiento de las cuervas durante
el entrenamiento y la validación no muestran indicios de sobreentrenamiento. Como se co-
mentó previamente, el indicio principal se observa en las cuervas de accuracy. En todos los
folds existen fluctuaciones entre ambas curvas provocadas del procesamiento de la informa-
ción, pero no existen señales de alarma importantes en lo que respecta a una memorización
de los datos. Lo que nos permite afirmar que el modelo ha generalizado correctamente en la
naturaleza del problema.

En la Figura 4.8 se muestran los diagramas de caja para un mejor entendimiento de
las principales caracteŕısticas de los resultados alcanzados. En la clasificación de niveles
cognitivos de atención se alcanza un 85.93% de exactitud en la identificación de niveles
alto y bajo. Aunque son métricas prometedoras, la naturaleza del problema requiere de
niveles de exactitud y precisión elevados para proporcionar información acertada sobre el
comportamiento del sujeto. Tal como se encuentra el modelo se requiere de una mayor
participación de un especialista durante el uso de esta herramienta. Esto no quiere decir que
el modelo no sea capaz de arrojar resultados certeros, pero nuevamente la naturaleza del
problema requiere de la menor cantidad de ambigüedades.
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Figura 4.8: Análisis de los resultados alcanzados para la clasificación de niveles cognitivos.

4.2.3. Estimación de Estados de Atención

A pesar de combinar tres conjuntos de datos en este estudio, no hay ejemplos suficientes
para la clasificación completa del nivel de atención alto. Por tanto, la estimación del modelo
cĺınico de este estudio se limita a cuatro de los cinco niveles de atención. La experimentación
reveló que las muestras de atención alternada eran las más escasas entre los conjuntos de
datos. Este comportamiento puede atribuirse a la naturaleza de las pruebas administradas a
los sujetos para evaluar la capacidad mental del cerebro para alternar entre est́ımulos visuales.

Esta etapa se sometió nuevamente a cinco experimentos, al igual que fases de entrena-
miento anteriores. En estos experimentos se empleó nuevamente un enfoque de validación
cruzada qúıntuple, lo que permitió evaluar el rendimiento del modelo para varios conjuntos
de datos de entrenamiento y prueba, garantizando una generalización adecuada entre clases
y no basada únicamente en las muestras que el modelo procesó durante el entrenamiento.

Los resultados presentados en la Tabla 4.4 muestran la evaluación del modelo en cin-
co trials diferentes para la estimación de atención sostenida y dividida, con métricas como
accuracy, precisión, recall, F1-Score y Coeficiente kappa de Cohen. Cabe destacar que los
valores de asccuracy son superiores al 94%, lo que sugiere un excelente rendimiento general
del modelo. En cuanto a la precisión y recall, podemos observar que los valores vaŕıan entre
los trials, siendo el valor más alto de precisión el 89,28% para atención dividida en el ensayo
dos y el valor más alto de recall 85,74% en el trial tres. Estas diferencias pueden indicar que
el modelo es sensible a algunos patrones de datos. Además, el coeficiente kappa del modelo
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es de 0,6893, lo que sugiere una concordancia sustancial entre las predicciones y las etiquetas
reales. Este valor indica que el modelo es coherente en sus predicciones y puede considerarse
fiable.

En cuanto a la atención sostenida, el alto rendimiento del modelo viene indicado por
la accuracy obtenida, que oscila entre el 94,05% y el 99,00%. Además, en todos los ensa-
yos se observan valores de precisión y recall sistemáticamente elevados, siendo el valor de
precisión más alto el 99,00% del trial cinco y el valor de recuperación más alto el 100%
de los trials 1, 3 y 5. Estos valores elevados sugieren que el modelo puede ser fiable para
la atención sostenida. Estos valores tan altos sugieren que el modelo puede predecir con
exactitud los datos dados. Además, el coeficiente kappa de Cohen del modelo oscila entre
0,6432 y 0,7421, lo que indica una concordancia de buena a sustancial entre las prediccio-
nes y las etiquetas reales. Este comportamiento sugiere que las predicciones del modelo son
coherentes y que se puede confiar en ellas para realizar predicciones precisas de nuevos datos.

La Tabla 4.3 presenta el rendimiento mostrado para la estimación de la atención selectiva
y enfocada. Para la estimación de atención selectiva los resultados oscilan entre el 70,06% y
el 80,64% de precisión. También se observa que el Coeficiente kappa de Cohen tiene un valor
medio de 0,6453, lo que sugiere una buena concordancia entre las predicciones del modelo
y las etiquetas reales. Cabe destacar que, aunque algunos valores de precisión y recall son
relativamente bajos, el valor medio se mantiene cerca del 65%, lo que indica que el modelo
puede realizar predicciones precisas en general. Sin embargo, es esencial tener en cuenta que
los resultados obtenidos son sólo una medida de la capacidad del modelo y deben interpre-
tarse en el contexto de las limitaciones del conjunto de datos utilizado.

En cuanto a la estimación de la atención selectiva, el accuracy nuevamente oscila entre
el 70,06% y el 80,64%, lo que indica un rendimiento moderado del modelo. Sin embargo, al
observar los valores de precisión y recall, se observa que vaŕıan considerablemente entre los
trials, siendo el valor más alto de precisión el 86,95% en el trial cuatro y el valor más alto
de recall es de 90,47% en el trial uno. Estas diferencias sugieren que algunos patrones de
datos son sensibles al modelo. El Coeficiente kappa de Cohen se mantiene en 0,6453, lo que
indica una buena concordancia entre las predicciones y las etiquetas reales. Aunque no es
un valor ideal, sugiere que las predicciones realizadas por el modelo se consideran coherentes.

El análisis de las métricas de la estimación de atención sostenida y dividida se presenta en
la Figura 4.9 a través de boxplots. Este gráfico permite visualizar la distribución del conjunto
de datos de cada métrica, mostrando la mediana, el rango intercuart́ılico, los valores extremos
y los valores at́ıpicos. El boxplot nos permite identificar si los datos están sesgados, si hay
valores at́ıpicos o si la distribución es simétrica o asimétrica. En general existe un sesgo
inclinado a la estimación al estado de atención sostenida, esto en su mayoŕıa se debe a la
distribución de los datos de ambas clases durante el entrenamiento y la prueba al modelo.

El análisis de las métricas de la estimación de atención enfocada y selectiva se presenta en
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Figura 4.9: Análisis de las métricas de la estimación de sostenida y dividida.

la Figura 4.10 a través de boxplots nuevamente. Este gráfico permite visualizar la distribución
del conjunto de datos de cada métrica, mostrando la mediana, el rango intercuart́ılico, los
valores extremos y los valores at́ıpicos. En general en esta estimación las métricas no se
encuentran tan sesgadas a un estado de atención en particular y salvo el coeficiente kappa de
Cohen, las métricas no presentan valores at́ıpicos entre los cinco experimentos. Esto permite
asegurar una correcta generalización del modelo en ambos estados de atención.

Ya se ha mencionado anteriormente que no se pudo completar la estimación de los cinco
niveles del modelo de atención cĺınica debido a la falta de muestras para el entrenamiento
del modelo. Lamentablemente, en las bases de datos públicas utilizadas en este estudio no
se incluye una prueba que permita a los sujetos demostrar un comportamiento alternativo
entre dos est́ımulos visuales. Se obtuvieron resultados prometedores para la estimación de la
atención sostenida y selectiva, ya que se observó un comportamiento coherente en las distintas
pruebas que confirmaba el procesamiento correcto del modelo en los patrones relacionados
con estos dos niveles. Sin embargo, los resultados para la atención dividida y enfocada indican
una generalización media en los patrones de estos estados de atención. En comparación con
los niveles anteriormente mencionados, se observó una cáıda en el rendimiento del modelo de
una media del 20%. Este comportamiento puede entenderse debido a la distribución de clases
en el conjunto de datos de entrenamiento. En general, se muestra una confianza moderada
en la estimación de los niveles de atención a partir de los resultados obtenidos.
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Figura 4.10: Análisis de las métricas de la estimación de atención enfocada y selectiva.

4.3. Impacto

En México, alrededor del cinco por ciento de los niños y adolescentes presentan Trastorno
por Déficit de Atención e Hiperactividad (TDAH), pero su detección y diagnóstico tarda de
tres a cinco años porque su comportamiento se confunde con el de menores criados de manera
inadecuada e hiperactivos. El TDAH se puede detonar durante el embarazo por tabaquismo,
alcoholismo o consumo de drogas. También pueden desarrollarlo los menores que presentan
asfixia perinatal, bajo peso al nacer, nacimiento prematuro o cuyas madres enfrentaron dis-
función familiar durante el embarazo. Otros factores de riesgo son la edad materna, es decir,
tener hijos antes de los 18 años o después de los 35 [92]. A pesar de tener tan alto impacto
en la calidad de vida de los menores que lo padecen, en la mayoŕıa de los páıses el TDAH no
se diagnostica en edades tempranas [93]; lo anterior supone que los menores tendŕıan que ser
diagnosticados antes de los seis años, condición indispensable para que desarrollen las ha-
bilidades requeridas al enfrentar las exigencias que les habrá de imponer la etapa escolar [94].

4.3.1. Impacto Social

El trastorno por déficit de atención con hiperactividad (TDAH) es un trastorno neu-
rológico común en la infancia que afecta el rendimiento académico y el comportamiento
social de los niños. Cuando se diagnostica adecuadamente y se proporciona el tratamiento
adecuado, los niños con TDAH pueden lograr resultados académicos y sociales positivos. Sin
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embargo, si un niño es mal diagnosticado con TDAH, pueden surgir consecuencias graves
y perjudiciales. Por ejemplo, el niño puede recibir un tratamiento inadecuado, que puede
incluir la prescripción de medicamentos psicoestimulantes que no son necesarios o la falta
de tratamiento para otros trastornos subyacentes que pueden estar afectando su salud men-
tal. Además, el estigma asociado con el TDAH puede afectar la autoestima y el bienestar
emocional del niño, lo que puede tener un impacto negativo en su vida a largo plazo [95].
Es crucial que se realicen diagnósticos precisos del TDAH para evitar estas consecuencias
perjudiciales y garantizar que los niños reciban el tratamiento adecuado que necesitan para
prosperar en su vida académica y social [96].

Para diagnosticar el TDAH, los profesionales de la salud pueden utilizar una combinación
de métodos de evaluación, que pueden incluir [97]:

1. Evaluación cĺınica: un profesional de la salud, como un psiquiatra o psicólogo cĺınico,
puede realizar una entrevista cĺınica exhaustiva con el paciente y sus padres o cui-
dadores para recopilar información sobre los śıntomas actuales y pasados, la historia
familiar y los antecedentes médicos y de desarrollo.

2. Evaluación psicológica: Puede incluir entrevistas con el paciente y sus familiares, aśı
como pruebas psicológicas y de atención para evaluar la presencia de śıntomas de
TDAH.

3. Evaluación conductual: Los profesionales de la salud pueden observar el comportamien-
to del paciente en diferentes situaciones, como en la escuela o en casa, para evaluar la
presencia de śıntomas de TDAH.

4. Evaluación neurológica: Los profesionales de la salud pueden realizar pruebas neu-
rológicas para evaluar la función cerebral y descartar otras afecciones que puedan estar
causando los śıntomas.

5. Evaluación de la salud f́ısica: Los profesionales de la salud pueden realizar pruebas
de salud f́ısica para descartar otras afecciones médicas que puedan estar causando los
śıntomas.

En general, el diagnóstico del TDAH se realiza mediante la combinación de estos métodos de
evaluación. Es importante destacar que no existe una prueba única que pueda diagnosticar
el TDAH de manera precisa, por lo que se recomienda una evaluación completa y detallada
por parte de un profesional de la salud capacitado para hacer un diagnóstico adecuado.

Detectar los śıntomas relacionados con el TDAH puede ser un desaf́ıo para los profesio-
nales de la salud debido a la variedad de śıntomas que pueden ser observados en los niños,
aśı como a la falta de pruebas diagnósticas claras. Además, algunos śıntomas del TDAH,
como la falta de atención y la hiperactividad, pueden ser comunes en los niños en general,
lo que dificulta aún más la identificación precisa del trastorno.
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La detección de śıntomas de trastornos de atención en general, como TDAH, en las es-
cuelas públicas puede ser un desaf́ıo debido a una serie de factores. En primer lugar, los
profesores pueden tener una carga de trabajo muy alta y no tener tiempo suficiente para
observar cuidadosamente a cada estudiante en el aula y notar cualquier comportamiento que
pueda indicar un trastorno de atención. Además, los profesores pueden no estar capacitados
para reconocer los śıntomas del TDAH y otros trastornos de atención, lo que puede retrasar
el diagnóstico y el tratamiento adecuado.

Los estados de atención son fundamentales para el desarrollo y la realización de las tareas
cotidianas, y cualquier alteración en ellos puede tener consecuencias negativas para la vida
de una persona. En particular, los trastornos y patoloǵıas relacionados con el TDAH están
estrechamente ligados a problemas en el estado de atención, como la falta de concentración,
la hiperactividad y la impulsividad [98].

La investigación ha demostrado que estos śıntomas pueden afectar significativamente la
vida académica y social de una persona, lo que a su vez puede tener un impacto negativo
en su autoestima y bienestar emocional a largo plazo. Por lo tanto, es crucial que se realicen
diagnósticos precisos del TDAH y que se proporcione un tratamiento adecuado para ayudar
a las personas a manejar estos śıntomas y alcanzar su máximo potencial [99].

Los estados de atención también pueden ser un indicador de otros trastornos y pato-
loǵıas, como el trastorno del espectro autista, la depresión y la ansiedad. Por lo tanto, es
importante que los profesionales de la salud presten atención a los estados de atención y
consideren su relación con otros trastornos y patoloǵıas en el diagnóstico y tratamiento de
estas condiciones. La presente contribución pretende brindar una herramienta que permita
a especialistas o profesores realizar una primera estimación sobre estados de atención du-
rante pruebas cognitivas realizadas a sujetos para determinar si existe alguna patoloǵıa o
trastorno. La metodoloǵıa propuesta alcanza resultados prometedores que pueden abrir la
puerta a un diagnostico preciso y eficaz por parte de especialistas, el modelo entrenado y
probado arroja altos porcentajes de exactitud y representan confianza en la estimación de
estados de atención.

4.4. Publicaciones

Esta investigación cuenta con una publicación presentada en XIX Congreso Interna-
cional de Ingenieŕıa titulada: Visual attention in images: estimating attention levels with
eye-tracking and deep learning.
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4.5. Trabajo Futuro

Los modelos entrenados en esta contribución tienen el potencial para su implementa-
ción en forma de herramienta. Esta herramienta tendŕıa tanto la clasificación de eventos
de movimientos oculares, clasificación de niveles de atención y la estimación de estados de
atención. Este trabajo fue diseñado con conjuntos de datos de diferentes dispositivos de re-
gistro ocular de manera que el modelo no sea dependiente de un solo dispositivo, marca o
frecuencia de muestreo. Esta estrategia proveerá de robustez cuando nueva información sea
procesada para su análisis. Se pretende diseñar esta herramienta para usuarios especialis-
tas que deseen aplicar un examen cognitivo a usuarios con dispositivos de seguimiento ocular.

La metodoloǵıa presentada en esta contribución puede ser utilizada para nuevos conjun-
tos de datos relacionados a pruebas cognitivas y seguimiento ocular. Se plantea la hipótesis
sobre la naturaleza de los modelos, una mayor cantidad de información extráıda de diferen-
tes usuarios tendŕıa un mejor desempeño. Esta contribución se ve limitada por el número
de sujetos de prueba de los conjuntos de datos disponibles, de tener acceso a conjuntos más
grandes y diversos, la clasificación de niveles de atención y la estimación de estados presen-
taŕıa mejores resultados. Como trabajo futuro se podŕıa explorar la hipótesis de que, con
una mayor diversidad de usuarios, los resultados podŕıan ser alentadores.
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CAPÍTULO 5

Conclusiones

Esta contribución propone el uso de información extráıda de sesiones de seguimiento
ocular durante pruebas cognitivas para la estimación de estados de atención. Uno de los
principales objetivos de esta investigación fue establecer métricas de seguimiento ocular con
los diferentes estados de atención. Contribuciones previas se han limitado a la clasificación
de niveles de atención simples, como alto o bajo. Los niveles de atención no tienen una
descripción universal, cada autor la torna a interpretación propia. Los estados de atención
a estimar en esta investigación consisten en un modelo cĺınico establecido previamente, en
donde se describen cinco estados de atención, que brindan información precisa sobre la carga
cognitiva del sujeto.

Varios padecimientos o patoloǵıas tienen problemas de atención como parte de los śınto-
mas. Especialistas que realizan el diagnostico de estas patoloǵıas podŕıan incluir como parte
de sesiones de análisis una herramienta que permita visualizar el comportamiento ocular y
una estimación sobre el estado de atención ejecutado por el sujeto. Modelos como el presen-
tado en esta investigación implicaŕıan un apoyo a los especialistas para emitir diagnósticos
completos a sujetos con padecimientos relacionados a problemas de atención. Esta contribu-
ción pretende además minimizar el escenario necesario para la estimación de estados de aten-
ción. Propuestas anteriores presentan la combinación de distintos dispositivos para registrar
caracteŕısticas diversas del sujeto durante la prueba realizada, mientras que la metodoloǵıa
propuesta solo requiere del archivo de la sesión de seguimiento ocular en csv.

La metodoloǵıa planteada consiste en un enfoque de procesamiento con aprendizaje pro-
fundo y es la primera en la literatura en proponer el procesamiento de la información en
imágenes. A través de una transformación a un dominio bidimensional se utiliza una técnica
de estimación de movimiento: flujo óptico. La técnica de flujo óptico denso se utiliza para la
transformación de sesiones de seguimiento ocular completas, resultando en imágenes con la
translación de la mirada por la pantalla representadas en magnitud y dirección a través de
un modelo de color. El procesamiento de los modelos CNN con la información en un domino
tan rico en información permitió trabajar con una limitación importante: datos. Como se
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mencionó anteriormente, una de las limitaciones más importantes de esta contribución recae
en la información disponible. Este problema fue abordado a través de la combinación de
diferentes conjuntos de datos disponibles en la literatura y transferencia de aprendizaje del
modelo en cuestión. Contribuciones previas han creado bases de datos completas, sin em-
bargo, ninguna fue compartida con los autores de esta investigación. La poca difusión de la
información consiste en una limitación en el desempeño del modelo que estima los diferentes
estados de atención.

La base de datos maestra se encuentra limitada por el número de muestras disponibles
para cada estado de atención y derivado de ello los experimentos no arrojan las métricas
de desempeño esperadas. Los experimentos conducidos en esta investigación sugieren una
correcta estimación de cuatro estados de atención del modelo cĺınico con un promedio de
exactitud del 80%. Los pocos ejemplos disponibles para el entrenamiento del modelo no
fueron suficientes para la estimación del estado de atención alternada, dada la naturaleza de
las pruebas de los diferentes conjuntos de datos. Un trabajo futuro podŕıa ser integrar una
mayor cantidad de ejemplos para la estimación del modelo cĺınico completo, esto supondŕıa la
presentación de los cinco estados de atención y arrojaŕıa información completa a especialistas
que deseen incluir el análisis del comportamiento ocular durante sesiones con sujetos. Dado
que el método de obtención de movimientos oculares en general no es invasivo, esto podŕıa
mejorar la interacción de los sujetos durante su evaluación cognitiva.
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CAPÍTULO 6

Anexos

6.1. Art́ıculo Presentado
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Constancia de Participación en el XIX Congreso Internacional de Ingenieŕıa

70



6.2. Constancias Manejo Lengua Extranjera

Constancia Examen Manejo de la Lengua
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Constancia Examen de Comprensión de Textos en Inglés
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