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CAPÍTULO 2

Abreviaturas y siglas

RD - Retinopatı́a diabética.

CNN - Redes neuronal convolucionales

IA - Inteligencia artificial

AP - Aprendizaje profundo

RP – Redes profundas

AA – Aprendizaje automático.

RGB – Rojo verde azul.

RNP – Redes neuronales profundas

RN – Redes neuronales.

AR – Aprendizaje por refuerzo.

RNA - Redes de base radial.

RNN – Redes neuronal recurrentes.

RR – Redes residuales.

FA – Funciones de activación.
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ICS – Internal covariate shift.

CNN-1 – Red neuronal convolucional lineal.

CNN-2 – Red neuronal convolucional residual.

IMO – Instituto mexicano de oftalmologı́a.

GPU – Unidad de procesamiento gráfico.

CPU – Unidad de procesamiento central.
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CAPÍTULO 3

Resumen

La RD es una enfermedad con diferentes grados de severidad. Los patro-

nes que denotan la severidad de dicha enfermedad son variados; cuando la RD

presenta una severidad leve o moderada es difı́cil identificar los patrones o ano-

malı́as. En este trabajo se utilizaron dos arquitecturas diferentes de CNN para

la clasificación de RD dependiendo el grado de severidad. Se utilizo una base

de datos publica descargada de la página Kaggle. Las arquitecturas presentaron

una exactitud del 96.37 % y 97.38 % en la clasificación de RD proliferativa.

Palabras clave-, diagnostico automatizado, aprendizaje profundo, re-

tinopatı́a diabética, clasificación de imágenes .
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CAPÍTULO 4

Abstract

The disease diabetic retinopathy has different grades of severity. The se-

quence that this different grade has is really complicate to classification with an

inexpert eye. When de RD is low or moderate is so difficult the identification the

patterns. This research present two different CNN in order to classification the

RD depending the grade of severity. The data base used is public and can be

download in the kaggle web page. With the two CNNs achieved an accuracy of

96.37 % and 97.38 % in the classification of proliferative RD.

Key words-, Automatize detection, Deep learning, Diabetic retinopathy,

Image classification. .
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CAPÍTULO 5

Introducción

A lo largo de la evolución de la IA, se han tratado de resolver problemas

más complejos y con mayor impacto social. Uno de los retos más grandes a los

cuales nos enfrentamos como sociedad moderna es la prevención de enferme-

dades las cuales se pueden evitar pero que por falta de recursos siguen teniendo

una prevalencia alta en la vida moderna. (Prado-Serrano et al., 2019)

Una de las enfermedades con mayor ı́ndice de incidencia es la diabetes,

según la organización mundial de la salud. (Garcı́a Bello et al., 2016) La cual

en sus inicios solo se presentaba en adultos mayores y personas con malos

hábitos alimenticios, pero que ahora está presente en niños, jóvenes y adultos

sin discriminación alguna.

Bueno, pero a todo esto ¿Que es la diabetes? es un conjunto de trastornos

metabólicos, como puede serlo también la hipertensión arterial, que durante su

evolución y en función del grado de control, la edad y la persona puede asociarse

o no al desarrollo de complicaciones a lo largo de la vida. (Hsu et al., 2015)

La diabetes mellitus comúnmente denominada solo como diabetes, Se

origina como consecuencia de un déficit de la hormona insulina. La diabetes se

puede dividir por tipos o grados. Azeze2018,Prado-Serrano2009 En la tabla 5.1

se puede ver los tipos de diabetes y algunas caracterı́sticas a resaltar de cada

categorı́a.
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Tabla 5.1: Clasificacion por tipo de diabetes mellitus

Tipos de diabetes mellitus Consideraciones
Diabetes tipo 1 No se puede prevenir

con los conocimientos
actuales-

Diabetes tipo 2 Este tipo de diabetes se
puede prevenir, para ası́
evitar complicaciones o la
muerte prematura.

Diabetes gestacional Se caracteriza por el au-
mento del azúcar en la
sangre que aparece duran-
te el embarazo, pero no
son tan altos como los es-
tablecidos para diagnosti-
car diabetes.

Otros tipos de diabetes

La RD es una enfermedad derivada de la diabetes, la cual afecta al ojo,

para ser más precisos, ataca la retina, la cual es la parte posterior del ojo y es

donde se localizan los vasos sanguı́neos y micro venas que alimentan de sangre

el órgano ocular.

En la actualidad las técnicas de IA se han vuelto muy populares y con

justa razón, ya que han demostrado tener un buen desempeño en la resolución

de problemas difı́ciles de tratar, que en un principio serian imposibles o muy difı́cil

de resolver con algoritmos tradicionales. (Ronneberger et al., 2015)

Un campo en el cual está muy presente la IA es en la medicina, donde se

han alcanzado resultados muy prometedores. Una técnica que se está aplican-

do con frecuencia en esta área es el AP, debido a su versatilidad de adaptase a

problemas donde se requiere una constante mejora. Además de contar con al-

ternativas entre su amplio repertorio de arquitecturas, donde algunas se adaptan

mejor a la clasificación de patrones en imágenes (Ronneberger et al., 2015), al-
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gunas otras al procesamiento de lenguaje natural, entre otras tareas. (Ingolfsson

& Sachs, 1993)

La mayorı́a de técnicas de IA están inspirados en sistemas biológicos o

evolutivos, en modelos que pueden aprender a resolver problemas sin la necesi-

dad de información detallada. Algunas otras técnicas son más rápidas de entre-

nar, pero requieren de una descripción más afondo del problema, ası́ como un

dominio mayor del tema a resolver. (De Oliveira Martins et al., 2009)
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5.1. Planteamiento del problema

La RD es la principal causa de pérdida visual no recuperable en los paı́ses

industrializados, prevaleciendo en pacientes entre los 20 y 64 años, siendo res-

ponsable del 10 % de nuevos casos de ceguera cada año (Tenorio, 2010). Ası́

mismo, la retinopatı́a diabética es la principal afección que daña la retina. (Teno-

rio, 2010; Prado-Serrano et al., 2019)

Se trata de una enfermedad progresiva y asintomática hasta los estadios

avanzados (Tenorio, 2010). En México la detección de RD se logra en la mayorı́a

de los casos cuando el grado de severidad de dicha enfermedad está en sus

últimas etapas, las cuales pueden ocasionar una pérdida de visión parcial o en

el peor de los casos total.

Las causas principales de que la prevalencia de RD sea tan alta en paı́ses

como México, radica en la poca información que se brinda acerca de la enferme-

dad, ası́ como un escaso asesoramiento preventivo por parte de las instituciones

de salud pública. Aunado a que los centros especializados para dicha enferme-

dad se encuentran en su mayorı́a en las capitales, haciendo más difı́cil el llevar

un seguimiento pertinente a pacientes que viven en pueblos o comunidades de

difı́cil acceso.
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5.2. Justificación

El desarrollo de nuevo equipo de cómputo y mejoras a las tecnologı́as

computacionales han colaborado al incremento en el uso de AP como técnica

para la resolución de problemas altamente no lineales. La clasificación de imáge-

nes médicas e identificaciones de patrones son un campo donde las CNN han

demostrado tener un buen desempeño.

El incremento en la recolección de datos y su necesaria clasificación crean

un campo donde las técnicas de AP juegan un papel importante. El entrenamien-

to de las RP no demanda una enseñanza de cada parámetro por sı́ solo. Si no

un aprendizaje a base de ejemplos, recompensas y correcciones, lo cual vuelve

a AP una técnica que se puede implementar en la mayorı́a de los campos de cla-

sificación y optimización incluyendo el análisis de imágenes médicas. (Norouzi

et al., 2014)

La creciente prevalencia de la diabetes crea una alarma que se ha des-

atendido durante mucho tiempo. Y cada paciente debe de tener la certeza de

contar con herramientas que lo ayuden a monitorear cualquier aspecto que aten-

te con su integridad fı́sica.
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CAPÍTULO 6

Antecedentes

6.1. Implementacion de aprendizaje automatizado

La IA está tomando una fuerza inmensa en todas las áreas de investiga-

ción. Ya que el manejo de grandes volúmenes de datos nos ha llevado a la im-

plementación de estas técnicas como AA, AP, entre otras más técnicas en zonas

donde tiempo atrás era impensable una aplicación de este estilo. A continuación,

se enlistan algunos trabajos realizados con IA en diversas áreas de trabajo.

En economı́a, comercio y educación. se han realizado diversos trabajos

como la selección de segmentos en paı́ses con bajo presupuesto para un equi-

po de manufactura basado en un sistema de soporte de decisión (Jiménez et

al, 2014). También se ha utilizado esta misma técnica en la optimización de por-

tafolios para una organización financiera e inversores individuales.(Dong et al.,

2004) Lo cual vuelve muy interesante el enfoque que se le puede dar a dichas

técnicas. Como por ejemplo también en el área médica, para ser más especı́ficos

en odontologı́a, creando un sistema de aprendizaje que ayude a los estudiantes

a entender los modelos adaptativos que se utilizan en esta rama de la medici-

na.(Gascueña, Fernández-caballero & González, Gascueña et al.)

En el área de informática y manejo de datos es más que notable la presen-
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cia de algoritmos de IA en la resolución de problemas cotidianos como por ejem-

plo el spam en los servicios de correo electrónico (Kong et al., 2006), o incluso

el análisis de nuevo malware, el entendimiento del funcionamiento y la preven-

ción de ataques que pueden ocurrir a servidores o computadores domésticos.

(Chitrakar & Chuanhe, 2012)

En la robótica como en la planeación de trayectorias se han realizado un

sinfı́n de investigaciones que prueban el buen funcionamiento de las IA, como es

el caso de control de robots utilizando técnicas como lógica difusa,(Hrbáček et al.,

2010) o también técnicas como agentes con biorretroalimentación.(Okamura,

2004) Y en la planeación de rutas no necesariamente tiene que ser aplicado

al mundo real, se puede implementar en caracterización animada.(Kalisiak & De

Van Panne, 2001)

Los problemas que se intentan resolver por medio de técnicas de IA por

lo regular son poco habituales que se lleven a una aplicación comercializable ya

que por lo general se quedan en solo investigación, pero no quiere decir que no

existan empresas que se dediquen a diseñar herramientas de automatización de

este estilo. Son pocas y pequeñas, pero están creciendo a pasos agigantados. Al

principio se puede dudar de la fiabilidad de estas técnicas ya que la aparición en

el mercado empieza con empresas grandes y ya posteriormente se estandariza

para el uso de pequeñas y medianas empresas.

En este trabajo se implementó una CNN a la clasificación de imágenes

médicas, para ser más especı́ficos a la RD. La detección de patrones en imáge-

nes médicas es un área muy amplia ya que existen diversas enfermedades

que se pueden categorizar, ya sean con imágenes RGB para la detección de

cáncer (Dabeer et al., 2019) o imágenes de rayos-X para la búsqueda de pul-

monı́a.(Rajpurkar et al., 2017)

12



Algunas empresas ya comercializan software para la automatización de

diagnósticos. También algunas se dedican a la creación de aplicaciones espe-

cializadas para resolver problemas especı́ficos que sus clientes requieran, claro

si es que esta en las posibilidades de dichas empresas.

Aidence.

Se especializa en el diagnóstico y visualización de resultados en radio-

grafı́as. Su principal propósito es la automatización y mejora de lectura para todos

aquellos que requieran optimizar sus diagnósticos relacionados con radiografı́as.

Pero también brinda ayuda a hospitales y cientı́ficos con un software intuitivo en

el análisis de imágenes médicas.

MetaOptima.

Dedicada al tratamiento de datos dermatológicos y análisis de la piel. Con

la misión de facilitar y mejorar el cuidado de la piel para cualquier persona. El

software está dedicado a médicos y a pacientes con dos versiones disponibles.

Esta aplicación necesita aditamentos de hardware extras. Con un análisis en la

nube.

Diagnostics.ia

Es una empresa que se dedica a crear software automatizado para opti-

mizar el proceso de diagnóstico médico. Presume de tener buenos resultados en

sus proyectos realizados, utilizando IA en todos sus proyectos que comenzaron

en el año 2014.
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6.2. Clasificación de RD

Existen varias técnicas basadas en visión por computadora que utilizan

imágenes de fondo de ojo para clasificar el grado de severidad en la RD.(Welikala

et al., 2014) Los métodos más utilizados para la detección de patrones en imáge-

nes son técnicas de IA (Ronneberger et al., 2015; Krizhevsky et al., 2017; Sze-

gedy et al., 2015; Lecun et al., 2015). El objetivo de estos sistemas, ası́ como el

propuesto en este trabajo, es la creación de nuevas herramientas que faciliten y

mejoren la calidad de vida de las personas.

La clasificación de los factores que denotan la RD es un tema que se

ha intentado resolver con AA. Algunas clasificaciones o búsquedas de patrones

se han realizado con AA como en 2014 utilizando operadores lineales con los

cuales buscaban clasificar la RD proliferativa con buenos resultados de sensi-

bilidad del 86.2 y especificidad del 94.4 %. 2016 Srivastava et . que buscaba

microaneurismas y hemorragias, a lo cual alcanzo una exactitud del 97 % y 92 %

respectivamente, utilizando 143 imágenes las cuales no indica el grado de RD.

En 2016, Pratt et al. alcanzó una exactitud del 75 % calcificando RD en sus 5

grados de severidad según la clasificación escocesa utilizando redes neuronales

convolucionales y una sensibilidad del 95 % y especificidad del 35 % debido a la

naturaleza de la base de datos. Otro trabajo donde ahora se utilizó AP en 2017

Quellec et al. alcanzó una exactitud de 95 % para imágenes con RD proliferati-

va y 90,000 imágenes que se utilizaron tanto para entrenamiento y validación.

También en 2017 Litjens et al. demostró una exactitud de 90 % clasificando con

CNN y categorı́as no descritas al igual que las imágenes utilizadas. En 2018 Ra-

machandran et al. utilizando RNP alcanzo un intervalo de confianza de 80.7 %

- 99.5 % en la detección de factores relacionados con la RD y un conjunto de
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imágenes reducido de 1,685. Utilizando múltiples RNP, en 2018 Wang et al. al-

canzo 95.68 % de exactitud. Uno de los artı́culos más recientes en 2018 por De

Fauw et al. detectó múltiples enfermedades oculares entre ellas la RD. La exacti-

tud promedio de la arquitectura es de 96 % esto incluye todas las enfermedades

oculares que se intentan diagnosticar en el documento. La tabla 6.1 muestra un

resumen de los trabajos mencionados anteriormente en la detección de RD. Ca-

be mencionar que cada trabajo crea categorı́as diferentes para la clasificación,

con excepción del trabajo realizado por Pratt et al. Que se basa en la clasificación

escocesa.
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Tabla 6.1: Estado del arte. Artı́culos mas relevantes

Autor Técnica Resultados Búsqueda No. de
imágenes

Sinthanayothin
(2014)

Operador
lineal mo-
dificado y
clasificación
dual

86.2 % de
sensibilidad
y 94.4 % de
especifici-
dad.

Retinopatı́a
diabética
proliferativa.

60

(Srivastava
et al., 2017)

Múltiples
kernels de
aprendizaje

97 % para
microaneu-
rismas y
92 % para
hemorragias

Microaneu-
rismas y
hemorragias.

143

(Pratt et al.,
2016)

Redes neu-
ronales
convolucio-
nales.

75 % de
exactitud.

Clasificación
de RD, 5
categorı́as.

80,000

(Catania
& Nicolitz,
2018)

Redes neu-
ronales
convolucio-
nales.

90 % de
exactitud.

Clasificación
de RD.

No reporta

(Quellec
et al., 2017)

Aprendizaje
profundo,
ConvNets.

95.40 % de
exactitud.

Clasificación
de RD, 2
categorı́as.

90,000

De Fauw et
al.(2018)

Aprendizaje
profundo.

96 % de
exactitud.

Detección
de enferme-
dades en la
retina.

14,884

(Ramachandran
et al., 2018)

Redes neu-
ronales
profundas

80.7 % -
99.5 % de
exactitud.

Clasificación
de RD.

1,685
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Como se muestra en la tabla 6.1 se han implementado métodos de inteli-

gencia artificial para la clasificación de diferentes caracterı́sticas que denotan la

RD, algunos trabajos se realizaron con AA y otros con AP, La tabla 6.2, denota

las caracterı́sticas más significativas entre estos dos métodos.

Tabla 6.2: Diferencias significativas entre aprendizaje automático y profundo

Aprendizaje automático Aprendizaje profundo

+ Buenos resultados con pocos
datos

- Requieren grandes cantidades
de datos

+ Rápido entrenamiento - Carga computacional intensiva

- Se necesitan diferentes carac-
terı́stica y clasificadores para al-
canzar buenos resultados

+ Las caracterı́sticas y clasifica-
dores se aprenden automática-
mente

- La exactitud no mejora des-
pués de un punto

+ La exactitud no tiene un lı́mite
de mejora

Tiempo atrás era imposible pensar en crear RN con gran cantidad de

parámetros entrenables para la detección de patrones en imágenes, o incluso

en cualquier otra tarea que se pretendiera utilizar aprendizaje profundo debido al

alto costo computacional de estas topologı́as. Gracias a los grandes progresos

en términos de poder computacional y las grandes cantidades de información

que son posibles de recolectar y clasificar en la actualidad, las redes neuronales

han tenido un gran auge, pero no solo estos factores han favorecido la continua

mejora del aprendizaje profundo. Las nuevas ideas, algoritmos y las diversas ar-

quitecturas de las redes neuronales son ası́ mismo un factor importante que de

igual manera mejora el desempeño de las redes neuronales. (Lecun et al., 2015)
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En las variadas arquitecturas de CNN destacan algunas por encima de

otras. No solo por su exactitud si no también debido a que algunas cuentan con

gran cantidad de parámetros a entrenar, lo que no es un factor favorable, ya que

ocasiona que el costo computacional sea más alto. Es necesario recalcar que

algunas arquitecturas funcionan bien para algunos problemas y otras no, esto

indica que se deben de probar diferentes topologı́as y dictaminar cual es la más

indicada para el problema.
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6.3. Retinopatia diabética

La retina es la zona que se encuentra en la parte posterior del ojo y contie-

ne una red de vasos sanguı́neos. En este sector se pueden manifestar algunas

enfermedades tales como glaucoma, problemas degenerativos maculares, RD, y

más enfermedades.(Mustafa et al., 2018) La retinopatı́a diabética es la principal

causa de pérdida visual no recuperable en los paı́ses industrializados, prevale-

ciendo en pacientes entre los 20 y 64 años de edad, siendo responsable del 10

de nuevos casos de ceguera cada año.(Tenorio, 2010) Ası́ mismo, la retinopatı́a

diabética es la principal afección que daña la retina.(Prado-Serrano et al., 2019)

Macula

Nervio óptico Nervio ópticoMácula

Vasos sanguíneos

Figura 6.1: La primera imagen de retina esta centrada en la mácula. La siguiente
imagen esta centrada en el nervio óptico.

La RD es una enfermedad que afecta la parte posterior del ojo, en la cual

se encuentran la mayor cantidad de vasos sanguı́neos, ası́ como otras partes

importantes del ojo. Podemos encontrar la macula que es la zona de mejor visión

y el nervio óptico el cual es el epicentro de todas las arterias que recorren la

retina. Por ende cualquier objeto que impida el paso de luz en estros dos puntos

19



importantes es un riesgo para la visión de la persona. En la fig. 6.2 se muestran

las partes principales de la retina.

160 grados 120 grados 90 grados 45 grados

Figura 6.2: Ejemplos de imágenes de retina.

La RD se caracteriza por la aparición de diferentes factores como exuda-

dos, microaneurismas, hemorragias y neovasos; que amenazan la integridad de

la parte posterior del ojo, el paso de luz en las zonas de mejor visión y el des-

prendimiento de la retina. En la RD la aparición de ciertas caracterı́sticas son

mas importantes que otras. Ası́ como la zona en donde las anomalı́as prevale-

cen.(Zachariah et al., 2015) Los factores se describen en la tabla 6.3. La clasifi-

cación mas utilizada es la Escocesa, la cual sirve como base para la separación

de las imágenes.

Existen diferentes tipos de métodos para la toma de imágenes de la retina.

La mas utilizada al menos en México, consiste en dilatar la pupila por medio

de gotas que se colocan directamente en el ojo. Después de un determinado

tiempo la pupila se dilata lo suficiente para que una cámara especial tome una

foto de la parte posterior del ojo. Dicha cámara puede tomar cierto diámetro de

la retina y se clasifican por grados.(Garcı́a-Aguirre et al., 2017) Un ejemplo de

los diferentes grados de captura se pueden observar en la fig. 6.2. Como se

puede observar en la tabla 6.3. los grados de RD leve y moderada presentan

caracterı́sticas difı́ciles de ver a simple vista, se requiere de un entrenamiento
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para poder distinguir y clasificar los factores. Para las ultimas dos categorı́as se

pueden observar factores perceptibles a simple vista, pero es difı́cil separar las

categorı́as con un ojo no entrenado.

21



Tabla 6.3: Grados de severidad según la clasificación Escocesa.

Grado Caracterı́sticas Ejemplo
R0 - RD Ausen-
te

Ausente.

R1 - RD Leve Microaneurismas, exuda-
dos, hemorragias en uno o
ambos hemicampos

R2 - RD Mode-
rada

Las mismas caracterı́sti-
cas de la RD leve en mas
cantidades.

R3 - RD Severa
no proliferativa

Anomalı́as microvascu-
lares intrarretinianas,
cuentas venosas, carac-
terı́sticas de R1 y R2.

R4 - RD Prolife-
rativa

Hemorragia vı́trea, des-
prendimiento de retina.
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En la RD proliferativa se pueden encontrar manchas de color negro por

diversas zonas de la retina, pero esto no indica un factor negativo del todo, ya

que algunas de estas coloraciones se deben a intervenciones con láser para

cauterizar hemorragias que se presentaron con anterioridad.
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6.4. Aprendizaje profundo

Las técnicas de computación inteligente se crearon para resolver proble-

mas altamente no lineales, se aplican para resolver conflictos en los cuales los

algoritmos convencionales no pueden lograr buenos resultados.(Gollapudi & Go-

llapudi, 2019) La mayorı́a de los algoritmos de IA están inspirados en compor-

tamientos biológicos y crean un campo que cada dı́a se expande mas y mas,

gracias al desarrollo de nuevas técnicas y modificaciones a las ya existentes. En

este proyecto se utilizo aprendizaje profundo el cual pertenece a la rama de AP.

En la fig. 6.3 podemos observar como se agrupan las técnicas antes menciona-

das.

Aprendizaje profundo ha cambiado mucho su significado en los últimos

tiempos, pero una definición aceptada seria que AP trabaja con redes neuro-

nales que contienen un gran número de parámetros y capas en sus diferentes

arquitecturas.(Yamashita et al., 2009) Algunos trabajos también definen a las RP

como aquellas redes que cuentan con mas de dos capas ocultas. Las arquitec-

turas fundamentales de AP pueden dividirse en 4:

• Redes no supervisadas pre entrenadas.

• Redes neuronales convolucionales.

• Redes neuronales recurrentes.

• Redes neuronales recursivas.

A partir de las cuatro arquitecturas ya mencionadas se han derivado va-

riantes dentro de las mismas. También han surgido nuevos modelos como AR

que en recientes experimentos han demostrado buenos resultados.(Kaelbling
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Inteligencia artificial

Aprendizaje automático

Aprendizaje 
profundo

Figura 6.3: Representación del área de computación inteligente.

et al., 1996) La fig 6.4 muestra una red neuronal profunda.

Figura 6.4: Ejemplo de la composición de una Red neuronal tradicional.
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6.4.1. Arquitecturas de aprendizaje profundo.

En los siguientes párrafos se presentarán algunas arquitecturas de AP.

Podrı́amos decir que se presentan las redes principales o comunes dentro del

área de AP, ya que algunas son variantes de otras, lo cual crea un mar de arqui-

tecturas con pequeñas variantes.

Redes de base radial (RNA): Las RNA están siendo olvidadas y reempla-

zadas por sus compañeras más modernas. Una de las limitantes de esta

red es la poca profundidad, la cual restringe a dos capas ocultas por lo

general. Pero aun con esta debilidad se puede implementar a resolver al-

gunos problemas especı́ficos. El mayor problema es la poca exploración de

su potencial en la literatura.

Redes neuronales recurrentes (RNN): Toca mencionar a las RNN las cua-

les se caracterizan por el procesamiento de datos secuenciales. Debido a

lo antes mencionado las RNN se implementan en problemas como la com-

prensión de textos, secuencias de datos discretos, secuencias de datos

biológicos, entre otros más. En estos casos la entrada se encuentra de la

forma x̂1. . . x̂n donde x̂t es un punto de d-dimensiones recibido en el tiempo

t.

Redes neuronales convolucionales (CNN): Las CNN están inspiradas en las

redes biológicas y comúnmente son usadas en visión computacional para

la clasificación de imágenes y detección de objetos. La principal inspiración

para la creación de esta arquitectura surgió a partir del estudio del córtex

visual de los gatos por los cientı́ficos Hubel y Wisel’s , En el cual se explica

cómo algunas neuronas en particular se excitan a partir de una porción
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especı́fica del campo visual. La primera red creada usando el concepto

antes mencionado fue la llamada “neocognitron”. Que después paso a ser

la ya conocida arquitectura “LeNet-5”.

Las capas convolucionales, realizan operaciones convolucionales, la cual

utilizan filtros que pasan la información de activación de una capa a otras.

Las operaciones convolucionales usan filtros de tres dimensiones con una

profundidad de igual al número de neuronas.

En los últimos años se han implementado nuevas técnicas de aprendizaje,

entre algunos modelos se encuentra el AR, el cual ha demostrado un gran

avance en el área de IA, esto se puede observar en el documental Alpha

GO.

Aprendizaje por refuerzo: Dentro de todas las técnicas de IA los mode-

los basados en AR son considerados como los más avanzados.(Kulkarni,

2012) AR interactúa con el medio que lo rodea. El medio por si solo puede

mostrar múltiples estados. Estas pequeñas definiciones pueden resultar un

poco ingenua, pero esto permite al desarrollador crear modelos avanzados

de IA para resolver tareas complejas.

Para definir con mayor claridad el AP interactúa con el medio para aprender

a tomar la mejor posible acción denominada ac sobre el estado et en el que

se encuentra el medio en el paso t. La acción del agente actual cambia el

estado del medio de St a St+ 1 y genera una recompensa rt para el agen-

te. De esta manera el agente tomara la mejor posible acción para el nuevo

estado (St+ 1), obteniendo ası́ una recompensa rt+ 1 y ası́ sucesivamen-

te. Durante algunas iteraciones el agente tratará de mejorar su decisión de

cuál será la mejor acción a tomar dado un estado del medio usando recom-

pensas que recibe durante el entrenamiento. En la fig. 6.5 podemos ver lo
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antes mencionado.

Figura 6.5: Diagrama básico de aprendizaje por refuerzo. (Kulkarni, 2012)

Para el desarrollo de este artı́culo se trabajaron con la arquitectura CNN

ya que resultan desempeñarse bien cuando se refiere a imágenes como datos

de entrada, y por lo general se aplican en esta área. En el siguiente subcapı́tulo

se describe con mayor profundidad la técnica mencionada en este párrafo.
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6.4.2. Redes Neuronales Convolucionales

Las redes convolucionales estan inspiradas en la organización animal del

cortex visual (Du & Cheng, 2014). Son similares a las redes profundas conven-

cionales, la diferencia mas grande entre estas dos redes es la conexión entre

capas. Las CNNs usan convoluciones en lugar de una multiplicación general de

matrices en al menos una de sus capas (Liu et al., 2017). Si una RP normal se

utiliza en trabajos con imágenes, se necesitara un numero enorme de neuronas,

por ende un numero aun mas grande de conexiones, lo cual puede resultar en

un sobre entrenamiento y en una carga computacional mas alta (Gollapudi &

Gollapudi, 2019). En cambio las CNN aprovechan el volumen de entrada para

transformarlo en un volumen de salida, esto se refiere a que una neurona se

encarga de una región de la imagen o matriz. Esto significa que almacenar me-

nos parámetros, lo que reduce tanto los requerimientos de memoria del modelo

y mejora su eficiencia estadı́stica. Lo que indica que calcular la salida requiere

menos operaciones.

Si hayM entradas yN salidas, entonces la matriz de multiplicación requie-

re (M x N) parámetros, esto implica que el tiempo de ejecución del algoritmo es

O(m x n). Si limitamos el numero de conexiones, cada salida puede tener K. En-

tonces el enfoque tiene (k x n) parámetros y O(k x n) tiempo de ejecución. En la

mayorı́a de los casos por no decir en todos k suele ser menor que m. Y m suele

a ser del mismo tamaño que n, k es prácticamente insignificante comparado con

mxn. La fig. 6.6 y la fig. 6.7 representan gráficamente lo antes mencionado. La

primera muestra una perspectiva en dirección de la entrada hacia la salida y la

segunda en dirección opuesta.
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Figura 6.6: En la CNN de la figura una neurona de entrada tiene repercusión en
tres neuronas de la siguiente capa consideradas como salidas en este caso. En
cambio en una red profunda tradicional una neurona tiene influencia en todos los
nodos de la siguinete capa, como se puede apreciar.
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Figura 6.7: En esta figura se puede observar que las neuronas de entrada ede la
CNN tan solo a un nodo de salida. En cambio las neuronas de toda la capa de
entrada influyen en una sola neurona de salida en la RN tı́pica.

Cuando se utilizan imágenes de entrada en una CNN se aplican las ope-

raciones convolucionales en dos ejes. Lo cual indica que se utilizara un Kernel

de dos dimensiones:

S(i, j) = (I ∗K)(i, j) = ΣmΣnI(m,n)K(i−m, j − n) (6.1)

La convolución es conmutativa, ası́ que se puede escribir de la siguiente
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manera:

S(i, j) = (I ∗K)(i, j) = ΣmΣnI(i−m, j − n)K(m,n) (6.2)

Usualmente la ecuación 6.2 es mas sencilla de implementar en librerı́as

de aprendizaje automático, ”la razón es que hay menos variación en el rango de

valores válidos de M y N ”.

Los filtros aplicados en las transformaciones de las CNNs pueden detec-

tar bordes, formas y patrones. Entre mas profunda sea la capa mas abstracto es

el patrón. En la fig. 6.8 podemos observar la configuración básica de una CNN.

La primera etapa de una CNN es la aplicación de convoluciones para producir

un conjunto de activaciones lineales. En la segunda etapa se aplican funciones

de activación no lineales, esta etapa se suele denominar etapa de detección. Y

por ultimo se utiliza una función de agrupación para modificar la salida de la ca-

pa.(Yamashita et al., 2009)

Figura 6.8: Estructura CNN. (Mathworks, 2017)
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Redes residuales.

Una de las vertientes más interesantes en las CNN son las redes residua-

les, ya que la mayorı́a de las arquitecturas de CNN son denominadas lineales o

planas, debido a que sus capas están una tras otra, esto quiere decir que a lo lar-

go del entrenamiento los datos de entrada en una capa son totalmente diferentes

a la salida, esto implica que no se toma en cuenta si hay información importante

en la entrada, olvidando por completo esos parámetros a la salida de la capa.

Este problema se denomina degradación e indica que no todos los sistemas son

fáciles de optimizar.(Krizhevsky et al., 2017) Lo anteriormente mencionado se

puede ver en la figura siguiente.

Figura 6.9: Bloque de entrenamiento residual. (Krizhevsky et al., 2017)

La implementación de RR mejora el tiempo de entrenamiento, lo que oca-

siona que se llega a una convergencia en un número menor de épocas.(Krizhevsky

et al., 2017) Esto es mencionado y provado en el articulo Deep Residual Lear-

ning, y la fig. 6.9 muestra uno de los resultados obtenidos en dicho artı́culo.

Demostrando que se puede encontrar la convergencia con mayor rapidez.

Este nueva forma de implementar CNN empezo a resonar por todos lados,

pero el punto mas alto de popularidad que alcanzaron estas redes denominadas

de tipo residual, se dio cuando un equipo de investigadoras de google desa-

rrollaron la llamada CNN Inception, que posterior mente evoluciono a Inception
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Figura 6.10: Gráfica de los resultados obtenidos utilizando redes planas y redes
residuales respectivamente.(Krizhevsky et al., 2017)

V4,(Krizhevsky et al., 2017) la cual gano premios en competiciones de clasifica-

cion, venciendo a las actuales campeonas basadas en redes planas.
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6.4.3. Parámetros de una CNN

Las funciones principales que conforman una CNN estan descritas a con-

tinuación. Es necesario recalcar que solo se mencionan las funciones principales

ya que existen variantes de estas mismas funciones.

Kernel.

Kernel es el parámetro que usa la capa de convolución para convolucional

los datos de entrada. El kernel contiene dos parámetros. El llamado paso que si

en su caso es igual a uno, la salida será de igual tamaño que la de los datos de

entrada, si el paso es de dos producirá una salida de la mitad del tamaño que

la entrada; y el tamaño del Kernel el cual puede ser cualquier dimensión de un

tamaño rectangular.

-1 1 -1

-1 5 -1

-1 1 -1

Kernel (3, 3)

105 104 105 102 36 104 185 106

101 099 108 064 105 125 245 208

099 185 236 104 105 204 105 104

014 209 148 033 105 104 200 142
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Figura 6.11: Descripción de kernel

Pooling.

La función de agrupación remplaza la salida de la capa con un resumen

estadı́stico de las salidas cercanas.(Yamashita et al., 2009) Además la función
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agrupación ayuda a reducir la variación de entrada. Esto nos ayuda a determinar

si una caracterı́stica buscada en los datos de entrada esta presente, en vez de

enfocarnos en donde esta exactamente. Un ejemplo sencillo seria la detección

de rostros, a nosotros nos interesa el saber si en la imagen de entrada se en-

cuentra una nariz, una boca, dos ojos, etc. Es indispensable el saber que estos

factores existen, posteriormente enfocarse en si los ojos estan en la posición

correcta, uno de lado izquierdo y otro de lado derecho, esto nos lleva al querer

guardar la caracterı́stica de la posición. Debido a lo mencionado en este párrafo,

la función agrupación por lo regular contiene menos parámetros que una capa

de convoluciones.

La función pooling como se mencionó anteriormente trabaja en pequeñas

regiones de tamaño PqxPq en cada capa, y produce otra capa con la misma pro-

fundidad. Por lo regular se utiliza un stride Sq > 1 para pooling. En tal caso, el lar-

go de la nueva capa seria (Lq−Pq)/Sq+1) y la amplitud debe ser (Lq−Pq)/Sq+1)

por lo tanto la función pooling reduce drásticamente las dimensiones de cada ma-

pa de activación.
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Figura 6.12: Descripción de la función Pooling

Strides.
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Hay otras maneras de reducir la salida de una CNN, por ejemplo los strides

son una forma en la que se controla donde se aplica la función de convolución,

ya que no es necesario en cada posición espacial.

Cuando un stride de Sq es usado en la qth capa, la convolución es desa-

rrollada para ser usada en 1, Sq +1, 2 Sq +1, y ası́ durante todas las dimensiones

de las capas. El tamaño espacial de la salida desarrolla la convolución tiene un

ancho de (Lq − Fq)/Sq + 1 y un ancho de (Bq − Fq)/Sq + 1. Como resultado el

uso de strides termina siendo una reducción de cada dimensión espacial por un

factor de aproximadamente Sq.

Dropout

Es una técnica muy eficiente para evitar el sobre-entrenamiento. La acción

consiste en invalidar algunas neuronas, esto ayuda a que cada neurona de la

capa influya en la decisión de salida, para tener un balance de importancia entre

las neuronas de la capa. Se determina cuales nodos seran desactivados en base

a un porcentaje de uso, donde 1 es el uso de todas las neuronas y 0.5 la mitad.

Esto nos indica que entre mas bajo sea el valor de Dropout mas neuronas serán

deshabilitadas en cada paso de entrenamiento. Se debe tener cuidado de no

colocar un valor muy bajo ya que esto puede ocasionar que la CNN tarde o

incluso no llegue a una convergencia. En la siguiente figura se puede observar

la diferencia entre una capa sin y con dropout.

El proceso de entrenamiento con dropout sigue los siguientes pasos:

Los nodos de entrada son muestreados con una probabilidad pi, y los nodos

intermedios son muestreados con una probabilidad ph. Además, todos los

ejemplos son independientes de uno a otro. Cuando un nodo es removido

desde la red, todas las aristas son removidas también.
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Muestra una simple instancia de entrenamiento o un pequeño paquete de

instancias de entrenamiento.

Se actualizan los pesos de las aristas retenidas en la red usando back-

propagation sobre la instancia de entrenamiento muestreada o sobre un

conjunto pequeño de datos.

Tipos de clasificaciones.

Los diferentes problemas a resolver demandan una clasificación variada.

En ocasiones se desea realizar solo una separación binaria, en casos especı́ficos

clasificaciones con mas de dos categorı́as. Para estos trabajos variados existen

diferentes métodos de clasificación.

One-hot encoding: Este método convierte las etiquetas de salida en vec-

tores o nodos. Si se realiza una clasificación de gatos y perros se puede

representar como una separación binaria representada por un vector de sa-

lida [0, 1] o [1, 0] respectivamente. Pero si la clasificación consta de 1000

clases, se tendrá un vector con tamaño de 1000 enteros. En estos casos

es mejor utilizar el método de Softmax.

Softmax: Es una manera de forzar la salida de la RN representada como

la suma de 1. Lo cual puede ser considerado como parte de una distribu-

ción de probabilidad. Lo cual lo hace un metodo mas que viable para una

clasificación con múltiples clases.

Cross-entropy: Compara la distancia entre las salidas de softmax y one-hot

encoding. El objetivo es la reducción del valor de la función perdida. La

probabilidad tiene que ser maximizada para la etiqueta correcta. El valor
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logarı́tmico es utilizado para una estabilidad numérica, ya que maximizar

una funcion es equivalente a minimizar el negativo de la misma función.
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6.4.4. Funciones de activación.

Las FA sirven para propagar la salida de cada nodo en una capa a la

siguiente capa. Estas FA son funciones escalares. Se usan las FA para que las

neuronas de las capas ocultas en una red neuronal introduzcan la no linealidad

dentro de sus posibilidades de modelado. La mayorı́a de FA pertenecen a la clase

logı́stica de transformación.(Patterson & Gibson, 2008)

Lineal: La transformación lineal básicamente una función de identidad f(x) =

Wx donde la variable dependiente tiene una relación proporcional con la

variable independiente Sa dalida de esta FA se puede observar en la figura

1.6 a.

Sigmoid: Esta FA, puede reducir los valores extremos o los valores atı́picos

en los datos, sin la necesidad de revolver los. En su parte central se en-

cuentra el lı́mite de decisión. Como se puede observar en la figura 1.6 b.

Básicamente esta FA puede convertir variable que se encuentran cerca del

rango infinito en simples probabilidades entre 0 y 1.

Tanh: La FA tanh es una función trigonométrica hiperbólica, que represen-

ta una proporción entre los lados opuesto y el adyacente de un triángulo

rectángulo. A diferencia de la función Sigmoid, el rango de normalización

está entre –1 a 1. Lo cual le da la ventaja de lidiar con números negativos

más fácilmente. La representacion grafica se encuentra en la fig 1.6 c.

ReLU: La rectificación lineal activa un nodo solo si la entrada supera un

cierta cantidad. Cuando la entrada es menor a cero la salida es cero, pero

cuando la entrada alcanza un umbral, esta tiene una relación lineal con la

variable dependiente. Como se puede apreciar en la figura 1.6 d.
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Softplus: Esta FA es una version suabe de ReLU. Como se puede ver en la

figura 1.6. e.

(a) (b)

(c) (d)

(e)

Figura 6.13: Respuestas gráficas de FA descritas en el capı́tulo.
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6.4.5. Entrenamiento de una CNN

Backpropagation

Toda RN debe encontrar el óptimo valor para cada nodo en cada capa, por

ende, se pueden aplicar diferentes métodos para encontrar dicho óptimo. El algo-

ritmo principal se denomina Backpropagation, el cual aplica la regla de la cadena

de cálculo diferencial, en donde el error gradiente estando en términos de sumas

de productos, encontrando el gradiente local a lo largo de los diversos caminos

desde el nodo de salida. Esto implica que un número exponencial de caminos,

que se pueden calcular eficientemente utilizando programación dinámica. Este

método consta de dos fases:

Fase delantera: Las entradas para un tiempo de entrenamiento alimentan

la RN. Esto resulta en una acción de cálculo en cascada a través de las

capas.

Fase hacia atrás: El objetivo de esta fase es aprender sobre el gradiente de

la función de perdida respecto a los diferentes pesos usando la regla de la

cadena de cálculo diferencial. Esto actualiza el gradiente de los pesos.

Sobre entrenamiento

Es un problema común dentro de AP ya que se suele dar cuando un RN

se ajusta de modo que se desempeña bien con los datos de entrenamiento, pero

si se alimenta con datos externos no presenta buenas predicciones. Esto implica

que se puede llegar a encontrar buenos resultados durante el entrenamiento,

pero no se sabrá el desempeño real hasta que no se comprueben los resultados

con datos reales externos a los datos de validación.
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Con pocos datos suele suceder el sobre entrenamiento, ya que no se

cuentan con suficientes ejemplos como para llegar a ajustar los pesos de una

RN correctamente. El problema de las pocas cantidades de información se tenı́a

con frecuencia en tiempo atrás, pero hoy en dı́a el manejo de grandes cantidades

de datos en todos los ámbitos, abrió paso al uso de AP con más regularidad, ya

que con más recurrencia se cuenta con lo necesario para entrenar cualquier RN

que se diseñe. Además, que se han desarrollado técnicas que ayudan a evitar el

sobre entrenamiento. Las cuales se mencionarán a continuación.

Paro de emergencia.

Es una forma de regularización, en la cual cuando el gradiente no mejora

después de determinadas épocas o corridas, se puede tomar la decisión de de-

tener el proceso de entrenamiento en ese punto, pero se mantiene guardado los

pesos y parámetros de la red neuronal. El paro de emergencia actúa como un

regularizador debido por que restringe el espacio de los parámetros.

Batch Normalization.

Otra técnica habitual mente ocupada para la reducción del riesgo de so-

bre entrenamiento es la normalización de los datos. Uno de los problemas que

suele suceder cuando se tiene una RN muy grande en las capas intermedias es

la distribución de la función de activación que cambia con bastante frecuencia

durante el proceso de entrenamiento. Esto hace más lento el proceso de entre-

namiento debido a que cada capa debe aprender a adaptarse por sı́ sola a la

nueva distribución en cada paso de entrenamiento. Este problema es conocido

como internal covariate shift (ICS).

El proceso de batch normalization sigue el proceso mostrado a continua-

ción:
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1. Calcular la media y varianza de las capas de entrada que sus ecuaciones

que describen son la 6.3 y 6.4 respecvtivamente.

µB =
1

m

m∑
i=1

xi (6.3)

σ2
B =

1

m

m∑
i=1

(xi − µB)2 (6.4)

2. Normalizar las capas de entrada usando la estadı́stica previamente calcu-

lada representada en la ecuación 6.5.

x̂B =
xi − µB√
σ2
B + E

(6.5)

3. Escalar y combinar el orden para obtener la salida de la capa, utilizando la

ecuacion 6.6.

yi = γx̂i + β (6.6)

Nótese que γ y β aprenden durante el entrenamiento atreves de los paráme-

tros originales de la red.

Entrenamiento GPU vs CPU.

Uno de los principales impedimentos para la implementación de RP co-

mo técnica para la resolución de problemas era el poder de computo. Era casi

imposible pensar que alguna maquina soportara toda la carga de cálculos que

requiere una RP o cualquier otra técnica de IA. Durante mucho tiempo no se

miraban las técnicas de IA debido al pobre poder de computo que se tenı́a, has-

ta que poco a poco se fue introduciendo el cálculo en paralelo y la creación de

GPU’s. (Shi et al., 2017)
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Tabla 6.4: Resultados del entrenamiento con GPU y CPU

No. De
épocas

Tiempo promedio de
entrenamiento por
época

Tiempo de
entrenamiento total Exactitud Perdida

GPU 15 42.6 segundos 0.177 Hrs 80 % 46 %
CPU 15 1188.7 segundos 4.9 Hrs 78 % 52 %

La tabla 6.4 muestra el entrenamiento de una CNN mediante GPU y CPU

para la clasificación de perros y gatos, con el fin de poder observar las diferen-

cias en los tiempos de entrenamiento y si esto afecta los resultados finales. La

CNN consta de dos capas convolutivas con 256 filtros y una tercera capa para

linealizar la salida con 128 nodos que posteriormente se conectan a una capa de

una sola neurona para la clasificación binaria. Cada capa cuenta con una función

de pooling. El número de imágenes para el entrenamiento fue de 22500 con un

tamaño de 80 x 80 pixeles en blanco y negro, para la validación que se realiza

cada fin de época se utilizó el 10 % de las imágenes.

La figura muestra el valor de la exactitud y perdida durante el entrenamien-

to de la RN entrenada por GPU y CPU respectivamente. Solo queda mencionar

que la mayorı́a de los API’s dedicados a AP brindan la opción de un entrena-

miento por GPU si este cumple los requisitos del sistema.
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Figura 6.14: Resultados de la clasificación de perros y gatos mediante GPU y
CPU respectivamente.

Lo antes mencionado son las caracterı́sticas principales que se sugiere

tener en cuenta para el entrenamiento. Existen más métodos para evitar el sobre

entrenamiento, pero son más especı́ficos y algunos se derivan de los ya antes

mencionados.
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6.5. Procesamiento de los datos

En la mayorı́a de los casos si no es que, en todos, se debe de realizar un

procesamiento de los datos. Por lo general esto consta de un acondicionamiento,

limpieza y verificación de datos que no se deseen tener para entrenamiento. Por

lo general se selecciona y se dividen los datos que se utilizaran en el entrena-

miento, validación y posteriormente en las pruebas.

Este es un punto crı́tico en la realización del entrenamiento y se llegó a

considerar que el preprocesamiento de cualquier base de datos es el comienzo

para tener un satisfactorio entrenamiento y en ocasiones suele arreglar proble-

mas como el sobre entrenamiento.

Al trabajar con imágenes se pretende tener una imagen limpia y sin ruido.

Incluso en ocasiones el redimensionamiento de las imágenes es indispensable

ya que por lo general al trabajar con técnicas como AP el ahorrar memoria suele

ser un problema de suma importancia. Para esto es necesario el preprocesa-

miento, aplicar algún tipo de filtro que mejore las condiciones generales de las

imágenes.
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6.5.1. Aumento de brillo y contraste

Este proceso consta de incrementar los valores en los canales RGB. El

aumento de brillo se lleva acabo a partir de la matriz de luminancia, que es igual

a:

r
′
(x, y)

r(x, y)
=
g

′
(x, y)

g(x, y)
=
b
′
(x, y)

b(x, y)
= G(x, y) (6.7)

Donde r
′
(x, y), g′

(x, y), b′(x, y) se refieren al pixel con mayor valor de la

matriz RGB. Para obtener la matriz de luminancia es necesario transformar la

matriz RGB a un espacio de colores HSV, donde V corresponde al canal de lumi-

nosidad, H al matiz y S a la saturación. La transformación se realizo, mediante la

función en OpenCV CV BGR2HSV. De esta manera se obtuvo el canal V (x, y),

ahora con la ecuación 6.7 se obtiene la matriz de ganancia de luminancia.

G(x, y) =
V

′
(x, y)

V (x, y)
=

V
′
(x, y)

max(r(x, y), g(x, y), b(x, y))
(6.8)

Donde V
′
(x, y) es la intensidad de luminosidad del pixel en la posición

(x, y). Una vez obtenida la matriz de luminancia se aplica la ecuación 6.4 para

obtener la curva de transición. Donde U E[0, 1] que denota la normalización del

pixel en el canal de luminosidad y Y es una constante tı́picamente mayor a 1,

donde se puede variar para obtener un factor mas alto.

Con este proceso se logra el aumento de brillo de una imagen. No es
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la única manera de lograr un aumento de brillo, existen más formas de poder

realizar este proceso. pero para fines de este trabajo se optó por utilizar este

pequeño algoritmo.

En ocasiones no solo es necesario con aumentar el brillo en las imágenes

para lograr obtener una buena resolución. Para esto se necesitan aplicar otros

filtros que en este caso se tomó la decisión de utilizar un aumento de contraste

de acuerdo a las librerı́as que incorpora OpenCV
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6.5.2. Software especializado en aprendizaje profundo

El gran éxito que han tenido las técnicas de IA ha dado paso a la creación

de herramientas que faciliten el desarrollo e implementación de los algoritmos en

los que se basan las IA. Algunas herramientas de software se especializan en

determinadas técnicas, por lo tanto, no existe una opción definitiva al momento

de elegir un auxiliar en el desarrollo de modelos basados en IA. Incluso si dos

framworks se especializan en la misma técnica, pueden brindar ventajas diferen-

tes ya que lo pueden abordar de manera, y en ocasiones puede resultar mejor

una que otra todo dependerá del problema a resolver.

Algunas de las herramientas más utilizadas se muestran en la tabla 6.5

donde se describe brevemente algunas ventajas, ası́ como las compañı́as más

relevantes que hacen uso de sus servicios.
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Tabla 6.5: Software especializado en AP

Nombre Caracterı́sticas Clientes

Tensorflow

- Creación fácil de modelos.
- Creación de modelos robustos en la nube.
- Herramientas diseñadas para la investigación.
- Una gran cantidad de información
disponible para la creación de modelos.

Airbnb
Coco-Cola
DeepMind
Twitter
Intel

Caffe

- Diseño de software de alto nivel
- Demuestra una gran velocidad para realizar
experimentos
- Es una herramienta creada por académicos
para académicos.
- La mayorı́a de sus tutoriales están disponibles
de manera gratuita

A9
Amazon
NVIDIA

MXNET

- Interfaz hibrida entre un modo imperativo y
simbólico.
- Brinda un entrenamiento distribuido entre
diferentes dispositivos.
- Puede incorporarse a 8 diferentes lenguajes
de programación.

Pioneer
Amazon
Acer
Wolfram

PyTorch

- Facilita la escritura creando un sistema
fácil y rapo de leer.
- El ecosistema cuenta con un gran catálogo
de librerı́as de apoyo.
- La mayoria de plataformas en la nube cuentan
con soporte para PyTorch

Udacity
Stanford University

NVIDIA TensorRT
Una gran optimización de memoria GPU.
Minimiza el uso de memoria dinamica
Brinda un diseño escalable multiple

BOSH
Continental
Ford
DarwinAI
IBM
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CAPÍTULO 7

Hipotesis

Es posible realizar una arquitectura de red neuronal profunda para detec-

tar microaneurismas y exudados los cuales se encuentran en la parte posterior

del ojo, que permita detectar factores de enfermedades oculares.
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CAPÍTULO 8

Objetivos

Objetivo general

Detectar patrones tı́picos causados por la retinopatı́a diabética u otras en-

fermedades oculares, que ayude a realizar un diagnóstico temprano. (Anterior).

Objetivos particulares.

· Realizar un informe con lo encontrado por el modelo, que este informe

sea fácil de entender.

· Probar que el modelo detecta patrones o anomalı́as causadas por la

retinopatı́a diabética.

· Procesar las imágenes para ası́ encontrar una configuración adecuada

que ayude al entrenamiento del modelo.
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CAPÍTULO 9

Metodologı́a

En el presente trabajo se utilizó una base de datos que se obtuvo de Kag-

gle una página dedicada a la elaboración de concursos donde se pueden descar-

gar diversas bases de datos de todo tipo. El conjunto de imágenes se llama “Dia-

betic Retinopathy Detection”, dicha base de datos contiene alrededor de 70,000

imágenes, de las cuales 35,000 están etiquetadas para entrenamiento.(Kaggle,

2015) Las restantes imágenes no tienen clasificación y son solo para predicción.

Cada imagen tiene una dimensión diferente, teniendo resoluciones de (1080 x

720) hasta (320 x 240). Haciendo que algunas imágenes sean casi perfectas pa-

ra clasificación y en cambio otras se podrı́an considerar como ruido. La cantidad

de imágenes en cada categorı́a son las siguientes.

RD Ausente 25,000 imágenes.

RD Leve 2,000 imágenes.

RD Moderada 5,000 imágenes.

RD Severa No Proliferativa 807 imágenes.

RD Severa Proliferativa 708 imágenes.

Las imágenes que se tienen en la base de datos de kaggle están cen-

tradas en la macula. También cuentan con una caracterı́stica que ayuda a crear
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un sistema más robusto el cual es que las imágenes no fueron tomadas con la

misma cámara, esto se refiere a que no tienen el mismo grado de amplitud.

La RD proliferativa es la etapa más violenta de la enfermedad, en este

punto se requiere de una intervención quirúrgica en casi todos los casos. Es de

suma importancia la atención de esta enfermedad en su grado proliferativo, de

no ser ası́ se corre el riesgo de perder parcial o en su totalidad la visión.

Debido a todo lo presentado en este trabajo se decidió dividir la retinopatı́a

en dos categorı́as. El primer conjunto consta de RD ausente, leve, moderada y

severa no proliferativa. El segundo conjunto son todas aquellas imágenes con

RD proliferativa. Esto crea un desbalance en los datos muy amplio, ya que se

tendrı́an 2807 imágenes para la primera categorı́a y 708 para la segunda. Por eso

se tomó la decisión de balancear los datos reduciendo el número de imágenes

de la primera categorı́a a 4000 imágenes y dejando la segunda categorı́a con su

total de imagenes de RD proliferativa. La fig. 9.1 muestra el antes y después del

balanceo de los datos.

(a) (b)

Figura 9.1: La gráfica del lado izquierdo muestra el total de imágenes en sus
cinco categorı́as, la gráfica de la derecha representa el número de imágenes en
dos categorı́as tomando en cuenta el desbalance de los datos.

Se desarrollaron dos CNN para tratar la clasificación de las imágenes. La

primera red consta de una variante de red lineal y la denominamos CNN-1, la
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cual consta de capas de neuronas una sobre otra. Lo cual implica que una capa

tras otra está anidada. Para evitar sobre entrenamiento se implementaron regula-

rizaciones y batch normalization entre algunas capas, ası́ como un dropout. Una

representación gráfica de la red se puede observar en la siguiente figura.

En la segunda arquitectura se utilizó una CNN de estilo residual y se de-

nominó CNN-2. Este tipo de redes convergen más rápido que las redes lineales,

debido a que trata el problema de degradación que presentan las redes tradi-

cionales.(Krizhevsky et al., 2017) El bloque de aprendizaje residual se puede

observar en la fig. 9.3.

La topologı́a de la CNN-2 utilizada en este proyecto se puede observar

en la figura siguiente. Cada bloque de incepción A es el mismo. Al igual que los

bloques B y C, los cuales se pueden observar más a fondo en las figuras.
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Figura 9.2: La primera imagen muestra la arquitectura de la CNN-1. Mientras que
la imagen del lado derecho da lugar a la CNN-2.

9.0.1. Procesamiento de imágenes

Las imágenes medicas por lo regular suelen tener ruido o no ser de la me-

jor calidad, por ende un procesamiento de estas mismas deberı́a ser requerido

para mejorar la calidad o si es su caso aumentar el numero de imágenes para un

57



futuro entrenamiento. A la base de datos utilizada en este trabajo se le aplico un

tratamiento antes de su entrenamiento. La base de datos tienen imágenes muy

borrosas y algunas cuentan con poca luz. Por lo tanto se opto por aumentar tanto

el brillo y el contraste en sus tres canales.

Imagen con 
dimension (L x A)

Canal azul
b(x, y)

Canal verde
v(x, y)

Canal rojo
r(x, y)

Separación de canales

Conversión al espacio 
de color: HSV

Canal de luminosidad
V(x, y)

Corrección Gamma
V’(x, y)

Matrix de ganancia 
de luminancia G(x, y)

Incremento de 
contraste por 

medio de función 
en OpenCV

Redimendionamiento
y normalización a

formato JPEG

Producto entre 
matriz de 

ganancia e 
imagen original

Figura 9.3: Metodologı́a de tratamiento de imágenes.

Una vez aumentado el brillo y el contraste de cada imagen de la base de

datos se elimina el exceso de fondo negro y se redimenciona la imagen de acuer-

do al tamaño que se utiliza. De esta forma se aprovecha al máximo la dimension

de cada imagen. El resultado final se puede observar en la figura 9.4
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Figura 9.4: La imagen de la izquierda es el resultado final del procesamiento y se
puede observar la diferencia con la original del lado derecho.

9.0.2. Entrenamiento

El utilizar bases de datos grandes favorece el uso de AP, pero si no se

tiene un buen manejo de los datos de entrada no servirá de nada el uso de RP

ya que, si no se alimentan de forma adecuada y con datos útiles, solo estaremos

gastando tiempo y recursos innecesariamente. En la fig 9.5 se puede observar

el proceso completo del trabajo realizado. Empezando desde la parte del trata-

miento de los datos, hasta obtener la información final de cada clasificación.

Existen diversas formas de abordar el desarrollo de un modelo basado

en redes neuronales profundas ya que en la actualidad existen diferentes fra-

meworks o APIs especializadas en inteligencia artificial. Algunos APIs se espe-

cializan en aprendizaje automático o en otros tipos de técnicas. Este trabajo se

desarrolló en TensorFlow y Keras, ambas librerı́as se especializan en AP. Se dice

que se especializan en AP debido a que estan diseñados para trabajar con ten-
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Inicio

Mientras el valor del paso sea menor al establecido como paro

Mientras el valor de perdida es alto

Batch de 16 imagenes por 
paso de entrenamiento

Red neuronal convolucional

Procesamiento de imágenes

Aumento de brillo y contraste

Eliminación de fondo y 
cambio de dimensión

Se separan los datos 
de  entrenamiento,

validación y prueba.

Datos de entrenamiento
 y validación

Datos de prueba

Se obtiene la exactitud y algunos 
otros parametros que se 

muestran en los resultados.

Figura 9.5: Proceso completo del trabajo realizado.

sores desde un principio, ası́ como el cargar los datos y procesarlos. Ambos APIs

se implementaron en Python como lenguaje de programación base. El hardware

que se utilizó fue una tarjeta NVIDIA GTX 1060 de 6 GB de VRAM. No todas

las partes de la red neuronal se cargaron a la memoria de video, las capas pe-

queñas se calcularon por un procesador Intel core I3 de octava generación, de

esta manera se liberó carga de la tarjeta de video.

El proceso de trabajo consta de una etapa de procesamiento de las imáge-

nes, donde se incrementa el brillo, el contraste y para finalizar se redimensionan

las imágenes. Posteriormente se crean etiquetas de acuerdo a la clasificación

que se requiere hacer. Por ejemplo, para la clasificación de retinopatı́a proliferati-

va se realiza un etiquetado binario donde 0 son todas aquellas imágenes donde
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no se presenta la RD proliferativa y con un 1 aquellas que si lo presentan.

El siguiente paso es el entrenamiento de las RP, el cual consta de épocas.

Cada época representa un entrenamiento con todas las imágenes, al final de

cada época se realiza una corrida de validación en la cual se utilizan imágenes

que no se encuentran en la base de datos de entrenamiento y por lo regular son

el equivalente al 10 % del total de la base de entrenamiento. El criterio en el cual

se basa para determinar si la CNN esta aprendiendo son los resultados de la

perdida y la exactitud en los datos de validación. A continuación Se muestra el

pseudocodigo de entrenamiento.

entrada: Base de datos de imágenes con tamaño (400,400,3)
salida : Valor de la exactitud y perdida

mientras El valor del modelo no sea el deseado and no existan indicios
de sobre entrenamiento hacer

para i← 0 a Numero de pasos hacer
Entrenamiento con entrada de tensor (No. de imágenes por paso,
400, 400, 3);

fin
Prueba de la CNN con datos de validación;
si El valor de perdida mejoro entonces

Se guarda el valor de los pesos y el optimizado;
en otro caso

No se guarda ningún valor;
fin
si El valor de perdida no mejora en cinco épocas entonces

Se disminuye el learning rate
en otro caso

Se conserva el learning rate
fin

fin
Algoritmo 1: Pseudocodigo del entrenamiento

El monitoreo de los resultados con los datos de entrenamiento y validación

es de suma importancia, ya que, si la perdida y la exactitud mejora en cada

época con los datos de entrenamiento, pero no en los datos de validación y esto

se repite durante varias épocas quiere indicar un posible sobre entrenamiento,

61



lo cual quiere decir un aprendizaje en patrones que no tienen nada que ver con

lo que en realidad estamos buscando. Cuando se obtiene un bajo resultado de

perdida y un alto resultado de exactitud se para el entrenamiento.

Para finalizar se realiza una corrida de prueba con imágenes no utilizadas

durante el entrenamiento y validación, de estos datos se obtienen los resultados

mostrados en la tabla 10.2 y las matrices de confusión que se muestran en la

fig.10.2
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CAPÍTULO 10

Resultados

Ya que las RN se entrenaron y estas alcanzaron buenos resultados se

implementaron algunas pruebas. La prueba se realizó con 300 imágenes, don-

de 200 pertenecen al grupo de RD no proliferativa y los 100 restantes son RD

proliferativa. Los parametros que se midieron son los siguientes.

Exactitud: Es el porcentaje total de elementos clasificados correctamente.

=
TP + TN

TP + TN + FP + FN
(10.1)

Especificidad o ratio: Es el numero de items correctamente identificados

como negativos fuera del total de negativos.

=
TN

TN + FP
(10.2)

Sensibilidad o recall: Es el numero de elementos identificados correctamen-

te como positivos del total de positivos verdaderos.

=
TP

TP + FN
(10.3)

Precisión: Es el numero de elementos identificados correctamente como
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positivo de un total de elementos identificados como positivos.

=
TP

TP + FP
(10.4)

Valor de predicción negativa: Es la probabilidad de que dada una predicción

negativa. la realidad sea también negativa.

=
TN

TN + FN
(10.5)

Error de clasificación: Porcentaje de errores del modelo.

=
FP + FN

TP + TN + FP + FN
(10.6)

Prevalencia: La probabilidad de un positivo en el total de la muestra.

=
TP + FN

TP + TN + FP + FN
(10.7)

Donde:

TP = Verdaderos positivos.

FP = Falsos positivos.

FN = Falsos negativos.

TN = Verdaderos negativos.

Los datos anteriormente mostrados se pueden obtener de la matriz de

confusión. La cual evalúa el desempeño de un algoritmo de clasificación, ya que

se puede observar cómo está clasificando dicho algoritmo, a partir de un conteo
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de los aciertos y errores de cada una de las clases en la clasificación. En la tabla

10.1 se puede observar la configuración de una matriz de confusión.

Tabla 10.1: Descripción de matriz de confusión.

CLASIFICADOR
+ -

Valor real + TP FN
- FP TN

En la Fig. 10.1 se muestra la exactitud durante el entrenamiento de am-

bas CNN, es importante recalcar que el tiempo de entrenamiento fue casi el

mismo, pero que el número de épocas que transcurrieron fue considerablemente

diferente, esto demuestra que la topologı́a de las CNN influye en el tiempo de

entrenamiento, ası́ como en la exactitud de cada red.

Figura 10.1: La gráfica muestra la exactitud durante el entrenamiento de ambas
redes, este valor se obtuvo con los datos de validación.

En la Fig. 10.2 se muestra la matriz de confusión (Guo et al., 2016) de

ambas CNNs para los datos de prueba, los cuales sus resultados se muestran en

la tabla 10.2. Se puede observar que la red residual no presenta falsos negativos

dando una sensibilidad del 100 %, en cambio la especificidad del 92.3 % esto

nos indica que esta CNN es susceptible a confundir algunos patrones de RD
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Tabla 10.2: Resultados obtenidos con los datos de prueba.

Porcentaje red lineal Porcentaje red residual
Exactitud 93.6 % 91.3 %
Especificidad 96.8 % 100 %
Sensibilidad 97.9 % 92.3 %
Precisión positiva 98.4 % 100 %
Precisión negativa 95.8 % 97.27 %
Error de clasificación 2.3 % 4.6 %
Prevalencia 64.3 % 64 %

leve, moderada o grave con patrones asociados a RD proliferativa. En el caso de

la red lineal la sensibilidad y especificidad están más balanceadas y esto se ve

reflejado con las 7 imágenes mal clasificadas, 3 como falsas negativas y 4 como

falsos positivos. Esto claramente nos arroja una mejor exactitud y nos asegura

una clasificación con menos errores.

Figura 10.2: Matrices de confusión para la CNN-1 y la CNN-2 respectivamente.
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CAPÍTULO 11

Conclusiones

Se puede observar que el utilizar diferentes topologı́as de redes neuro-

nales convolutivas puede llegar a dar diferentes resultados para un mismo pro-

blema, tanto en el tiempo de entrenamiento como en la exactitud, esto reafirma

el tener que probar diferentes arquitecturas para ası́ determinar la que mejor

desempeño tenga para el problema. Se mostró que el aprendizaje de patrones

notables en las imágenes de fondo de ojo puede llegar a alcanzar una exacti-

tud alta. Esto quiere decir que los patrones asociados con RD Proliferativa son

detectables para las CNNs.

El preprocesamiento de los datos es un papel importante en el uso de es-

tas redes neuronales profundas ya que los datos requieren de limpieza e incluso

mejoras antes de entrar a los modelos antes presentados. Cabe mencionar que,

para mejorar la exactitud y el entrenamiento de los modelos se debe de tener

una base de datos con más ejemplos de cada categorı́a, esto con el fin de no

crear un desbalance significativo y ası́ evitar el sobre entrenamiento. El hardware

utilizado nos limita a utilizar imágenes de poca resolución, con una tarjeta de vi-

deo más potente se podrı́an usar imágenes de alta resolución, ası́ como también

añadir más capas internas a las CNNs, ayudarı́a a encontrar patrones que con la

resolución utilizada son muy difı́ciles de observar. Para concluir solo resta men-

cionar que el uso de aprendizaje profundo es una alternativa muy llamativa en
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trabajos donde se cuente con gran cantidad de datos, ya que como se mostro no

es necesario el señalar las caracterı́sticas que se buscan para cada clasificación.

11.1. Trabajo futuro

Recientemente se realizó un convenio entre el Instituto Mexicano de Of-

talmologı́a (IMO) y la Universidad Autónoma de Querétaro para la colaboración y

asesoramiento en proyectos donde se requieran especialistas del área. De entre

los muchos servicios que ofrece el IMO, una parte importante en la institución

es el diagnóstico de RD por lo que cuentan con un gran número de imágenes

de fondo de ojo ya etiquetadas. Además, que las imágenes son centradas a la

macula y otras al nervio óptico esto resulta en un beneficio a la hora de entrenar

el clasificador ya que se puede obtener un sistema más robusto.

Trabajar con imágenes de mayor tamaño ayudarı́a a tener más información

en las imágenes que muy posiblemente se pierdan cuando se redimensionan las

imágenes a un menor tamaño. Por ende, el obtener un hardware con mayor ca-

pacidad de cálculo ayudarı́a a entrenar las CNN con imágenes de mayor calidad.

Además, que para brindar una clasificación ideal a este problema se debe

de clasificar por las cinco categorı́as, esto implica un gran número de ejemplos

para cada grado de RD, pero gracias al convenio con el IMO se podrı́a llegar a

conseguir un numero amplio de imágenes para el entrenamiento.

El lograr una clasificación escocesa totalmente automatizada brindarı́a

grandes oportunidades para una comercialización de un producto que en un futu-

ro pueda ser accesible para todas las personas. La investigación que se requiere

es grande pero las recompensas son mucho mayores.
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