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Resumen 
 

El estado fisiológico que presentan las personas es fundamental al 

momento de realizar sus labores. Cuando se presenta un estado fisiológico optimo 

se tendrá un buen desempeño durante la realización del trabajo. En cambio, cuando 

existen alteraciones en el estafo fisiológico el desempeño que una persona tendrá 

en ciertas actividades se verá mermado, incluso llegando a tener accidentes graves. 

Así pues, algunos de los estados fisiológicos presentes durante la realización de las 

labores suelen ser el estrés y la fatiga. Ambos se van incrementando durante largas 

jornadas de trabajo, además de disminuir significativamente con periodos de 

descanso a lo largo de la jornada. De esta manera, el detectar oportunamente el 

estado de fatiga en una persona que realiza actividades de riesgo, como lo es la 

conducción, permitirá disminuir los accidentes, además de favorecer la salud de los 

trabajadores. 

En el presente trabajo se propone una metodología para detectar el estrés 

y la fatiga mediante señales EMG. Para esto, se obtiene una base de datos para 

desarrollar el procesamiento que se le dará a la señal. Este procesamiento consiste, 

primero, en aplicar el algoritmo EMD, para después aplicar diferentes algoritmos 

para obtener los fractales de cada IMF obtenida. Al calcular cada IMF se le aplicará 

la herramienta estadística ANOVA, de forma que se identifiquen aquellas 

características que más diferencien los diferentes estados de estrés. Al final se 

utilizarán los fractales óptimos para la identificación de los estados de estrés, 

utilizando como clasificador una red neuronal probabilística. Al concluir se 

obtuvieron resultados favorables, teniendo un 92% de efectividad. 

 

Palabras clave: Fatiga, Estrés, Señales EMG, Algoritmo EMD, Dimensión Fractal, 

Análisis ANOVA, Redes Neuronales Probabilísticas, Clasificación 
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1.1 Introducción 

La fatiga es un estado fisiológico que afecta al rendimiento cognitivo, 

manifestándose como falta de atención y de energía. Además, aumenta la 

percepción de esfuerzo al realizar una tarea, la cual se define como la sensación de 

cuan dura es una labor (Martin et al., 2018). La detección de fatiga es un asunto 

sobre el cual se ha indagado en gran medida, ya que al presentarse en trabajos 

donde se requiere concentración, y sobre todo donde la vida está en riesgo, no se 

puede dejar de lado. Este es el caso de los conductores, ya que periodos largos de 

conducción conllevan a la reducción de la alerta mental, que a su vez implica una 

frecuente causa de accidentes (Dimitrakopoulos et al., 2018). Por otra parte, el 

estrés es una consecuencia directa de la fatiga, ya que ambos derivan de la 

realización prolongada y continua de alguna actividad. Debido a esto, es de suma 

importancia el desarrollo de un dispositivo capaz de detectar fatiga y prevenir esta 

clase de accidentes. Esto es sobre todo importante en conductores, ya que el acto 

de conducir implica precisamente una actividad prolongada en ciertas ocasiones. 

Una forma de hacer la medición de la fatiga es mediante el parpadeo que hace la 

persona, misma que se puede medir empleando señales mioeléctricas. Además, 

una forma de hacer la medición del estrés es mediante la medición de los 

movimientos musculares en la zona superior del cuerpo empleando señales 

mioeléctricas. Por esa razón en esta tesis se busca el desarrollo de un dispositivo 

que mediante un sensor mioeléctrico se detecte fatiga, buscando que sea tanto 

simple como eficaz, para que tenga una aplicación práctica. 

1.2 Antecedentes 

La base de datos empleada consiste en catorce registros de señales 

mioeléctricas obtenidas bajo un protocolo de conducción. Este protocolo se realizó 

con el fin de obtener los diferentes niveles de estrés bajo diferentes circunstancias 

(Healey & Picard, 2005). Los diferentes escenarios de conducción consistirán en un 

periodo de reposo al inicio y al final del protocolo, en segundo lugar, un recorrido 

por una zona urbana, para después pasar a la conducción por carretera. Al pasar 
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por una caseta de salida el conductor debe de regresar para conducir por el mismo 

recorrido. Los estados de estrés en cada etapa de la conducción son estrés bajo en 

la etapa de reposo, estrés medio en la etapa de conducción de carretera y estrés 

alto en la conducción urbana. La duración de los recorridos va desde los cincuenta 

minutos hasta la hora y media. 

El desarrollo de técnicas para la detección de fatiga ha ido progresando a 

lo largo de varios años, además los métodos utilizados son variados, tanto en los 

datos de entrada que pueden ser señales de electromiografía (EMG), 

electrooculografía (EOG), electroencefalograma (EEG), así como imágenes. Wen-

Bing Horng et al., 2004 propusieron un sistema de detección de fatiga, el cual 

mediante una cámara colocada en el tablero de un carro se busca seguir la 

trayectoria de los ojos. Mediante una transformación de escala RGB a HSI se logra 

de segmentar la región de la cara, y la posición actual de los ojos se deduce de 

acuerdo con la posición normal de los ojos. Para obtener la segmentación de los 

ojos se utilizó el operador Sobel, con el cual se obtiene la posición vertical y 

horizontal. El análisis en la región del ojo se basa en que cuando el ojo está abierto 

hay pixeles pertenecientes al ojo, mientras que cuando está cerrado no aparecen 

estos pixeles. En este método cuando el ojo permanece cerrado más de 5 cuadros 

seguidos el conductor se considera fatigado. Recientemente, (Cai et al., 2019) 

utilizó el gráfico de visibilidad horizontal penetrable limitado, que mediante señales 

EEG, se utiliza el análisis de componentes individuales para filtrar la señal EEG. 

Posteriormente, se recrea el mapa del cerebro con el gráfico de visibilidad para 

identificar los nodos que se activan según el estado mental que la persona tiene. 

Como clasificador se emplea una máquina de soporte vectorial (SVM), logrando 

clasificar los estados mentales (descansado y fatiga) así como las áreas del cerebro 

asociadas a la fatiga. Por otra parte, (Luo et al., 2019) proponen un método en el 

cual se usa el algoritmo de factor de escala adaptativo, con el que se obtuvo un 

factor de escala con el objetivo de reconstruir la señal EEG y se procedió a sacar 

las entropías permutativa, muestral y difusa.  Con este método se obtuvo un 95% 
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de eficacia, pero debido a que el método resulta en un uso alto de recursos 

computacionales no se considera práctica su implementación. (Ji et al., 2019) 

utilizaron una red neuronal convolucional en cascada de tareas múltiples, en la cual 

se utilizan 3 redes neuronales, las cuales se usan para delimitar la región de la cara, 

eliminar falsos positivos y obtener los puntos característicos de la cara, tales como 

los ojos y las comisuras de la boca. Aparte, se utilizaron dos redes más para definir 

el estado de los ojos y la boca. Para determinar la fatiga se utilizaron la frecuencia 

del pestañeo, el tiempo que permanecen los ojos cerrados y el tiempo del bostezo.  

Además, (H. Wang et al., 2019) propone un método que, mediante señales EOG y 

EMG, busca determinar la fatiga. Para ello se obtiene la entropía muestral de las 

señales EOG verticales y horizontales, además de la fusión de las entropías 

espectral, muestral y aproximada de distintas bandas de frecuencia de la señal EMG. 

Para la clasificación se usó una máquina de vector relevante, con la que se obtuvo 

una eficacia del 99%.  

Con relación a la detección de estrés, Melillo et al. (2011), utilizó la variación 

del ritmo cardíaco para este fin. Para esto se usaron métodos tales como el gráfico 

Poincaré, aproximación de entropía, correlación de dimensión, análisis de 

fluctuación y la gráfica recursiva. Después de obtener las características se calculó 

la media, la desviación estándar y la mediana para describir su comportamiento 

durante el periodo de estrés y de reposo. Para la clasificación se utilizó el análisis 

discriminante lineal. Mediante este método se buscan las combinaciones de las 

características de entrada que permitan distinguir entre dos clases. Al final la 

efectividad de este método fue del 82%. Por otra parte, J. Healey & Picard (2000) 

realizó un algoritmo que utiliza distintas señales, las cuales son de electromiografía, 

electrocardiografía, conductividad de la piel y la respiración. Se obtuvieron la media 

y la varianza de cada minuta de las señales, además, del electrocardiógrafo se 

obtuvo además el ritmo cardíaco. Mediante un clasificador lineal se prueba la 

efectividad de cada característica individualmente, esto para verificar que tan 

buenas son para diferenciar los distintos estados. Se seleccionan las mejores 
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características y mediante el algoritmo de k-vecinos más cercanos se realiza la 

clasificación final. Para este algoritmo se obtuvo una efectividad del 88%. 

Recientemente, Zubair & Yoon (2020) desarrollaron un algoritmo que usa series de 

variabilidad de frecuencia de pulso ultracorta. Para su estudio utilizaron 14 

estudiantes graduados, cuyas edades rondaban entre 25 y 30 años. Ninguno ha 

padecido ninguna enfermedad cardíaca o mental. Su usaron dos experimentos para 

registrar las señales de fotopletismografía (PPG) relacionadas con el estrés. El 

primero se diseñó como una serie de tareas aritméticas para inducir el estrés, las 

cuales tuvieron distinto nivel de dificultad. El segundo experimento consistió en 

mostrar el nombre de ciertos colores en una pantalla, y se le preguntaba al sujeto 

cual era la primera letra del color de la palabra. En el primer nivel de dificultad el 

color de las letras coincidía con las palabras, mientras que en el segundo nivel de 

dificultad las palabras se encontraban con un color distinto al de la palabra. Una vez 

caracterizada la señal se clasifican las señales mediante una máquina de vector 

soporte, y su precisión estuvo por encima del noventa por ciento. 

A nivel interno, en la universidad no se encontraron trabajos relacionados 

con la fatiga como un estado fisiológico; únicamente se analiza como una propiedad 

mecánica. 

A partir de los trabajos revisados, se observa que las metodologías 

empleadas requieren de la combinación de dos o más señales fisiológicas para 

detectar la fatiga; por otra parte, también se aprecia que tanto las técnicas de 

procesamiento como las técnicas de clasificación tienen una carga computacional 

considerable, lo que para una potencial aplicación en un sistema de detección en 

tiempo real de fatiga pudiera no ser práctico. 

1.3 Justificación  

Debido a la demanda laboral que se presenta hoy en día en muchas 

ocasiones los trabajadores se presentan al trabajo en condiciones en las cuales no 

pueden realizar sus actividades de manera óptima.  Por otra parte, Gutiérrez Alanis 
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et al. (2015) menciona que en un estudio realizado en una empresa farmacéutica el 

25% de los trabajadores a los cuales se les realizo el estudio padecían fatiga y/o 

estrés, que se relacionan a exceso de trabajo, debido a tener que cumplir con la 

cuota de producción. Esto derivó en daños a la salud y al rendimiento dentro de la 

empresa. tiempo de descanso personal para cumplir con las restantes obligaciones.  

De acuerdo con Páez y Abarca (2017), la fatiga/estrés contribuye en al 

menos el 24% de los accidentes de tráfico. Esta situación causó en el año 2018, 

que 34 589 personas infortunadamente perdieran la vida a causa de accidentes de 

tránsito (INEGI, 2018). Esta situación demuestra la imperiosa necesidad de 

desarrollar estrategias que puedan detectar, a través de señales fisiológicas, 

cuando una persona esté experimentando estrés cuando maneja, ya que de esta 

manera se podrán prevenir una gran cantidad de muertes. Como ya se ha 

mencionado anteriormente el uso de señales EMG resulta más sencillo, debido a 

que su adquisición y procesamiento son más sencillos, además de que la 

complejidad de la señal no es tan alta como en otros casos, por ejemplo, las señales 

EEG. Desarrollar una metodología que sea capaz de detectar si una persona se 

encuentra en estado de fatiga, y que de una alarma evitar que la persona se 

exponga mientras realiza el trabajo es altamente deseable. Estas razones justifican 

la elaboración del presente trabajo. 

1.4 Descripción del problema 

Detectar la fatiga y el estrés asociado a ella es un asunto que se mantiene 

vigente a pesar del tiempo que se ha estudiado. Esto es debido a que, a pesar de 

las varias señales que proporciona el cuerpo al entrar en fatiga o sentirse estresado, 

el encontrar un método que sea eficaz para su detección y que a su vez sea práctico, 

o sea aplicable a un entorno real, no se ha resuelto. Este problema se debe sobre 

todo a la complejidad de las señales, las cuales son de difícil aplicación a ambientes 

comunes, tanto por la complejidad de la señal como los requisitos para obtenerla, 

ya que muchas veces se requiere que el paciente se mantenga en condiciones que 

difícilmente se podrán mantener en la vida diaria (Luo et al., 2019). Así mismo, es 
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necesario indicar que la detección del estrés es aún más problemática, ya que las 

diversas manifestaciones que éste tiene en el cuerpo humano pueden confundirse 

con otras condiciones, no necesariamente causantes de algún problema, pero que 

dificultan su detección. 

Los métodos más efectivos para detectar la fatiga o el estrés utilizan 

señales electroencefalográficas, cardiacas o una combinación de ambas. Esto 

implica, como ya se ha mencionado (Liu et al., 2016), que se deban generar 

metodologías cuya carga computacional sea mayor, lo que implica que el sistema 

de procesamiento deba cumplir con requisitos muy concretos, generado 

potencialmente mayores costos de comercialización, además de restringir su uso 

en ambientes muy controlados. Una señal fisiológica que poco se ha explorado para 

hacer la detección de la fatiga o estrés es la señal EMG. Su uso implica que se 

simplifica la adquisición de los datos, ya que la mayoría de las veces solo se requiere 

conectar los electrodos en la zona de la cual se obtendrá la señal. Además, las 

técnicas utilizadas en el procesamiento de las señales EMG son variados, ya que 

suelen ser las más fáciles de trabajar al ser más específicas que, por ejemplo, una 

señal EEG. 

 

1.5 Hipótesis y objetivos 

1.5.1 Hipótesis 

Al emplear una técnica de descomposición de señales y medidas no 

lineales, es posible hacer la diferenciación entre una persona fatigada o no fatigada 

empleando señales de electromiografía. 

1.5.2 Objetivo General: 

Desarrollar una metodología para el análisis de señales EMG, empleando 

una transformada tiempo-frecuencia y medidas no lineales, para la detección de 

fatiga en personas. 
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1.5.3 Objetivos Particulares: 

1) Descomponer las señales mediante la aplicación de técnicas de tiempo-

frecuencia para su posterior procesamiento. 

2) Extraer características a las señales descompuestas mediante medidas no 

lineales para determinar si existe fatiga. 

3) Analizar las características obtenidas, por medio de métodos estadísticos, 

para definir cuál presenta mayor diferencia entre fatiga y no fatiga. 

4) Implementar un algoritmo, mediante técnicas de inteligencia artificial, capaz 

de clasificar las señales obtenidas para determinar fatiga.  

1.6 Planteamiento General 

A continuación, se presenta el esquema del planteamiento general del 

problema, el cual consta de 4 etapas. 

 

Se aplicarán técnicas para la descomposición de la señal en el dominio de 

tiempo-frecuencia, para después caracterizar la señal mediante técnicas no lineales. 

Al conseguir las características se procederá a realizar el análisis estadístico, con 

el cual podremos determinar si las características obtenidas son independientes 

entre sí. Al final, se utilizará un sistema de clasificación que diferencie entre el 

estado mental de fatiga y de no fatiga.   

 

 

 

 

Figura 1.1 Planteamiento del problema 
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2.1 Electromiografía  

La electromiografía es el procedimiento mediante el cual se registra la 

actividad eléctrica del músculo. La unidad básica del músculo (UM) consiste en una 

sola fibra motora nerviosa y el conjunto de fibras musculares a la cual está unida 

(Webster & Clark, 2010). El potencial evocado de la UM tiene una duración de entre 

3-15ms y una amplitud de 20 a 2000 µV. Las señales EMG han sido ampliamente 

utilizadas para el diagnóstico de patologías, esto debido a la facilidad con la cual 

pueden ser obtenidas. 

2.4 Fatiga 

La fatiga es un estado fisiológico causado por largos periodos de demanda 

cognitiva (Marcora et al., 2009). Aunque en la mayoría de los casos con un simple 

periodo de descanso desaparece, la exigencia laboral ha provocado que las 

Figura 2.1 Ejemplo de señal EMG 
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personas suelan ignorar los síntomas de fatiga para cumplir la demanda. Esto puede 

derivar en accidentes, los cuales en algunos trabajos pueden llegar a ser fatales, 

además de disminuir el desempeño en el trabajo.  

Complementando lo visto en el primer capítulo, Navarrete et al. (2004) 

menciona que, en Estados Unidos, entre los años 1991 y 1993, se reportó que la 

causa de entre el 30% y el 40% de los accidentes relacionados al transporte se 

debieron a la fatiga de los conductores. Así pues, la fatiga empezó a tener mayor 

relevancia en cuanto a la seguridad vial. Por otra parte, existe también una relación 

entre el tipo de arreglo económico, el pago por hora en lugar de kilómetros 

recorridos disminuye la incidencia de accidentes, así como el número de horas 

reglamentarias de servicio continuo.  

De acuerdo con (Hu & Lodewijks, 2020), suele haber una confusión al 

momento de definir la fatiga, ya que varios autores suelen mezclar el concepto de 

fatiga con el de somnolencia. Es importante separar estos dos conceptos, ya que el 

origen de ambos es diferente. Dado que se derivan de distintos factores, es 

fundamental definir cuáles son dichas causas de ambos padecimientos: 

 Somnolencia: es provocada por una insuficiente cantidad de sueño, aunque 

también puede ser un síntoma en los casos de fatiga pasiva. Aun cuando 

puede ser un síntoma de fatiga, es importante diferenciarlos, debido a que 

sus manifestaciones fisiológicas son diferentes. Mientras que la fatiga 

desaparece con un periodo de descanso e inactividad, la somnolencia 

empeora.  

 Fatiga mental: se deriva de grandes cargas de trabajo cognitivo, lo que se 

exterioriza como un aumento en la incomodidad y perdida de respuesta, lo 

que conlleva a una disminución en la calidad de trabajo. Hay que resaltar los 

factores que de los cuales se origina la fatiga, pues debido a estos se pueden 

diferenciar dos tipos de fatiga: 
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a)  Fatiga activa: proviene de una prolongada jornada de trabajo, en el cual 

se requiere una elevada cantidad de esfuerzo mental. Un ejemplo sería 

una carretera donde haya muchos obstáculos y se requiera la máxima 

concentración del conductor provocara a la larga una disminución en sus 

reflejos. Naturalmente, después de horas de una actividad exigente, las 

personas suelen presentar síntomas tales como la angustia y la 

preocupación. 

b) Fatiga pasiva: se origina cuando la carga mental es leve en actividades 

prolongadas. Es principalmente caracterizado por una disminución en la 

motivación de seguir realizando una labor, además de que se presenta un 

aumento en la sensación de somnolencia. Uno de sus principales riesgos 

es el caso en el que ocurra un evento imprevisto, y al no estar alerta no 

se reaccione con suficiente rapidez. Esto, en circunstancias tales como la 

conducción por carreteras en las que haya pocos coches, pueden resultar 

en accidentes graves. 

2.4.1 Estrés 

El estrés puede ser definida como una reacción que ocurre al pasar de un 

estado de calma a un estado excitado, con el fin de preservar la integridad del 

organismo (K. Wang & Guo, 2020). La relación entre el desempeño al conducir y el 

estrés del conductor se puede expresar como una U invertida, el desempeño 

incrementa con el estrés hasta un estado optimo, y después empieza a disminuir 

debido al estrés derivado de la continua actividad. El punto óptimo de estrés varia 

en cada persona. Debido a esto, es posible distinguir un rendimiento bajo al conducir 

al detectar un nivel anormal de estrés, el cual puede hacer que el conductor 

disminuya su capacidad de realizar decisiones rápidamente. 

2.5 Procesamiento digital de señales 

El procesamiento de señales es la ciencia del análisis, la síntesis, el 

muestreo, la transformación, la decodificación, el mejoramiento, el transporte, y en 
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general de la manipulación de las señales de alguna manera (Antoniou, 2018). El 

manejo apropiado de las señales es crucial a la hora de obtener un buen resultado, 

una metodología apropiada simplifica el problema y reduce la carga computacional 

requerida. De hecho, al momento de aplicar un algoritmo, no solo se debe tomar en 

cuenta la cantidad de operaciones que requiere, sino además que tan adecuado es 

para la arquitectura de la computadora en la cual se ejecuta (Lim et al., 1988).  

En el presente trabajo el procesamiento de la señal se llevará, a grandes 

rasgos, a través de tres pasos. La primera etapa será la descomposición de la señal 

a través de la transformada de descomposición empírica de modos, la cual separa 

la señal en bandas específicas de frecuencia. A continuación, se obtendrá el valor 

fractal de las distintas bandas de frecuencia, esto mediante cuatro algoritmos 

distintos, los cuales son los métodos de box counting, Higuchi, Katz y Sevcik. Como 

paso final, se utilizará una red neuronal como clasificador, completando así la 

finalidad del trabajo, que es la determinación de la fatiga mediante señales EMG. 

2.5.1 Descomposición empírica de modos. 

La descomposición empírica de modos (EMD) permite descomponer una 

señal en un conjunto de bandas de frecuencias, las cuales con conocidas como 

funciones de modo intrínseco (IMFs) (Moreno-Gómez et al., 2018). Esta 

transformada es ideal para analizar señales no lineales y no estacionarias. Para 

obtener cada IMF de la señal se deben de cumplir dos condiciones, la primera es 

que el número de cruces por cero y máximos debe ser igual, la segunda es que el 

valor promedio de los envolventes superior e inferior debe ser igual a cero.  

El proceso para descomponer una señal dada en diferentes IMFs es 

llamado proceso de cernido, y se puede dividir en los siguientes pasos (Dong et al., 

2009): 

1. Identificar todos los máximos locales de la señal y unirlos mediante una curva 

cubica, la cual será la envoltura superior. 
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2. Repetir el primer paso para los mínimos locales para obtener la envoltura 

inferior. 

3. Designar el promedio como 𝑚1(𝑡) y obtener la diferencia entre la señal 

original,𝑥(𝑡), y el promedio: 

 

ℎ1 = 𝑥(𝑡) − 𝑚1(𝑡) 
(Ecuación 
2.1) 

4. En caso de que ℎ1(𝑡)no satisfaga las condiciones de una IMF se repite del 

paso uno al paso 3, hasta obtener la primer IMF. Entonces, es designada 

como: 

𝑐1(𝑡) = ℎ1𝑘(𝑡) 
(Ecuación 

2.2) 

5. Se remueve 𝑐1(𝑡)de la señal original, obteniendo así el residuo: 

𝑟1(𝑡) = 𝑥(𝑡) − 𝑐1(𝑡) 
(Ecuación 

2.3) 

6. Tratando a 𝑟1(𝑡)como una nueva señal, se repite el proceso de cernido hasta 

que el residuo se convierta en una función monótona de la cual no se puedan 

extraer más IMFs. 

7. Sumando todas las IMFs y el ultimo residuo se reconstruye la señal original: 

𝑥(𝑡) =∑𝑐𝑖(𝑡) + 𝑟𝑛(𝑡)

𝑛

𝑖=1

 
(Ecuación 

2.4) 

2.5.2 Fractales 

Los fractales son objetos conceptuales que existen en el espacio de los 

sistemas caóticos (Theiler, 1990). Se caracterizan por ser autosimilares, lo cual 

implica que, sin importar la escala, la forma se mantendrá. Esta propiedad es una 

de las razones por las cuales los fractales son usados en distintas disciplinas, ya 

que es una herramienta útil para caracterizar distintos elementos de diferentes áreas. 
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Por eso, en el procesamiento de señales resulta provechoso al poder mesurar la 

repetitividad de las señales no lineales y no estacionarias, ya que su naturaleza las 

vuelve más complejas de analizar.  

A lo largo del tiempo, se han desarrollado métodos para cuantificar los 

fractales de una señal. Dentro de la metodología propuesta en se pretende probar 

cuatro algoritmos distintos, y mediante la combinación de estos se pretende 

caracterizar la señal EMG del parpado para determinar el estado de fatiga mental. 

2.5.2.1 Katz 

El algoritmo de Katz calcula la fractalidad mediante el uso de conjunto de 

pares de puntos (Katz, 1988). Como primer paso, se calcula la longitud total de la 

curva mediante la suma de las distancias entre puntos consecutivos. 

𝐿 = ∑(𝑥(𝑖+1) − 𝑥𝑖)

𝑁−1

𝑖=1

 
(Ecuación 

2.5) 

 

Después, se obtiene la distancia entre el primer punto y el punto más lejano 

a este. 

𝑑 = 𝑚𝑎𝑥(𝑥𝑖 − 𝑥1) 
(Ecuación 

2.6) 

 

Además, se usa el cociente de la longitud de la curva entre la distancia 

promedio entre puntos sucesivos, representado por la letra a. 

𝑛 = 𝐿 𝑎⁄  (Ecuación 2.7) 

 

Para finalizar, se estima el valor fractal mediante la siguiente formula: 
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𝐷 =
𝑙𝑜𝑔(𝑛)

𝑙𝑜𝑔(𝑛) + 𝑙𝑜𝑔 (
𝑑
𝐿)

 (Ecuación 2.8) 

 

2.5.2.2 Sevcik 

Sevcik obtiene el valor fractal mediante el uso de un conjunto de valores 

muestreados de una señal (Sevcik, 2010). Estos valores se normalizan, tanto en las 

abscisas como en las ordenadas, mediante las siguientes formulas: 

  

𝑥𝑛 =
𝑥𝑖

𝑥𝑚𝑎𝑥
 (Ecuación 2.9) 

                                                       

𝑦𝑛 =
(𝑦𝑖 − 𝑦𝑚𝑖𝑛)

(𝑦𝑚𝑎𝑥 − 𝑦𝑚𝑖𝑛)
 (Ecuación 2.10) 

     

Además, se obtiene la longitud de la curva de la señal normalizada, esto 

mediante la suma de la distancia euclidiana de valores consecutivos: 

𝐿 = ∑√(𝑥𝑖+1
𝑛 − 𝑥𝑖

𝑛)2 + (𝑦𝑖+1
𝑛 − 𝑦𝑖

𝑛)2
𝑁−1

𝑖=0

 (Ecuación 2.11) 

 

Una vez que se tiene la longitud total de la curva, se calcula la fractalidad 

mediante la siguiente formula: 

𝐷 = 1 +
𝑙𝑛(𝐿)

𝑙𝑛(2 ∗ (𝑁 − 1))
 (Ecuación 2.12) 

2.5.2.3 Box counting 

El método de box counting consiste en dividir la señal en cuadrados de 

tamaño ε (Prieto et al., 2011). Después de esto se cuenta el número de cuadrados 
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N requeridos para cubrir la totalidad de la señal. Al final se obtiene la fractalidad 

mediante la siguiente formula: 

𝐵𝐶𝐹 =
−𝑙𝑜𝑔10(𝑁(𝜀))

𝑙𝑜𝑔(𝜀)
 

(Ecuación 
2.13) 

2.5.2.4 Higuchi 

El algoritmo de para calcular la fractalidad de Higuchi comienza con 

transformar la señal en un nuevo conjunto de datos 𝑋𝑘
𝑚de acuerdo con la siguiente 

definición (Higuchi, 1988):  

𝑋𝑘
𝑚; 𝑋(𝑚), 𝑋(𝑚 + 𝑘), 𝑋(𝑚 + 2𝑘), . . . , 𝑋 (𝑚 + [

𝑁 −𝑚

𝑘
] ⋅ 𝑘) (𝑚

= 1,2, . . . , 𝑘) 

(Ecuación 
2.14) 

 

Después, se define la longitud de la curva 𝑋𝑘
𝑚de la siguiente manera: 

𝐿𝑚(𝑘) =

{
 

 

(

 ∑ |𝑋(𝑚 + 𝑖𝑘)

[
𝑁−𝑚
𝑘

]

𝑖=1

− 𝑋(𝑚 + (𝑖 + 1) ⋅ 𝑘)|

)

 
𝑁 − 1

[
𝑁 − 𝑚
𝑘

] ⋅ 𝑘
}
 

 

𝑘 

(Ecuación 2.15) 

 

donde 𝑁 − 1 [
𝑁−𝑚

𝑘
] ⋅ 𝑘⁄ representa el factor de normalización. Este proceso 

se realiza con un valor k inicial de uno, incrementando en una unidad cada iteración 

hasta llegar al valor máximo requerido. A continuación, se obtiene el valor promedio 

de cada subconjunto 𝐿𝑚(𝑘) . Para obtener la dimensión fractal D, se busca la 

proporcionalidad entre el valor promedio ⟨𝐿𝑚(𝑘)⟩y 𝑘−𝐷. 

⟨𝐿𝑚(𝑘)⟩ ∝ 𝑘
−𝐷 (Ecuación 2.16) 
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2.5.3 ANOVA 

El análisis de varianza (ANOVA) es una técnica estadística que permite 

estimar las diferencias que existen entre distintos conjuntos de datos (Kim, 2017). 

Al evaluar estos conjuntos se obtiene un valor que indica la probabilidad de rechazar 

la hipótesis nula, lo que significa que no hay diferencia entre los conjuntos. Este 

valor varía en el intervalo de 0 a 1, donde 0 significa que no existe similitud entre los 

datos, mientras que el 1 representa que los datos contenidos en estos conjuntos 

son iguales o comparten información (Amezquita-Sanchez et al., 2018). 

2.5.4 Redes neuronales probabilísticas  

Las redes neuronales se componen de elementos adaptativos conectados 

en paralelo, los cuales interactúan de forma similar a la que lo hace el sistema 

nervioso humano (Matich, 2001). El perceptrón multicapa, la red neuronal más 

empleada, ilustrada en la Figura 2.10, presentan ciertas desventajas que lo vuelven 

inviable para clasificar los datos obtenidos, siendo la principal que tiene dificultades 

para manejar datos que están muy cercanos entre sí (Haykin, 2008). Si bien es 

cierto que potencialmente pueden agregarse neuronas en la capa oculta, el 

entrenamiento de estas no garantiza que puedan detectar esas diferencias, además 

de hacer tardado el tiempo de entrenamiento (Haykin, 2008). Esto implica que 

Figura 2.2 Perceptrón multicapa 
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diversas alternativas deben explorarse, considerando que no deben ser 

computacionalmente complejas tanto en su esquema de implementación como en 

el tiempo de cómputo requerido para obtener un resultado. 

 

Para el presente trabajo se utilizó una red neuronal probabilísticas (RPN) 

(Pérez Ramírez & Fernández Castaño, 2007), ya que puede manejar conjuntos de 

datos cuyos valores se encuentran muy cerca, además de poder incorporar la 

incertidumbre que los mismos datos tienen, cuestión que para señales fisiológicas 

es importante (Haykin, 2008). La Figura 2.11 muestra de manera gráfica la RPN.  

 

El funcionamiento de una RPN se describe a continuación. En primer lugar, 

se realiza el producto punto del vector de pesos por el vector de entradas 𝑧𝑖 = 𝑥 ⋅ 𝑤𝑖. 

Cada neurona cuenta con una función de activación dada por 𝑒𝑥𝑝 (
𝑧𝑖−1

𝛼2
).  La primera 

capa se encarga de calcular las distancias desde el vector de entrada a los vectores 

de entrenamiento. Se debe de considerar que para cada vector de entrada existe 

un vector de salidas deseadas. Estos vectores de entrada tienes K elementos, de 

los cuales alguno de ellos tiene un valor de uno, y los demás tienen el valor de cero. 

Así cada vector de entrada se agrupa con una clase. Como ya se mencionó 

Figura 2.3 Red neuronal probabilística 
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anteriormente, en la primera capa se calculan las distancias entre la entrada y el 

conjunto de entrenamiento. Después, elemento por elemento se multiplica y el 

resultado pasa por la función de activación. Las entradas que se encuentran 

próximas a un vector de entrenamiento tienen un valor de salida en la primera capa 

cercano a uno. Para la segunda capa se multiplica la matriz de vectores deseados 

por la salida de la capa anterior. El resultado pasa por una función de transferencia 

de tipo competitiva, la cual asigna un uno en el elemento con mayor valor, y cero en 

los demás.  

Es importante notar que, para la RPN, la función de activación de cada 

neurona es una Gaussiana, cuya expresión es: 

 

𝑔1(𝑥) = [1 √(2𝜋𝜎2)𝑁⁄ ] 𝑒𝑥𝑝 {−‖𝑥 − 𝑥(𝑝)‖
2
(2𝜎2)⁄ } (Ecuación 2.17) 

 

Donde los valores de σ equivalen a la mitad de la distancia promedio entre 

los vectores en el mismo grupo. Para el total de neuronas de la capa, la salida se 

expresa como: 

 

𝑓1(𝑥) = [1 √(2𝜋𝜎2)𝑁⁄ ] (1 𝑃⁄ )∑𝑒𝑥𝑝

𝑃

𝑝=1

{−‖𝑥 − 𝑥(𝑝)‖
2
(2𝜎2)⁄ } (Ecuación 2.18) 

 

Siendo x y y los vectores de entrada para cada clase, x(p) y y(p) los vectores 

de caracterización, y σ es el parámetro de propagación. Además, ‖𝑥 −

𝑥(𝑝)‖representa la distancia euclidiana entre x y x(p). El parámetro de propagación 

es el que se ajusta durante el entrenamiento, mismo que se obtiene usando el 

método del gradiente conjugado para obtener la menor distancia entre x y x(p) (Kusy 

& Zajdel, 2014). 
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3. Metodología  
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En el presente capítulo se abordará la metodología que se usará para el 

procesamiento de señales. Además, se explicará el método de obtención de la señal, 

así como la aplicación de cada algoritmo de fractalidad sobre una señal sintética 

para comprobar la detección en el cambio de los fractales.  

3.1 Metodología propuesta 

 

 Primer paso: Separar las señales. De acuerdo con K. Wang & Guo (2020), 
las señales se dividen en tres etapas, estrés bajo, estrés medio y estrés 
medio. Para el simplificar el análisis se descompusieron las señales de 
acuerdo con estos tres parámetros, de acuerdo con el tiempo estimado en 
cada uno. 
 Estrés bajo: en este caso se tomaron los primeros y últimos quince 

minutos de cada señal. Para esto se calculó el número de datos que se 

adquieren en quince minutos mediante una relación entre la frecuencia 

de muestreo y la cantidad de segundos que hay en quince minutos. A 

partir de estos datos se extraen los datos de cada señal. 

 Estrés medio: a diferencia del estrés bajo, en este caso no se conoce con 

exactitud, sin embargo, se conoce que ocupa aproximadamente el 36% 

de la señal, 18% después de los primeros quince minutos y el otro 18% 

antes de los últimos quince minutos. Debido a esto para calcular cuantos 

datos se toman para el estrés medio se estima la cantidad de datos que 

Figura 3.1 Metodología propuesta 
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ocupan el 18% de la señal. Con el resultado se extraen esa cantidad de 

datos de la señal a tomando como referencia los límites que existen en 

cada sección de estrés bajo. 

 Estrés alto: de la misma manera que el estrés medio, no se conoce 

exactamente el tiempo que ocupa en cada señal. Para extraer los datos 

que corresponden a estrés alto únicamente se toman en cuenta los datos 

que no se utilizaron en las otras dos clases de estrés. 

 Segundo paso: Descomposición EMD. A partir de los datos separados se 

realizó la descomposición EMD de cada señal. Las IMFs resultantes se 

agruparon de acuerdo con su clasificación (estrés bajo, medio o alto).  

 Tercer paso: Calculo de fractalidad. Las descomposiciones obtenidas son 

procesadas con cuatro distintos algoritmos para la obtención del fractal, 

Higuchi, Katz, Sevcik y box counting. Después se almacenan en estructuras 

de datos de acuerdo con el tipo de estrés que corresponden y el algoritmo 

utilizado. 

 Cuarto paso: Análisis ANOVA. Los datos de fractalidad se compararon 

agrupando los datos de acuerdo con la descomposición y tipo de algoritmo 

usado. Mediante el análisis ANOVA se pretende encontrar la descomposición 

apropiada para diferenciar entre los tres estados de estrés, ya que 

proporciona la probabilidad de que cada conjunto de datos sea el mismo. En 

este caso, a menor probabilidad mayor es la diferencia entre cada conjunto 

de cierta descomposición. Por lo tanto, al utilizar dichas descomposiciones 

se obtiene un mejor resultado. 

 Quinto paso: Entrenamiento de la red neuronal. Para el entrenamiento se 

usó una porción de los datos de las descomposiciones seleccionadas. 

Además, se varió el valor “spread” hasta obtener el mejor resultado posible. 
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Por otra parte, se creó una matriz para la asignación de las salidas deseadas 

a cada vector de entrenamiento. 

 Sexto paso: Validación de la red neuronal. Al final, se usa el conjunto 

completo de los datos. Estos se evalúan en la red y se contabiliza la cantidad 

de aciertos que hubo.  

3.2 Base de datos empleada 

 

De acuerdo con Healey & Picard (2005), el protocolo de conducción 

consistió en más de 20 millas de camino y varias instrucciones que los conductores 

debían de seguir. La ruta fue planeada para que lo eventos de distintos grados de 

estrés ocurrieran en momentos específicos, por lo que la conducción incluyo 

Figura 3.2 Comportamiento de la señal en cada etapa 
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periodos de descanso, carretera y conducción urbana para producir estrés bajo, 

medio y alto, respectivamente.  

Dos periodos de descanso ocurren al principio y al final de la conducción. 

Estos descansos consistieron en poner el coche en neutral y sentarse en el garaje 

con los ojos cerrados. Después, los conductores condujeron a través de distintas 

calles hasta llegar a una concurrida calle de la ciudad. El propósito de pasar por 

esta calle fue obtener una situación de alto estrés donde el conductor encontrará 

numerosas situaciones de alto e inesperadas situaciones de peligro. A continuación, 

los conductores llegaban a una carretera, donde se experimentaba una conducción 

ininterrumpida. Después de llegar a la caseta de salida, los conductores debían de 

regresar a la ciudad, tomar la misma calle concurrida y regresar al punto de salida. 

La duración total del recorrido vario entre 50 minutos y hora y media. 

Se usaron cuatro distintos tipos de sensores: electrocardiógrafo.  

electromiógrafo, la conductividad de la piel y la respiración. Los sensores fueron 

conectados a un convertidor analógico-digital aislado de la fuente de poder. El 

convertidor se conectó en una computadora embebida en un Volvo S70. El EMG 

fue conectado en el músculo trapecio, usado comúnmente como un indicador de 

estrés. Además, se usa una cámara montada en el volante y otra en el tablero. En 

total se obtuvieron 27 registros de conducción, aunque solo 14 de ellos contaban 

con la señal EMG necesaria. 

3.3 Ejemplo usando una señal sintética 

Mediante el empleo de una señal sintética se probaron los algoritmos de la 

descomposición EMD y los fractales Katz, Huguchi, Sevcik y Box counting. La señal 

generada consiste en la suma de dos ondas senoidales de 5 Hz y 20 Hz, con una 

frecuencia de muestro de 200Hz durante 5 segundos. La figura siguiente muestra 

la señal realizada. 
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Una vez que se genera la señal se procede a aplicar la descomposición 

EMD sobre ella, obteniendo así dos IMF’s, que se muestras a continuación. 

Figura 3.3 Señal sintética 
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Figura 3.5 Descomposición de la frecuencia de 5Hz 

Figura 3.4 Descomposición de la frecuencia de 20Hz 
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Después, a cada una de las descomposiciones se les aplican los cuatro 

métodos de fractal, obteniendo así ocho valores distintos. La siguiente tabla muestra 

dichos valores. 

 Katz Higuchi BoxCounting Sevcik 

Señal de 20Hz 1.4360507 2.13200819 1.35624811 1.69541882 

Señal de 5Hz 1.35954017 1.82256392 1.76869076 1.51030178 

Tabla 1 Fractales en la señal sintética 

De esta manera, es posible observar como los valores fractales varían 

dependiendo de las características de las señales. Así pues, cuando se presentan 

señales que reflejan distintos estados, como es el caso del estrés, se pueden 

obtener valores fractales diferentes dependiendo de cada estado. Sin embargo, en 

algunas ocasiones las diferencias suelen ser mínimas, o al momento de separar la 

señal algunas de las señales derivadas no presentan diferenciación. Debido a esto, 

resulta necesario realizar un análisis estadístico, de forma que se determine en 

cuales de las características obtenidas se presenta una mayor diferenciación. Esto 

permitirá que al momento de aplicar un clasificador este pueda realizar de manera 

apropiada la diferenciación de estados, obteniendo así una mayor precisión. 
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4. Resultados obtenidos  
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4.1 Cuantificación de los niveles de estrés 

A continuación, se presentan los resultados obtenidos a partir de los fractales 
evaluados en la red neuronal probabilística: 

 Reposo Estrés 
bajo 

Estrés 
medio 

Estrés alto Eficiencia 

Reposo 9 1 0 0 90% 

Estrés 
bajo 

1 9 0 0 90% 

Estrés 
medio 

1 0 9 0 90% 

Estrés alto 0 0 0 10 100% 

Eficiencia 
total 

92.5% 

Tabla 2 Resultados obtenidos con la metodología propuesta 

4.2 Comparación de fractales por cada IMF 

4.2.1  Estrés bajo 

IMF Katz Higuchi BoxCounting Sevcik 

1     1.4002     1.9898    -1.3946     1.5707 

2     1.3742     1.9434    -1.4323     1.5091 
3     1.3424     1.8179    -1.4288     1.4396 

4     1.3012     1.5206    -1.4104     1.3546 
5     1.2684     1.1452    -1.3648     1.2928 

6     1.2319     1.0261    -1.3884     1.2432 

7     1.2073     1.0059    -1.4127     1.2121 
8     1.1656     1.0007    -1.3758     1.1704 

9     1.1264     1.0007    -1.2216     1.1240 
10     0.4796     0.4289    -0.5136     0.4782 

Tabla 3 Comparación estrés bajo 

4.2.2 Estrés Medio 

IMF Katz Higuchi BoxCounting Sevcik 

1     1.3996     1.9810    -1.4086     1.5577 
2     1.3642     1.9272    -1.4182     1.4729 

3     1.3256     1.7745    -1.4220     1.3930 
4     1.3030     1.4926    -1.4507     1.3464 

5     1.2710     1.1284    -1.4447     1.2907 
6     1.2321     1.0230    -1.4525     1.2383 

7     1.1970     1.0048    -1.4225     1.2013 

8     1.1482     1.0018    -1.2375     1.1402 
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9     0.4826     0.4291    -0.5086     0.4813 

10          0          0          0          0 
Tabla 4 Comparación estrés medio 

4.2.3 Estrés Alto 

IMF Katz Higuchi BoxCounting Sevcik 

1     1.3768     1.9803    -1.2968     1.5051 

2     1.3454     1.9247    -1.3359     1.4339 
3     1.3224     1.7691    -1.3784     1.3856 

4     1.2948     1.4717    -1.3878     1.3280 
5     1.2690     1.1085    -1.3977     1.2830 

6     1.2392     1.0173    -1.4388     1.2413 
7     1.2036     1.0031    -1.4164     1.1985 

8     1.1535     1.0008    -1.2927     1.1458 

9     1.1115     1.0001    -1.1854     1.1142 
10     0.0779     0.0714    -0.0779     0.0777 

Tabla 5 Comparación estrés alto 

4.3  Valores P conseguidos con la técnica ANOVA 

Se evalúan las diez IMF’s, agrupando los valores de fractalidad obtenidos en 
los estados de estrés bajo, medio y alto, de manera que se puedan comparar la 
diferencia entre los fractales de cada IMF que se calculó. 
IMF Katz  Higuchi BoxCounting Sevcik 

1     0.3004     0.9064     0.0803     0.3812 
2     0.7171     0.0726     0.1720     0.8088 

3     0.1186     0.0036     0.0023     0.1545 

4     4.8700e-04     0.4283     9.9324e-05     0.0016 
5     7.9835e-04     0.1560     0.0038     0.0078 

6     4.0007e-06     0.0328     2.0114e-05     5.2116e-06 
7     5.0917e-04     0.0205     1.6024e-05     1.0132e-05 

8     0.0906     0.0339     0.3033     0.0084 
9     0.3650     0.3706     0.1620     0.4685 

10     4.7671e-04     4.6251e-04     8.5327e-05     4.7750e-04 
Tabla 6 Valores de probabilidad obtenidos mediante ANOVA 

A continuación, se muestran las gráficas de cajas y bigotes de los fractales 
elegidos para la red neuronal: 
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Figura 4.1 Katz quinta IMF 

 
Figura 4.2 Katz sexta IMF 
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Figura 4.3 Higuchi tercer IMF 

 
Figura 4.4 Higuchi cuarta IMF 
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Figura 4.5 BoxCounting quinta IMF 

 
Figura 4.6 BoxCounting sexta IMF 
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Figura 4.7 Sevcik quinta IMF 

 
Figura 4.8 Sevcik sexta IMF 
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4.4 Discusión 

En el presente trabajo se ha podido obtener una precisión mayor al 90%, la 

cual es una precisión similar a otros trabajos similares. Por una parte, Horng et al. 

(2004) presenta la menor precisión entre los diferentes trabajos comparados. Esto 

se debe a que la metodología usada resulta bastante imprecisa, ya que la señal de 

video se ve afectada en gran medida por los cambios en la luz ambiental. Por otra 

parte, el trabajo de Cai et al. (2019) fue el que obtuvo la mayor precisión, sin 

embargo, la adquisición de las señales que ocupa resulta complicada, ya que para 

adquirir de forma correcta las señales EEG es necesario que la superficie se 

encuentre apropiadamente preparada, lo cual resulta imposible en situaciones 

reales. Por otro lado, las señales ECG también presentan problemas al momento 

de la adquisición, ya que la conexión ocupa conectar los electrodos en posiciones 

que resultan complicadas, sobre todo cuando es necesario realizar movimientos 

constantes. Las señales EMG permiten solucionar estos problemas, ya que la 

colocación no necesita una preparación tan complicada. Además, al colocarse en 

una zona en específico los problemas que pueden ocurrir al haber movimiento se 

disminuyen. 

Trabajo Señal Metodología Precisión 

Horng et al., 2004 Video Se coloca una cámara en el tablero del 
coche. Al video obtenido se le realiza una 
transformación de la escala RGB a HSI, y 
mediante un operador Sobel se obtiene la 
posición de los ojos. La detección del 
parpadeo se obtiene cuando no se puede 
identificar el ojo, o sea, cuando el ojo está 
cerrado. 

88.9% 

Cai et al., 2019 EEG Se conecta una gorra de adquisición de 40 
canales a los conductores. Mediante un 
gráfico de visibilidad horizontal se recrea el 
mapa del cerebro, identificando los nodos 
que se activan de acuerdo con el estado 
mental del conductor. Se utiliza una máquina 
de soporte vectorial para clasificar los 
estados mentales de fatiga y descanso.  

99.09% 



37 

Luo et al., 2019 EEG Se utiliza un factor de escala adaptativo, el 
cual permite reconstruir la señal EEG. A la 
señal reconstruida se le calcula tres tipos de 
entropías, la permutativa, la muestral, y 
difusa. Como clasificador se usó una 
máquina de soporte vectorial. 

95.37% 

Melillo et al., 2011 ECG Se utiliza la variación del ritmo cardiaco, y los 
métodos usados para el procesamiento de la 
señal fueron la entropía, la correlación de 
dimensión, el análisis de fluctuación y la 
gráfica recursiva. A estas características se 
les calcula la media, la desviación estándar y 
la mediana, con lo cual se puede usar como 
clasificador el análisis discriminante lineal. 
Se prueban las combinaciones de las 
características que puedan diferenciar entre 
los dos estados. 

90% 

Zubair & Yoon, 2020 PPG A las señales adquiridas se les realiza el 
procesamiento necesario para obtener 
diferentes características de la variación del 
ritmo cardiaco, tales como la media, la 
desviación estándar, o la entropía, entre 
otras. Al elegir las características que mejor 
diferencian los diferentes estados se utiliza 
una máquina de soporte vectorial para 
realizar la clasificación. 

94.33% 

Este trabajo EMG Se utiliza la descomposición empírica de 
modos para separar la señal en diferentes 
rangos de frecuencias. A las 
descomposiciones se les aplican diferentes 
fractales para su caracterización. Se utiliza la 
técnica ANOVA para determinar cuáles son 
las descomposiciones y características que 
permiten diferenciar de mejor manera los 
diferentes estados. Al final se usa una red 
neuronal probabilística para la clasificación 
de los estados. 

92.5% 

Tabla 7 Comparación de resultados 
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prospectivas 
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5.1 Conclusiones y prospectivas 

La fatiga es el estado fisiológico que se produce al realizar una tarea 

durante un periodo prolongado de tiempo sin tomar un descanso adecuado. Esto 

provoca que el rendimiento cognitivo disminuya, por lo que la persona que se 

encuentra en estado de fatiga sea incapaz de realizar sus actividades con la 

atención necesaria para evitar accidentes. Esto cobra especial importancia en 

actividades prolongadas y en las cuales se posee un riesgo alto de tener un 

accidente grave, como es el caso de la conducción, donde, de acuerdo con Páez y 

Abarca (2017), la fatiga en los conductores causa el 24% de los accidentes de tráfico. 

Debido a esto, en el presente trabajo de tesis se propone una metodología 

que, mediante el uso de la descomposición empírica de modos, junto con el uso de 

fractales y una red neuronal probabilística, se detecte la fatiga mediante señales 

EMG. Para esto, se usó una base de datos con catorce señales EMG obtenidas 

bajo un protocolo de conducción que permitiera detectar las diferencias que se 

presentan entre los estados de reposo, de bajo estrés, de medio estrés y alto estrés. 

A estas señales se les aplico el algoritmo EMD, obteniendo una serie de 

descomposiciones para cada señal. A su vez, a cada descomposición se le aplicaron 

cuatro diferentes algoritmos para obtener su valor de fractalidad. Después, 

mediante el análisis estadístico ANOVA se determinaron cuales señales permitían 

distinguir mejor entre los diferentes estados. Al final, se utilizan los valores de los 

fractales de estas señales para entrenar y validar la red neuronal probabilística. De 

esta forma, se pudo obtener una precisión del 92.5%. 

Al obtener estos resultados es posible determinar que el método planteado 

es útil para detectar la fatiga, aunque se deben considerar algunos puntos para un 

trabajo futuro que permita mejorar la metodología para su aplicación en un entorno 

real. En primer lugar, debido a las restricciones derivadas a la contingencia sanitaria 

no fue posible realizar pruebas con un circuito EMG propio. Debido a esto se tuvo 

que utilizar una base de datos, la cual, si bien posee un protocolo adecuado, la 

colocación de los electrodos que se usa no resulta practica para la conducción. Esto 
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ya que al colocarse en la espalda se tiene el riesgo de que al conducir se produzcan 

movimientos que afecten la señal adquirida. Esto, mediante la colocación en el 

parpado que se propone en el presente trabajo, resulta un problema menor, ya que 

el movimiento sería mínimo. Otro punto que se debe de considerar es que el estado 

que se busca detectar en el estudio que se realizó para la obtención de la base de 

datos utilizado es el estrés. Esto provoca que, si bien el estrés en la conducción esté 

relacionado a la fatiga, sería necesario comprobar que mediante esta metodología 

y el circuito propuesto se pueda detectar de forma igual de eficaz el estado de fatiga. 

Por otra parte, también es necesario considerar que la base de datos presenta 

pocas señales, siendo así necesario que en un trabajo futuro se realicen un mayor 

número de señales para garantizar la efectividad de la metodología. Por último, es 

importante que se utilicen protocolos específicos para la obtención de fatiga 

mediante el circuito propuesto en el presente trabajo. Para concluir, es necesario 

destacar que la ventaja de la metodología propuesta en este trabajo es que, además 

de que la obtención de señales EMG es bastante sencilla, el algoritmo utilizado 

requiere una baja carga computacional. De esta forma es posible utilizar un 

microcontrolador que permita que el sistema de adquisición y procesamiento pueda 

monitorizar de forma continua, logrando una aplicación práctica y no solo teórica.  
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